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摘　 要:针对大功率变频风力发电机轴承故障特征难以挖掘以及现有深度学习模型存在可解释性差的关键难题。 开发了一种

轻量化空时信息融合模型的智能诊断新框架,命名为 BSTA-Net,其着眼于解决实际工程中风力发电机轴承故障难以识别的问

题。 首先,设计了轴承故障特征空时信息融合模块,并创造性地开发了一种双向的时序信息特征融合新策略,将该策略巧妙运

用到所提 BSTA-Net 框架中,进而充分提取故障数据中的细粒度特征,并在风力发电机轴承状态监测中实现首次尝试。 其次,在
所提框架中引入特征聚焦模块进行优化,使其能够精准的充分注意到重要的信息,抛弃无用的故障敏感特征,使得所提框架在

交变电压冲击和变载荷等复杂工况下,依然具备优秀的学习能力。 最后,基于同一数据集,从多个维度对 BSTA-Net 框架等 8 种

方法的诊断性能进行了对比分析,并将诊断结果与 BST-Net 等 7 种方法进行对比分析,结果表明,所提框架具有良好的优越性

和泛化性,此项研究为轴承故障识别提供了新思路。 将 t-SNE 和显著性区域检测技术引入所提 BSTA-Net 框架对故障特征挖掘

过程进行物理归因解释,进而提升框架在决策过程中的可信赖性。
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Abstract:Mining
 

bearing
 

fault
 

characteristics
 

in
 

high-power
 

variable-frequency
 

wind
 

turbines
 

is
 

challenging,
 

and
 

existing
 

deep
 

learning
 

models
 

suffer
 

from
 

poor
 

interpretability.
 

To
 

address
 

these
 

issues,
 

a
 

new
 

intelligent
 

diagnosis
 

framework
 

of
 

lightweight
 

space-time
 

information
 

fusion
 

model,
 

named
 

BSTA-Net,
 

is
 

developed
 

to
 

enhance
 

bearing
 

fault
 

identification
 

in
 

practical
 

engineering
 

applications.
 

Firstly,
 

a
 

bearing
 

fault
 

feature
 

space-time
 

information
 

fusion
 

module
 

is
 

designed,
 

and
 

a
 

new
 

bidirectional
 

timing
 

information
 

feature
 

fusion
 

strategy
 

is
 

creatively
 

developed.
 

The
 

strategy
 

is
 

cleverly
 

applied
 

to
 

the
 

proposed
 

BSTA-Net
 

framework
 

to
 

fully
 

extract
 

the
 

fine-
grained

 

features
 

from
 

the
 

fault
 

data,
 

marking
 

the
 

first
 

attempt
 

to
 

apply
 

such
 

an
 

approach
 

to
 

wind
 

turbine
 

bearing
 

condition
 

monitoring.
 

Secondly,
 

the
 

feature
 

focusing
 

module
 

is
 

introduced
 

into
 

the
 

proposed
 

framework
 

for
 

optimization,
 

enabling
 

it
 

to
 

effectively
 

prioritize
 

critical
 

fault-related
 

information
 

while
 

discarding
 

irrelevant
 

or
 

noisy
 

features.
 

This
 

ensures
 

that
 

the
 

model
 

maintains
 

robust
 

learning
 

capabilities
 

even
 

under
 

complex
 

conditions
 

such
 

as
 

alternating
 

voltage
 

shocks
 

and
 

variable
 

loads.
 

Finally,
 

based
 

on
 

the
 

same
 

data
 

set,
 

the
 

diagnostic
 

performance
 

of
 

8
 

methods
 

such
 

as
 

BSTA-Net
 

framework
 

is
 

compared
 

from
 

multiple
 

dimensions,
 

and
 

the
 

diagnostic
 

results
 

are
 

compared
 

with
 

7
 

methods
 

such
 

as
 

BST-Net.
 

The
 

results
 

show
 

that
 

the
 

proposed
 

framework
 

exhibits
 

superior
 

superiority
 

and
 

strong
 

generalization
 

ability,
 

providing
 

a
 

new
 

idea
 

for
 

bearing
 

fault
 

identification.
 

Furthermore,
 

T-SNE
 

and
 

significance
 

region
 

detection
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technology
 

are
 

introduced
 

into
 

the
 

BSTA-Net
 

framework
 

to
 

explain
 

the
 

physical
 

attribution
 

of
 

fault
 

feature
 

mining
 

process,
 

thereby
 

improving
 

the
 

reliability
 

of
 

the
 

framework
 

in
 

the
 

decision-making
 

process.
Keywords:intelligent

 

diagnosis;
 

bearing;
 

spatio-temporal
 

models;
 

interpretability

0　 引　 　 言

　 　 在现代工业系统中,轴承被誉为高端旋转系统的“心

脏” [1] ,在风力发电机领域中,由于风载变化的不确定性

导致发电机转速不稳定,需要使用变速恒频技术使发电

机在工作时保证输出电流频率稳定,而利用脉宽调制变

频器进行调频时,其高频的绝缘栅门极晶体管开关动作

使开关器件两端的电压会在很短的时间内发生快速的升

高或降低,进而导致发电机内存在共模电压。 当轴承分

压大于轴承滚珠与滚道间油膜耐压值时,就会击穿油膜

产生电火花放电,放电瞬间释放的能量使滚动体与滚道

接触的局部区域迅速升温,发生点蚀、烧伤、条状伤痕等

轴电流损伤电蚀故障。
陶瓷喷涂绝缘轴承可有效抑制轴承电蚀问题,其

已成为大功率变频电机的关键基础部件。 陶瓷喷涂轴

承与其他工业轴承不同,其具有耐高温性、耐磨损性、
耐腐蚀性等优越性能。 但是随着风电功率增加,风载

强度与变化频率也更大,同时由于风力发电机轴承结

构的复杂性,使得绝缘轴承仍然存在电蚀失效问题。
并且随着服役环境日益苛刻轴承服役过程中绝缘性能

会快速衰减,据统计,几乎所有的变频控制电动机的轴

承均存在这种故障[2] 。 因此,研究行之有效的风力发

电机轴承智能监测与诊断技术,对确保机械装备安全

服役具有重要意义。
传统的故障诊断方法一般包括 3 个步骤:特征提

取、特征选择和故障分类[3-4] 。 机械工业智能化水平日

益提高,现代旋转机械故障诊断步入大数据时代,以时

频域特征分析[5] 、支持向量机[6] 及专家系统[7] 等为代

表的传统故障诊断方法,在数据处理和故障诊断精度

等方面存在泛化性能不强的问题。 近年来,深度学习

作为人工智能领域一种新兴的关键技术[8] ,其可以自

动的表征数据与故障征兆之间复杂的非线性映射关

系,取得了比传统诊断方法更好的诊断效果[9] 。 卷积

神经网络( convolutional
 

neural
 

networks,
 

CNN) [10-11] ,其
凭借强大的特征提取和数据处理优势,在机械故障诊

断领域得到迅猛发展。
田淼等[12] 提出一种基于聚类领域自适应卷积神经

网络的风力机发电机滚动轴承故障诊断方法。 但受限于

特征提取和时序预测能力不足,仍存在着精度不高的问

题。 Li 等[13] 提出了一种新的多分支卷积神经网络,它代

表了一种改进流向策略的多分支去噪卷积网络。 然而,

其训练时间长,且计算资源消耗严重,难以在实际工程当

中得到进一步应用。 刘洋等[14] 提出一种将注意力模块

与一维卷积神经网络相结合的滚动轴承故障诊断模型。
增加了注意力机制,使模型的可解释性增强。 但是存在

单一传感器诊断中因特征信息不全而导致诊断精度偏低

的问题。 张搏文等[15] 提出了一种基于转子位移概率密

度信息-CNN 的航空发动机轴承故障诊断方法研究。 然

而其只能针对单一信息域进行特征学习,因此诊断精度

和泛化性能仍有待提升。
循环神经网络( recurrent

 

neural
 

network,
 

RNN)对序

列的非线性特征学习具有特殊优势,可深入学习振动信

号中蕴含的强时序相关性,对提高故障诊断精度有重要

意义。 姚立等[16] 提出一种基于深度卷积网络和循环神

经网络相结合的滚动轴承故障诊断方法。 然而,RNN 容

易出现梯度消失或梯度爆炸的问题,导致模型难以训练

或无法收敛。 郭子冉等[17] 提出一种基于伺服电机转速

信号的轴承和不对中复合故障的诊断方法。 提高了电机

轴承在不对中复合故障干扰下的轴承故障识别精度,然
而过度依赖专业知识,处理过程复杂,易导致冗余特征或

特征丢失的现象。 Zhang 等[18] 提出了一种基于声压信号

和长短期记忆网络的微型涡轮叶片早期弱故障识别方

法。 但是长短时记忆( long
 

short-term
 

memory,
 

LSTM)网

络的训练时间较长,参数较多,该方法容易产生过拟合。
综上所述,利用循环神经网络虽然在一定程度上学习时

间序列特性,然而,对于大量的数据,循环神经网络在提

取故障数据的非线性特征方面会遇到困难,并表现出缓

慢的收敛速度及较差的稳定性。
门控循环单元( gated

 

recurrent
 

unit,
 

GRU) 使用一

种门控机制来有效克制循环神经网络缺陷,其使用一

个更新门替代输入门和遗忘门,从而有效减少参数,使
其在诊断领域取得成功应用。 Zhou 等[19] 开发了一种

可信的智能故障诊断框架。 Zhu 等[20] 提出了一种基于

多尺度卷积神经网络和门控循环单元的滚动轴承故障

诊断方法。 尽管 GRU 网络可以处理变长的时间序列和

相互依赖的时间序列数据,然而其结构比较复杂,难以

理解和解释其底层逻辑。 王超群等[21] 提出一种基于门

控循环单元的胶囊网络模型。 杨平等[22] 提出一种基于

卷积门控循环神经网络的轴承故障诊断模型。 尽管上

述方法具有较强的特征学习能力,但轴承数据不仅具

有时序信息的特征,尤其在面对故障信息丰富多变、实
际工况交替复杂时往往会导致诊断效果不理想和泛化

性能欠佳的问题。
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注意力机制源于人类观察事物的专注力,本质上是

一种权重概率分布机制,可对重要信息赋予高权重以提

取关键特征。 Xu 等[23] 提出一种全局上下文特征聚合网

络。 Fang 等[24] 提出一种基于自激活函数的变压器修改

卷积单元,使变压器与卷积神经网络有机地结合为一个

整体。 Man 等[25] 基于列车转向架方向图提出一种新的

转向架故障诊断方法。 Yu 等[26-27] 借鉴注意力机制的思

想原理进行改进,提出一种具有特殊形式的自注意力机

制。 Zhang 等[28] 提出一种基于瓶颈层自关注机制的改进

去噪自编码器的轴承故障检测方法,该方案只使用健康

数据进行训练。 Zhu 等[29] 利用带有自关注机制的残差混

合网络构建的健康指标,提出一种新的旋转机械剩余使

用寿命(remaining
 

useful
 

life,
 

RUL)预测方法。 上述模型

不仅解决了传统故障诊断方法诊断结果不确定性高的问

题,而目前将轻量级网络与自注意力机制模块结合的研

究较少。 综上所述,深度学习在故障诊断领域中表现出

巨大的潜力。 但是考虑到现代工业系统的复杂性和机械

工况的多变性,尤其是面对大功率风力发电机轴承的故

障识别,现有模型仍存在以下缺点:一方面轴承性能退化

数据往往具有时间序列的特点,在轴电流微损伤与疲劳

磨损的交互作用下,使得轴承绝缘性能退化速率和机械

结构损伤具有强大时变性,因此,考虑如何充分挖掘轴承

故障数据的时序特征已成为一个亟待攻克的关键难题。
另一方面尽管现有数据驱动机械设备故障诊断方法在识

别性能上取得较大进展,但是仅由数据驱动的故障诊断

方法的内在运作机制和推断过程难以被人类理解,缺乏

可解释性。 为解决上述问题,主要研究内容如下:
1)开发一种轻量化空时模型的智能诊断新框架

( bidirectional
 

spatio-temporal
 

self-attention
 

mechanism
 

network,
 

BSTA-Net),着眼于解决实际工程中轴承故障难

以识别的问题,尤其是在交变电压和变载荷等恶劣服役

环境下,使得轴承故障实现首次智能化识别,此项研究为

轴承故障识别提供了新思路。
2)考虑到轴承故障数据具有强大的时变性,使得现有

模型在训练时会出现全局收敛性差和计算复杂的难题。
创新性的开发了一种双向的时序信息特征融合新策略,将
该策略巧妙运用到所提 BSTA-Net 框架的细粒度特征提取

模块中,并在风力发电机轴承状态监测中实现首次尝试,
对保障轴承长寿命和安全稳定运行提供了新的途径。

3)基于实测的同一轴承数据集,从多个维度对所提

BSTA-Net 的诊断性能进行了评价,并将诊断结果与双向

空时网络(bidirectional
 

spatio-temporal
 

network,
 

BST-Net)
等 7 种方法进行对比分析,结果表明,该框架对轴承故障

实现了精准识别,验证了该框架具有较高的优越性和泛

化性。 为了能够以更为直观的方式认知复杂的 BSTA-
Net 框架的决策过程和决策依据,引入 t 分布随机领域嵌

入( t-distributed
 

stochastic
 

neighbor
 

embedding,
 

t-SNE) 降

维技术将框架挖掘的轴承故障特征进行可视化,进而提

升诊断框架的可信赖性。

1　 理论知识

1. 1　 空间信息模型

　 　 Squeeze-Net 是由 Iandola 等[30] 设计的一种轻量化网

络模型,Squeeze-Net 提出了 Fire 模块的子结构。 Fire 模

块结构包含两层卷积层:压缩层和扩展层,卷积操作可视

为卷积核与前一层特征图做卷积,并通过激励函数进行

非线性变换形成输出特征图,具体计算为:

X l +1
i,j = f ∑

L

j = 1
∑

m

i = 1
(X l

i,j∗w l
i,j) + bL

j( ) (1)

式中: 输入数据 X l
i,j 表示网络的第 l 层的第 i 个尺寸的

第 j 个特征值;Xl +1
i,j 表示网络的第 l层的第 i个尺寸的第 j个

特征值;∗ 表示离散卷积运算符;
 

f(·) 为激活函数。
池化层是实现池化操作的网络层,池化操作通常在

卷积层之后使用,在降低特征维度的同时保留显著特征

信息,具有空间不变性的特性。 池化操作具体可表示为:
P l( i,j)

MP = max
( j -1)W+1≤t≤jW

{a l( i,t) }b i (2)

式中: W表示池化区域宽度;P l( i,j) 表示第 l层第 i帧第 t个
神经元的激活值;a l( i,t) 表示池化结果。 Fire 卷积块堆叠

得到 Squeeze-Net 模型结构如图 1 所示。

图 1　 Fire 模块中组织卷积核的微观结构

Fig. 1　 Microstructure
 

view
 

of
 

convolutional
 

nuclei
 

in
 

the
 

Fire
 

module

1. 2　 时间信息模型

　 　 门控循环单元是循环神经网络的一种变体[31] ,其能

捕捉时间序列中时间步距离较大的依赖关系。 但是此类

具有门控机制的循环神经网络内部结构却更为复杂,导
致其无法并行计算[32] 。 为了提高循环神经网络的训练

速度,Lei 等[33] 在长短时记忆网络和门控循环单元的基

础上提出了简单循环单元(simple
 

recurrent
 

unit,
 

SRU)模
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型。 该网络结构中主要包含输入门、遗忘门、复位门、输
出门、内部状态和残差连接等部分。 简单循环单元通过

解除内部计算对上一时刻隐状态的依赖,并对整体的门

结构进行改进,进而确保网络具有 LSTM 的性能,其内部

结构如图 2 所示。

图 2　 双向 SRU 的时间信息模型结构

Fig. 2　 Time
 

information
 

model
 

structure
 

of
 

bidirectional
 

SRU

x t 表示在 t 时刻的输入;
 

f t,rt,A t,A t -1 分别表示遗忘

门、重置门、当前时刻 t的隐藏状态和前一时刻 t - 1 的隐

藏状态。 h t 表示 t 时刻的输出;σ 和 g 代表 Sigmoid 函数

和激活函数。 SRU 模型的计算公式如式(3) ~ (7)所示。
f t = σ(Wfx t + b f) (3)
rt = σ(Wrx t + br) (4)
y t = σ(W1x t) (5)
A t = f t☉A t -1 + (1 - f t)☉y t (6)
h t = rt☉g(A t) + (1 - rt)☉T t (7)

式中:Wf、Wr 和 W1 为参数矩阵,b f、br 为偏置,均为训练

时需学习的参数向量。 从 SRU 的计算过程可知式(3) ~
(4)都具有独立性,不依赖前一时刻 A t-1 的信息,所以对

其进行并行化计算处理。

UT =
w
w f

wr

é

ë

ê
ê
êê

ù

û

ú
ú
úú

3d×D

　 [x1,x2,…,xL]
D×L (8)

式中: w,w f,wr ∈Rd×D,U∈RL×3d。 对于一个批次中的 B
个样本,可以先计算得到张量 U(L,

 

B,
 

3d),该方式能实

现程序的并行化处理,从而能迅速和简洁地进行计算。
特征提取层以流矩阵 x = [x1,x2…,xn] 为输入,双

向简单循环单元( bidirectional
 

simple
 

recurrent
 

unit,
 

Bi-

SRU)网络包含一个前向简单循环单元网络 SRU→,从 x1

到 xn 读取 x, 一个后向 SRU 网络 SRU← ,从 xn 到 x1 读取 x,
如式(9) ~ (10)所示。

h t
→ =SRU→(h t -1

→,x t),t ∈ [1,N] (9)

hy
←=SRU← (h t -1

← ,x t),t ∈ [1,N] (10)

式中: h t
→

为前向隐藏状态,收集序列中 x t 之前的信息;

h t
←

为向后隐藏状态,收集 x t 之后的信息;初始隐藏状态

向量h0
→

和hN+1
→

均为 0 向量。 将h t
→

与h t
←

拼接在一起,得到

时间步 t 处的汇总信息 h t,即 h t = [h t
→,h t

←]。
为更进一步获得振动数据的高阶特征,将 Bi-SRU 网

络堆叠 M 层,t 时刻第 i 层的输入为该时刻第 i-1 层的输

出 h i -1
t , 如式(11) ~ (12)所示。

h i
t

→ =SRU→(h i
t -1
→,h i -1

t ),t ∈ [1,N],i ∈ (1,M) (11)

h i
t

←=SRU← (h i
t -1

← ,h i -1
t ),t ∈ [1,N],i ∈ (1,M) (12)

式中:在 t 时刻第 i 层的汇总信息表示为 h i
t = [h i

t
→,h i

t
←]。

最后, 将最后一层每个时间步生成的隐藏状态拼接得到

特征提取层的输出,如式(13)所示。
hN = [hM

1 ,hM
2 ,…,hM

N ] (13)
经过 M 层 Bi-SRU 网络的特征提取过程,特征向量

hN 高度聚合了轴承的双向信息,能够使模型更准确地对

轴承故障进行分类。
1. 3　 自注意力机制

　 　 注意力机制可从复杂繁多的信息中遏抑与目标结果

无关的冗余信息[34] ,其输入的时间序列为 X = [x1,

x2,…,xn] ∈ RDx×N, 对于每个输入 x i 将其线性映射到

3 个不同的空间,得到查询向量 q i ∈RDk、键向量 k i ∈RDk

和值向量 v i ∈RDk。 输出时间序列为H = [h1,h2,…,hn]

∈ RDv×N。 对于整个输入时间序列 X,线性映射过程可以

表示为:

Query = WqX ∈ RDk×N (14)

Key = WkX ∈ RDk×N (15)

Value = WvX ∈ RDv×N (16)

式中: Wq ∈ RDk×Dx、Wk ∈ RDk×Dx、Wv ∈ RDv×Dx 分别为线性

映射参数矩阵,K = [k1,k2,…,kn]、V = [v1,v2,…,vn] 分

别为由查询向量、键向量和值向量构成的矩阵,Dk 和N分

别表示矩阵维度。 自注意机制对时序数据的计算过程如

图 3 所示。

图 3　 自注意力机制的计算流程

Fig. 3　 Calculation
 

process
 

of
 

self-attention
 

mechanism
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对于输入时间序列中每一个查询的 qn ∈ Query,可
以得到输出向量 Hn。

Hn = att((K,V),qn) = ∑
n

j-1
anjv j =

∑
n

j = 1
Softmax( s(k j,qn))v j (17)

式中: n,
 

j ∈ [1,2,…,N] 为输出和输入向量序列的位

置;αnj 表示第 n 个输出关注到第 j 个输入的权重。

2　 轴承故障诊断框架

2. 1　 诊断流程

　 　 为实现轴承故障实现智能化识别,创新性的开发了一

种轻量化空时模型的智能诊断新框架。 其诊断的步骤为:
1)信号采集:利用 2 个加速度振动传感器分别收集

风力发电机传动端和非传动端轴承振动信号,进而高效

的获取真实的轴承故障数据。
2)数据集创建:将所有的轴承振动信号进行归一化预

处理,构建轴承数据集,并将数据集随机划分为训练集和测

试集。
3)框架设计:根据输入数据尺寸以及输出的故障类

别数量,首先,设计了轴承空时特征融合模块;其次,设计

了特征聚焦模块;最后,对所提 BSTA-Net 框架的权值和

偏置参数进行初始化。
4)模型训练:首先将部分实测的轴承故障数据的训

练集输入到 BSTA-Net 框架进行预训练,通过反向传播算

法更新策略训练模型参数,并根据迭代曲线选定学习率、
迭代次数等框架的超参数。 然后,将训练集数据输入

BSTA-Net 框架中进行前传播,利用 BSTA-Net 框架学习

轴承故障特征。 最后,依据输出结果对 BSTA-Net 框架的

权重参数进行调整,重复更新过程,降低损失函数值,提
高诊断精度,直到获得最优 BSTA-Net 框架。

5)智能诊断:将同一测试集数据分别输入到训练好

的 BSTA-Net 框架等 8 种方法中进行训练,获得轴承故障

分类结果,并将 8 种分类结果进行对比分析,从而进一步

验证 BSTA-Net 框架的优越性。

2. 2　 所提框架的结构设计

　 　 由于轴承结构的复杂性、耦合的关联性以及激励的

多源性,使得轴承故障特征难以发现。 因此,设计了

BSTA-Net 框架,所提 BSTA-Net 框架的结构主要分为细

粒度特征提取模块、粗粒度特征提取模块和特征聚焦模

块 3 个部分,该框架每个结构的组成及参数如图 4 所示。

图 4　 所提 BSTA-Net 框架结构与参数

Fig. 4　 The
 

proposed
 

BSTA-Net
 

framework
 

structure
 

and
 

parameters

　 　 BSTA-Net 框架结构为:
1)细粒度特征提取模块:该模块主要由输入层、一维

卷积层、池化层和 Fire 层 4 个部分组成。 首先,将实测的

轴承故障数据直接输入到 BSTA-Net 框架中,为适应轴承

一维时域振动信号时间序列的结构特性,将 BSTA-Net 框
架的卷积核和池化核均设计为一维结构。 然后,凭借

Squeeze-Net 架构轻量化思想的启发,在该模块设计了

4 层 Fire 层替代深层卷积神经网络,使得网络中卷积核
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尺寸由 3×3 简化为 1×1,同时将输入通道的数量减少至

3×3。 最后,为自适应拾取轴承故障状态隐藏的非线性特征

表达和数据内部的拓扑结构特征,引入缩放指数线性单元

(scaling
 

exponential
 

linear
 

unit,
 

SELU)函数作为激活单元对

特征映射进行非线性处理,其函数表达如式(18)所示。

SELU(x) = scale∗ x, x > 0
α(ex - 1), x < 0{ (18)

线性整流函数(rectified
 

linear
 

unit,
 

ReLU)是非饱和

非线性函数,有助于更快地训练网络。 但是负值部分输

出为 0,落入此区域的神经元梯度将永远为 0,另外输出

为非负值,不以零值为中心。 SELU 激活函数与常用的

ReLU 激活函数相比,SELU 激活函数该单元主要利用一

个函数映射前后两层神经单元使得激励值逼近于零均值

和单位方差。 其不仅具有 ReLU 激活函数的优点,而且

能够对输入数据进行归一化处理,更好地实现了对输入

数据的非线性映射。
2)粗粒度特征提取模块:该模块主要由丢弃层、一维

卷积层、批量归一化( batch
 

normalization,
 

BN) 层和 Bi-
SRU 层组成。 首先,将由细粒度特征提取模块提取到的

特征图输入到该模块,为了增加所提 BSTA-Net 框架的抗

干扰能力,整个框架在各个特征学习阶段后都引入丢弃

层。 在所提框架中引入 BN 层,通过对神经网络中每一

层的输入数据进行归一化处理,使得每层的输入分布相

对稳定,可以使数据在激活函数的敏感区域,缓解梯度消

失的现象,提升网络模型的稳定性和泛化性。 与长短时

记忆网络以及门控循环单元等循环神经网络不同,简单

循环单元解除了对前一时刻隐藏层输出结果的依赖性,
同时简单循环单元在抽取长距离依赖时,时间越远的输

入对当前时刻影响越小,时间越近影响越大。 考虑到

单个方向的简单循环单元抽取序列特征会更受当前时刻

的输入影响,进而不能达到丰富特征信息的目的,因此。
为了更好地同时捕获两个方向的时序特征,采用双向简

单循环单元编码器,将模块参数更少,性能更强的简单循

环单元通过正向反向相结合的方式进行设计,达到丰富

特征信息的目的,然后将同一时刻的特征融合,得到最终

每个时刻的特征表达。 确保所提 BSTA-Net 框架能拥有

双向的积聚依赖信息,最终得到的特征信息包含有轴承

实测原始振动信号的空间特征与时间特征,进一步提升

对轴承故障诊断的容错性。
3)特征融合识别模块:该模块主要由交换轴向层、全

连接层、自注意力层、数据转平层和输出层 5 个部分组

成。 首先,将特征信息包含轴承原始信号的空间特征和

时间特征作为本模块的输入,通过交换轴向层以获得内

部特征表示。 然后使用局部跨通道交互策略对不同通道

进行权值计算,并通过 Sigmoid 函数输出,使用数据转平

层代替全连接层,可减少模型参数和计算复杂度。 最后,

Softmax 函数将神经元输出转换为关于 10 种轴承故障类

型的概率分布,将具有不同权重的特征输入到分类器进

行故障分类,从而对轴承故障实现分类。 所提框架对轴

承训练时使用的是自适应动量估计 ( adaptive
 

moment
 

estimation,Adam)优化器[35] 。

3　 实验描述

3. 1　 实验设置

　 　 为验证所提模型的有效性,
 

采用双馈风力发电机试

验平台采集的振动数据对所提模型进行验证。 将绝缘轴

承分别安装在实际的大功率变频控制的双馈风力发电机

试验平台上,获取实测的发电机绝缘轴承故障数据。 并

在同一采样频率分别采集 2. 5、2 和 1. 5
 

MW 负载下绝缘

轴承故障加速度信号用于验证所提 BSTA-Net 框架的负

载泛化试验分析,如图 5 所示。

图 5　 大功率变频控制的双馈风力发电机试验平台

Fig. 5　 Double-fed
 

wind
 

turbine
 

test
 

platform
 

with
 

high
 

power
 

frequency
 

conversion
 

control

由图 5 可知,该试验平台主要包括发电机传动系统、
发电机控制系统、轴承测试系统和被测绝缘轴承 4 部分

组成,其中,双馈风力发电机的额定频率是 50
 

Hz。 基于

数据采集设备和主机设备,通过安装在靠近传动端和非

传动端轴承位置的加速度传感器对振动信号进行采集。
实验中采用加速度振动传感器,传感器安装到轴承座上

方并垂直于传动轴。 在机械疲劳与轴电流耦合损伤下,
通过调节被试电动机的转速、负载转矩和电压等参数,使
轴承在不同负载作用下,分别采集绝缘轴承外圈点蚀故

障、内圈轴电流损伤故障和外圈圆柱面涂层剥落故障

3 种故障的不同健康状态的实测数据。
为满足奈奎斯特采样定理和保证 BSTA-Net 框架能

对所采集的数据进行充分学习,并满足框架训练和测试

对数据长度的要求,试验采样时间设置为 600
 

s。 实验中

轴承外圈与发电机轴承支座固定,轴承内圈随发电机主

轴旋转,被测轴承的型号为 6330。 实验过程中利用转速

控制器用于调节转速,使风力发电机转速保持在额定转

速 1
 

720
 

r / min。
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3. 2　 数据描述

　 　 本试验采用采样频率为 12
 

800
 

Hz 大功率变频控制

的双馈风力发电机驱动端轴承的故障数据,采集了 4 种

不同工况时(0、2. 5、2、1. 5
 

MW)的轴承振动信号。 在每

种工况下,对轴承外圈圆柱表面涂层剥落、内滚道轴电流

损伤和外滚道点蚀故障 3 种故障分别引入轻度、中度和

重度等不同健康状态的轴承进行了试验,加上健康状态

的轴承的试验数据,每个工况都有 10 种不同的故障

类型。
选取负载为 2. 5

 

MW 工况下,轴承 10 种不同健康

状态的原始时域振动信号进行分析,时域波形图如图 6
所示。 由图 6 可知,轴承健康状态的振动信号幅度最

小,幅值大小均为 0. 7
 

g 左右,当轴承出现故障时,振动

信号的幅度将明显增大,幅值大小均在 1. 5
 

g 以上,尤
其是当轴承出现重度故障时,振动信号的幅度达到

2. 5
 

g 以上。 同时,可以看出轴承 10 类不同健康状态

的振动信号的幅值和相位存在一定差别,并且振动信

号非平稳特征十分显著,没有明显的单一特征频率,振
动信号中夹杂较多噪声信号。 尤其对于轴承重度故障

状态,与其他状态相比,其振动信号中存在明显的冲击

成分,且幅值较大,几乎是其他状态信号幅值的 2 ~
3 倍。 但是,仅仅单独从时域角度对轴承故障进行表

征,难以有效的揭示其故障特征,进而无法对轴承故障

状态进行准确地分类辨识。

图 6　 轴承 10 类不同健康状态的时域波形

Fig. 6　 Time
 

domain
 

waveform
 

of
 

10
 

types
 

of
 

bearing
 

with
 

different
 

health
 

state

　 　 由于篇幅有限,选取内滚道电蚀凹坑故障、外滚道 轴电流损伤故障、外圈圆柱面的涂层剥落故障 3 种故
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障的重度类型和健康状态的振动信号进行频域分析,
频域波形图如图 7 所示。 由图 7( a) ~ ( c)可知,当轴承

出现故障时,其振动信号的频域幅值整体显著高于

轴承健康状态的幅值,其频域谱峰达到 0. 15 ~ 0. 30
 

g
左右。 由图 7( d)可以发现,轴承健康状态的频域幅值

相对较低,其频域谱峰达到约为 0. 05
 

g 左右,当轴承出

现故障时的幅值为健康状态的 3 倍左右。 同时发现,
轴承故障数据存在大量的故障倍频成分,大部分故障

特征频率被干扰。 因此,无法准确判断轴承的故障

类型。

图 7　 轴承 10 类不同健康状态的频域波形

Fig. 7　 Frequency
 

domain
 

waveform
 

of
 

10
 

types
 

of
 

of
 

bearing
 

with
 

different
 

health
 

states

3. 3　 所提框架超参数调优

　 　 深度学习中,超参数与神经网络中需要训练的参数

有所不同,超参数的设置会导致模型诊断性能的差异,为
提高模型的综合性能,采用控制变量法,使用不同的学习

率和批量尺寸对进行模型训练,通过一系列对比实验得

到模型的最优参数,使模型达到最好的收敛效果。

1)学习率作为深度学习模型中一个关键的参数,其
值大小决定在一个最小尺寸中权重参数在梯度方向上所

移动的步长,影响了模型收敛至最小值的速度。 针对所

提框架学习率的取值开展对比实验,利用实测的轴承故

障数据输入到所提框架中,在学习率不同取值时,得到框

架训练过程中的损失率曲线如图 8 所示。

图 8　 学习率不同取值所提框架训练过程中的损失率曲线对比

Fig. 8　 The
 

loss
 

rate
 

curve
 

in
 

the
 

training
 

process
 

of
 

the
 

frame
 

with
 

different
 

values
 

of
 

learning
 

rate
 

is
 

compared

　 　 由图 8 可知,当学习率为 0. 001 时,损失率曲线能够

迅速的降到最小值且整体平滑,同时曲线波动范围小;当
学习率为 0. 000 01 时,损失率曲线波动最大,并且收敛速

度较慢。 当学习率为 0. 01、0. 001 和 0. 000 1 时,所提框

架训练损失率曲线波动范围相对较大,所提框架训练收

敛速度较慢。 因此,随着迭代次数的不断增多,当学习率

为 0. 001 时,所提框架能够更快更精确地收敛至全局

最优。
2)批量尺寸决定了深度模型在训练过程中的单次样

本处理量,在一定程度上影响模型的故障诊断性能和训

练效率。 针对批量尺寸对所提框架的性能影响进行对

比,利用实测的海上风力发电机轴承故障数据输入到所

提框架中,在不同的批量尺寸取值时,得到框架训练过程

中的损失值曲线如图 9 所示。
由图 9 可知,随着迭代次数不断增多,当批量尺寸为

64 时,所提框架训练过程中的损失率曲线波动最小,收
敛速度快,且整体平滑,诊断精度最高。 当批量尺寸为

16 时,所提框架训练过程中的损失率曲线波动较大,且
收敛速度较慢,且当所提框架迭代 12 轮时,其损失率曲

线依然具有较大的波动。 当批量尺寸为 256 时,所提框

架训练过程中的损失率曲线不能有效地收敛到最小值,
说明所提框架训练过程中陷入局部最优。 因此,将批
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图 9　 批量尺寸不同取值所提框架训练过程中的损失率曲线对比

Fig. 9　 Comparison
 

diagram
 

of
 

loss
 

rate
 

curves
 

in
 

the
 

training
 

process
 

of
 

frames
 

with
 

different
 

values
 

of
 

batch
 

sizes

量尺寸设置为 64 时,所提框架对轴承故障数据的训练集

训练准确度均能得到有效的提高,在不同批量尺寸对比

中表现最好。
3. 4　 数据集训练

　 　 为充分挖掘轴承的故障特征,实现轴承智能诊断,利
用 3. 1 节所采集的轴承振动信号进行验证。 考虑到故障

特征信息的完整性及分析处理过程的高效性,在数据分

割的过程中,将上述一维原始信号以非重叠采样的形式

进行切割,其中,取每个振动信号样本的采样点为 2
 

048。
每种工况共选取 5

 

930 个样本,将所有数据按 8 ∶ 2的比例

随机划分为训练集和测试集输入到所提 BSTA-Net 框架

进行训练和测试,其中训练集样本数量为 4
 

744,测试集

样本数量均为 1
 

186。 因此,将每种故障数据结构转变成

1×7
 

840×1 的三维形式。 轴承故障数据类型标签及样本

数如表 1 所示。
3. 5　 所提框架训练

　 　 基于同一数据集,利用所提 BSTA-Net 框架与 BST-
Net 等 8 种先进的故障诊断模型对轴承故障数据集进行

训练,分别得到 8 种方法在训练过程中的损失值曲线

　 　 　 　

表 1　 轴承故障类型标签及样本数

Table
 

1　 Bearing
 

fault
 

type
 

label
 

and
 

sample
 

number

标签 轴承状态 故障程度 样本数 训练样本 测试样本

1

2

3

4

5

6

7

8

9

10

外圈电蚀

凹坑故障

内圈轴电流

损伤故障

外圈圆柱面

涂层剥落故障

健康状态

轻度 5
 

930 4
 

744 1
 

186

中度 5
 

930 4
 

744 1
 

186

重度 5
 

930 4
 

744 1
 

186

轻度 5
 

930 4
 

744 1
 

186

中度 5
 

930 4
 

744 1
 

186

重度 5
 

930 4
 

744 1
 

186

轻度 5
 

930 4
 

744 1
 

186

中度 5
 

930 4
 

744 1
 

186

重度 5
 

930 4
 

744 1
 

186

健康 5
 

930 4
 

744 1
 

186

与迭代次数的关系如图 10 所示。
由图 10 可知,利用所提 BSTA-Net 框架对测试样本

进行训练时,随着训练迭代次数增加,所提 BSTA-Net 框
架损失率迭代曲线斜率绝对值逐渐减小,向 0 值趋近,且
　 　 　 　

图 10　 损失值与迭代周期的变化曲线

Fig. 10　 The
 

change
 

curve
 

of
 

loss
 

value
 

and
 

iteration
 

period
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曲线十分光滑。 当所提 BSTA-Net 框架训练迭代到第 5 轮

时,损失率均降低至 0. 001 以下,此后基本保持水平方向同

步稳定变化,说明所提 BSTA-Net 框架可以在更短的时间

内,能达到完全收敛,取得更好的诊断效果。 同时可知,随
着迭代次数的增加,BST-Net 模型的损失率曲线出现较大

幅度的波动迹象。 当使用 Squeeze-Net 模型和 SRU-Net 模
型训练时,模型整体训练集损失值曲线收敛速度相对较

快,当迭代次数经过 15 轮训练后,训练损失率降到 0. 1 并

趋于平稳,但是随着迭代次数的增加,当迭代到 15 ~ 25 轮

时出现较大的突变震荡,说明这 2 种模型对轴承故障数据

训练时稳定性相对较差。 当使用 GRU-Net 模型、LSTM-Net
模型、支持向量机( support

 

vector
 

machine,
 

SVM) 模型和

RNN-Net 模型进行训练时,随着迭代次数增加,4 种模型的

损失值在经历了 50 个单次训练迭代从 3. 0 附近下降到

0. 2 左右,虽然损失率曲线斜率绝对值下降到 0. 2 附近,但
损失值未发生变化,发现 3 种模型的分类精度呈现缓慢提

升和局部突增的特点,说明 4 种模型对轴承故障数据训练

时易陷入局部最优,不能达到全局收敛。 综上所述,证明

BSTA-Net 框架在对轴承进行故障诊断时是可行的。

4　 结果讨论

4. 1　 所提 BSTA-Net 框架的有效性

　 　 为更直观地分析所提 BSTA-Net 框架与先进的 BST-
Net 等模型对轴承故障测试集的特征学习能力,以负载为

2. 5
 

MW 的轴承故障数据集 A 为例,利用 t-SNE 算法将每

个模型的输出层的特征数据进行降维,6 种方法的可视

化结果如图 11 所示。

图 11　 6 种方法的三维散点图

Fig. 11　 Three-dimensional
 

scatterplot
 

of
 

six
 

methods
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　 　 从图 11(a)可知,所提 BSTA-Net 框架对 10 种不同类型

的轴承故障特征在空间具有明显可区分性,且各类故障类内

聚力效果相对较为理想,类间距离相对较远,不同类样本被

有效区分。 验证了所提 BSTA-Net 框架对轴承数据特征有高

效的提取性能,表明 BSTA-Net 框架对轴承智能诊断方面有

着较为明显的优势,能实现高性能故障分类,达到较好的分

布式故障分类效果。 主要原因是该框架可以深入挖掘捕获

轴承振动信号的局部空间特征和全局时间特征,在此基础上

引入特征聚焦模块,对重要信息赋予高权重加强框架对故障

特征的感知能力,并提升其特征提取能力。
从图 11(b) ~ (c)可知,BST-Net 和 Squeeze-Net 对轴

承 10 类不同类别的样本具有相对较差的可区分性,虽然

模型输出特征之间呈现初步分离状态,但仍有大部分相同

类别样本聚集在一起,在空间聚簇性上,BSTA-Net 框架明

显优于 BST-Net 与 Squeeze-Net。 主要原因是 BST-Net 和

Squeeze-Net 对轴承的故障特征提取,存在不同特征之间相

互重叠的现象,容易导致特征提取不充分,甚至出现误判。
由图 11( d) ~ ( f)可知,SRU-Net、GRU-Net 和 LSTM-

Net 这 3 种方法均不能将正常与故障特征划清明显的界

线,SRU-Net 等 3 种方法对不同的轴承故障特征映射结

果严重混叠,无法区分。
综上所述,所提 BSTA-Net 框架不仅使不同类型的轴

承故障聚类边界清晰,而且 10 类轴承故障特征大致可形

成分簇,簇内特征聚集性相对较高,说明所提框架特征映

射效果最好,优于先进的 BST-Net 等其他对比方法。
4. 2　 所提 BSTA-Net 框架的优越性

　 　 为进一步验证所提 BSTA-Net 框架对轴承故障诊断

的优越性,基于同一轴承测试集,利用所提 BTSA-Net 框
架等 8 种模型对测试集进行训练,为了清晰显示 8 种模

型对测试集中 10 类健康状态分类效果,引入混淆矩阵对

识别精度进行量化并进行对比分析,8 种模型的训练结

果如图 12 所示。
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图 12　 8 种模型对轴承数据训练得到的混淆矩阵结果

Fig. 12　 The
 

confusion
 

matrix
 

results
 

obtained
 

by
 

8
 

kinds
 

of
 

models
 

trained
 

on
 

bearing
 

data

　 　 由图 12( a) 可知,所提 BSTA-Net 框架对轴承 10 类

健康状态的识别总精度达到 99. 6% ,且单一类故障的识

别准确率均>95. 9% ,能够较为准确地识别出轴承不同程

度的健康状态。 其中,1 ~ 9 类共 796 个样本均被预测正

确,使得所提 BSTA-Net 框架对这 9 类故障的诊断精度均

达到了 100% ,模型的误判主要发生在 10 类故障有部分

混淆,导致这类故障诊断的判断中有 4 个样本预测不正

确,使得所提 BSTA-Net 框架对该类数据上取得的样本识

别率为 95. 9% 。 主要原因是轴电流放电出现电蚀凹坑现

象,减少了滚珠和滚道表面之间的接触面积,产生更高的

接触压力和轴承滚珠的弹跳,使得轴承在结构上出现较

大的耦合性,导致 BSTA-Net 框架对电蚀凹坑故障的定位

稍有 欠 缺, 进 而 无 法 做 到 精 确 判 断 该 类 数 据。 由

图 12(b)可知,BST-Net 模型对轴承 10 类健康状态的识

别总精度达到 94. 5% ,其中有 9 类故障的识别准确率

均>90. 6% ,第 8 类故障有 30 个样本数量被错分,使得其

被诊断的准确率相对较低,仅达到了 67. 7% 的准确率。
由图 12(c)可知,Squeeze-Net 对轴承 10 类健康状态的识

别总精度达到 91. 3% ,其中有 8 类单类故障的识别准确

率均>90. 6% ,第 6、8 类故障分别有 29 和 30 个样本数量

被错分, 使其仅达到了 67% 和 67. 7% 的准确率。 由

图 12(d)可知,SRU-Net 对轴承 10 类健康状态的识别总

精度达到 86. 1% ,其中有 7 类单类故障的识别准确率均>
89. 5% ,而第 1、8 和 10 这 3 类故障被错分的样本数量分

别为 32、97 和 88,使其诊断准确率分别为 70. 1% 、58. 8%
和 63. 6% 。 由图 12( e) ~ ( h)可知,GRU-Net、LSTM-Net、
SVM-Net 和 BPNN-Net 对轴承 10 类健康状态的识别总精

度分别达到了 75. 1% 、71. 8% 、69. 5% 和 69. 5% ,说明利
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用 GRU-Net
 

模型等 4 种模型对轴承故障分类情况相对较

差,有大量样本被识别错误。 尤其是利用 BPNN-Net 浅

层神经网络模型进行故障诊断时,需要人工设计提取故

障信号特征,导致最终的分类准确率不高。
综合来看,所提 BSTA-Net 框架在轴承故障诊断中

具有较好的诊断效果,所提 BSTA-Net 框架与 BST-Net
等 7 种先进的模型相比,在轴承识别总精度上分别提

升了 5. 1% 、 8. 3% 、 13. 5% 、 24. 5% 、 27. 8% 、 30. 1% 和

30. 1% 。 说明所提 BSTA-Net 框架能够对轴承的内滚道

面的电蚀凹坑故障、外滚道面的轴电流损伤故障和外

圈圆柱面的涂层剥落故障等 3 种故障的不同健康状态

实现精准的识别。 主要原因是设计的粗细特征提取模

块可以融合轴承各征兆域深层故障特征,尤其是特征

聚焦模块能够精准的注意到重要的信息,抛弃无用的

故障特征,从而进一步提升了所提 BSTA-Net 框架的识

别精度。
4. 3　 变载工况下的泛化性

　 　 为进一步考察在负载变化时所提 BSTA-Net 框架对

轴承故障识别的准确率,进而验证其对轴承故障的泛化

性能,选取 4. 1 节采集的 2. 56、2 和 1. 5
 

MW 的数据集分

别命名为数据集 A、B、C。 同时将 BST-Net 等 7 种模型均

对负载变化的数据集进行训练,并将 8 种方法的实验结

果进行对比分析。 负载变化是指用一种数据集做训练样

本,另外 2 种数据集作为测试样本,例如 A→B,A→C 表

示用数据集 A 作为训练样本,数据集 B、C 进行测试。 为

减小随机误差,利用 BSTA-Net 框架等 8 种方法对负载变

化轴承数据集进行训练 10 次,对实验结果分别计算精确

率、召回率和 F1 分数 3 类指标作为分类精度的评估指

标,并将 3 类指标的平均值进行对比分析。
利用轴承数据集 A(2. 56

 

MW)作为训练样本,数据

集 B(2
 

MW)和 C(1. 5
 

MW)作为测试样本进行训练,结
果如表 2 所示。 由表 2 可知,所提 BSTA-Net 框架对负

载变化的风力发电机轴承故障识别结果最好,在精确

率、召回 率 和 F1 分 数 这 3 类 指 标 上 分 别 达 到 了

98. 32% ±0. 31% 、97. 87% ±0. 22% 和 98. 21% ± 0. 51% ,
而

 

BST-Net 等 7 种模型对轴承的识别结果相对较差,在
精确 率 等 3 类 指 标 分 别 达 到 了 87. 16% ± 0. 31% 、
87. 34% ±0. 22% 和 87. 31% ± 0. 29% 。 说明所提 BSTA-
Net 框架与 BST-Net 等 7 种模型相比,其取得了良好的

诊断效果。

表 2　 所提 BSTA-Net 框架等 8 种方法对轴承 A→B,A→C 识别性能比较

Table
 

2　 The
 

BSTA-Net
 

framework
 

and
 

other
 

eight
 

methods
 

of
 

bearing
 

A→B,
 

A→C
 

identification
 

performance
 

comparison
 

(% )

评价指标 BSTA-Net BST-Net Squeeze-Net SRU-Net GRU-Net LSTM-Net SVM-Net BPNN-Net

精确率 98. 32±0. 31 87. 16±0. 31 82. 18±0. 16 81. 19±0. 23 80. 22±0. 28 77. 18±0. 16 62. 35±0. 25 61. 35±0. 65

召回率 97. 87±0. 22 87. 34±0. 22 82. 17±0. 33 82. 26±0. 19 80. 36±0. 51 78. 53±0. 93 63. 23±0. 12 62. 15±0. 72

F1 分数 98. 21±0. 51 87. 31±0. 29 82. 28±0. 27 81. 08±0. 73 81. 34±0. 34 77. 10±0. 55 62. 18±0. 55 61. 29±0. 75

　 　 利用轴承数据集 B(2
 

MW) 作为训练样本,数据集

A(2. 56
 

MW)和 C(1. 5
 

MW)作为测试样本进行训练,结
果如表 3 所示。 由表 3 可知,所提 BSTA-Net 框架对负载

变化的轴承故障识别的结果依然是非常理想,在精确率

等 3 类指标上分别达到了 98. 27% ± 0. 31% 、99. 01% ±
0. 37%和 98. 23% ± 0. 25% ,与 BST-Net 模型相比,所提

BSTA-Net 框架的诊断精度从精确率等 3 类指标上分别

提高了 10. 9% 、12. 5% 和 10. 79% 。 同时,所提 BSTA-Net
框架 10 次实验结果的偏差范围也是最小的,这表明了所

提 BSTA-Net 框架具备更好的稳定性,诊断结果也更具可

靠性,从而进一步验证所提 BSTA-Net 框架对轴承故障诊

断具有较强的泛化性能。 而 BST-Net 等 7 种模型对轴承

在不同跨负载下的故障识别率波动范围很大,说明 BST-
Net 等 7 种网络模型的泛化能力稍逊。

表 3　 所提 BSTA-Net 框架等 8 种方法对轴承 B→A,B→C 识别性能比较

Table
 

3　 The
 

BSTA-Net
 

framework
 

and
 

other
 

8
 

methods
 

of
 

bearing
 

B→A,
 

B→C
 

identification
 

performance
 

comparison
(% )

评价指标 BSTA-Net BST-Net Squeeze-Net SRU-Net GRU-Net LSTM-Net SVM-Net BPNN-Net

精确率 98. 27±0. 31 87. 37±0. 28 82. 28±0. 37 78. 29±0. 57 72. 51±0. 52 65. 33±0. 26 63. 31±0. 66 62. 11±0. 55

召回率 99. 01±0. 37 86. 51±0. 32 81. 19±0. 28 77. 81±0. 63 73. 62±0. 30 66. 57±0. 32 62. 23±0. 55 61. 39±0. 62

F1 分数 98. 23±0. 25 87. 44±0. 58 81. 78±0. 27 77. 39±0. 36 72. 31±0. 52 65. 31±0. 37 63. 53±0. 39 61. 29±0. 66
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　 　 利用轴承数据集 C (1. 5
 

MW)作为训练样本,数据集

A(2. 56
 

MW)和 B(2
 

MW)作为测试样本进行训练,结果

如表 4 所示。 由表 4 可知,所提 BSTA-Net 框架在跨负载

变化的轴承故障识别结果相对较好,在精确率等 3 类指

标上分别达到了 97. 12% ± 0. 28% 、 98. 37% ± 0. 21% 和

97. 81% ± 0. 32% 。 所提 BSTA-Net 框架识别率均高于

BST-Net 等先进的 7 种模型,具有最高诊断精度。 与

BST-Net 模型相比,所提 BSTA-Net 框架的诊断精度在精

确率等 3 类指标上分别提高了 3. 8% 、6. 15% 和 4. 36% 。
说明面对复杂运行工况的轴承,所提 BSTA-Net 框架能够

分别从空间与时间相关性中提取更加充分的特征,从而

最大程度地提高了故障诊断准确率。

表 4　 所提 BSTA-Net 框架等 8 种方法对轴承 C→A,C→B 识别性能比较

Table
 

4　 The
 

BSTA-Net
 

framework
 

and
 

other
 

8
 

methods
 

of
 

bearing
 

C→A,
 

C→B
 

identification
 

performance
 

comparison
(% )

评价指标 BSTA-Net BST-Net Squeeze-Net SRU-Net GRU-Net LSTM-Net SVM-Net BPNN-Net

精确率 97. 12±0. 28 93. 32±0. 32 83. 21±0. 62 87. 31±0. 23 81. 03±0. 71 73. 18±0. 63 75. 31±0. 53 67. 39±0. 15

召回率 98. 37±0. 21 92. 22±0. 23 83. 63±0. 36 88. 86±0. 31 79. 38±0. 55 72. 68±0. 28 76. 58±0. 81 68. 32±0. 31

F1 分数 97. 81±0. 32 93. 45±0. 18 83. 21±0. 22 87. 36±0. 32 80. 21±0. 65 73. 35±0. 52 75. 19±0. 56 67. 19±0. 62

　 　 综上实验结果表明,所提 BSTA-Net 框架在不同工况

数据集上具有较强的泛化能力和稳定性,在变工况下多次

试验得到的评估指标的标准差更小,分类性能最为突出。
并且明显优于 BST-Net 等先进的 7 种模型分类性能。

4. 4　 消融实验

　 　 为了客观评估所提 BSTA-Net 框架中各个关键模块

对整体性能的影响,分别构建了 Squeeze-双向简单循环

单元模型( Squeeze-Bi-SRU-Net)、Squeeze-自注意力机制

模型(Squeeze-SAM-Net)以及双向简单循环单元-自注意

力机制模型( Bi-SRU-SAM-Net) 等模型。 将 3. 1 节轴承

数据集作为各个模型的输入,在模型训练参数一致和相

同的测试环境下进行了消融实验。 每种实验条件下进行

10 次重复实验,利用精确率、召回率和 F1 分数 3 类评估

指标来衡量各个模型的诊断性能。 为了保证实验的偶然

性,将 5 次实验结果评价指标的平均值进行对比分析,具
体结果如图 13 所示。

图 13　 消融实验结果

Fig. 13　 Results
 

of
 

ablation
 

experiment

由图 13 可以看出,所提 BSTA-Net 框架在 3 种关键

性能指标上均优于其他方法,分别达到 98. 05% 、97. 18%
和 96. 89% 。 以精准率指标为例,BSTA-Net 框架相对于

Squeeze-双向简单循环单元模型等 3 种模型分别提升了

6. 83% 、4. 83%和 9. 72% 。 说明 BSTA-Net 框架对于风力

发电机轴承展现出显著优势。 以 F1 分数指标为例,
BSTA-Net 框 架 相 对 于 其 他 3 种 模 型 分 别 提 升 了

10. 84% 、5. 78% 和 9. 13% 。 说明 BSTA-Net 框架对电机

轴承故障具有最佳的识别效果。 主要原因在于 BSTA-
Net 框架能够有效地突出轴承原始信号中周期性冲击成

分,且特征提取模块保留了轴承故障信号的全局和局部

信息,聚焦模块充分提取故障敏感特征,使得 BSTA-Net
框架在受冲击、振动、高低温交变、交变电压冲击和介质

渗透等复杂工况下,依然具备优秀的学习能力。 综上所

述,消融实验证明了 BSTA-Net 框架中的特征提取模块和

特征融合模块对于提升故障诊断性能至关重要,进一步

证实了框架设计的合理性、稳定性和可靠性。
4. 5　 所提框架的可解释性

　 　 由于深度学习模型的复杂性,其内部机理存在的“黑

箱”问题,导致缺乏工程上的物理解释性。 为了更直观地

观察所提 BSTA-Net 框架诊断过程的可解释性和可信性,
引入 t-SNE 降维归因解释技术,解释框架对于轴承故障

特征的自适应学习能力,以负载 1. 5
 

MW 的轴承故障数

据集 C 为例,将 10 类不同的轴承特征从每个模块中提取

出来,并将特征向量降维至二维空间中进行可视化,结果

如图 14 所示。
由图 14 可知,随着 BSTA-Net 框架的不断深入,轴承

不同类型之间的数据特征分布边界逐渐清晰,可分性越

来越好。 具体来说,当轴承原始数据,经过细粒度特征提

取模块的滤波器进行卷积操作后,10 类原始信号随机分

散在二维平面上,难以进行区分。 当轴承数据经过细
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图 14　 所提 BSTA-Net 框架中各模块的可视化结果

Fig. 14　 The
 

visual
 

results
 

of
 

each
 

module
 

in
 

the
 

BSTA-Net
 

framework
 

are
 

presented

粒度模块提取特征后,样本可分性明显提高,同一类别的

故障特征在区域内聚集分布;当经过粗粒度模块滤波器

层特征提取后,各样本聚集程度更高,所提 BSTA-Net 框
架对于不同故障类型特征的可分性逐渐增强。 当轴承数

据经过特征聚集模块后,基本上可以实现相同故障类型

之间很好的聚类,与故障特征交叠的正常信号特征已经

分离并聚集在一起,各种故障之间状态无法直观分辨出

各种故障所属类别。 最后,结果表明,所提 BSTA-Net 框

架可以从原始信号中提取有效特征以实现轴承的智能诊

断,进而显示了该框架强大的特征学习能力。
如图 15 所示,为进一步加强所提 BSTA-Net 框架对

风力发电机轴承诊断过程物理信息的解释性能,将显著

性区域检测技术引入 BSTA-Net 框架中,有效的确定轴承

一维振动信号中的显著性区域,判断轴承数据中是否存

在的故障特征区,从而对轴承物理故障信息进行解释。
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图 15　 轴承不同健康状态类激活映射热力图

Fig. 15　 Bearing
 

activation
 

mapping
 

heat
 

maps
 

for
 

different
 

health
 

states

　 　 由图 15( a)可知,对于轴承内滚道电蚀凹坑故障的

振动信号,有 3 处位置的激活程度权重达到最大值 1,并
且激活最大值位于轴承振动信号的冲击部分,同时可以

发现不同位置处冲击成分的激活程度不同。 说明 BSTA-
Net 框架能捕捉轴承复杂的演化规律,从而解释了其内部

工作机制。
由图 15(b)可知,BSTA-Net 框架对于轴承外滚道轴

电流损伤故障的振动信号在不同位置处的取值的激活程

度同样是不同的。 其中激活程度较大的部分基本上集中

在信号的冲击附近。 主要原因是机械载荷和轴电流微损

伤大小对轴承的结构变形、接触区域变形和热效应的作

用具有强大的不确定性,使得其冲击成分较为复杂。 但

是该框架对这冲击位置处的激活程度最大,说明该部分

的信息对于轴承故障的识别结果具有较高的权重。
由图 15(c)可知,BSTA-Net 框架对于轴承外圈圆柱

面的涂层剥落故障的振动信号存在 3 个位置的重点关注

区域,说明该处位置含有故障特征较多的信息。 同时发

现,由于轴承结构参数、电气性能参数、电流强度和润滑

介质等因素的影响,使得轴承涂层剥落故障信号的冲击

成分分布更为复杂,导致各个范围的激活程度差异较大。
由图 15(d)可知,BSTA-Net 框架对于轴承健康状态

的振动信号激活程度差异较小,主要原因是对于健康状

态的轴承,其振动响应信号特征较弱,没有显著的冲击成

分。 使得 BSTA-Net 框架得到的类激活映射热力曲线图

较为类似,表明轴承信号序列大部分对于输出的贡献程

度基本相同。

5　 结　 　 论

　 　 由于风力发电机轴承轴电流损伤机理不清和绝缘性

能退化规律不明,导致目前仍无定性的公式或特征指标

来说明轴承的故障。 本研究独辟蹊径的开发了一种轻量

化空时模型的风电轴承智能诊断新框架( BSTA-Net),着
眼于解决实际工程中轴承故障难以识别的技术难题,研
究结论为:

1)考虑到现代大功率变频工业系统的复杂性和机械

工况的多变性、耦合的关联性以及激励的多源性,利用所

提 BSTA-Net 框架对实测轴承故障数据进行训练,使得风

力发电机轴承故障实现首次智能化识别,为风电轴承故

障识别提供了一种创新的解决方案。
2)轴电流微损伤与疲劳磨损的交互作用下,使得轴

承绝缘性能退化速率和机械结构损伤具有强大的时变

性,使得现有模型在训练时会出现全局收敛性差和计算

复杂的难题。 创新性的设计了一种双向的时序信息特征

融合新策略,并将该策略首次巧妙运用到所提 BSTA-Net
框架的空时特征提取模块中,进而充分提取轴承在绝缘
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性能和机械疲劳综合失效过程中的时序信息,为时序信

息特征提取的发展提供了一项具有创新性和实际应用价

值的贡献。
3)基于同一数据集,从多个维度对所提 BSTA-Net 框

架的诊断性能进行了评价,结果表明,BSTA-Net 框架可

以从原始信号中提取有效特征以实现轴承的智能诊断,
与其他先进的方法相比,该框架表现出较高的优越性、泛
化性和鲁棒性。 引入 t-SNE 和显著性区域检测技术将框

架挖掘的轴承故障特征进行可视化,进而提升该框架决

策过程中的可信赖性。
风力发电机组在实际运行中会面临多种复杂的变

化,进而导致风力发电机轴承易出现复合故障,考虑如何

对风力发电机轴承复合故障解耦和寻找更清晰的模型可

解释性技术是未来重点研究的工作。
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