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摘　 要:由于无法采集到齿轮和轴承的某样故障类型的充足故障样本,使其呈现长尾分布形式,导致无法有效构建神经网络诊

断模型;当引入联邦学习方法解决上述长尾问题时,无法有效地提取尾部故障类型样本的特征信息。 针对上述问题,本文提出

一种改进联邦学习方法。 首先,采用联邦特征对诊断模型再训练,提高对尾部样本的故障特征提取能力;其次,引入 CBAM 注意

力机制,对联邦学习中的 ResNet 网络模型进行改进,增强对通道和空间的关键局部特征信息的提取能力和效率;再次,将传统

卷积替换为非对称卷积,增强对样本的非对称特征信息的提取能力和效率;最后,采用间隔校准算法优化网络模型的分类边距,
以获取更高的诊断准确率和效率。 基于齿轮和轴承的实测故障样本的实验分析可知,所提改进联邦学习方法可有效地提升平

均和最高准确率,二者分别为 8. 78%和 3. 40% 。
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Abstract:
 

Due
 

to
 

the
 

inability
 

to
 

collect
 

sufficient
 

fault
 

samples
 

of
 

a
 

certain
 

fault
 

type
 

of
 

gears
 

and
 

bearings
 

failures,
 

the
 

data
 

exhibits
 

a
 

long
 

tail
 

distribution,
 

making
 

it
 

impossible
 

to
 

effectively
 

construct
 

a
 

neural
 

network
 

diagnosis
 

model.
 

When
 

the
 

federal
 

learning
 

method
 

is
 

introduced
 

to
 

solve
 

the
 

above
 

long
 

tail
 

problem,
 

the
 

feature
 

information
 

of
 

the
 

tail
 

fault
 

type
 

sample
 

cannot
 

be
 

effectively
 

extracted.
 

In
 

view
 

of
 

the
 

problems,
 

this
 

paper
 

proposes
 

an
 

improved
 

federated
 

learning
 

method.
 

Firstly,
 

the
 

diagnosis
 

model
 

is
 

retrained
 

by
 

using
 

federal
 

features
 

to
 

improve
 

the
 

fault
 

feature
 

extraction
 

ability
 

of
 

tail
 

samples.
 

Secondly,
 

the
 

CBAM
 

( convolutional
 

block
 

attention
 

module)
 

attention
 

mechanism
 

is
 

introduced
 

to
 

improve
 

the
 

ResNet
 

(residual
 

network)
 

network
 

model
 

in
 

federated
 

learning,
 

boosting
 

its
 

ability
 

and
 

efficiency
 

of
 

extracting
 

key
 

local
 

feature
 

information
 

of
 

channel
 

and
 

space.
 

Thirdly,
 

the
 

traditional
 

convolution
 

is
 

replaced
 

by
 

asymmetric
 

convolution
 

to
 

enhance
 

the
 

ability
 

and
 

efficiency
 

of
 

extracting
 

asymmetric
 

feature
 

information
 

of
 

samples.
 

Finally,
 

the
 

interval
 

calibration
 

algorithm
 

is
 

used
 

to
 

optimize
 

the
 

classification
 

margin
 

of
 

the
 

network
 

model
 

to
 

obtain
 

higher
 

diagnostic
 

accuracy
 

and
 

efficiency.
 

The
 

experimental
 

analysis
 

based
 

on
 

the
 

measured
 

fault
 

samples
 

of
 

gears
 

and
 

bearings
 

shows
 

that
 

the
 

proposed
 

improved
 

federated
 

learning
 

method
 

can
 

effectively
 

improve
 

the
 

average
 

and
 

highest
 

accuracy,
 

by
 

8. 78%
 

and
 

3. 40% ,
 

respectively.
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0　 引　 　 言

　 　 齿轮和轴承是常用的机械传动和支承元件,广泛应

用于各种工业领域。 然而,由于长期运行和不可避免的

磨损、疲劳等因素,齿轮和轴承很容易出现故障,导致设

备运行不稳定或直接停机,给生产带来严重影响[1] 。 因

此,如何及时准确地诊断齿轮和轴承的故障,成为了一个

非常重要的问题。 一般来说,基于图像分类的故障诊断

方法可以分成两类:基于传统机器学习的方法和基于深
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度学习的方法。 传统机器学习包括基于专家系统[2] 、基
于人工神经网络[3] 和基于支持向量机[4] 的方法,这几种

方法需要手动从数据中提取故障特征,过于依赖于人工

工作,所以后来研究者开始采用深度学习的方法。 如基

于堆叠自编码器[5] 、基于深度置信网络[6] 、以及基于卷积

神经网络的方法[7-8] 。 但是在深度学习的方法中,模型常

因为图片信息的复杂多样,难以进行准确的分类,特征提

取能力较差。
针对模型对不同图片的特征提取能力差的问题,研

究者常引入注意力机制来解决此问题。 何强等[9] 在负载

不平衡条件下对小样本轴承数据进行故障诊断,构建自

注意力卷积神经网络以进一步提高模型对不平衡负载的

抗干扰能力。 赵宇凯等[10] 使用多个 3×3 卷积核,替换传

统卷积核,而且增加多个卷积层和池化层来增加网络的

深度,使模型能够更好地提取信号特征,实现更高的诊断

结果。 秦国浩等[11] 利用 SE( squeeze-and-excitation,
 

SE)
注意力机制对网络的卷积核进行动态加权,自适应的提

取不同尺度的特征,实现有噪声干预的轴承故障诊断。
但是 SE 注意力只关注了通道权重,没有关注到空间上的

注 意 力。 针 对 上 述 问 题, Woo 等[12] 提 出 CBAM
(convolutional

 

block
 

attention
 

module,
 

CBAM) 注意力机

制,同时从空间和通道两个维度对图像进行关注,提升泛

化能力。 因此,本文引入 CBAM 注意力机制,并将传统卷

积替换为非对称卷积,以实现强泛化能力、高效且准确的

诊断模型。
当数据在一些头类的数量严重超过了一些尾类,这

种长尾数据的分布称为长尾分布,在这种分布情况上建

立一个无偏分类模型被称为长尾学习[13] 。 在实际应用

场景中,由于工作环境不同,不同零件发生故障的概率也

不同,且很多时候实际的故障类型分布呈长尾分布[14] ,
如何解决长尾分布问题一直是研究者关注的重点[15] 。

目前研究者对长尾学习的研究主要有 3 种方法:重
采样[16] 、重加权[17] 和数据增强[18] 。 Lam 等[19] 采用基于

重采样的方法优化了随机梯度下降。 An 等[20] 在偏采样

数据上进行训练的重加权和重采样,从动力学稳定性和

随机渐近性的角度,解释了为什么重采样在数值上比重

加权更稳定和鲁棒。 近年来,基于生成对抗网络[21] 的数

据增强方法备受青睐。 Yin 等[22] 将从头类中学习到的语

义知识迁移到尾类中进行补偿,鼓励尾类具有与头类相

似的数据分布,以补偿尾部类,这促使尾部类具有与头部

类相似的数据分布。 Kang 等[23] 将训练过程解耦为两阶

段的特征学习和分类器再训练。 Shang 等[24] 提出 CReFF
(classifier

 

re-training
 

with
 

federated
 

features)方法,基于联

邦学习框架,针对长尾问题,对分类器进行重训练,能一

定程度上缓解长尾数据带来的不平衡问题,但是在面对

数据来源不同的样本时,模型的泛化能力较差,难以应用

到各种环境中,长尾数据对准确率的影响仍然存在。 针

对上述问题, 本文引入间隔校准 ( margin
 

calibration,
 

MARC)算法,通过校准不平衡的间隔,以获取更平衡的

预测分数,这种方法对于图像分类问题有显著的提升

效果。
综上所述,针对长尾数据下的故障诊断问题,本文基

于联邦学习框架下的 CReFF 方法,引入 CBAM 注意力机

制、将传统卷积替换成非对称卷积(asymmetric
 

convolution
 

block,ACB)并利用间隔校准算法,提出了一种改进的长

尾数据下的联邦学习故障诊断模型。 首先,对 CReFF 方

法中的 ResNet ( residual
 

network) 网络进行改进, 引入

CBAM 注意力机制构建 CBAM-CReFF 网络模型;其次,替
换非对称卷积,构建 ACB-CBAM-CReFF 网络模型;最后,
利用间隔校准算法提升长尾数据下的分类性能,进而提

出改进的长尾数据下的联邦学习故障诊断模型( MARC-
ACB-CBAM-CReFF)。 通过对轴承和齿轮的故障诊断结

果可知,所提方法提升了模型的收敛性、稳定性和泛化能

力,实现了高效准确的长尾数据故障诊断。

1　 系统框架

　 　 数据长尾分布的情况下,会严重影响联邦学习模型

性能,这种问题在实际联邦学习应用中经常出现。 对于

长尾数据的情况,传统联邦学习无法对尾部类别进行训

练,导致准确率不高等问题;ResNet 网络对于输入的数据

中所有的特征都采取相同的权重,并且都以固定的比例

进行融合,无法根据输入样本的不同自适应地调整权重。
对于一些细节特征,网络模型无法充分关注到这些细节

特征;同时,在图片背景复杂和不对称的时候传统卷积难

以充分识别不对称信息,导致分类效果差。
针对上述问题,本文提出一种改进联邦学习方法。

首先将 CBAM 注意力机制嵌入 ResNet 网络,能够自适应

地学习并调整特征图中的通道和空间维度的重要性,网
络可以更加聚焦于有意义的特征;其次将传统卷积替换

成非对称卷积,采用不同大小的卷积核在不同的方向上

进行卷积操作,从而可以更好地捕获图像中的结构信息,
有助于提升网络的感知能力和特征提取能力;最后引入

间隔校准优化算法,进一步缓解长尾数据带来的问题,提
高模型对少数类别的学习能力。

所提方法流程如图 1 所示。

2　 基础理论

2. 1　 联邦学习基本原理

　 　 联邦学习[25] 是一种分布式机器学习框架,最早在

2016 年由谷歌公司提出,随着人工智能的发展,联邦学
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图 1　 流程图

Fig. 1　 Flow
 

chart

习为故障诊断领域提供了新的思路。 联邦学习由多个客

户端和一个中央服务器组成,通过多个客户端在本地训

练自己的模型,经过同态加密再上传到中央服务器,可以

避免数据泄露。 中央服务器通过对模型参数聚合,将更

新后的全局模型再发回给客户端,每个客户端根据聚合

后的参数再次优化自己的本地模型,如此反复迭代,直至

模型收敛或者满足其他预设条件。 一般框架如图 2
所示。

图 2　 联邦学习框架
Fig. 2　 The

 

framework
 

of
 

federated
 

learning
 

联邦学习应用框架下最常见的算法是联邦平均。 由

图 2 可知,在每一次模型更新中,服务器首先向客户端发

送全局模型 W t ,客户端根据本地数据,更新接收到的模

型 Dk 如式(1)所示:
W t +1

k ← W t
k - η Δwℓ(W t;Dk) (1)

本地更新后,选择 A t 中的一部分客户端将其更新后的模

型上传到服务器,如式(2) 所示。 最后执行加权平均以

更新 t + 1 轮的全局模型

W t +1 = ∑
k∈At

Dk

∑
k∈At

Dk
W t +1

k (2)

联邦学习作为分布式机器学习框架主要有以下特

点:1)联邦学习训练的过程只更新模型参数,并不共享原

始数据,有助于保护企业隐私;2)模型更新的唯一信息是

梯度,而不是原始数据,这减少了数据传输的要求,节省

了带宽和时间成本;3)通过整合来自多个数据源的信息,
联邦学习可以提高模型的泛化能力,使其适应各种数据

分布。
2. 2　 长尾数据下 CReFF 方法基本原理

　 　 两阶段学习可以理解为:第 1 阶段训练特征提取器;
第 2 阶段在训练好的特征提取器不动的前提下,使用一

组平衡数据重新训练一个分类器。 受两阶段训练思想的

启发,CReFF 是一种通过联邦特征再训练分类器方法,用
以解决数据长尾分布的问题。 该方法基于传统联邦平均

算法,只通过使用服务器上小部分可学习的特征,即初始

随机梯度和真实训练的梯度计算梯度损失值,重新训练

一个新的分类器,这被称为联邦特征。 通过迭代优化联

邦特征,目标就是使联邦特征训练的分类器接近真实特

征训练得到的分类器。
CReFF 从整体而言由客户端的本地训练和服务器两

个核心部分组成,如图 3 所示。
首先,在客户端上定义全局模型由特征提取器和分

类器组成。 对于每个模型,本地训练由一个相应的部分

组成。 第 1 部分是普通的联邦平均模型更新,第 2 部分

是在服务器上,利用计算真实的特征梯度对联邦特征进

行优化。 计算真实特征如式(3)所示:

gk
c =

1
nk
c
∑
nkc

i = 1

Δv̂ℓ(hv̂t( zkc,i),y i) (3)

服务器将收到的客户端各个类别的特征梯度再次进

行聚合如式(4)所示:

gagg
c = 1

A t
c

∑
Atc

k = 1
gk
c (4)

然后,服务器基于再训练模型的分类层,也可以得到

一组联邦特征梯度,如式(5)所示:

g fed
c = 1

m∑
m

i = 1

Δv̂ℓ(hv̂t( stc,i),y i) (5)

聚合后的梯度和联邦特征优化得到的梯度进行计

算,用梯度匹配损失函数比较两个梯度的差异,计算损



148　　 仪　 器　 仪　 表　 学　 报 第 4 5 卷

　 　 　 　

图 3　 CReFF 方法框架

Fig. 3　 The
 

framework
 

of
 

CReFF
 

失函数以优化联邦特征,如式(6)所示:

D(g fed
c ,gagg

c ) = 1
C ∑

C

j = 1
1 -

g fed
c [ j]·gagg

c [ j]
g fed
c [ j] gagg

c [ j]( ) (6)

最后一步是前面步骤的基础上,利用优化后的联邦

特征重新训练更新的全局模型 W t +1 的分类器,以得到重

新训练的全局模型W t +1,初始化分类器 􀭴v,如式(7) 所示:
v̂t +1 ← 􀭴v - η Δ􀭴vℓ(􀭴v;( sti,y i)) (7)
CReFF 整体算法流程如下:

输入:初始化全局模型 w0 , 用于联邦特征优化的步骤数 I,用
于分类器重新训练的步骤数 J,每类的联邦特征数 m,训练轮

数 T.
输出:在 T 轮重新训练特征 ŵT

1
 

for
 

t = 1
 

to
 

T
 

do
2　 随机选择一组活跃的客户端 At

　
 

/ / 客户端执行

3　 for
 

k ∈ At
 

do
4　 　

 

通过式(1)更新局部模型 wt+1
k ;

5　 　
 

通过式(3)计算特征梯度 {gk
c c∈ Ck};

6　 　
 

向服务器发送 wt+1
k 和{gk

c c∈ Ck};
7　 end
　

 

/ / 服务器执行

8　 通过式(2)将局部模型聚合到 wt+1 ;
9　 通过式(4)聚合真实特征梯度到 gagg

c ;
10

 

通过式(5)计算联邦特征梯度 gfed
c ;

11
 

对于 I 次迭代,利用式(6)中的损失情况将联邦特征优化

为 St+1 ;
12

 

对于 J 次迭代,利用式(7)在 St+1 上重新训练wt+1
k 到 ŵt+1 分

类器;
13

 

向客户端发送 wt+1
k 和 ŵt+1 ;

14
 

end

2. 3　 CBAM 注意力机制

　 　 针对模型对图片特征识别准确率不高的问题,引入

CBAM 注意力机制模块。 CBAM 注意力机制是由通道注

意力机制和空间注意力机制组成。 如图 4 所示, 将

Resnet8 网络输出的特征图依次通过通道注意力和空间

注意力模块,得到最终的特征图。 该模块生成注意力的

过程可由式(8)和(9)表示:
F′ = MC(F) 􀱋 F (8)
F″ = MS(F′) 􀱋 F′ (9)

式中:F 为给定的中间特征图, MC 为一维通道注意力图,
MS 为二维空间注意力图,F′ 为通道注意力模块的输出,
F″ 为 CBAM 网络的输出。

图 4　 CBAM 注意力

Fig. 4　 CBAM
 

attention

通道注意力可由式(10)表示:
MC(F)= σ(MLP(AvgPool(F)+MLP(MaxPool(F)))=

σ(W1(W0(F
c
avg)) +W1(W0(F

c
max ))) (10)

式中: σ 为 sigmoid 函数; Fc
avg 为平均池化特征;Fc

max 为最

大池化特征。 如图 5 所示,通道注意力模块,其核心作用

是利用自学习机制来评估每个通道每个位置的重要性并

赋予相应的权重,使重要特征的权重变高。 首先,网络对

输入特征图执行平均池化和最大池化,其中输入特征图
的尺寸为 H×W×C。 处理后,生成两个 1×1×C 尺寸的特

征图,这些特征图随后输入至一个共享权值的双层神经
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网络。 接着,通过激活函数生成权值图。 最终,此权值图

与原输入特征图进行逐元素乘法操作,产生新的特征图。

图 5　 通道注意力模块

Fig. 5　 Channel
 

attention
 

module

空间注意力可由式(11)表示:
MS(F′)= σ(f 7×7([AvgPool(F);MLP(MaxPool(F)]))=

σ( f 7×7([Fs
avg;F

s
max ])) (11)

式中:σ 为 sigmoid 函数; f 7×7 表示滤波器大小为 7×7 的

卷积运算。 空间注意力模块如图 6 所示,其更多的关注

重点是空间上输入特征图的关系,将通道注意力输出的

特征图作为空间注意力模块的输入,经过平均池化和最

大池化处理后,通过通道拼接操作,得到两个通道的权值

图。 进一步进行卷积操作以降低维度得到单通道的权

值,最后与输入的特征图相乘。

图 6　 空间注意力模块

Fig. 6　 Spatial
 

attention
 

module

2. 4　 非对称卷积

　 　 针对处理图片复杂和不对称不规则的情况下,网络

模型对特征提取不充分的问题,本文引入非对称卷积块

(ACB) [26] 。 在 ResNet 网络中标准正方形卷积核 d×d 中

额外添加水平 1×d 和垂直 d×1 两个相互转置的非对称

卷积,增强方形卷积核中心位置的权重,中心十字区域获

得了更多关注,使得分类更加准确。
如图 7 所示经过构建的 3 组不同的 3×3 卷积核进行

训练后,在训练阶段,将计算后的视觉特征融合,如式

(12)所示:
I 􀱋 K(1) + I 􀱋 K(2) + I 􀱋 K(3) (12)

式中:I 表示有输入卷积图像特征; K(1) 、K(2) 和 K(3) 分

别代表不同形状的卷积核组,具体为 d×d、1×d 和 d×1。
根据卷积运算的可加性以及技巧,可以将这 3 组卷

积操作融合为原始标准卷积的尺寸,从而降低计算

开销。
具体而言,3×3 非对称卷积操作在推理阶段的效果

图 7　 非对称卷积

Fig. 7　 Asymmetric
 

convolution
 

blocks

如图 7 所示。 这样做不仅减少了计算负担,还能保持模

型的有效性。 其通用形式如式(13)所示:
I 􀱋 (K(1) + K(2) + K(3) ) = I 􀱋 K(1) + I 􀱋 K(2) +

I 􀱋 K(3) (13)
在这个公式中, (K(1) + K(2) + K(3) ) 表示将卷积核中

对应位置的权重相加,使非对称卷积组被合并成标准

卷积。
2. 5　 Margin

 

Calibration 算法

　 　 长尾识别任务中的头部(常见)和尾部(罕见)类之

间的不平衡预测是一个巨大的挑战。 目前的研究主要关

注于数据重采样和损失函数工程,间隔校准算法的提

出[27] 提供了另一种视角: 分类间隔。 通过研究间隔

(margin)和预测分数( logit) 之间的关系,发现了未校准

的边距和预测分数呈正相关。 通过校准边距以获得更平

衡的预测分数,从而提高了分类性能。
原始边距固定的情况下,训练了一个简单的特定于

类别的边距校准模型。 如式(14)所示:
d̂ j = ω j·d j + β j (14)

式中: ω j 和 β j 是 j 类的可学习参数,j ∈ [1,K]。 校准后

的预测分数计算如式(15)所示:
Wj

 d̂j = Wj (ω j·d j+β j)= ω j· Wj d j+β j· Wj =
ω j·η j+β j· W j (15)

其中, η j 是初始固定的 logit。 然后可以得到校准的

预测分布如式(16)所示:

p(y = y i x i;θr,θc) =
exp(ωyi·ηyi + βyi· Wyi )

∑
K

j = 1
exp(ω j·η j + β j· W j )

(16)
将该方法应用于 ResNet 模型进行分类有 3 个步骤:

首先,使用标准训练方法经过 ResNet 模型进行特征提
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取,学习特征表示函数,将输入图像映射到特征空间后,
使用线性分类器对特征向量进行分类,并计算每个类的

预测分数;引入间隔校准方法,对每个类别的间隔进行调

整;最后,重新加权损失函数,最终的损失函数包括间隔

校准模型的损失函数和重新加权的损失函数,以确保获

得更平衡的梯度,实现更好的训练效果。 该方法应用后

ResNet 网络的流程如图 8 所示。

图 8　 引入间隔校准流程

Fig. 8　 Marc
 

flow
 

chart

3　 实验台及数据样本

3. 1　 第 1 案例实验对象

　 　 为验证本文模型的有效性和优越性,利用美国某公

司生产的试验台,电机转速为 2
 

000
 

r / min,采样频率为

12
 

kHz,共有内圈故障、外圈故障、滚动体故障和正常 4
种状态。 同时加入江南大学轴承数据集和东南大学齿轮

箱故障公开数据集以验证模型的泛化能力。 齿轮箱数据

转速负载配置为 30
 

Hz ~ 2
 

V,采集减速机 X 轴方向振动

信号,共有缺损、断齿、齿根裂纹、齿面磨损和正常 5 种状

态。 轴承和齿轮箱实验系统如图 9 所示。

图 9　 轴承和齿轮实验系统

Fig. 9　 Bearing
 

and
 

gear
 

experimental
 

system

3. 2　 第 2 案例实验对象

　 　 为验证本文模型的泛化性,本文同步使用两个案例

对模型性能进行验证。 在第 2 案例中,采用凯斯西储大

学公开数据集、美国机械故障预测技术委员会(machinery
 

failure
 

prevention
 

technology,
 

MFPT)数据集和康涅狄格大

学齿轮箱数据集。 轴承数据选用采样频率为 48
 

kHz,齿
轮数据集采样频率为 20

 

kHz。 轴承和齿轮箱实验系统如

图 10 所示。

图 10　 轴承和齿轮实验系统

Fig. 10　 Bearing
 

and
 

gear
 

experimental
 

system

3. 3　 各种故障类型样本

　 　 经过小波变换与伪彩色处理方法相结合,将训练集、
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和测试集的信号数据转换为 3 通道彩色图像。 处理后的 轴承和齿轮时频图如图 11 所示。

图 11　 图像样本

Fig. 11　 Image
 

samples

　 　 处理后的图像能够更直观地展示信号的时频特征,
有助于对轴承状态进行分析和故障诊断。 每个图像的 3
个通道代表不同的信号特征,可以通过颜色的变化来表

示频率和振幅的变化情况。 数据集一共有 9 类样本组

成,其中轴承故障 4 类,齿轮箱故障 5 类,第 1 案例中所

有图片共计 4
 

000 张,训练集有 3
 

200 张,测试集 800 张,
长尾分布情况如图 12 所示。

4　 轴承及齿轮箱故障信号第 1 案例分析

　 　 本文对轴承和齿轮箱两个零件的运行状态进行诊

断。 在 CReFF 方法下,将不平衡因子设置为 0. 1,Batch-
size 设置为 64,本地训练的学习率为 0. 1,迭代次数设置

为 1
 

000。 本实验的硬件环境为 64 为 windows11 操作系

统,在 pytorch 框架下运行,python 版本为 3. 7。 CPU 为

Intel(R)
 

Core( TM) i5-11400H@ 2. 70
 

GHz
 

2. 69
 

GHz、运
行内存为 16

 

GB,GPU 为 GTX3050。

图 12　 训练集长尾分布情况

Fig. 12　 Long-tail
 

distribution
 

of
 

training
 

set

4. 1　 CReFF 算法改进研究

　 　 CReFF 通过基于联邦特征得出的梯度与真实特征梯

度匹配计算损失函数,迭代至联邦特征接近真实特征,用
联邦特征对有偏的分类器进行再训练,缓解长尾数据问
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题,通过该模型对故障时频图分类实现故障诊断,诊断结

果如图 13 所示。

图 13　 CReFF 诊断结果

Fig. 13　 Diagnostic
 

results
 

of
 

CReFF

由图 13 可知,该模型在第 992 代达到最高准确率

95. 4% ,平均准确率达到 81. 59% 。 但是模型对图像分类

的准确率振荡较大,收敛速度慢。
针对模型 ResNet 网络的特征提取不完整的情况,网络

没有将时频图的特征信息充分利用,在 ResNet 网络中引入

CBAM 注意力机制,依次通过通道注意力和空间注意力模

块,自适应的学习图片中每个通道的重要性,并对通道特

征进行加权,从而提升图像分类性能。 添加 CBAM 后,称
之为 C-CReFF 方法;针对 CReFF 方法对图像不同方向尺

度特征难以识别的问题,本文在引入 CBAM 注意力机制

后,将联邦学习方法中本地 ResNet 网络模型的传统卷积替

换成非对称卷积,可以在不同的感受野范围内有效地感知

和处理图像,从而提高特征的表达能力。 引入 CBAM 注意

力机制和替换非对称卷积后的方法,在本文称为 CA-
CReFF 方法;为了进一步缓解长尾数据对图像分类结果的

影响,本文引入间隔校准算法,通过简单而有效的校准分

类间隔,获得更好的准确率,以解决长尾分布下分类器的

瓶颈问题,进一步提升模型的分类性能。 引入间隔校准算

法后的方法记为 CAM-CReFF,最终结果如图 14 所示,与前

文方法结果对比如表 1 所示。

图 14　 CAM-CReFF 诊断结果

Fig. 14　 Diagnostic
 

results
 

of
 

CAM-CReFF

表 1　 第 1 案例结果对比分析

Table
 

1　 Comparative
 

analysis
 

of
 

the
 

first
 

case
 

results

迭代

次数

平均准

确率

/ %

平均准

确率对

比 / %

准确率

(最高)
/ %

准确率

(最高)
比较 / %

CReFF 1
 

000 81. 59 — 95. 40 —

C-CReFF 1
 

000 86. 21
4. 62

(提升)↑
95. 90

0. 50
(提升)↑

CA-CReFF 1
 

000 87. 94
6. 35

(提升)↑
97. 10

1. 70
(提升)↑

CAM-CReFF 1
 

000 90. 37
8. 78

(提升)↑
98. 80

3. 40
(提升)↑

　 　 由图 14、表 1 可知:
1)

 

在收敛性方面,CReFF 方法的准确率在 450 代才

稳定在 80% 以上,CAM-CReFF 方法在 200 代之后,稳定

在 80%以上;在 450 代之后,准确率稳定在 90% 以上,收
敛速度更快、振荡较小且更稳定。

2)
 

在平均准确率方面,该方法取得了显著的提升,
达到了 90. 37% ,CReFF 方法的平均准确率为 81. 59% ,
CAM-CReFF 方法提升了 8. 78% 。

3)
 

在最高准确率方面,CAM-CReFF 方法在第 904
代达到了最高准确率,达到了 98. 80% ,而 CReFF 方法的

准确率为 95. 40% ,CAM-CReFF 方法提升了 3. 40% 。
为了更全面且准确地了解模型的分类效果,本文引

入混淆矩阵这一重要的评估手段。 通过对各类别预测情

况的详细罗列,更好的展示模型的性能,如图 15 所示。
其中,9 种故障类型用序号 0 ~ 8 表示,依次为缺损、断齿、
齿根裂纹、齿面磨损、齿轮正常、滚动体故障、内圈故障、
外圈故障和轴承正常。

图 15　 第 1 案例混淆矩阵

Fig. 15　 The
 

first
 

case
 

confusion
 

matrix
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由此可知,CAM-CReFF 方法在特定迭代过程中表现

出更高的准确率。 在没有引入间隔校准算法之前数据长

尾分布对于模型的分类性能表现影响很大,头部类别比

尾部类别具有更好的预测分数。 因此需要对不平衡的边

距进行校准以获得平衡的预测分数。
因此,通过融入 CBAM 注意力机制、替换非对称卷积

和引入间隔校准算法对不平衡边距进行校准,可以有效地

加快收敛速度,提升模型在不同数据集上的泛化能力;增
大感受野,以增强特征提取能力;对不平衡的边距进行校准

以提升模型在长尾数据上的分类性能,实现对轴承和齿轮箱

不同零件的高效、高准确率和强泛化能力的故障诊断。
4. 2　 CAM-CReFF 与 FEDIC 对比研究

　 　 经过深入的文献检索,本文发现了 FEDIC 方法[28] ,
这是一种针对长尾数据的联邦学习方法, 其原理与

CReFF 方法在某些方面相似。 为了更全面地评估 FEDIC
方法的性能,本文决定使用前文中提及的电机数据集替

代 FEDIC 方法原始的数据集,并将其诊断结果与 CReFF
方法的诊断结果进行对比。 FEDIC 诊断结果如图 16 所

示,对比结果如表 2 所示。

图 16　 FEDIC 诊断结果

Fig. 16　 Diagnostic
 

results
 

of
 

FEDIC

表 2　 结果对比分析

Table
 

2　 Comparative
 

analysis
 

of
 

results

迭代

次数

平均

准确率

/ %

平均

准确率

对比 / %

准确率

(最高)
/ %

准确率

(最高)
比较 / %

FEDIC 1
 

000 70. 00 — 94. 80 —

CAM-CReFF 1
 

000 90. 37
20. 37

(提升)↑
98. 80

4. 00
(提升)↑

　 　 由图 16、表 2 可知:
1)

 

在收敛性方面,FEDIC 方法在 1
 

000 代之前准确

率仍难以收敛,CAM-CReFF 方法经过 200 代后,准确率

稳定在 80%以上;并且经过 450 代后,准确率稳定在 90%

以上。 该方法表现出更快的收敛速度、更小的振荡以及

更稳定的特点。
2)

 

在平均准确率方面,FEDIC 方法平均准确率仅仅

达到 70% ;CAM-CReFF 方法的平均准确率为 90. 37% ,
CAM-CReFF 方法比 FEDIC 高 20. 37% 。

3)
 

在最高准确率方面,FEDIC 方法在第 867 代达到

了最高准确率,达到了 94. 80% ;而 CReFF 方法的准确率

为 98. 80% ,CAM-CReFF 方法高于 FEDIC 方法 4% 。
因此,通过实验可知,本文改进后的 CAM-CReFF 方

法在处理长尾数据分布情况时展现出更好的性能表现,
相较于 FEDIC 方法具有更高的准确性和稳定性。

5　 轴承及齿轮箱故障信号第 2 案例分析

　 　 为了有效检验该方法的泛化特性,本文同时运用两

个案例的数据集来进行试验。 第 2 案例的数据集分布跟

第 1 案例相同,所采用的数据集包括凯斯西储大学轴承

数据集、美国机械故障预防技术协会 MFPT 轴承数据集

及康涅狄格大学齿轮箱数据集。 由于篇幅限制,此处仅

展示 CAM-CReFF 方法诊断结果如图 17 所示,与改进前

各种方法对比如表 3 所示。

图 17　 CAM-CReFF 诊断结果

Fig. 17　 Diagnostic
 

results
 

of
 

CAM-CReFF

表 3　 第 2 案例结果对比分析

Table
 

3　 Comparative
 

analysis
 

of
 

the
 

second
 

case
 

results

迭代

次数

平均

准确率

/ %

平均

准确率

对比 / %

准确率

(最高)
/ %

准确率

(最高)
比较 / %

CReFF 1
 

000 80. 34 — 95. 11 —

C-CReFF 1
 

000 85. 71
5. 37

(提升)↑
95. 98

0. 87
(提升)↑

CA-CReFF 1
 

000 87. 42
7. 08

(提升)↑
96. 10

0. 99
(提升)↑

CAM-CReFF 1
 

000 88. 25
7. 91

(提升)↑
97. 30

2. 19
(提升)↑
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　 　 由图 17、表 3 可知:
1)

 

在新的数据集上,CAM-CReFF 方法依然展现出

了出色的性能。 其在 200 代之后,准确率稳定保持在

80%以上;400 代之后,准确率更是高达 90% 以上。 收敛

速度仍较为迅速,振荡程度依旧较小,稳定性并没有

变化。
2)

 

在平均准确率方面,取得了显著的提升,达到了

88. 25% ,CReFF 方法的平均准确率为 80. 34% , CAM-
CReFF 方法提升了 7. 91% 。

3)
 

在最高准确率方面,CAM-CReFF 方法在第 899
代达到了最高准确率,达到了 97. 30% ,而 CReFF 方法的

准确率为 95. 11% ,CAM-CReFF 方法提升了 2. 19% 。
因此,在更换数据集的第 2 个案例中,无论是在准确

率的提升、收敛速度以及振荡程度等方面,该方法依然有

良好的性能表现。 这一结果有力地证明了本方法具有出

色的泛化能力,能够在不同的数据中保持良好的有效性。
混淆矩阵如图 18 所示。 同第 1 案例,9 种故障类型

用序号 0 ~ 8 表示,依次为缺损、断齿、齿根裂纹、齿面磨

损、齿轮正常、滚动体故障、内圈故障、外圈故障和轴承

正常。

图 18　 第 2 案例混淆矩阵

Fig. 18　 The
 

second
 

case
 

confusion
 

matrix

6　 结　 　 论

　 　 基于联邦学习的 CReFF 方法能在一定程度上解决

长尾数据下分类性能差的问题,但是 ResNet 网络模型的

特征提取能力不足,难以在不同来源的数据上具有强泛

化能力;传统卷积对于非对称的图像特征提取不完全;对
于长尾数据尾部类别的识别不够准确。 针对上述问题,
本文引入 CBAM 注意力机制,并将传统卷积替换为非对

称卷 积, 对 ResNet 网 络 进 行 改 进, 再 引 入 Margin
 

Calibration 算法使分类间隔更准确,以提高分类准确率,

并得出如下结论:
1)

 

基于 CBAM 注意力机制,模型的收敛性和准确率

都有明显提升,平均和最高准确率分别提升了 4. 62% 和

0. 50% ,提高了模型在齿轮和轴承不同故障上的泛化

能力;
2)

 

非对称卷积有更大的感受野,更好的提取非对称

特征,显著地提升了收敛性和准确率,平均和最高准确率

分别提升了 6. 35%和 1. 70% ;
3)

 

引入 Margin
 

Calibration 算法,再次对改进长尾数

据下的联邦学习故障诊断模型进行优化,提高了对长尾

数据的诊断准确率, 平均和最高准确率分别提升了

8. 78%和 3. 40% ;
4)

 

通过与 FEDIC 方法进行对比,表明本文的 CReFF
方法面向长尾数据故障诊断时,具有更好的性能,平均准

确率和最高准确率分别高 20. 37%和 4% 。
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