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基于 VMD-NARX 的 MOSFET 剩余使用寿命预测方法∗

石　 欣,张夏恒,朱雅亲,梁　 飞,石浩天

(重庆大学自动化学院　 重庆　 400044)

摘　 要:金属氧化物半导体场效应晶体管(MOSFET)剩余使用寿命预测能够防止因器件长时间导通出现性能逐渐退化或失效,
但传统预测模型易忽略 MOSFET 退化参数的非线性细节特征而导致预测精度较差。 本文提出一种基于变分模态分解与带外源

输入的非线性自回归神经网络的 MOSFET 剩余使用寿命预测方法。 首先采用变分模态分解将退化参数序列分解为多组含有非

线性变化信息的特征分量。 然后分别利用贝叶斯正则和 Levenberg-Marquardt 算法对预测网络进行优化。 最终集成多组预测分

量值获得 MOSFET 剩余使用寿命预测结果。 实验结果表明,本文所提方法的均方根误差小于 0. 003,平均绝对百分比误差小于

5% ,均优于对比方法,剩余使用寿命预测平均偏差小于 5
 

min,验证了该方法的有效性.
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Abstract:Remaining
 

useful
 

life
 

prediction
 

of
 

metal
 

oxide
 

semiconductor
 

field
 

effect
 

transistor
 

( MOSFET )
 

can
 

prevent
 

gradual
 

degradation
 

or
 

lose
 

efficacy
 

of
 

devices
 

due
 

to
 

long-term
 

conduction.
 

However,
 

the
 

traditional
 

prediction
 

models
 

are
 

difficult
 

to
 

extract
 

the
 

detailed
 

characteristics
 

of
 

nonlinear
 

changes
 

in
 

MOSFETs
 

degradation
 

parameters,
 

resulting
 

in
 

poor
 

prediction
 

accuracy.
 

To
 

address
 

this
 

issue,
 

a
 

remaining
 

useful
 

life
 

prediction
 

method
 

for
 

MOSFETs
 

is
 

proposed,
 

which
 

is
 

based
 

on
 

variational
 

mode
 

decomposition
 

and
 

nonlinear
 

auto-regressive
 

model
 

with
 

exogenous
 

inputs
 

(NARX)
 

neural
 

networks
 

with
 

external
 

inputs.
 

Firstly,
 

the
 

degenerate
 

parameter
 

sequence
 

is
 

decomposed
 

into
 

multiple
 

sets
 

of
 

characteristic
 

components
 

containing
 

nonlinear
 

change
 

information
 

using
 

the
 

VMD
 

method.
 

Secondly,
 

the
 

NARX
 

prediction
 

model
 

is
 

optimized
 

by
 

using
 

Bayesian
 

regularization
 

and
 

Levenberg-Marquardt
 

algorithms,
 

respectively.
 

Finally,
 

integrating
 

multiple
 

sets
 

of
 

feature
 

component
 

prediction
 

values
 

to
 

obtain
 

the
 

remaining
 

life
 

prediction
 

results
 

of
 

MOSFETs.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

root
 

mean
 

square
 

error
 

of
 

the
 

proposed
 

method
 

is
 

less
 

than
 

0. 003,
 

the
 

mean
 

absolute
 

percentage
 

error
 

is
 

less
 

than
 

5% ,
 

all
 

of
 

which
 

are
 

better
 

than
 

the
 

comparison
 

method.
 

The
 

average
 

error
 

of
 

remaining
 

useful
 

life
 

prediction
 

is
 

less
 

than
 

5
 

min,
 

which
 

evaluates
 

the
 

effectiveness
 

of
 

the
 

method.
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0　 引　 　 言

　 　 节能减排作为当今世界发展的主题之一,可通过使

用电力电子器件以降低能耗,金属氧化物半导体场效应

晶体管 ( metal
 

oxide
 

semiconductor
 

field
 

effect
 

transistor,
 

MOSFET)作为控制或能量变换器件,因其电路简单、开
关速度快、热稳定性好以及导通损耗低等优点,目前被广

泛应用于交通、光伏发电与工业控制等领域[1] ,可以大幅

降低功率损耗和提高系统运行效率。 随着 MOSFET 使用
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过程中导通时间增加,器件功率与性能将会随之衰退,剩
余使用寿命( remaining

 

useful
 

life,
 

RUL) 也逐步缩短,从
而会对整个系统的安全运行产生严重影响。 因此,
MOSFET 剩余使用寿命预测是保障设备安全稳定运行的

基础,对降低能源消耗与运行成本具有重要价值。
设备处于长时间运行时,会导致电子元器件一些敏

感功能参数发生一定规律的改变。 通过研究电子元器件

乃至电子系统完整寿命阶段的稳定性数据,可以对其做

出可靠性判断和寿命预测分析。 现阶段常用的寿命预测

算法包括神经网络[2-9] 、 高斯回归[10] 、 卡尔曼滤波估

计[11] 、扩展卡尔曼滤波[12] 、粒子滤波[12-14] 以及无迹卡尔

曼滤波[15-16] 等,国内外学者已将这些方法大量用于各类

器件、系统和设备的评估及寿命预测。 Khera 等[17] 采用

人工神经网络对电力电子系统中的功率 MOSFET 进行了

预测,通过将人工神经网络估计的导通电阻值与测试条

件下的在线目标 MOSFET 的实验值进行比较,实时评估

了所提出方法的性能。 Wang 等[18] 提出一种基于数据驱

动的功率 MOSFET 热应力疲劳失效寿命预测方法,以导

通电阻作为故障失效参数,将自回归综合移动平均模型

应用于数据驱动的寿命预测,实验结果表明,数据驱动方

法比非线性回归算法具有更高的预测精度与更好的稳定

性。 Zhao 等[19] 提出一种通过充分利用潜在失效前兆来

制定复合前兆的方法,以 SIC
 

MOSFET 数据为基础对方

法进行验证,根据退化模型直接优化 CFP 以提高预测性

能,结果证明了该方法可以为给定 RUL 预测模型提供有

效的故障前兆。 Testa 等[20] 建立了基于实验温度分布分

析的功率 MOSFET 雪崩模式可靠性模型,将热力学分析

结果与可靠性模型相结合,并基于 Coffin-Manson 定律,
可以估计设备随时间的退化, 并评估可靠性水平。
Dusmez 等[21] 设计了 MOSFET 自动加速老化平台,结合

最小二乘法和卡尔曼滤波预测退化的功率 MOSFET 剩余

寿命,结果证明可以实现有限数据的 RUL 估计。 Witczak
等[22] 提出基于 Takagi-Sugeno 多重模型的框架来预测功

率 MOSFET 的健康状况,该方法可以数据驱动方式实现

预测与故障诊断。 Pugalenthi 等[23] 提出使用前馈神经网

络的数据驱动方法来预测具有大噪声的功率 MOSFET 器

件,结果表明该方法对高噪声数据的不同退化趋势产生

了较好的预测结果。
现有预测算法虽然可以实现对 MOSFET 的寿命预

测,但是依然存在精度低和适用性差等问题。 主要表现

在一些特征提取算法仅仅提取数据的部分特征,忽略了

数据的波动细节特征,部分数据预测算法会因预测网络

复杂化出现结果过拟合,失去了原本数据应有的特征信

息,且单一预测模型在面对非线性序列时泛化性能较差,
MOSFET 型号、测试条件等也会导致模型预测精度低,稳
定性有所降低。

针对上述问题,本文以 MOSFET 为研究对象,针对

MOSFET 长时间导通会引起性能失效问题,提出一种基

于变分模态分解( variational
 

mode
 

decomposition,
 

VMD)
和带外源输入的非线性自回归( nonlinear

 

autoregressive
 

models
 

with
 

exogenous
 

inputs,
 

NARX ) 神 经 网 络 的

MOSFET 剩余寿命预测方法,通过变分模态分解得到多

尺度特征分量,保留非线性数据的细节变化特征,利用贝

叶斯正则与 Levenberg-Marquardt 算法分组优化 NARX 神

经网络以提升预测精度,集成各组特征分量预测结果,实
现 MOSFET 剩余使用寿命预测。

1　 功率 MOSFET 性能退化参数分析

　 　 本文旨在探讨功率 MOSFET 器件剩余使用寿命预测

方法,其前提是需要明确器件对应的失效特征参数。 当

功率 MOSFET 性能退化时,导通电阻 (RDS(on) )、导通压降

(VDS(on) )、栅极氧化物电容(COX)、 键合线电阻等参数都

将发生变化,若性能退化参数的变化超过规定的失效阈

值时,器件将会出现老化。 由于材料的热膨胀系数不同,
MOSFET 在高低温度反复波动下容易出现键合线突然脱

落或断裂,导致无法在线直接获取键合线电阻合栅极氧

化电容的完整数据,因此考虑到数据获取方式与数据完

整性,难以将上述两个变量作为衡量 MOSFET 性能退化

的稳定特征参数。 导通压降作为 MOSFET 导通时漏极与

源极间电压值,器件导通压降会随着功率循环次数的增

加达到饱和,然后开始异常下降,利用导通压降的变化特

性虽然可以反映器件的失效机理,但在小电流情况下,饱
和压降值较小使得导通压降曲线在器件失效前变化不明

显,难以反映 MOSFET 整个生命周期变化特性。 导通电

阻作为在 MOSFET 器件的栅极施加正向偏压使其导通

后,漏极与源极之间有电流通过时总的等效电阻,它能够

限制 MOSFET 结构的最大电流传导能力,并且具有变化

明显、容易测量的优点,可以较为直观地反映器件从正常

至失效的变化历程。 考虑到部分参量无法在测试环境中

进行连续数据采集,若综合多项特征参量将无法保持数

据完整性,容易丢失器件失效点,且难以反映器件生命周

期的变化规律,因此本文以导通电阻这一单变量为基础,
研究 MOSFET 的退化过程。

由于功率 MOSFET 结构中漏源极之间的电流通路上

的各部分电阻是串联的,所以导通电阻可以近似为在电

流通路上各部分等效电阻之和。 主要包括器件内部结构

中的等效电阻和连接外部金属电极间的封装电阻,
RDS(on) 的计算如式(1)所示。

RDS(on) = RCS + Rn+ + RCH + RA + RJFET + RD + RSub + RCD

(1)
式中: RCS 为源极金属与 n + 区的接触电阻;Rn+ 为 n + 源区
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的等效电阻;RCH 为沟道电阻[24] ,RA 为积累层电阻;RJFET

为 JFET 区的等效电阻; RD 为漂移区的等效电阻;RSub 为

n + 衬底的等效电阻;RCD 为封装电阻,封装电阻包括键合

线电阻、膜贴焊料电阻和接触电阻等。
由于制造的差异会导致原始状态下 RDS(on) 的值因设

备而异,若直接依据 RDS(on) 评估 MOSFET 退化性能无法

保证结果的一致性,而 ΔRDS(on) 不仅反映了 RDS(on) 的实时

变化情况,也代表了器件从原始状态到失效状态的退化

过程。 因此应用导通电阻增量 ΔRDS(on) 来表示功率

MOSFET 器件的健康状态,可以将其作为功率 MOSFET
器件的性能退化参数,评估其真实健康状态,建立剩余寿

命预测模型。
在明确了 MOSFET 性能参数后,可通过加速老化方法

在短时间内对 MOSFET 进行可靠性评估,记录加速老化过

程中关键输出变量的测量结果,以数据驱动方式建立

MOSFET 寿命预测模型,得到功率器件的退化过程信息。

2　 功率 MOSFET 寿命预测算法

2. 1　 基于变分模态分解的多尺度特征提取

　 　 通过对 ΔRDS(on) 数据进行特征提取可以分析其内含

的变化规律。 变分模态分解[25] 作为一种完全非递归的

变分模式信号分解模型,将原始信号分解成多个变分模

态函数(variational
 

mode
 

function,
 

VMF),每个 VMF 都有

自己的中心频率,且解调过后每个模式下的信号都具有

其对应的特征值。 VMD 本质是构造和解决变分问题[26] ,
根据实际信号的频域特性,最终得到合适的 VMF 分量。
从 VMF 中提取特征值可以表示 ΔRDS(on) 时间序列的高低

频信息,并且信号频带是通过自适应分割完成的,能够有

效避免模式混叠,因此采用 VMD 方法对 ΔRDS(on) 数据进

行分解可以实现多尺度特征提取。
为实现低频与高频的有效分离,VMD 算法不断寻找每

种分量的最优中心频率与有效带宽,首先对采样信号 f0 进行

降噪重构,而采样信号一般由原始信号和独立的高斯噪声组

成。 VMD 需要把原始信号 r(t) 分解成多个子信号的和,保
证各个分量与输入信号的频率相等,对原始信号 r(t) 的模态

函数uk(t) 进行 Hilbert 变换,得到 [δ(t) + j / Πt] × uk(t),再
通过在各模态分量中引入中心频率 ωk(t) 将其调制到基频

带,进而得到{[δ(t) + j / Πt] × uk(t)}e
-jωkt。

为了保证每个时间点的重构信号尽量接近原始信

号,通过带宽估计在对应的时间点处添加重构约束如

式(2)所示。

min
{uk},{ωk}

∑
K

k = 1
∂t δt +

j
Πt( ) × uk( t)

é

ë
êê

ù

û
úú e

-jωkt{
2

2

s. t.
 

r( t) = ∑
K

k = 1
uk( t) (2)

式中: {uk} 是模态函数的集合, {ωk} 是中心频率的集

合,K 是分解的模态函数量,δ( t) 是狄拉克函数,∗ 是卷

积算子。 由于式(2) 属于有约束变分算式,需要引入惩

罚因子 β 和拉格朗日乘数 λ( t), 将其转化成非约束变分

算式(3)进行求解:

L(uk,ωk,λ) = β∑
K

k = 1
∂t δ(t)+ j

Πt( )× uk(t)
é

ë
êê

ù

û
úú e

-jωkt
2

2

+

r( t) - ∑
K

k = 1
uk( t)

2

2
+ λ( t) r( t) - ∑

K

k = 1
uk( t)( ) (3)

由于求解构造的变分公式,需要将拉格朗日惩罚算

子 ξ 代入式(3) 中,通过迭代将不断更新 un+1
k 、ωn+1

k 、λn+1
k

的值以此找到增广式的最优解。 最终基于拉格朗日惩罚

算子与梯度下降更新可以得到λ̂n+1 如式(4)所示。

λ̂(n+1)(ω) = λ̂(n)(ω) + ξ f̂(ω) - ∑
K

k = 1
û(n+1)
k (ω)( ) (4)

根据傅里叶等距变换与惩罚参数 β 可以得到 û(n+1)
k

如式(5) 所示。

û(n+1)
k (ω) =

f̂ (ω) - ∑
K

k = 1
ûk(ω) + λ̂(ω)

2
1 + 2β(ω - ωk)

2 (5)

对频域基函数进行积分可以得到中心频率 ω̂(n+1)
k 如

式(6) 所示。

ω̂(n+1)
k =

∫∞

0
ω û(n+1)

k (ω) 2dω

∫∞

0
û(n+1)
k (ω) 2dω

(6)

因此,VMD 分解需要初始化 {u1
k}、{ω1

k}、{λ1
k} 和 n, 并

选择合适的模态个数 K 和惩罚参数 α,通过式(4) ~ (6) 对

u1
k、ω

1
k、λ

1
k 进行迭代更新。 根据式(7) 判断是否满足判断

精度 σ,若不满足条件则返回式(3),若满足则输出 k 个

模态分量。

∑
K

k = 1

‖û(n+1)
k - û(n)

k ‖2

‖û(n)
k ‖2

< σ (7)

基于 VMD 算法可以对导通电阻变化量进行模态分

解,即可以得到 k 个特征分量。
2. 2　 带有外部输入的非线性自回归模型

　 　 NARX 神经网络是一种非线性自回归模型,由静态

神经元和网络输出反馈组成[27] 。 NARX 神经网络作为

动态神经网络的一种形式,具有反馈与记忆的功能,通过

反馈与记忆能力保留当前系统的输出值,添加预测结果

至下一时间点的预测中,最终使网络不仅具有动态性而

且保留的系统信息更加完整。
在标准 NARX 神经网络中,其输出结果将被反馈到

输入端,由于训练过程中的期望输出是已知的,因此也可

以将期望输出反馈到输入端,网络内部利用两个延迟模

块(tap
 

delay
 

lines,TDL)对预测结果进行调整,输入值再
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经过网络期望值与权重相加传入下一层结构中,通过隐

藏层计算得到输出结果,NARX 网络将输入层与输出层

通过反馈层进行连接,使得整体结构可以及时调整输出

结果,最终达到精准预测的目的。 NARX 神经网络结构

图如图 1 所示。

图 1　 NARX 神经网络结构图

Fig. 1　 Diagram
 

of
 

NARX
 

neural
 

network
 

architecture

NARX 神经网络主要由输入层、隐藏层和输出层以

及输入、输出延时构成,非线性系统中 NARX 的基本数学

映射如式(8)所示。
y( t) = f(y( t - 1),…,y( t - n),u( t - 1),…,

u( t - n)) (8)
其中, y( t) 和 u( t) 分别作为离散时间步长下的模型

输出与输入。
当前的 y( t) 值取决于上一时刻 y( t) 和 u( t)。 对于

单时间序列如式(9)所示。

y( t + 1) = f ∑
N

i = 1
ω0 f ∑

nu

i = 0
ω iu( t - i) +([

∑
ny

j = 0
ω jy( t - j) + b i ) + b0 ] (9)

式中: ω0 是输出层权重矩阵,ω i 是输入层权重矩阵,ω j

是隐藏层权重矩阵,b i 是输入层阈值向量,b0 是输出层阈

值向量。
首先,NARX 神经网络初始化参数,确定网络节点、

隐含层阈值、输出层阈值以及目标权重;然后设置学习梯

度、隐藏层传递函数 f 与输出层传递函数 g。
进而可以依据式(10)计算隐藏层输出。

H j = f ∑
n

i = 1
ω iju i + ∑

m

s = 1
ω sjys - b i( ) (10)

式中: ω ij 是输出层更新后的权重矩阵,ω sj 是反馈层更新

后的权重矩阵。
依据式(11)可以计算输出层输出。

Ok = g ∑
n

j = 1
H jω jk - bo( ) (11)

式中: ω jk 是隐藏层更新后的权重矩阵。

每次迭代都会判断误差是否在阈值范围内,若误差

满足该范围则输出预测结果,反之则对每层权重与阈值

进行更新,返回网络中重新计算各层的结果,直至满足判

断条件。
ΔRDS(on) 作为非线性时变的时序信号,将 NARX 网络

应用于导通电阻变化的预测中可以实现对数据的动态

响应。
2. 3　 基于 VMD 和优化 NARX 神经网络预测方法

　 　 基于 VMD 多尺度特征提取与 NARX 网络动态响应

特性,本文将 2. 1 中的 VMD 和 2. 2 中的 NARX 神经网络

进行级联,并利用贝叶斯正则 ( Bayesian
 

regularization,
 

BR) [28] 与列文伯格 - 马夸尔特 ( Levenberg-Marquardt,
 

LM) [29] 算法分组优化预测结果,构建功率 MOSFET 寿命

预测模型,提高功率 MOSFET 的寿命预测精度。
1)VMD-NARX 预测网络

由于 NARX 递归预测会一直积累误差,NARX 的学

习能力过强可能会湮灭预测数据中的噪声信息,导致网

络性能下降,泛化能力变差。 针对预测过程中的过拟合

与梯度下降过快等问题,本文将 VMD 分解方法引入

NARX 神经网络中,根据 VMF 分量的变化特点采用分组

优化预测模型的权重。 VMD-NARX 预测网络如图 2
所示。

图 2　 VMD-NARX 预测网络结构图

Fig. 2　 Diagram
 

of
 

VMD-NARX
 

prediction
 

network
 

architecture

首先基于 VMD 方法将时间序列分解成多组平稳模

态分量,然后按照一定比例将模态分量划分为训练集与

测试集,将数据集分别代入 NARX 模型进行训练。 使用
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优化器以提升模型预测精度,将 BR 和 LM 算法作为

NARX 模型的优化函数,对每组需要预测的 VMF 分量进

行两次优化。 各组 VMF 分量将根据预测值与实际值之

间的拟合度以及预测误差选出最优模型权重优化方法,
其中以 VMF 分量的拟合优度作为衡量预测曲线与实际

数据拟合度的指标,以均方根误差作为衡量预测误差的

指标。 每个特征分量经过优化 NARX 模型后将得到对应

的预测值,最终将各组特征分量的预测值叠加能够得出

ΔRDS(on) 的预测结果。
2)预测方法框架

基于 MOSFET 的 ΔRDS(on) 数据,将变分模态分解与

NARX 神经网络结合,利用 BR 和 LM 算法优化神经网

络,形成功率 MOSFET 剩余寿命预测方法,方法框架如

图 3 所示。

图 3　 预测方法实现结构图

Fig. 3　 Diagram
 

of
 

prediction
 

method
 

implementation
 

architecture

　 　 具体步骤如下。
(1)构建 MOSFET 退化参数序列。 输入任意型号的

功率 MOSFET 的电气量,计算其导通电阻值。 依据相邻

两组导通电阻值计算出 ΔRDS(on) ,经过滑动时间窗构建

ΔRDS(on) 时间序列。
(2)提取 MOSFETΔRDS(on) 特征值。 采用 VMD 方法

对 ΔRDS(on) 数据进行多尺度分解,得到对应的模态函数与

残差分量。
(3)构建 NARX 动态神经网络分组优化模型。 将模

态分量与残差分量分别输入到 NARX 神经网络中,引入

BR 与 LM 函数对每组预测分量进行两次优化并记录优

化结果,以拟合优度与均方根误差衡量两种训练函数下

的优化效果,然后各组分量对比两次优化指标的结果选

择符合其变化特征的最优训练函数,得到每组分量的最

优预测值。
(4)将各组预测后的模态分量值进行叠加得到最终

的 MOSFET 退化趋势预测结果。
(5)记录实际退化曲线与预测退化曲线在不同老化

时间下达到失效阈值所对应的时间, 最终实现 对

MOSFET 剩余使用寿命的精准预测。
2. 4　 评价指标

　 　 仅根据预测曲线与实际曲线的变化趋势还无法准确

评估模型的准确性,因此为了定量评价模型的预测性能,

本文采用均方根误差(root
 

mean
 

square
 

error,
 

RMSE)、平
均绝 对 百 分 比 误 差 ( mean

 

absolute
 

percentage
 

error,
 

MAPE)、决定系数(R-squared,
 

R2 )作为预测模型的评价

指标。 RMSE 表示误差平方的期望值,如式( 12) 所示;
MAPE 表示实际值与预测值之差的绝对值占实际值的百

分比的平均值,如式(13)所示;R2 则反映预测值与实际

值间的相关性,如式(14)所示。 其中 RMSE 和 MAPE 均

能描述模型的预测精度,MAPE 可以反映实际值与预测

值间的相对大小,RMSE 反映实际值与预测值间的绝对

大小,且 RMSE 易于横向比较模型预测性能,R2 则可以

描述模型的拟合程度,能客观反映模型预测效果的优劣。

RMSE = 1
N ∑

N

i = 1
( 􀭹R( i) - R( i)) 2 (12)

MAPE = 1
N ∑

N

i = 1

􀭹R( i) - R( i)
R( i)

× 100% (13)

R2 = 1 -
∑

N

i = 1
(R( i) - 􀭹R( i)) 2

∑
N

i = 1
(R( i) - 􀭵R( i)) 2

(14)

式中: N 为预测序列中的数据个数,􀭹R( i) 和 R( i) 为第 i
个 ΔRDS(on) 的预测值和实际值,􀭵R( i) 为 ΔRDS(on) 实际值的

平均值。 其中,RMSE、MAPE 值越小,表明模型预测精度

越高,R2 越大,表明拟合效果越好。 通过RMSE、MAPE和
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R2 可以较为全面地评价本文方法与其他预测方法之间

的对比结果。

3　 分析与讨论

3. 1　 功率 MOSFET 数据集

　 　 本文使用的功率 MOSFET 数据来自 NASA 研究中心

公开的功率 MOSFET 热过载老化数据集[30] ,该数据集包

含在恒定温度下功率 MOSFET 器件加速老化过程中的栅

极电压、漏极-源极电压、漏极电流等关键电气参数数据。
功率 MOSFET 的老化状态在运行过程中很难直接观测,但
可通过器件的电气参数特征判断 MOSFET 的运行状态,本
文通过计算数据集中漏-源极电压与漏极电流的比值计算

出器件的导通电阻,以导通电阻变化量 ΔRDS(on) 作为反应

器件运行状态的特征参数。 选择具有稳定运行时间特征

的器件数据得到如图 4 所示的 ΔRDS(on) 时间变化曲线。
图 4 所示的 ΔRDS(on) 变化轨迹代表了器件因老化失

效而导致的退化过程,4 组器件在热应力下加速老化,其
ΔRDS(on) 随时间呈指数增量变化[18] , 当达到失效阈值时

器件开始老化。 MOSFET 热过载老化试验通过施加

PWM 栅极电压加速器件开断频率,对同一型号的 42 个

MOSFET 器件分别进行多次热过载试验。 根据多组试验

对样本失效点统计表明,虽然器件间初始导通电阻值与

失效时间不同, 但是多数器件在导通电阻增量 为

0. 05
 

Ω[12] 后出现突变增长,且在此时刻开始器件出现老

化迹象。 因此为保证实验器件具有统一失效判别标准,
本文在 MOSFET 失效点统计的基础上设定实验数据的失

效阈值为 0. 05
 

Ω, 当 ΔRDS(on) = 0. 05
 

Ω 时判定器件开始

老化。 本 文 基 于 VMD-NARX 分 组 优 化 模 型 预 测

MOSFET 剩余寿命,将在尽可能保持原始数据变化特性

的前提下,精准得出 ΔRDS(on) 预测值首次达到失效阈值的

时间, 并探究 MOSFET 剩余寿命的变化规律。

图 4　 各组 ΔRDS(on) 时间变化曲线

Fig. 4　 Time
 

change
 

curve
 

of
 

ΔRDS(on)

3. 2　 导通电阻变化量 VMD 分解

　 　 首先,将各组实验器件的 ΔRDS(on) 序列进行 VMD 分

解。 以 No. 36 功率 MOSFET 为例,对 VMD 算法参数进行

枚举寻优,得到 6 组 VMD 分量,其中包含 5 组本征模态

分量和 1 个残差分量( residual),分解结果如图 5 所示。
经过逐次分解的特征分量能够更加明显地反映 ΔRDS(on)

的变化趋势,且不同频率下的模态分量所包含的信息特

征也更为明显,通过提取各模态分量的有效波动信息能

有效保留预测结果的变化特性。

图 5　 ΔRDS(on)
 VMD 分解结果(No. 36)

Fig. 5　 ΔRDS(on)
  VMD

 

decomposition
 

result
 

(No. 36)

3. 3　 模型预测分析

　 　 通过 VMD 方法得到多组特征分量后,分别将特征分

量输入到相互独立的 NARX 神经网络中进行训练,再基

于分组优化的思想解决因训练样本个数少而出现预测结

果过拟合问题,选取 BR 和 LM 作为训练函数实现对特征

分量的分组优化,分组优化时对每组预测分量进行两次

优化,取两次优化预测精度最小且拟合度高的优化方法

作为该特征分量的最佳优化器。
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在模型测试阶段,以 No. 36 的 ΔRDS(on) 数据为例,取前

180 组数据为训练集,后 60 组数据作为测试集。 为了消除

结果偶然性,重复 10 次训练,取各组特征分量在 BR 和 LM
优化算法下的均方根误差平均值与拟合优度平均值作为

最终的精度结果,结果如表 1 所示。 对比各组分量的

RMSE 和 R2 可以看出,6 组分量的 RMSE 均小于 1%,各组

特征分量在 2 种优化算法下的精度存在明显差异,VMF1、
VMF2 和残差分量经 LM 优化后预测误差更小,且预测值

与实际值的拟合度更高,说明 LM 对这 3 组分量的优化效

果优于 BR,而 VMF3、VMF4 和 VMF5 经过 BR 优化后预测

误差更小,实际值与预测值的拟合度更高,说明 BR 对这 3
组分量的优化效果优于 LM。 因此,根据特征分量变化特

性进行分组优化预测可以有效提升预测精度。

表 1　 分量优化精度对比结果

Table
 

1　 Comparison
 

results
 

of
 

the
 

optimization
 

accuracy
 

of
 

component

特征分量 优化方法 RMSE R2

VMF1

VMF2

VMF3

VMF4

VMF5

residual

BR 2. 255×10-4 0. 434
 

4

LM 1. 053×10-4 0. 832
 

1

BR 1. 534×10-4 0. 486
 

8

LM 9. 066×10-5 0. 875
 

6

BR 6. 184×10-5 0. 986
 

6

LM 1. 599×10-4 0. 941
 

2

BR 2. 053×10-4 0. 989
 

6

LM 0. 001
 

2 0. 872
 

1

BR 4. 714×10-4 0. 995
 

0

LM 0. 001
 

5 0. 853
 

9

BR 3. 750×10-4 0. 297
 

3

LM 2. 622×10-4 0. 435
 

9

　 　 6 组特征分量分组优化后的预测结果如图 6 所示,
其中,实线代表模型实际值,虚线代表模型预测值。 根据

图 6 可以看出,各组分量经过 NARX 网络分组优化后得

到的结果具有非线性时序映射能力,在完整的时间区间

内可以保持良好的预测性能,其中 VMF3、VMF4 和 VMF5
预测结果经 BR 优化后的预测值能够实现对实际值较好

的非线性跟随。
本文将各组特征分量预测结果进行叠加,得到如

图 7 所示的 MOSFET 退化过程预测结果。
为了更为直观地体现本文方法的有效性,图 8 中展

示了 BR、LM 以及 LM+BR 分组优化 3 种方式的预测结

果。 可见,本文采用 VMD-NARX 模型分组优化输出的

ΔRDS(on) 预测值变化趋势与实际 ΔRDS(on) 变化趋势保持高

度一致,基于 LM 优化预测结果超前于实际结果,基于

　 　 　 　

图 6　 分量优化预测结果

Fig. 6　 Component
 

optimization
 

prediction
 

results

BR 优化预测结果和基于 LM 和 BR 组合优化预测结果则

滞后于实际结果,但利用单一优化算法 BR 或 LM 对

NARX 神经网络优化后的预测值与实际值之间存在较大

的偏差,说明分组优化的预测效果优于单一优化的预测

效果。 因此,本文提出的方法对 ΔRDS(on) 非线性变化趋势

有较好的适应能力, 可以准确预测出 ΔRDS(on) 从退化开

始到失效阈值前的变化趋势,进而得出达到故障阈值对

应的失效时间,因此依据分解出的模态分量可以有效保

留 ΔRDS(on) 在预测过程中存在的剧烈波动,可以较为准确

地实现对 ΔRDS(on) 的微小变化预测。 在后续连续时间间

隔预测过程中将采用 VMD-NARX 分组优化的方法实现

功率 MOSFET 寿命的预测。
3. 4　 预测精度对比

　 　 为了进一步验证本文提出的 VMD-NARX 预测方法

的有效性和泛化性能,选择 No. 9、No. 22 和 No. 36 数据
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图 7　 不同优化方法的退化过程预测结果(No. 36)
Fig. 7　 Prediction

 

results
 

of
 

degradation
 

processes
 

using
 

different
 

optimization
 

methods
 

(No. 36)

进行多组对比实验,3 组数据均设定训练集与测试集的

比例为 3 ∶ 1,并将本文方法与 Celaya 等[12] 提出的单一时

序预测方法扩展卡尔曼滤波 ( extended
 

Kalman
 

filter,
 

EKF)估计、粒子滤波( particle
 

filter,
 

PF)估计,以及组合

时序预测模型 VMD-BP、VMD-LSTM 等方法进行对比分

析。 基于 No. 9、No. 22 和 No. 36 的 ΔRDS(on) 数据,多种预

测方法的精度对比结果如表 2 所示。
通过上述评价结果可以看出,面对 ΔRDS(on) 的非线性

变化趋势时,单一预测模型 EKF 和 PF 因其滤波估计特

性所展示的预测效果要优于 BP、LSTM 以及 NARX 模型,
但部分组合预测模型的预测精度要高于单一预测模型,
其中 VMD-BP、VMD-LSTM 模型的 RMSE 与 MAPE 结果

均小于 BP、LSTM 模型,可见结合 VMD 分解的特征值可

以进一步提升单一预测模型的精度,验证了 VMD 多尺度

分解的有效性。 相较于前 7 种预测模型的精度指标,本
文所提出的 VMD-NARX 分组优化模型在 3 组器件中的

RMSE 均最小,且均小于 0. 005,说明其预测精度最高。
在 No. 9 器件中,本文方法的 MAPE 相较于 VMD-BP 和

VMD-LSTM 模型降低了 7. 3% 和 6. 8% ,在 No. 22 器件

中,本文方法的 MAPE 相较于 VMD-BP 和 VMD-LSTM 模

型降低了 16. 4%和 23. 5% ,在 No. 36 器件中,本文方法的

MAPE 相较于 VMD-BP 和 VMD-LSTM 模型降低了 1. 5%

　 　 　 　 表 2　 多种预测方法精度对比

Table
 

2　 Comparison
 

of
 

accuracy
 

of
 

various
 

prediction
 

methods

MOSFET 器件 预测方法 RMSE MAPE / %

No. 9

No. 22

No. 36

EKF 0. 005
 

8 11. 2

PF 0. 007
 

5 15. 9

BP 0. 020
 

1 39. 8

LSTM 0. 019
 

2 45. 1

NARX 0. 006
 

2 14. 1

VMD-BP 0. 005
 

6 10. 3

VMD-LSTM 0. 005
 

2 9. 8

VMD-NARX(LM 优化) 0. 005
 

1 9. 1

VMD-NARX(BR 优化) 0. 004
 

8 8. 3

本文方法 0. 001
 

6 3. 0

EKF 0. 008
 

6 12. 1

PF 0. 010
 

3
 

18. 5

BP 0. 033
 

9 58. 1

LSTM 0. 026
 

6 52. 5

NARX 0. 015
 

2 26. 1

VMD-BP 0. 013
 

1 20. 7

VMD-LSTM 0. 015
 

7 27. 8

VMD-NARX(LM 优化) 0. 012
 

0 17. 6

VMD-NARX(BR 优化) 0. 004
 

2 6. 3

本文方法 0. 002
 

6 4. 3

EKF 0. 001
 

7 3. 2

PF 0. 001
 

2 2. 4

BP 0. 009
 

3 16. 8

LSTM 0. 006
 

2 16. 2

NARX 0. 003
 

3 6. 9

VMD-BP 0. 002
 

9 5. 4

VMD-LSTM 0. 005
 

7 11. 1

VMD-NARX(LM 优化) 0. 001
 

8 3. 6

VMD-NARX(BR 优化) 0. 001
 

5 3. 2

本文方法 0. 000
 

72 1. 5

和 9. 6%,可见 VMD-NARX 模型对比其他组合模型具有较

高的预测精度。 而利用本文方法的预测精度又高于 VMD-
NARX(LM 优化)模型或 VMD-NARX(BR 优化)模型,可见

利用 BR 和 LM 分组优化 NARX 神经网络可以进一步提升

预测精度,因此利用 VMD 与分组优化 NARX 神经网络可

以实现对多种型号下 MOSFET 退化趋势的高精度预测。
3. 5　 寿命预测结果分析

　 　 本文采用 VMD-NARX 作为功率 MOSFET 的预测模

型,定义 Ta 为器件开始老化的时间,T th、T′th 为 ΔRDS(on) 达
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到故障阈值 ΔR th 的实际时间和预测时间,TEoL、T′EoL 为器

件的实际失效时间与预测失效时间,TRUL、T′RUL 为器件的

实际剩余使用寿命与预测剩余使用寿命,实际使用寿命

计算如式(15)所示。
TRUL = T th - Ta,T′RUL = T′th - Ta (15)

　 　 以 No. 36 器件测试本文方法提供的寿命信息,定义

No. 36 器件在 130、140、150、160、170、180、190、200 时刻

开始老化。 将 Ta 之前的时序数据作为训练集,Ta 之后的

时序数据作为测试集进行预测, 得到如图 8 所示不同老

化时间下器件退化过程预测结果。

图 8　 各老化时间下退化趋势预测结果

Fig. 8　 Prediction
 

results
 

of
 

degradation
 

trend
 

at
 

various
 

aging
 

times
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　 　 根据图 8 中结果可知,本文提出的方法对不同老化

时间下的 MOSFET 退化趋势预测结果可以做到较好地跟

随实际变化趋势,由于 Ta 的连续增加,模型预测过程中

训练集由最初 130 组数据增加至最终 200 组数据,从中

可提取的信息也逐渐增多。 其中,如图 8( a) 所示 Ta =
130 时预测失效时间与实际失效时间还存在较大偏差,
且整体预测变化趋势滞后于实际值, 但随着 Ta 的增大,
预 测 值 与 实 际 值 之 间 的 误 差 在 逐 渐 减 小, 如

图 8(b) ~ (f)所示,预测失效时间已逐步向实际失效时

间靠近,二者间的差距在逐渐缩小,直至 Ta = 190 与 Ta =
200 时预测失效时间与实际失效时间高度重合, 如

图 8(g)和(h)所示时,此时预测退化趋势整体已超前于

实际变化趋势。 可见利用本文方法可以实现在不同老化

时间下精确预测 MOSFET 的退化趋势。
结合各 Ta 时刻 ΔRDS(on) 预测结果, 可以计算出器件

的实际使用寿命与预测使用寿命,以器件 No. 36、No. 22
和 No. 9 为例,其 ΔRDS(on) 对应的 T th 分别为 228、180 和

235
 

min,进而可以得到如表 3、4 和 5 所示的 T′th、TRUL、
T′RUL 的预测结果。

表 3　 MOSFET 剩余寿命预测结果(No. 36)
Table

 

3　 MOSFET
 

RUL
 

prediction
 

results
 

(No. 36)
Ta T′th  TRUL T′RUL 误差

130 235. 1 98 105. 1 7. 1
140 232. 9 88 92. 9 4. 9
150 232. 8 78 82. 8 4. 8
160 232. 5 68 72. 5 4. 5
170 232. 1 58 62. 1 4. 1
180 232. 0 48 52. 0 4. 0
190 231. 9 38 41. 3 3. 3
200 231. 1 28 31. 1 3. 1

表 4　 MOSFET 剩余寿命预测结果(No. 22)
Table

 

4　 MOSFET
 

RUL
 

prediction
 

results
 

(No. 22)
Ta T′th TRUL T′RUL 误差

100 183. 6 79 83. 6 4. 6
110 180. 9 69 70. 9 1. 9
120 181. 8 59 61. 8 2. 8
130 181. 5 49 51. 5 2. 5
140 180. 8 39 40. 8 1. 8
150 180. 5 29 30. 5 1. 5
160 181. 1 19 21. 1 2. 1
170 180. 2 9 10. 2 1. 2

　 　 根据 3 组器件的剩余寿命预测结果可以看出,随着

Ta 的增加,可以提取的 ΔRDS(on) 信息随之增加,进而导致

T′th 在不断减小,最终得到的预测剩余使用寿命也呈现下

降趋势,说明预测精度随着可提取的特征值增加而有所

提高。 3 组器件在不同老化时间下的 TRUL 与 T′RUL 间的平

　 　 　 　 表 5　 MOSFET 剩余寿命预测结果(No. 9)
Table

 

5　 MOSFET
 

RUL
 

prediction
 

results
 

(No. 9)
Ta T′th TRUL T′RUL 误差

150 237. 5 85 87. 5 2. 5
160 240. 3 75 80. 3 5. 3
170 237. 8 65 67. 8 2. 8
180 237. 4 55 57. 4 2. 4
190 237. 3 45 47. 3 2. 3
200 236. 9 35 36. 9 1. 9
210 236. 8 25 26. 8 1. 8
220 236. 7 15 16. 7 1. 7

图 9　 MOSFET 剩余寿命变化趋势

Fig. 9　 Trend
 

of
 

remaining
 

life
 

of
 

MOSFET

均偏差均小于 5
 

min,说明针对 3 组型号不同的器件数据

该模型可以保持较高的预测精度。 结合 3 组器件剩余寿

命预测结果可以得到如图 9 所示的变化趋势。
由图 9 可知,3 组器件预测剩余寿命变化整体上呈

现下降趋势,剩余寿命随着老化时间增加而逐渐减少。
因此就功率 MOSFET 使用寿命而言,器件处于寿命衰减

的早期,性能下降缓慢,但不影响其正常工作,可以在其

老化期间对器件性能进行实时监测,而在器件处于严重

老化时, 需要保证在达到失效阈值以前及时替 换

MOSFET 器件,可以利用本文提出的预测方法对多组

MOSFET 进行训练得到平均剩余寿命结果,然后在实际

运行过程中依据预测结果提前 0. 5 或 1
 

min 更换

MOSFET 以保证系统的稳定运行。

4　 结　 　 论

　 　 本文提出了一种基于变分模态分解和 NARX 神经网

络的 MOSFET 剩余使用寿命预测方法,以 ΔRDS(on) 作为

器件退化性能指标可以反映 MOSFET 从健康状态至失效

阈值的全过程变化情况。 变分模态分解可以将 ΔRDS(on)

分解为多组特征分量,有效提取了 ΔRDS(on) 的内含特征

量, 从而保留了数据的非线性变化细节特征。 NARX 神
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经网络可以实现对特征分量的有效预测,采用贝叶斯正

则和 Levenberg-Marquardt 算法优化 NARX 神经网络进行

建模,实现了对每组模态分量的精准预测。 通过集成各

模态分量的预测结果解决了单一预测模型精度低,泛化

能力差的问题。 除此之外通过本文方法得到的预测结果

能够保留非线性数据的细小变化趋势。 基于 NASA 研究

中心的 MOSFET 公开数据进行实验验证,将本文所提出

方法与多种主流预测方法进行横向对比。 3 组器件实验

结果显示,本文提出方法 RMSE 均不超过 0. 003,MAPE
均不超过 5% ,相较于对比方法,本文方法在 No. 9 器件下

的 RMSE 和 MAPE 分别降低了 0. 003 2 ~ 0. 018 5、5. 3% ~
42. 1% ;在 No. 22 器件下的 RMSE 和 MAPE 分别降低

0. 001 6 ~ 0. 031 3、2% ~ 53. 8% ;在 No. 36 器件下的 RMSE
和 MAPE 分别降低 0. 000 48 ~ 0. 008 58、0. 9% ~ 15. 3% 。
基于本文方法 3 组 MOSFET 在连续老化时间下 TRUL 与

T′RUL 间的平均偏差均小于 5
 

min。 综上所述,本文所提出

方法相比主流预测方法具有较高的预测精度与较强的泛

化能力。
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