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基于 ＳＶＤＤ的多时段间歇过程故障检测
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摘　要：支持向量数据描述（ＳＶＤＤ）不要求过程数据满足正态分布，已应用于间歇过程故障检测。现有的 ＳＶＤＤ间歇过程故障
检测方法采用聚类分析和模型识别划分间歇过程时段，多时段划分的准确性较低，制约了多时段间歇过程故障检测精度的提

高。针对上述问题提出了一种基于ＳＶＤＤ的多时段间歇过程故障检测方法，利用ＳＶＤＤ的超球体半径值与支持向量个数的变
化划分间歇过程的多时段，并建立了不同时段的ＳＶＤＤ故障检测模型，使用待检测样本点的球心距与对应时段的超球体半径之
差检测过程故障，实现了多时段间歇过程的时段划分与过程故障检测。发酵过程仿真实验和实际生产实验结果表明，该方法能

够准确地划分间歇过程的多时段，并且能够针对不同时段进行故障检测，具有较高的检测率。
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０　引　　言

间歇过程已广泛应用于生物制药、食品、半导体加工

等工业生产领域。间歇过程生产中出现故障，直接影响

生产过程的安全运行，导致产品质量降低，造成生产企业

经济损失，因此，实现间歇过程故障检测，能够有效地保

障生产过程安全，提高产品质量［１］。

数据驱动的多向主成分分析（ｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔ
ａｎａｌｙｓｉｓ，ＰＣＡ）／偏最小二乘法 （ｐａｒｔｉａｌｌｅａｓｔｓｑｕａｒｅｓ，
ＰＬＳ）［２３］和多向核 ＰＣＡ／ＰＬＳ［４５］为代表的多元统计分析
方法已用于间歇过程故障检测，取得了一定的故障检测

效果，但这些方法均需假设过程变量服从正态分布，当过

程数据不满足上述假设时，直接影响故障检测的精度；同
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时这些方法将一次间歇操作的所有过程数据看作一个整

体进行处理，建立整体间歇过程故障检测模型，忽略了间

歇过程的多时段过程特性，当用于多时段间歇过程故障

检测时，故障检测效果并不理想。

针对多时段间歇过程故障检测，出现了基于时段的

多元统计分析的故障检测方法［６］，这类方法将多时段划

分和多元统计分析故障检测建模相结合，采用聚类分

析［７９］或模型识别［１０１２］划分间歇过程的多时段，分别建立

多元统计分析的时段故障检测模型，实现多时段间歇过

程故障检测；然而聚类分析的多时段划分结果严重依赖

于聚类个数和聚类中心的选择和过程数据结构分析，容

易陷入局部最优，且缺乏对时变过程特性的深入分析，难

以确保多时段划分结果的时序性，直接影响时段划分结

果的准确性，虽然模型识别的多时段划分考虑了过程特

性的变化，克服了聚类分析划分时段的缺陷，但过程数据

的分布特性仍然影响着多时段划分结果的准确性；同时

多元统计分析的时段故障检测建模仍需假设过程变量服

从正态分布且变量间线性相关，因此制约着故障检测精

度的提升。

支持向量数据描述（ｓｕｐｐｏｒｔｖｅｃｔｏｒｄａｔａｄｅｓｃｒｉｐｔｉｏｎ，
ＳＶＤＤ）是一种高效的数据描述和处理方法，不需要假设
过程数据服从正态分布及变量间线性相关，已在间歇过

程故障检测中得到应用。王培良等人［１３］将独立成分分

析用于过程数据降维和非高斯信息提取，建立了 ＳＶＤＤ
整体间歇过程故障检测模型，实现故障检测；ＬｉｕＸ．Ｑ．等
人［１４］将ＰＣＡ与神经网络方法相结合处理过程数据的非
线性，构建了ＳＶＤＤ整体间歇过程故障检测模型，用于故
障检测；ＹａｏＭ等人［１５］采用函数描述过程数据轨迹，对

数据不等长和数据遗失进行处理，建立 ＳＶＤＤ整体间歇
过程故障检测模型，检测过程故障；然而这些方法均采用

ＳＶＤＤ建立整体间歇过程故障检测模型，忽略了间歇过
程不同时段的过程特性差异，制约了故障检测精度的提

升。ＫｈｅｄｉｒｉＩ．Ｂ．等人［１６］采用核 ｋ均值聚类分析划分间
歇过程的多时段，建立了ＳＶＤＤ时段故障检测模型，实现
多时段间歇过程故障检测；ＷａｎｇＪ等人［１７］采用 ＰＣＡ分
析和ｋ均值聚类粗划分间歇过程的多时段，再利用ＳＶＤＤ
识别过渡时段点进行时段二次细分并建立ＳＶＤＤ时段故
障检测模型，提高了故障检测精度，但时段粗划分时仍需

假设过程变量服从正态分布且变量间线性相关，影响了

时段划分的准确性；ＧｅＺＨ．Ｑ．等人［１８］针对多时段间歇

过程建立了ＳＶＤＤ时段故障检测模型，并利用 ＳＶＤＤ在
线识别过程数据所处时段，提高了故障检测的精度；Ｌｖ
ＺＨ．Ｍ．等人［１９］利用ｋ均值算法划分间歇过程的多时段，
建立ＳＶＤＤ时段故障检测模型，检测多时段间歇过程故
障；这些方法考虑了间歇过程的多时段过程特性，虽取得

了较好的故障检测结果，但均采用聚类分析或模型识别

方法划分间歇过程的多时段，没有充分利用 ＳＶＤＤ处理
过程数据所具有的优势划分多时段，仅是利用 ＳＶＤＤ建
立时段故障检测模型，多时段划分结果的准确性仍然制

约着故障检测精度的提升。

本文提出了一种基于ＳＶＤＤ的多时段间歇过程故障
检测方法，结合过程数据的时序性和时变性，利用时间片

数据样本集构建的ＳＶＤＤ超球体半径值与支持向量个数
的变化划分间歇过程的多时段；建立了 ＳＶＤＤ时段故障
检测模型，使用待检测样本点的球心距与对应时段的超

球体半径之差判定故障，同时实现了多时段间歇过程的

时段划分和故障检测，并通过仿真实验和实际生产实验

验证了所提方法的有效性。

１　支持向量数据描述

ＳＶＤＤ是由ＴａｘＤ．Ｍ．Ｊ．等人［２０］提出的一种数据描

述与处理方法，其核心是在高维空间中构造包含被描述

对象的最小体积封闭超球体。

给定训练数据集ｘｉ∈Ｒ
ｍ，ｉ＝１，２，…，ｎ，构造包含 ｘｉ

的超球体转化为如式（１）的最优化问题。

ｍｉｎ
Ｒ，ａ，ξ
　Ｒ２＋Ｃ∑

ｎ

ｉ＝１
ξｉ

ｓ．ｔ．　 Φ（ｘｉ）－ａ
２≤Ｒ２＋ξｉ

ξｉ≥０；ｉ＝１，２，…，ｎ （１）
式中：ａ与Ｒ分别是超球体的球心和半径，Ｃ和ξｉ分别为
惩罚系数和松弛因子，针对训练样本中可能含有的离群

点而引入的参数。式（２）为式（１）最优化问题的对偶形
式，引入式（３）所示的高斯核函数能够简化内积运算，完
成特征空间映射。式（２）中，αｉ为拉格朗日乘子，Ｋ为核
函数，δ为高斯核函数宽度参数。

ｍａｘ
αｉ
　∑

ｎ

ｉ
αｉＫ（ｘｉ，ｘｊ）－∑

ｎ

ｉ，ｊ
αｉαｊＫ（ｘｉ，ｘｊ）

ｓ．ｔ．　０≤αｉ≤Ｃ，∑
ｎ

ｉ
αｉ＝１ （２）

Ｋ（ｘ，ｙ）＝ｅｘｐ － ｘ－ｙ２

２δ( )２ （３）

对应的拉格朗日乘子满足０＜αｉ＜Ｃ的 ｘｉ为处于球
体表面的支持向量，满足该条件的支持向量索引 ｉ组成
整数集合ｓ；由式（４）计算支持向量超球体球心距，即超
球体的半径Ｒ，其中ｘｏ为任一支持向量，ｏ∈ｓ。

Ｒ２ ＝１－２∑
ｉ
αｉＫ（ｘｉ·ｘｏ）＋∑

ｉ，ｊ
αｉαｊＫ（ｘｉ·ｘｊ）

（４）
利用式（５）计算测试样本ｚ到球体中心ａ的距离Ｄ，

当该距离小于或等于球体半径Ｒ时认为测试样本ｚ与训
练样本ｘｉ为同一类数据，如式（６）所示。
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Ｄ＝ １－２∑
ｉ∈ｓ
αｉＫ（ｚ·ｘｉ）＋∑

ｉ，ｊ∈ｓ
αｉαｊＫ（ｘｉ·ｘｊ槡

）

（５）
Ｄ≤Ｄｌｉｍ ＝Ｒ （６）
ＳＶＤＤ仅依据目标数据集就能完成分类器的构建，

对目标数据没有正态分布、相互独立或呈线性关系的要

求，对复杂和稀疏数据集的描述性能优秀，常用来检测异

常或离群值，特别是异常数据难以获得的情况，因其具有

精确的数据描述边界，构造的故障控制限较为敏感。影

响基于ＳＶＤＤ的间歇过程故障检测精度的主要因素为间
歇过程的多时段特性，不同时段的数据特性差异使得采

用单一故障控制限的故障检测精度较低。

２　基于ＳＶＤＤ的多时段间歇过程故障检测

２．１　基于ＳＶＤＤ的多时段间歇过程分段方法

使用ＳＶＤＤ描述不同的过程数据集将得到不同的超
球体，具体体现在计算所得的支持向量与拉格朗日乘子

的不同。如果训练样本足够表达过程数据源的特征，训

练样本新增同一过程数据源的点作为新训练数据集时，

由于之前计算所得的超球体已经足够包含新进点的特

征，因此在相同参数条件下计算所得的超球体不会发生

较大变化；相反地，读入特性差异较大的新数据点进行训

练则会改变超球体形态。

基于ＳＶＤＤ的多时段间歇过程分段是将建立超球体
模型所得的结构特征量如半径值、支持向量个数与分段

相衔接，以这些特征量的变化说明不同时段间的变迁。

根据超球体结构的变化来反映间歇过程的不同时段，训

练计算时样本集依时序增加单个过程数据点分别进行

ＳＶＤＤ建模，若读入当前数据点后，新的超球体模型相比
于未读入该点之前的超球体模型发生了变化，则认为时

段发生了改变，引起超球体结构变化的点属于下一时段。

基于ＳＶＤＤ的分段方法设定支持向量的个数和超球
体半径，依次读入长度递增的数据样本集 Ｙｎ进行规划，
如式（７）所示。

ｍａｘ
αｉ
　∑

ｎ

ｉ＝１
αｉＫ（Ｙ

ｎ
ｉ，Ｙ

ｎ
ｊ）－∑

ｎ

ｉ＝１
∑
ｎ

ｊ＝１
αｉαｊＫ（Ｙ

ｎ
ｉ，Ｙ

ｎ
ｊ）

ｓ．ｔ．　０≤αｉ≤Ｃ，∑
ｎ

ｉ＝１
αｉ＝１ （７）

若读入某个样本点使得规划后超球体半径Ｒ小于最
大球心距或使支持向量个数增加，则认为数据特性发生

了变化，进入间歇过程的下一阶段。因此，定义控制变量

Ｐ和Ｍ，Ｐ为支持向量个数，Ｍ定义如式（８）所示。

Ｍ ＝ Ｒ２

ｍａｘ（Ｄ２ｋ）
（８）

式中：Ｒ为当前 ｉ个样本点规划计算所得半径，由式（４）

计算可得；Ｄｋ是样本集中每个样本点到球心的距离，定
义如式（９）所示，式中Ｙｎｋ表示样本子集Ｙ

ｎ中的第ｋ个样
本点。

Ｄｋ ＝

１－２∑
ｉ＝１
αｉＫ（Ｙ

ｎ
ｋ，Ｙ

ｎ
ｉ）＋∑

ｉ＝１
∑
ｊ＝１
αｉαｊＫ（Ｙ

ｎ
ｉ，Ｙ

ｎ
ｊ槡
） （９）

图１所示为基于 ＳＶＤＤ的多时段间歇过程分段示
意图。

图１　基于ＳＶＤＤ的多时段间歇过程分段
Ｆｉｇ．１　Ｓｅｇｍｅｎｔａｔｉｏｎｏｆｍｕｌｔｉｐｈａｓｅｂａｔｃｈ

ｐｒｏｃｅｓｓｅｓｂａｓｅｄｏｎＳＶＤＤ

每次规划超球体结束后计算该样本集对应支持向量

个数ｐ，如果ｐ≤Ｐ且Ｒ２≥Ｍ·ｍａｘ（Ｄ２ｋ），则读取下一个
样本点扩充样本个数，进入对扩充后新样本集的规划；否

则，记录当前Ｒ２和Ｄ２ｋ，截断样本集并将当前点作为上一
时段的终点，进入间歇过程下一时段，然后对剩余样本点

重复上述步骤，直到规划遍历整个样本。一个单批次间

歇过程的数据被划分为多个数据子段，划分结果对应多

个时段，并且保证每个超球体能够包含绝大多数的样本，

这个包含比例由设定参数 Ｍ决定。经上述处理最终将
一个单批次过程数据样本划分为拥有相同支持向量个数

的多个时段。

２．２　基于ＳＶＤＤ的多时段间歇过程故障检测方法

对某一批次间歇过程数据进行ＳＶＤＤ多时段间歇过
程故障检测。取某一批次Ｘｉ∈Ｒ

Ｋ×Ｊ，ｉ＝１，２，…，Ｉ，其中Ｉ
为批次数，Ｋ为样本个数，Ｊ为变量个数；首先按时间方向
展开，Ｘｉ＝［Ｔ１，Ｔ２，…，ＴＫ］′∈Ｒ

ＫＪ×１，Ｔｋ∈Ｒ
１×Ｊ，ｋ＝１，２，

…，Ｋ。对单批次样本点Ｘｉ构造的样本集为Ｙ，Ｙ
１ ＝Ｔ１，

Ｙ２ ＝［Ｔ１，Ｔ２］
′，…，Ｙｎ ＝［Ｔ１，Ｔ２，…，Ｔｎ］

′，…，其中ｎ
是不超过Ｋ的正整数；对于Ｙｎ，ｎ＝１，２，…，Ｋ。图２所示
为基于ＳＶＤＤ的多时段间歇过程分段数据样本集构建示
意图。
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图２　基于ＳＶＤＤ的多时段间歇过程分段数据
样本集构建

Ｆｉｇ．２　Ｃｏｎｓｔｒｕｃｔｉｏｎｏｆｓｅｇｍｅｎｔａｔｉｏｎｄａｔａｓｅｔｆｏｒｍｕｌｔｉ
ｐｈａｓｅｂａｔｃｈｐｒｏｃｅｓｓｅｓｂａｓｅｄｏｎＳＶＤＤ

　　图３所示为基于ＳＶＤＤ的多时段间歇过程分段流程
图，首先读入前 ｎ个数据点 ｛Ｔ１，…，Ｔｎ｝构成 Ｙ

ｎ进行

ＳＶＤＤ超球体建模，对比当前计算所得 Ｒ２以及当前支持
向量个数 ｐ，如果满足设定条件就认定超球体形态改变
在可接受范围内，当前的 ｎ个点属于同一时段。再读入
下一时刻点构成新的训练集Ｙｎ＋１＝｛Ｔ１，…，Ｔｎ，Ｔｎ＋１｝，
进行新一轮的训练计算，得到超球体模型继续与分段条

件对比，若不满足设定条件即认为该点为下一时段的起

始点，在此处作记录并截断，进入新的循环中将Ｔｎ＋１作为
下一时段新的起点，重新开始构造长度递增的过程数据

样本集，对样本集进行分段。

图３　基于ＳＶＤＤ的多时段间歇过程分段流程
Ｆｉｇ．３　Ｓｅｇｍｅｎｔａｔｉｏｎｆｌｏｗｄｉａｇｒａｍｏｆｍｕｌｔｉｐｈａｓｅ

ｂａｔｃｈｐｒｏｃｅｓｓｅｓｂａｓｅｄｏｎＳＶＤＤ

利用上述分段方法对训练批次样本进行分段，获得

分段结果后，集成相应阶段的过程数据，进而分段建立模

型。图４所示为训练样本分段结果集成与建模过程，ｎ
个正常批次经基于 ＳＶＤＤ的分段，被分别划分为 ｊ个子
段，将每批次的第１时段集成到一起组成第１时段的训

练数据集，经ＳＶＤＤ训练建模，建立第１时段的模型Ｒ１，
以此类推，直到对第ｊ个时段建立模型Ｒｊ，得到每一时段
各自的故障检测控制限。

图４　训练样本分段结果集成与建模
Ｆｉｇ．４　Ｓｅｇｍｅｎｔａｔｉｏｎｉｎｔｅｇｒａｔｉｏｎａｎｄｍｏｄｅｌｉｎｇｏｆ

ｓａｍｐｌｅｓｅｔｓ

在同一Ｐ、Ｍ值设定下将待检测批次也进行分段，利
用式（５）分别计算出各样本点到对应时段模型的球心距
Ｄ，并与该点所属时段的超球体半径比较，超过半径便判
为故障，故障判别如式（６）所示。

由于过程数据样本集的构造方式是依次读入后续的

样本点，与是否已知一个批次的所有样本点无关，所以分

段方法流程同样适用于在线过程数据样本分段，离线与

在线分段只存在数据长度的差别。

实现间歇过程的在线故障检测，首先利用正常批次

建立各时段的检测子模型，对待检测批次，程序每次读入

最新得到的样本点，将该点与当前所有数据点作为训练

数据集，带入本算法进行分段，确定该点所属子段之后，

带入相应模型进行故障检测，从而判定过程故障是否存

在。

基于ＳＶＤＤ的多时段间歇过程在线故障检测算法步
骤如下：

１）首先读入待检测批次的新进过程数据 Ｘｉ，将该数
据点与同批次的历史数据 Ｙｎ－１合并，得到长度为 ｎ的样
本集Ｙｎ；
２）利用基于ＳＶＤＤ的间歇过程分段方法对该批次进

行在线分段；

３）分段结束后，查看该点的时段属性，找到该点所在
时段所对应的检测子模型Ｒｊ；
４）计算该新进点到检测子模型的超球体心距；
５）判断该点球心距是否超过子模型球体半径，如果

是，标记该点的警报值为１，否则标记为０，然后读入下一
过程点，对下一时刻点进行在线故障检测。

３　仿真实验

利用Ｐｅｎｓｉｍ仿真平台［２１］获取青霉素发酵过程的仿

真数据，通过设定初始条件生成反映发酵过程批次间过
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程数据差异的过程批次；选择通风率（Ｌ／ｈ）、搅拌功率
（Ｗ）、底物流加速率（Ｌ／ｈ）、基质浓度（ｇ／Ｌ）、溶氧量浓度
（ｇ／Ｌ）、生物质浓度（ｇ／Ｌ）、青霉素浓度（ｇ／Ｌ）、培养基容
量（Ｌ）、二氧化碳浓度（ｇ／Ｌ）、反应热（ｋｃａｌ）等１０个主要
过程变量，同时，为了模拟过程数据的噪声和扰动，对所

有的过程变量加入高斯白噪声干扰；生成２０个初始化条
件不同的正常批次过程数据分别作为训练样本１～２０，
同时产生６个故障批次，各批次的设定仿真时间均为
４００ｈ，采样周期为 ０．５ｈ，单个批次共 ８００个采样点。
表１所示为６个故障批次的编号及故障信息。

表１　青霉素发酵过程故障样本说明
Ｔａｂｌｅ１　Ｆａｕｌｔｂａｔｃｈｅｓｄｅｓｃｒｉｐｔｉｏｎｏｆｐｅｎｉｃｉｌｌｉｎｐｒｏｃｅｓｓ

故障批次编号 故障变量 故障类型 故障所在位置

１
２
３
４
５
６

通风率

斜坡，＋５％ ９０～１１０
斜坡，＋３０％ １６０～１８０
斜坡，－２０％ １６０～１８０
斜坡，＋５％ ３２０～３４０
阶跃，＋３０％ １６０～１８０
阶跃，＋５％ ３２０～３４０

３．１　分段参数与多时段划分

采用ＳＶＤＤ分段方法，设定不同的分段参数Ｐ和Ｍ对
训练样本１进行分段，分段参数与分段结果如表２所示。

表２　不同分段参数的训练样本１分段结果
Ｔａｂｌｅ２　Ｐｈａｓｅｄｉｖｉｓｉｏｎｒｅｓｕｌｔｓｏｆｔｒａｉｎｉｎｇｓａｍｐｌｅ
Ｎｏ．１ｗｉｔｈｄｉｆｆｅｒｅｎｔｐａｒａｍｅｔｅｒｓｕｓｉｎｇＳＶＤＤ

分段参数 Ｐ＝４，Ｍ＝０．８ Ｐ＝５，Ｍ＝０．８ Ｐ＝６，Ｍ＝０．８

分段结果

１～８３ １～８６ １～１４７
８４～２３３ ８７～２７２ １４８～３４８
２３４～４３４ ２７３～４７４ ３４９～５４９
４３５～６３５ ４７５～６７６ ５５０～７５１
６３６～８００ ６７７～８００ ７５２～８００

由表２实验结果可知，时段长度随着支持向量个数
的增多而增加（最后一个时段因受批次总长度影响而减

小），即支持向量个数Ｐ越小，分段间隔越小、越精细，支
持向量个数越大，分段间隔增大。精细的分段会使时段

中数据特性更单一，能够建立更加精确的时段故障检测

模型，对故障检测更有利；然而精细的分段会增加训练计

算的成本，同时对故障检测结果的提升效果也存在瓶颈。

本文中参数设定均为Ｐ＝４，Ｍ＝０．８，高斯核参数为０．０１，
惩罚因子为０．１。训练样本１的分段结果如图５所示，可
以看出本文方法能够正确识别青霉素发酵过程的时段，

对时段间过渡点的定位可利用参数设置进行调整，能够

对间歇过程进行合理的时段划分并进行故障检测，为各

个时段提供不同阈值的故障检测控制限。

图５　ＳＶＤＤ分段的训练样本１分段结果
Ｆｉｇ．５　Ｐｈａｓｅｄｉｖｉｓｉｏｎｒｅｓｕｌｔｓｏｆｔｒａｉｎｉｎｇｓａｍｐｌｅ

Ｎｏ．１ｕｓｉｎｇＳＶＤＤ

３．２　方法比对

针对表１中的６个故障批次，将本文所提方法与基
于 ｋ均值聚类分段的多向核主元分析（ｍｕｌｔｉｗａｙｋｅｒｎｅｌ
ｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ，ＭＫＰＣＡ）多时段间歇过程故
障检测方法、ＳＶＤＤ整体间歇过程故障检测方法、基于 ｋ
均值聚类分段的ＳＶＤＤ时段间歇过程故障检测方法进行
实验对比，验证本文所提方法的在线故障检测性能。

表３所示为上述４种方法对６个故障批次样本的在线
故障检测结果。故障检测结果表明本文方法平均故障检

测率为９５．２３％，优于其他３种方法，尤其对微小故障（故
障批次１和故障批次４）的检测，明显提升了故障检测率。

表３　青霉素发酵过程故障批次样本在线检测结果
Ｔａｂｌｅ３　Ｏｎｌｉｎｅｍｏｎｉｔｏｒｉｎｇｒｅｓｕｌｔｓｏｆｐｅｎｉｃｉｌｌｉｎｆｅｒｍｅｎｔａｔｉｏｎｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｅｓ （％）

故障类型
ＭＫＰＣＡ多时段故障检测 ＤＩＳ检测率
ＳＰＥ Ｔ２ ＳＶＤＤ整体故障检测 ＳＶＤＤ时段故障检测 本文方法故障检测

１ ４．７６ ９．５２ ４７．６２ ６６．６７ ８５．７１
２ ９０．４８ ８５．７１ ９０．４７ ９５．２４ １００
３ ９０．４８ ５７．１４ ６１．９０ ７１．４３ ９５．２４
４ ７６．１９ ０ ４７．６２ ６６．６７ ９０．４８
５ ９０．４８ ８５．７１ １００ １００ １００
６ ７１．４３ ０ １００ １００ １００
平均 ７０．６４ ３９．６８ ７４．６０ ８３．３４ ９５．２３



　第１１期 王建林 等：基于ＳＶＤＤ的多时段间歇过程故障检测 ２７５７　

　　图６～９所示为上述４种方法针对编号１的青霉素
发酵过程故障批次的在线故障检测结果。图６为基于 ｋ
均值聚类分段的ＭＫＰＣＡ多时段青霉素发酵过程故障检
测方法的故障检测结果，基于 ｋ均值聚类分段方法将多
时段青霉素发酵过程划分为５个时段，ＳＰＥ统计量和 Ｔ２

统计量仅能分别检测出２个故障点和１个故障点；该方
法虽然考虑了过程变量之间的非线性关系且实现了多时

段故障检测，然而由于过程数据服从正态分布的假设制

约了微小故障检测率的提升。图７所示为 ＳＶＤＤ整体青
霉素发酵过程故障检测方法的故障检测结果，在故障发

生后的第１１个采样点检测到故障，对微小故障检测有较
大的延迟；该方法不需要假设过程数据服从正态分布及

变量间线性相关，但整体间歇过程故障检测模型不能反

映青霉素发酵过程的多时段特性，导致故障检测率降低。

图８所示为基于ｋ均值聚类分段的 ＳＶＤＤ时段青霉素发
酵过程故障检测方法的故障检测结果，基于 ｋ均值聚类
分段方法将多时段青霉素发酵过程划分为５个时段，对
微小故障的检测仍然有８个采样点的延迟，该方法采用ｋ
均值聚类划分青霉素发酵过程的多时段，时段划分结果

严重依赖于聚类个数和聚类中心的选择和过程数据结构

分析，难以确保多时段划分结果的时序性和准确性，制约

着故障检测率的提升。图９所示为本方法故障检测结
果，ＳＶＤＤ将多时段青霉素发酵过程划分为５个时段，分
别对应５个故障检测模型的超球半径值，实线代表被检
测批次各点的球心距，检测结果图中的报警量为１表示
该点发生故障，为０表示无故障发生，故障检测结果表
明，本方法在编号１的故障批次中仅有２个漏报点，有较
高的故障检测率。

图６　ＭＫＰＣＡ多时段青霉素发酵过程故障批次样本１检测结果
Ｆｉｇ．６　ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｐｅｎｉｃｉｌｌｉｎｆｅｒｍｅｎｔａｔｉｏｎｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｐｈａｓｅｂａｓｅｄＭＫＰＣＡ

图７　ＳＶＤＤ整体青霉素发酵过程故障批次
样本１检测结果

Ｆｉｇ．７　ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｐｅｎｉｃｉｌｌｉｎｆｅｒｍｅｎｔａｔｉｏｎ
ｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｓｉｎｇｌｅｐｈａｓｅｄＳＶＤＤ

图８　ＳＶＤＤ时段青霉素发酵过程故障批次
样本１检测结果

Ｆｉｇ．８　ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｐｅｎｉｃｉｌｌｉｎｆｅｒｍｅｎｔａｔｉｏｎ
ｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｐｈａｓｅｄｂａｓｅｄＳＶＤＤ
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图９　本文方法青霉素发酵过程故障批次
样本１检测结果

Ｆｉｇ．９　ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｐｅｎｉｃｉｌｌｉｎｆｅｒｍｅｎｔａｔｉｏｎ
ｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄ

４　发酵过程实验

金色链霉菌制备金霉素的发酵过程是一个典型非线

性多时段的间歇过程。采集某生物制药厂金霉素发酵过

程的２０个批次现场数据作为训练样本１～训练样本２０，
每个批次包含温度（℃）、ＰＨ、溶氧量浓度（％）、空气流
量（ｍ３／ｈ）、补糖速率（Ｌ／ｈ）、总糖浓度（％）等６个变量；
每个批次的发酵时间为７８ｈ，采样间隔为１ｈ。

设定分段参数Ｐ＝４，Ｍ＝０．９９９，高斯核参数为０．０１，
惩罚因子为０．１，对训练样本进行分段。图１０所示为金
霉素发酵过程训练样本１分段结果。

故障批次为金霉素发酵过程的补糖速率和空气流量

引入斜坡故障，故障批次描述如表４所示。

图１０　ＳＶＤＤ分段的金霉素发酵过程训练批次
样本１分段结果

Ｆｉｇ．１０　ＰｈａｓｅｄｉｖｉｓｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅ
ｆｅｒｍｅｎｔａｔｉｏｎｐｒｏｃｅｓｓｔｒａｉｎｉｎｇｓａｍｐｌｅｕｓｉｎｇＳＶＤＤ

表４　金霉素发酵过程故障样本说明
Ｔａｂｌｅ４　Ｆａｕｌｔｂａｔｃｈｅｓｄｅｓｃｒｉｐｔｉｏｎｏｆｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅ

ｂａｔｃｈｐｒｏｃｅｓｓ

故障批次编号 故障变量 故障类型 故障所在位置

１ 补糖速率 斜坡，＋２０％ ２８～７８

２ 补糖速率 斜坡，＋３０％ ２８～７８

３ 空气流量 斜坡，＋２０％ ５～７８

表５所示为上述４种方法对３个故障批次样本的在
线故障检测结果。故障检测结果表明本文方法平均故障

检测率为９４．３１％，优于其他３种方法。
图１１～１４所示为上述４种方法针对编号１的金霉

素发酵过程故障批次的在线故障检测结果。图１１所示
为基于ｋ均值聚类分段的 ＭＫＰＣＡ多时段金霉素发酵过
程故障检测方法的故障检测结果，ＳＰＥ统计量的漏报点
多，Ｔ２统计量有１１个采样点延迟；图１２所示为ＳＶＤＤ整
体金霉素发酵过程故障检测方法的故障检测结果，结果

表明该方法几乎检测不到故障；图１３所示为基于ｋ均值
聚类分段的ＳＶＤＤ时段间歇过程故障检测方法的故障检
测结果，相比ＳＶＤＤ整体间歇过程故障检测方法和基于ｋ
均值聚类分段的ＭＫＰＣＡ多时段间歇过程故障检测方法提
前检测到故障，但仍有９个采样点的延迟，且出现了漏报
点；图１４所示为本方法的故障检测结果，金霉素发酵过程
被划分为５个时段，分别对应５个故障检测模型的超球半
径值，实线为被检测批次各点的球心距，报警量为１表示
该点发生故障，为０表示无故障，故障检测结果表明，本方
法没有漏报点，相比其他３种方法具有更高的检测率。
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表５　金霉素发酵过程故障批次样本的在线检测结果
Ｔａｂｌｅ５　Ｏｎｌｉｎｅｍｏｎｉｔｏｒｉｎｇｒｅｓｕｌｔｓｏｆｆａｕｌｔｂａｔｃｈｅｓｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅｆｅｒｍｅｎｔａｔｉｏｎｐｒｏｃｅｓｓ （％）

故障类型
ＭＫＰＣＡ多时段故障检测 ＤＩＳ检测率
ＳＰＥ Ｔ２ ＳＶＤＤ整体故障检测 ＳＶＤＤ时段故障检测 本文方法故障检测

１ ４８．５１ ８８．５６ ２４．２５ ８９．６６ ９０．７５
２ ６１．０４ ９０．７５ ６２．６２ ９２．８８ ９２．８８
３ ９８．６４ ９８．６４ ９９．３２ ９７．９５ ９９．３２
平均 ６９．４０ ９２．６５ ６２．０６ ９３．５０ ９４．３１

图１１　ＭＫＰＣＡ多时段金霉素发酵过程故障批次
样本１检测结果

Ｆｉｇ．１１　ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅ
ｆｅｒｍｅｎｔａｔｉｏｎｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｐｈａｓｅｂａｓｅｄＭＫＰＣＡ

图１２　ＳＶＤＤ整体金霉素发酵过程故障批次
样本检测结果

Ｆｉｇ．１２　Ｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅｆｅｒｍｅｎｔａｔｉｏｎ
ｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｓｉｎｇｌｅｐｈａｓｅｄＳＶＤＤ

图１３　ＳＶＤＤ时段金霉素发酵过程故障批次
样本检测结果

Ｆｉｇ．１３　Ｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅｆｅｒｍｅｎｔａｔｉｏｎ
ｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｐｈａｓｅｄｂａｓｅｄＳＶＤＤ

图１４　本文方法金霉素发酵过程故障批次样本１检测结果
Ｆｉｇ．１４　ＤｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｏｆＮｏ．１ｃｈｌｏｒｔｅｔｒａｃｙｃｌｉｎｅ

ｆｅｒｍｅｎｔａｔｉｏｎｐｒｏｃｅｓｓｆａｕｌｔｂａｔｃｈｕｓｉｎｇｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄ
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５　结　　论

本文提出了一种基于ＳＶＤＤ的多时段间歇过程故障
检测方法，结合过程数据的时序性和时变性，利用时间片

数据样本集构建的ＳＶＤＤ超球体半径值与支持向量个数
的变化能够划分间歇过程的多时段；所建立的不同时段

的ＳＶＤＤ故障检测模型，使用待检测样本点的球心距与
对应时段的超球体半径之差判定故障，有效地实现了多

时段间歇过程的故障检测；发酵过程仿真实验和实际生

产实验验证表明：与现有的基于 ｋ均值聚类分段的
ＭＫＰＣＡ多时段间歇过程故障检测方法、ＳＶＤＤ整体间歇
过程故障检测方法、基于 ｋ均值聚类分段的 ＳＶＤＤ时段
间歇过程故障检测方法相比，本文所提方法有较高的故

障检测灵敏度、延迟小，有效地提高了多时段间歇过程故

障检测的准确性。
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