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摘　 要:睡眠呼吸暂停(SA)会影响睡眠质量,增加心脑血管疾病风险,其准确分类有助于在 SA 早期阶段及时开展针对性治疗。
本文提出一种使用异质集成学习和异构特征融合的 SA 分类新方法。 首先从原始心电信号中提取小波时频谱,使用 SE-ResNet
作为初级分类器;然后提取 RR 间期序列和 R 峰值序列,使用 1D

 

CNN-LSTM 作为初级分类器;再提取心率变异性特征,使用

SVM 作为初级分类器。 最后采用堆叠法作为异质集成学习的融合策略,再使用另一个 SVM 作为次级分类器实现 SA 分类。 在

Apnea-ECG 数据集上进行实验,所提出的 SA 分类方法的准确率为 89. 12% 。 实验结果表明,所提方法有效利用了各初级分类器

的多样性和异构特征的互补性,其性能优于传统的 SA 分类方法。
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Abstract:Sleep
 

apnea ( SA)
 

affects
 

the
 

quality
 

of
 

sleep
 

and
 

increases
 

the
 

risk
 

of
 

cerebrovascular
 

and
 

cardiovascular
 

diseases.
 

It
 

is
 

advantageous
 

to
 

implement
 

the
 

accurate
 

classification
 

for
 

the
 

timely
 

treatment
 

at
 

the
 

early
 

stage
 

of
 

SA.
 

In
 

this
 

paper,
 

one
 

novel
 

SA
 

classification
 

method
 

utilizing
 

heterogeneous
 

ensemble
 

learning
 

and
 

heterogeneous
 

feature
 

fusion
 

is
 

proposed.
 

Firstly,
 

the
 

SE-ResNet
 

is
 

used
 

as
 

primary
 

classifier
 

of
 

the
 

extracted
 

wavelet
 

time-frequency
 

spectrum
 

from
 

raw
 

electrocardiogram
 

(ECG).
 

Then
 

the
 

1D
 

CNN-LSTM
 

is
 

used
 

as
 

primary
 

classifier
 

of
 

the
 

extracted
 

R-peak
 

to
 

R-peak
 

interval(RRI)
 

sequence
 

and
 

R-peak
 

amplitude
 

(RAMP)
 

sequence.
 

And
 

the
 

SVM
 

is
 

used
 

as
 

primary
 

classifier
 

of
 

extracted
 

heart
 

rate
 

variability
 

features.
 

Finally,
 

the
 

stacking
 

method
 

is
 

adopted
 

as
 

fusion
 

strategy
 

for
 

heterogeneous
 

ensemble
 

learning,
 

and
 

then
 

another
 

SVM
 

is
 

used
 

as
 

the
 

secondary
 

classifier
 

to
 

implement
 

SA
 

classification.
 

The
 

proposed
 

SA
 

classification
 

method
 

is
 

evaluated
 

on
 

Apnea-ECG
 

dataset,
 

whose
 

accuracy
 

is
 

89. 12% .
 

Experimental
 

results
 

show
 

that
 

the
 

proposed
 

method
 

utilizes
 

the
 

diversity
 

of
 

primary
 

classifiers
 

and
 

complementarity
 

of
 

heterogeneous
 

features
 

efficiently,
 

which
 

outperforms
 

the
 

conventional
 

SA
 

classification
 

method.
Keywords:sleep
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0　 引　 　 言

　 　 睡眠呼吸暂停(sleep
 

apnea,
 

SA)患者会在夜间睡眠

时出现呼吸无意识暂停或呼吸减弱[1] 。 临床研究表明,

SA 会导致心律失常、高血压等心脑血管疾病,其早期诊

断有利于及时开展针对性治疗,预防患者出现严重健康

问题。 目前临床诊断 SA 的主要方法是多导睡眠图

(polysomnography,
 

PSG)。 PSG 采集需要专门实验室和

特殊设备,还必须由专业医生监测采集过程和人工分
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析[2] 。 PSG 采集过程复杂且昂贵,难以成为 SA 的常规

监测方式[3] 。 现有研究成果表明,SA 会破坏交感和副交

感神经系统之间的平衡,心电信号 ( electrocardiogram,
 

ECG)能有效反映两者活动状况[4] ,成本低且易于采集。
从 ECG 中提取各种特征进行 SA 自动分类能够降低医生

工作强度,对 SA 早期诊断具有极为重要的意义。
传统的使用 ECG 的 SA 自动分类方法主要包括特征

提取和分类模型两部分。 目前,时频分析、小波变换、心
率变异性(heart

 

rate
 

variability,
 

HRV)分析等方法均已被

成功地应用于 ECG 特征提取[5] ;常用分类模型包括

KNN、LR、SVM 等[6] 。 基于传统机器学习的 SA 自动分类

方法时间复杂度低、特征可解释性好且生理学意义明确,
但其分类结果依赖于从 ECG 中手工提取特征。 深度学

习具有从 ECG 自学习有用特征的能力,能描述更复杂的

高维特征。 长短期记忆网络( LSTM) [4] 、卷积神经网络

(CNN) [7] 、LSTM 结合循环神经网络( RNN) [8] 、LetNet-5
网络[9] 、1D-ResNet 网络[10] 等深度学习方法已被成功地

应用于 SA 自动分类。
异构特征融合方法能够综合利用多种特征的信息,

实现其优势互补。 异质集成学习方法使用不同种类的初

级分类器实现集成学习,其分类性能明显优于单个初级

分类器。 为此,本文提出一种使用异质集成学习和 ECG
异构特征融合的 SA 分类新方法。 首先分别从原始 ECG
中提取小波时频谱、RR 间期( R-peak

 

to
 

R-peak
 

interval,
 

RRI) 序列、 R 峰值 ( R-peak
 

amplitude,
 

RAMP ) 序列和

HRV 特征;然后分别使用 SE-ResNet、1D
 

CNN-LSTM 和

SVM 作为初级分类器;最后使用堆叠法在决策层面进行

特征融合并实现 SA 分类。

1　 使用集成学习和特征融合的 SA 分类方法

　 　 ECG 能有效反映 SA 事件[4] ,多特征融合能更充分

地利用 ECG 的各种信息,有效提高 SA 分类性能。 针对

ECG 数据,本文提出一种使用异质集成学习和 ECG 异构

特征融合的 SA 分类新方法,如图 1 所示。

图 1　 本文提出的 SA 分类方法

Fig. 1　 The
 

proposed
 

SA
 

classification
 

method

1. 1　 多特征提取与初级分类器设计

　 　 1)
 

结合小波时频谱与 SE-ResNet 的 SA 分类

将一维时间序列转换为二维图像表示,能够将时间

序列内部结构可视化,从而更好地反映原始信号中潜在

特征;进而结合深度学习实现分类,其性能优于传统一维

时间序列分类方法[11] 。 SA 事件发生时,ECG 的瞬时频

率会出现变化。 小波变换具有良好时频局域化特性,能
获取不同尺度下 ECG 的高频和低频信息。 本文使用连

续小波变换获取 ECG 小波时频谱,小波时频谱将 ECG
时频域局部特征以能量变化规律呈现。 本论文进而结合

CNN、残差结构和注意力机制,构建 SE-ResNet 作为初级

分类器,其网络结构如图 2 所示。

图 2　 SE-ResNet 网络结构

Fig. 2　 The
 

network
 

structure
 

of
 

SE-ResNet
 

如图 2 所示,将 ECG 小波时频谱经过零填充层、卷
积层、BN( batch

 

normalization) 层、ReLU 层、另一个零填

充层和最大池化层,可获取多通道小波时频谱特征表示,
但却难以区分每个通道的有效信息和冗余信息。 注意力

机制对信息按重要程度分配权值,更关注关键特征。 为

此,本文基于 SE( squeeze
 

and
 

excitation) [12] 模块,设计通

道注 意 力 残 差 卷 积 模 块 ( channel
 

attention
 

residual
 

convolution
 

module,
 

CARCM),以选择关键通道信息。 如

图 2 中 CARCM 模块所示, 挤压 ( squeeze ) 函数通过

GlobalAvgPool2D 层实现,然后经过 Reshape 层与两个激

活函数分别为 ReLU 和 Sigmoid 的全连接( Dense)层计算

得到通道权重, 最后将自适应加权后的特征向量与

Conv2D_shortcut 层提取的特征向量相加构成跨模块连接

的残差结构。 经两个堆叠的 CARCM 模块得到 32×32×16
大小的深度特征表示,再经过 1 个全局平均池化层和

1 个激活函数为 Softmax 的 Dense 层,输出 SA 分类结果。
SE-ResNet 网络模型参数如表 1 所示。

2)
 

结合 RRI-RAMP 序列与 1D
 

CNN-LSTM 的 SA 分类

直接使用原始 ECG 进行 SA 分类需将长片段 ECG
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　 　 　 　 表 1　 SE-ResNet 网络模型参数

Table
 

1　 The
 

model
 

parameters
 

of
 

SE-ResNet

层类型
输出

尺寸

通道

数量
核大小以及步长大小等

InputLayer 128×128 1 -

ZeroPadding2D 134×134 1 padding = ((3,
 

3),
 

(3,
 

3))

Conv2D 64×64 64 filters = 64,kernel_size = 7,strides = 2

BN 64×64 64 -

ReLU 64×64 64 -

ZeroPadding2D 66×66 64 padding = ((1,
 

1),
 

(1,
 

1))

MaxPooling2D 32×32 64 Kernel_size = 3,strides = 2

CARCM 32×32 16 -

CARCM 32×32 16 -

GlobalAvgPool2D 16 - -

Output 2 - units = 2,activation = 'softmax'

作为深度学习模型输入数据,数据量大且 QRS 波群结构

相似,容易导致模型收敛困难或拟合度低。 RRI 序列和

RAMP 序列能更好反映心率变化规律,数据量小且对 SA
事件敏感。 为此,本文从原始 ECG 中提取 RRI 序列和

RAMP 序列,经相同频率重采样后组合为双通道 RRI-
RAMP 序列。 CNN 能有效提取 ECG 具有平移、缩放和旋

转不变性的高级特征;LSTM 具有长期记忆特性,非常适

合序列建模。 本文构建 1D
 

CNN-LSTM 作为初级分类器,
网络结构和模型参数分别如图 3 和表 2 所示。

图 3　 1D
 

CNN-LSTM 网络结构

Fig. 3　 The
 

network
 

structure
 

of
 

1D
 

CNN-LSTM
 

表 2　 1D
 

CNN-LSTM 网络模型参数

Table
 

2　 The
 

model
 

parameters
 

of
 

1D
 

CNN-LSTM

层类型
输出

尺寸

通道

数量
核大小以及步长大小等

InputLayer 180 2 -

Conv1D 180 32 filters = 32,kernel_size = 3,strides = 1

MaxPooling 60 32 pool_size = 3

Conv1D 60 64 filters = 64,kernel_size = 5,strides = 1

MaxPooling 20 64 pool_size = 3

Dropout 20 64 Dropout_rate = 0. 2

Reshape 10 128 -

LSTM 16 - units = 16,activation = 'tanh'

Dense 32 - units = 32

Output 2 - units = 2,activation = 'softmax'

　 　 3)
 

结合 HRV 特征与 SVM 的 SA 分类

HRV 指相邻心动周期之间时间上的微小差异。
HRV 时域特征指对 RRI 序列信号进行统计分析得到的

参数。 HRV 频域特征指对 RRI 序列信号进行功率谱密

度分析并计算不同频段分量的能量。 HRV 非线性域特

征指对 RRI 序列信号进行非线性分析,最常见的非线性

域特征是由庞加莱图计算得到,包括庞加莱图椭圆短轴

(SD1)、庞加莱图椭圆长轴( SD2 )和 SD1 / SD2。 本文使用

的 HRV 特征如表 3 所示,选择 SVM 作为初级分类器。

表 3　 HRV 特征

Table
 

3　 HRV
 

features

序号 特征标签 特征描述

1 MRRI RR 间期均值

2 MHR 瞬时心率均值

3 SDRR RR 间期标准差

4 RMSSD 相邻 RR 间隔之间差值的均方根

5 NN50 相邻 RR 间期超过 50
 

ms 的数量

6 PNN50 相邻 RR 间期超过 50
 

ms 的数量除以 RR 间期数量

7 VLF 极低频率(0 ~ 0. 04
 

Hz)分量的功率

8 VLF / total 极低频率(0~ 0. 04
 

Hz)分量的功率占比

9 LF 低频率(0. 04 ~ 0. 15
 

Hz)分量的功率

10 LF / total 低频率(0. 04 ~ 0. 15
 

Hz)分量的功率占比

11 HF 高频率(0. 15 ~ 0. 4
 

Hz)分量的功率

12 HF / total 高频率(0. 15 ~ 0. 4
 

Hz)分量的功率占比

13 SD1 庞加莱图椭圆短轴

14 SD2 庞加莱图椭圆长轴

15 SD1 / SD2 SD1 和 SD2 两者之比

1. 2　 基于 SVM 融合的异质集成学习

　 　 本文提出的基于 SVM 融合的异质集成分类器,如
图 1 所示。 集成多样性指所使用的初级分类器之间的差

异,初级分类器多样性越高,集成学习性能越好。 本文使

用 SE-ResNet、1D
 

CNN-LSTM 和 SVM 作为初级分类器,
其结构和学习能力均不相同,具有较高的多样性,有利于

提高 SA 分类性能。 本文使用堆叠法[13] 作为融合策略,
选择泛化性强的 SVM 作为次级分类器。 首先使用初始

数据集分别训练各初级分类器;然后将各初级分类器输

出的预测概率和初始数据对应的真实标签组合成一个新

的数据集;再以各初级分类器输出的预测概率作为次级

分类器的输入,以初始数据的标签作为样本标签,训练次

级分类器,最终实现 SA 分类。
1. 3　 SA 分类方法具体步骤

　 　 1)训练初级分类器 SE-ResNet



　 第 6 期 韩　 亮
 

等:使用异质集成学习和心电信号异构特征融合的睡眠呼吸暂停分类方法 323　　

采用 1. 1 节中结合小波时频谱与 SE-ResNet 的 SA
分类所述方法,使用原始 ECG 的小波时频谱作为原始训

练集数据,训练 SE-ResNet;再次将小波时频谱输入到训

练好的 SE-ResNet 分类器,得到初级分类器 SE-ResNet 输
出的预测概率 PSE-ResNet 。

2)训练初级分类器 1D
 

CNN-LSTM
使用 QRS 检测算法[14] 检测原始 ECG 的 R 峰位置,

进而计算 RRI 序列和 RAMP 序列,使用 3 次样条插值算

法将其重采样至 3
 

Hz 后组合为双通道 RRI-RAMP 序列。
采用 1. 1 节中结合 RRI-RAMP 序列与 1D

 

CNN-LSTM 的

SA 分类所述方法,使用该序列作为原始训练集数据,训
练 1D

 

CNN-LSTM;再次将双通道 RRI-RAMP 序列输入到

训练好的 1D
 

CNN-LSTM 分类器,得到初级分类器 1D
 

CNN-LSTM 输出的预测概率 P1D
 

CNN-LSTM。
3)训练初级分类器 SVM-I
采用 1. 1 节中结合 HRV 特征与 SVM 的 SA 分类所

述方法, 使用 HRV 特征作为原始训练集数据, 训练

SVM-I;再次将 HRV 特征输入到训练好的 SVM-I 分类

器,得到初级分类器 SVM-I 输出的预测概率 PSVM。
4)构建基于 SVM 融合的异质集成分类器

采用 1. 2 节所述方法,将各个初级分类器的预测概

率 PSE-ResNet 、P1D
 

CNN-LSTM、PSVM 和原始 ECG 片段对应的真实

标签组合成新的训练集数据,训练次级分类器 SVM-Ⅱ;
然后将训练好的初级分类器 SE-ResNet、1D

 

CNN-LSTM、
SVM-I 和次级分类器 SVM-Ⅱ按照图 1 所示的方式组合,
构建基于 SVM 融合的异质集成分类器。

5)SA 分类

对于待测试的 ECG,首先采用 1. 1 节所述方法分别

提取其小波时频谱、RRI 序列、RAMP 序列和 HRV 特征,
然后再将提取的特征输入到经由步骤 1) ~ 4) 构建的基

于 SVM 融合的异质集成分类器,实现 SA 分类。

2　 实验结果与分析

2. 1　 实验数据及其预处理

　 　 Apnea-ECG 数据集[15] 包含 70 条单导联 ECG 记录,
被分为 2 组,其中一组用于辅助诊断 SA 算法研究,将其

作为训练集数据;另一组用于算法性能评估,将其作为测

试集数据。 首先采用 Varanini 等[14] 提出的方法抑制原

始 ECG 中的基线漂移等噪声,再根据 Apnea-ECG 数据集

中的 SA 事件标注信息,将去噪后 ECG 分割为若干个

1
 

min 的 ECG 片段。 实验数据信息统计如表 4 所示。
2. 2　 性能评价方法

　 　 1)
 

分类性能评价指标

本文采用准确率 ( ACC)、精确率 ( PRE)、召回率

　 　 　 　 表 4　 Apnea-ECG 数据集实验数据

Table
 

4　 The
 

experiment
 

data
 

based
 

on
 

Apnea-ECG
 

database

实验

数据

记录个数 片段个数(片段时长 1
 

min)

SA 患者 正常
A(发生呼吸

暂停事件)
N(正常) 合计

训练集 23 12 6
 

473 10
 

236 16
 

709

测试集 23 12 6
 

490 10
 

455 16
 

945

合计 46 24 12
 

963 20
 

691 33
 

654

(REC)、F1 分数和 AUC 评价 SA 分类方法的分类性能[6] 。
2)

 

临床诊断评价指标

在临床上,医生通过计算 AHI 指数( apnea-hypopnea
 

index)来进行诊断[10] 。 AHI 指数的计算方法如下:

AHI =
60
T( ) × Total(SA) (1)

式中: T 表示每个 ECG 记录的长度 ( 单位为 min );
Total(SA) 表示该记录中分类器检测出的 SA 片段数量。

AHI≥5 的受试者被归类为 SA 患者。 常用 MAE
 

(mean
 

absolute
 

error)指标衡量分类器计算的 AHI 值与实

际 AHI 值之间的误差[10] 。 MAE 的计算方法如下:

MAE = 1
N ∑

N

i = 1
Estimated i

AHI - Real iAHI (2)

式中: N 表示 ECG 记录的数量; Estimated i
AHI 表示第 i 个

ECG 记录由分类器分类结果计算出来的 AHI 指数;
Real iAHI 表示第 i 个 ECG 记录实际的 AHI 指数。
2. 3　 本文方法实验结果与分析

　 　 本文所有实验采用的计算机 CPU 为 Intel
 

E5-4650
 

v3@ 2. 10
 

GHz 处理器,内存为 32
 

GB,显卡为 NVIDIA
 

GeForce
 

GTX
 

1070Ti,操作系统为 Windows
 

10,编程工具

为 Python
 

3. 6 和 MATLAB
 

R2019a, 深度学习框架为

TensorFlow2. 4,机器学习库为 Scikit-Learn 和 Keras。 在本

文中,所有实验均使用如 2. 1 节所述 Apnea-ECG 数据集。
本文使用的初级分类器 SVM-I 和次级分类器 SVM-Ⅱ的

参数设置相同,惩罚系数 C= 1. 0,核函数选择“ rbf”,其余

参数选择默认值。
1)

 

多特征提取与初级分类器实验结果与分析

采用如 1. 1 节所述“多特征提取与初级分类器设计”
方法进行实验,具体包括:

(1)方法 1:首先使用连续小波变换获取 ECG 的小

波时频谱,小波基为双正交小波“ bior4. 4”,尺度范围为

128 级。 进而使用 SE-ResNet 进行 SA 分类。
(2)方法 2:首先计算 ECG 的 RRI 序列和 RAMP 序

列,对两个序列使用 3 次样条插值将其重采样为 3
 

Hz,然
后将其组合成尺寸大小为 2 × 180 的双通道 RRI-RAMP
序列,再使用 1D

 

CNN-LSTM 进行 SA 分类。
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(3)方法 3:首先提取如表 3 所示的 ECG 的 15 个 HRV
特征。 其中,频域特征通过韦尔奇法(Welch′s

 

method)计

算 HRV 信号的功率谱密度得到,非线性域特征通过分析

ECG 的庞加莱图获得。 进而使用 SVM 进行分类。
实验结果如表 5 所示。

表 5　 多特征提取与初级分类器实验结果

Table
 

5　 Experiment
 

results
 

of
 

multi-feature
 

extraction
 

and
 

primary
 

classifier

方法 ACC / % PRE / % REC / % F1 AUC

1 85. 23 89. 82 77. 65 0. 832
 

9 0. 814
 

2

2 86. 23 85. 31 87. 52 0. 864
 

0 0. 877
 

7

3 75. 72 82. 32 64. 91 0. 725
 

8 0. 737
 

2

　 　 由表 5 可知,本文提出的 3 种特征提取及其对应的

初级分类器均能有效地进行 SA 分类。
2)

 

异质集成学习与异构特征融合消融实验

首先分别采用 1. 1 节中所述“结合小波时频谱与 SE-
ResNet 的 SA 分类” 方法Ⅰ、“结合 RRI-RAMP 序列与 1D

 

CNN-LSTM 的 SA 分类”方法Ⅱ和“结合 HRV 特征与 SVM
的 SA 分类”方法Ⅲ进行 SA 分类实验;然后再将方法Ⅰ、Ⅱ和

Ⅲ两两结合,使用堆叠法(Stacking)作为融合策略,进行 SA
分类实验;最后将方法Ⅰ、方法Ⅱ和方法Ⅲ结合,采用如 1. 3
节所述“SA 分类方法具体步骤”进行 SA 分类实验。 实验

结果如表 6 所示。

表 6　 消融实验结果

Table
 

6　 Results
 

of
 

ablation
 

experiment

组合方式 集成策略 ACC / % PRE / % REC / % F1 AUC

Ⅰ - 85. 23 89. 82 77. 65 0. 832
 

9 0. 814
 

2

Ⅱ - 86. 23 85. 31 87. 52 0. 864
 

0 0. 877
 

7

Ⅲ - 75. 72 82. 32 64. 91 0. 725
 

8 0. 737
 

2

Ⅰ+Ⅱ Stacking 88. 10 91. 18 83. 52 0. 871
 

8 0. 855
 

2

Ⅰ+Ⅲ Stacking 85. 62 91. 69 74. 68 0. 823
 

2 0. 832
 

3

Ⅱ+Ⅲ Stacking 87. 83 90. 56 83. 31 0. 867
 

8 0. 879
 

1

Ⅰ+Ⅱ+Ⅲ Stacking 89. 12 92. 39 83. 87 0. 879
 

2 0. 883
 

5

　 　 由表 6 可知:(1)
 

单独使用方法Ⅰ、Ⅱ和Ⅲ进行 SA
分类实验,方法Ⅱ的 ACC、REC、 F1 分数和 AUC 均高于

方法Ⅰ和Ⅲ,方法Ⅱ性能最优。 (2)
 

方法Ⅰ、Ⅱ和Ⅲ两两

组合,采用堆叠法作为融合策略进行 SA 分类,方法Ⅰ和

Ⅱ两两组合的分类性能优于其他两种组合方法,也优于

单独使用方法Ⅰ、Ⅱ和Ⅲ进行 SA 分类。 (3)
 

方法Ⅰ、Ⅱ
和Ⅲ结合,采用堆叠法作为融合策略进行 SA 分类,其
ACC、PRE 和 AUC 均为最高。 但其 REC 稍低于方法Ⅱ,
这是由于方法Ⅰ和Ⅲ的 REC 远低于方法Ⅱ,因此将 3 种

方法结合,其 REC 反而有所下降。 但是,本文提出的方

法的 F1 分数最高,这说明综合考虑 PRE 和 REC 时,3 种

方法相结合性能更好。
综上所述,本文使用的异质集成学习和异构特征融

合方法成功实现了心电信号的小波时频谱、RRI 序列、
RAMP 序列和 HRV 多种特征的优势互补,且充分利用了

SE-ResNet、1D
 

CNN-LSTM 和 SVM
 

3 种初级分类器的多

样性,有效地提高了 SA 分类性能。
3)

 

异质集成学习的融合策略对比实验结果与分析

将如 2. 3 节中异质集成学习与异构特征融合消融实

验所述方法Ⅰ、Ⅱ和Ⅲ两两结合,以及三者相结合,再分

别使用投票法、平均法和堆叠法(Stacking)作为异质集成

学习的融合策略,实验结果如图 4 所示。

图 4　 不同融合策略实验结果

Fig. 4　 Experiment
 

results
 

of
 

different
 

fusion
 

strategies

由图 4 可知:(1)
 

方法Ⅰ、Ⅱ和Ⅲ三者结合,采用堆

叠法作为融合策略,其 ACC、PRE、 F1 分数和 AUC 优于

投票法和平均法;也优于 3 种方法两两结合且分别采用

投票法、平均法和堆叠法融合策略的 SA 分类方法。 (2)
 

方法Ⅰ、Ⅱ和Ⅲ三者结合,采用堆叠法作为融合策略,其
REC 稍低于方法Ⅱ和Ⅲ结合且采用平均法作为融合策略

的 SA 分类方法,但是其 F1 分数明显高于后者,AUC 也相

对于后者更高,在总体上具有更好的分类性能。
综上所述,方法Ⅰ、Ⅱ和Ⅲ三者结合,采用堆叠法作

为异质集成学习的融合策略,与投票法和平均法相比具

有更好的鲁棒性和分类性能。
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2. 4　 对比实验结果与分析

　 　 为进一步验证本文提出的 SA 分类方法, 针对

Apnea-ECG 数据集,选取近年来具有代表性的使用 ECG
数据进行 SA 分类的深度学习算法进行对比实验,具体包

括:结合 RRI-RAMP 序列和 LSTM-RNN 网络[8] 的 SA 分

类方法;结合 RRI-RAMP 序列和 LetNet-5 网络[9] 的 SA
分类方法;结合 RRI-RAMP 序列和 1D-ResNet 网络[10] 的

SA 分类方法。 实验结果如表 7 所示。

表 7　 SA 分类方法性能对比

Table
 

7　 Performance
 

comparison
 

of
 

SA
 

classification
 

methods

分类器
ACC
/ %

PRE
/ %

REC
/ %

F1 AUC

LSTM-RNN[8] 86. 10 85. 14 86. 42 0. 857
 

7 0. 857
 

0

LeNet-5[9] 80. 37 79. 20 79. 68 0. 794
 

3 0. 796
 

9

1D-ResNet[10] 84. 04 84. 04 81. 77 0. 828
 

8 0. 817
 

7

本文方法 89. 12 92. 39 83. 87 0. 879
 

2 0. 883
 

5

　 　 由表 7 可知:(1)
 

本文提出的 SA 分类方法的 ACC、
 

PRE、 F1 分数和 AUC 分别为 89. 12% 、92. 39% 、0. 879 2
和 0. 883 5, 比 基 于 LSTM-RNN[8] 、 LeNet-5[9] 、 1D-
ResNet[10] 的 3 种 SA 分类方法分别平均提升了 5. 62% 、
9. 60% 、0. 052 3 和 0. 059 6。 本文所提出的 SA 分类方法

的性能明显优于其他 3 种近年来具有代表性的针对 ECG
数据进行 SA 分类的深度学习算法。 (2)

 

本文提出的 SA
分类方法的 REC 稍低于基于 LSTM-RNN 的 SA 分类方

法,但是,本文方法的 F1 分数最高,其 AUC 也为最高,这
说明综合考虑 PRE 和 REC 时,本文方法优于基于 LSTM-
RNN 的 SA 分类方法。

为更充分地验证本文提出的 SA 分类方法的适用性,
进一步针对 Goldberger 等[16] 提供的实际测试数据进行对

比实验。 该实际测试数据集(UCDDB)包含 25 条三导联

ECG 记录,本论文首先采用与 2. 1 节相同的去噪方法抑

制原始 ECG 中的噪声,然后依据 UCDDB 数据集中的 SA
事件标注信息将去噪后的 ECG 分割为若干个 1

 

min 的

ECG 片段。 最终实验数据统计信息如表 8 所示。

表 8　 UCDDB 数据集实验数据

Table
 

8　 The
 

experiment
 

data
 

in
 

UCDDB
 

database

实验数据
片段个数(片段时长 1

 

min)

A(发生呼吸暂停事件) N(正常) 合计

训练集 2
 

005 3
 

007 5
 

012

测试集 859 1
 

289 2
 

148

合计 2
 

864 4
 

296 7
 

160

　 　 采用与针对 Apnea-ECG 数据集的相同的实验方法

进行对比实验,实验结果如表 9 所示。

表 9　 UCDDB 数据集 SA 分类方法性能对比

Table
 

9　 Performance
 

comparison
 

of
 

SA
 

classification
 

methods
 

with
 

UCDDB
 

database

分类器
ACC
/ %

PRE
/ %

REC
/ %

F1 AUC

LSTM-RNN[8] 84. 31 78. 74 83. 24 0. 809
 

3 0. 823
 

5

LeNet-5[9] 78. 26 71. 08 76. 95 0. 739
 

0 0. 785
 

2

1D-ResNet[10] 83. 01 78. 00 80. 09 0. 790
 

4 0. 802
 

9

本文方法 86. 50 83. 75 82. 19 0. 829
 

6 0. 862
 

4

　 　 由表 9 可知,针对 Goldberger 等[16] 提供的实际测试

数据(UCDDB),采用本文提出的方法的准确率、 F1 分数

和 AUC 最高。
综上所述,本文提出的方法的 SA 分类性能最优。

2. 5　 基于个体的 SA 分类实验结果与分析

　 　 为更充分地验证本论文所提出的 SA 分类方法,针对

Apnea-ECG 数据集,进一步进行基于个体的 SA 分类实

验。 首先采用与 2. 3 节中异质集成学习与异构特征融合

消融实验相同的方法,对属于同一个受试者的所有 1
 

min
时长 ECG 片段进行 SA 分类;然后按照 2. 2 节所述 AHI
指数公式计算得到每个受试者的 AHI 指数,进而判断该

受试者是否患有 SA。 实验结果如表 10 所示。

表 10　 基于个体的 SA 分类实验结果

Table
 

10　 Experimental
 

results
 

of
 

individual-based
 

SA
 

classification

组合方式 集成策略 ACC / % PRE / % REC / % MAE

Ⅰ - 97. 14 100. 00 95. 65 7. 41

Ⅱ - 97. 14 95. 83 100. 00 4. 61

Ⅲ - 91. 42 88. 46 100. 00 10. 06

Ⅰ+Ⅱ Stacking 97. 14 100. 00 95. 65 4. 60

Ⅰ+Ⅲ Stacking 94. 28 95. 65 95. 65 6. 62

Ⅱ+Ⅲ Stacking 100. 00 100. 00 100. 00 3. 84

Ⅰ+Ⅱ+Ⅲ Stacking 100. 00 100. 00 100. 00 3. 63

　 　 注:Ⅰ表示结合小波时频谱与 SE-ResNet 的 SA 分类方法;Ⅱ表示

结合 RRI-RAMP 序列与 1D
 

CNN-LSTM 网络的 SA 分类方法;Ⅲ表示

结合 HRV 特征与 SVM 的 SA 分类方法。

　 　 由表 10 可知:(1)
 

在基于个体的 SA 分类实验中,单
独使用方法Ⅰ、Ⅱ和Ⅲ均存在误判的情况。 (2)

 

方法Ⅰ、
Ⅱ和Ⅲ两两结合,采用堆叠法(Stacking)作为异质集成学

习的融合策略,进行基于个体的 SA 分类,方法Ⅱ和Ⅲ结

合的 ACC 达到了 100% ;且其预测的 AHI 指数与实际
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AHI 指数较为接近,MAE 值较低,其分类性能优于其它

两种组合方法,也优于单独使用方法Ⅰ、Ⅱ和Ⅲ。 (3)
 

方

法Ⅰ、Ⅱ和Ⅲ结合,采用堆叠法作为融合策略,进行基于

个体的 SA 分类,其 ACC 达到了 100% ;且预测的 AHI 指

数与实际 AHI 指数最为接近,MAE 值仅为 3. 63,诊断效

果最好。
综上所述,本文提出的方法在基于个体的 SA 分类中

也表现出良好的性能。
为更好地评估本论文提出的方法在基于个体的 SA

分类中的性能,将预测得到 AHI 指数( AHIEstim )与实际的

AHI 指数(AHIRefer )进行对比,结果如图 5 所示。

图 5　 AHI 指数预测的散点图分析

Fig. 5　 The
 

analysis
 

of
 

scatter
 

plot
 

for
 

AHI
 

prediction

由图 5 可知,图中数据点的横、纵坐标分别表示

AHIRefer 和 AHIEstim, 所 有 数 据 点 的 拟 合 直 线 为

y = 0. 962
 

1x + 1. 186
 

7,与理想拟合直线 y = x极为接近,
并且绝大部分数据点分布在 95% 预测带内。 此外,由两

组数据计算出来的皮尔逊相关系数( pearson
 

correlation
 

coefficient,
 

PCCs)为 0. 985 4,这说明通过本文提出的方

法计算得到的 35 名受试者的 AHI 指数与其实际 AHI 指

数之间存在良好一致性。 综上所述,本文方法在基于个

体的 SA 分类与 AHI 指数预测上均表现出较高的性能,
更适用于 SA 分类。

3　 结　 　 论

　 　 本文提出一种用于 SA 分类的基于异质集成学习和

ECG 异构特征融合的方法。 实验结果表明:在基于 ECG
片段的 SA 分类上,本文方法综合利用了 ECG 的多层次

和多类型特征,以及各初级分类器的多样性,其性能明显

优于基于单特征和单一分类模型的 SA 分类方法,也优于

传统的 SA 分类方法。 在基于个体的 SA 分类上,本文方

法也具有良好的性能。

但是,本文方法的 REC 不是最优的,因此,可以进一

步探索同时具有较高 REC 和 PRE 的 SA 分类方法,并将

其集成,以有效提高 SA 分类方法的性能。 此外,睡眠分

期与睡眠呼吸暂停检测是评估睡眠质量的两个关键任

务,多任务学习通过同时学习多个相关任务获取不同任

务间的相似性和关联性,有效提高模型的分类性能。 如

何引入多任务学习框架,同时研究睡眠分期与睡眠呼吸

暂停检测,以更好地全面评估睡眠质量也是本文的下一

步研究方向。
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