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基于时空张量融合的人体骨架行为自适应识别方法∗
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摘　 要:针对人体行为的空间复杂性和时间差异性问题,提出了一种基于时空张量融合的人体骨架行为自适应识别方法。 首先

充分利用人体行为骨架序列的帧内空间关系和帧间时间关系,构建相邻帧时空特征张量;其次通过计算相邻帧时空特征张量的

差异性获取关键相邻帧时空特征张量并组成行为时空特征张量;之后利用行为时空特征张量的空间特征差异和多尺度时间卷

积构建行为时空特征张量自适应注意力机制,完成行为时空特征融合;最后,使用深度随机配置网络根据行为时空特征融合张

量识别人体行为。 使用 NTU
 

RGB-D 数据集进行实验仿真,识别准确率达到 84. 57% ,并且设计相应的系统进行实际应用验证,
结果表明本文所提方法是一种适合应对人体行为空间复杂性和时间差异性问题的人体行为识别方法。
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Abstract:To
 

address
 

space
 

complexity
 

and
 

time
 

difference
 

of
 

human
 

action,
 

an
 

adaptive
 

recognition
 

method
 

of
 

human
 

skeleton
 

action
 

with
 

spatial-temporal
 

tensor
 

fusion
 

is
 

proposed.
 

Firstly,
 

the
 

spatial-temporal
 

feature
 

tensors
 

of
 

adjacent
 

frames
 

are
 

established
 

by
 

making
 

full
 

use
 

of
 

the
 

intra-frame
 

spatial
 

relationship
 

and
 

the
 

inter-frame
 

temporal
 

relationship
 

of
 

the
 

human
 

action
 

skeleton
 

sequences.
 

Secondly,
 

the
 

difference
 

of
 

spatial-temporal
 

feature
 

tensors
 

of
 

adjacent
 

frames
 

is
 

calculated
 

to
 

achieve
 

the
 

spatial-temporal
 

feature
 

tensors
 

of
 

key
 

adjacent
 

frames
 

and
 

compose
 

the
 

behavior
 

spatial-temporal
 

feature
 

tensors.
 

Then,
 

the
 

spatial
 

feature
 

difference
 

of
 

the
 

action
 

spatial-temporal
 

feature
 

tensors
 

and
 

the
 

multi-scale
 

temporal
 

convolution
 

is
 

used
 

to
 

construct
 

the
 

adaptive
 

attention
 

mechanism
 

of
 

the
 

behavior
 

spatio-temporal
 

feature
 

tensors
 

to
 

complete
 

the
 

fusion
 

of
 

action
 

spatial-temporal
 

features.
 

Finally,
 

a
 

deep
 

stochastic
 

configuration
 

network
 

is
 

used
 

to
 

recognize
 

human
 

action
 

according
 

to
 

the
 

spatial-temporal
 

feature
 

fusion
 

tensor
 

of
 

action.
 

The
 

NTU
 

RGB-D
 

data
 

set
 

was
 

used
 

for
 

experimental
 

simulation,
 

and
 

the
 

recognition
 

accuracy
 

reached
 

84. 57% .
 

The
 

corresponding
 

system
 

is
 

designed
 

for
 

practical
 

application
 

verification.
 

The
 

results
 

show
 

that
 

the
 

proposed
 

method
 

is
 

suitable
 

for
 

dealing
 

with
 

the
 

space
 

complexity
 

and
 

time
 

difference
 

of
 

human
 

action
 

recognition.
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0　 引　 　 言

　 　 人体行为识别( human
 

action
 

recognition,
 

HAR) 是

指基于收集的人体多源信息,构建多元信息与行为特

征映射关系,使计算机或其他智能体理解和识别人体

行为。 HAR 在诸多领域已经展现出巨大潜力,如在

矿场作业生产中监控并识别现场作业人员的行为,能
够帮助作业人员规范其行为,从而降低人为事故发生

率,保证生产安全运行 [ 1] ;在汽车自动驾驶过程中识

别环境中的人体行为,有助于制定行驶策略,避免碰

撞,保证道路安全 [ 2] ;在智能机器人行业中帮助机器

人精准定位和识别人体行为,能够使机器人更加安全

高效地作业 [ 3] 。
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人体行为是具有空间复杂性和时间差异性的动态过

程[4] ,空间复杂性是指在不同场景中不同行为人做不同

动作的姿态差异,时间差异性是指人体行为发生时刻和

持续时间不可预测。 目前,按照输入数据形式的不同可

以分为基于可穿戴传感器的 HAR 和基于视频的 HAR 两

大类[5] 。 前者主要依靠可穿戴感器收集人体各部位运动

的速度、加速度等数据,进一步提取特征和识别人体行

为。 本文前期工作利用智能手机提取了人体行为的时域

和频域特征,进一步提出基于流形正则化和 QR 分解的

轻量化人体行为识别方法[6] 。 但此类方法依赖可穿戴传

感器,传感器类型和位置等差异导致难以建立通用的 HAR
模型。 基于视频的 HAR 以 RGB 视频流数据为基础[7-8] ,具
有相对的数据稳定性,有利于建立普适的识别模型,减轻

了对设备的依赖,但其存在易受光照和背景等因素影响的

弊端。 为此诸多学者着力于面向视频的 HAR 方法的优

化[9-10] 。 提取视频流数据中人体的 2D 或 3D 骨架节点坐

标信息,以此进行行为识别已经成为当前一大主流方

法[11] ,这是由于人体骨架节点数据具有噪声小、鲁棒性强

和避免视频背景干扰的优点[12] 。 此外,OpenPose、Kinect
等人体骨架节点信息获取软硬件工具的发展,为基于骨架

的 HAR 方法研究提供了便利[13-14] 。
基于骨架的 HAR 主要分为特征表征和动作识

别[15] ,其中动作识别多采用支持向量机( support
 

vector
 

machines,
 

SVM)等分类器来实现,众多的研究成果更关

注行为特征的表征。 文献[16] 计算人体行为相邻骨架

帧之间的协方差,构建协方差矩阵表示人体行为时空特

征。 文献[17]根据人体骨架坐标计算空间特征后,使用

聚类算法筛选关键骨架帧,将关键骨架帧空间特征的集

合作为时间特征。 文献[18] 使用流形表示行为的时空

特征,一个流形由多个行为帧组成,根据待测序列流形和

类别流形模板的最近距离识别行为。 文献[19] 对人体

骨架节点的坐标滤波后直接使用坐标作为空间特征,使
用骨架时间序列的组合作为行为的时间特征后,利用模

板匹配的方法为骨架序列分类行为。 文献[20] 使用帧

内人体各关节之间的距离作为空间特征,多帧空间特征

的组合作为时间特征,计算待测序列与模板序列的距离

识别行为,在计算两序列距离时加入了动态时间规整

(dynamic
 

time
 

warping,
 

DTW)来缓解两匹配序列长度不

一致的问题。 文献[21] 根据序列间的距离为每类行为

确定符号模板,根据待测骨架帧到每个符号的距离构建

概率矩阵,组合概率最高的符号序列,与符号模板匹配识

别行为。 文献[22] 基于动力学使用骨架节点帧内相对

位置表示空间特征,节点帧间速度表示时空特征,采用双

线性分类器迭代计算行为特征的权重,并引入 DTW 和时

间金字塔优化行为时序表示。 文献[23] 计算人体关节

帧内相对位置和角度作为空间特征,计算人体关节帧间

速度作为时间特征,利用主成分分析压缩特征维度。 文

献[24]将人体行为骨架序列表示为关节运动轨迹,提取

轨迹图的视觉特征。 上述方法试图利用人体的几何特征

或行为动力学的行为时空特征表示人体行为,获得了比关

节点更好的特性表征,但是表征能力仍然有限且难以选取

有效的特征[25] 。 当前,诸多学者使用深度学习探索行为特

征的自主表征[26] ,其中卷积神经网络(convolutional
 

neural
 

networks,
 

CNN ) 和 长 短 期 记 忆 网 络 ( long
 

short-term
 

memory,
 

LSTM)由于在特征学习和时序建模方面的优异表

现被应用于 HAR 研究。 如文献[27]利用 CNN 从人体骨

架序列中提取低维和高维的空间特征,使用 LSTM 基于空

间特征提取时间特征,通过全连接网络(full
 

connect
 

neural
 

network,
 

FCN)识别行为。 文献[28]将人体骨架信息作为

空间特征和视频帧信息融合并使用 LSTM 提取时间特征

后,使用 FCN 识别行为。 图卷积网络(graph
 

convolutional
 

network,
 

GCN)通过提取人体骨架拓扑结构的特征[29] 增强

了特性表征,如,文献[30]以有向图表示人体骨架,将分类

残差卷积引入 GCN 中,保证了网络挖掘特征的多样性。
文献[31]在使用 GCN 提取人体行为空间特征后,进一步

引入扩张因果卷积和残差结构以构建时域扩张残差网络,
从而实现行为识别。 文献[ 32] 提出时空图卷积网络

(spatial
 

temporal
 

GCN,
 

ST-GCN),使用多层 GCN 和基于一

维卷 积 的 时 间 卷 积 ( temporal
 

convolutional
 

network,
 

TCN) [33]提取行为时空特征,进而利用 FCN 识别行为。 文

献[34]在 ST-GCN 的基础上进一步考虑骨架不相邻节点

关系,改善了网络性能。 为了使网络更关注重要特征,基
于注意力机制的 Transformer 模型被引入到 HAR 研究

中[35] 。 文献[36]使用 Tranformer 模型,利用编码、解码的

方式识别行为,并通过增减网络注意力头数和层数,设计

不同复杂度的模型。 文献[37]将 ST-GCN 与 Transformer
注意力网络结合,使用 ST-GCN 提取低维的时空特征,进而

基于双流网络实现帧内特征注意和帧间特征注意。
上述以深度学习为基础的人体行为识别模型获得了

较高的准确率,但值得注意的是,其模型结构和计算复杂

度较高,网络训练相对困难,对硬件要求较高[12,38] 。 此

外,现有 HAR 研究工作大多根据人为划分的持续数秒的

行为序列流数据识别行为,模型缺乏人体行为发生时刻

和持续时间的自主判别能力,对于人体行为时间差异性

的应对能力较弱,欠缺实时性[39] 。

1　 STAR

　 　 针对上述人体骨架行为识别现存问题,本文提出

基于时空张量融合的自适应识别方法( spatial-temporal
 

tensor
 

fusion
 

for
 

adaptive
 

recognition,
 

STAR) ,其结构如

图 1 所示。 首先相邻帧时空特征构建模块根据骨架帧
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的时空关系,构建相邻帧时空特征张量增强数据表达

性。 其次,关键相邻帧时空特征张量注意模块通过计

算相邻帧时空特征张量的差异性保留关键相邻帧时空

特征张量。 然后在行为时空特征张量空间注意模块和

行为时空特征张量时间注意模块实现行为时空特征张

量的时空注意和融合,最后使用深度随机配置网络

( deep
 

stochastic
 

configuration
 

networks,
 

DeepSCNs) 识别

行为。 本文通过对 NTU
 

RGB-D 数据集重构,模拟行为

发生时刻和持续时间不确定情况下的 HAR 并进行实

验仿真,结果表明所提出的模型是一种适合应对人体

行为空间复杂性和时间差异性问题的人体行为识别

方法。

图 1　 STAR 结构图

Fig. 1　 Architecture
 

diagram
 

of
 

STAR

1. 1　 相邻帧时空特征构建模块

　 　 本文利用人体行为帧内空间关系和帧间时间关系构

建相邻帧时空特征张量,增强数据的表征能力。 由于人

体行为主要反应在各肢体的角度、各肢体之间的角度、各
部位速度和各角速度的变化,对于骨架序列的一帧计算

帧内肢体角度 θ,帧内关键肢体角度 γ 表示骨架帧内空

间特征,与上一帧的帧间骨架速度 v 和帧间角速度 ω 表

示相邻骨架帧的时间特征。
具体来说,如图 2(a)所示,选取 15 个人体骨架节点

来表示人体各部分,根据人体生理结构,15 个人体骨架

节点连接为 14 段可以表示人体肢体的刚体向量。 对于

一段长度为 N 的人体骨架行为序列, 使用集合 O =

{oni n= 1,…,N,
 

i = 1,…,15} 来表示序列中的所有的

骨架节点,使用集合 L = { lni n = 1,…,N,
 

i = 1,…,14}
来表示序列中所有的骨架肢体, 令(onix,oniy,oniz) 表示

第 n 帧中第 i 个骨架节点的三维坐标,( lnix,lniy,lniz) 表示

第 n 帧中第 i 段人体肢体的三维坐标。
如图 2(b)所示,帧内肢体角度是指每帧内 14 段人

体肢体向量与三维坐标轴 Z 轴正方向所成夹角。 令 Z
轴正方向为(0,

 

0,
 

1),令 θ ni 表示第 n 帧中第 i 个帧内肢

体角度,则其计算公式如式(1)所示。

θ ni = arccos
lniz

( l2
nix + l2

niy + l2
niz)

( ) ,
  

i = 1,…,14 (1)
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图 2　 相邻骨架帧时空特征示意图

Fig. 2　 Diagram
 

of
 

spatial-temporal
 

features
 

of
 

adjacent
 

skeleton
 

frame

如图 2(c)所示,帧内关键肢体角度是指每帧内人体

骨架肢体向量所成的 8 个关键夹角。 令 γ n( i,j) 表示

第 n 帧中第 i 段肢体和第 j 段人体肢体组成的帧内关键

肢体角度,则其计算公式如式(2)所示。

γn(i,j) = arccos
lnixlnjx + lniylnjy + lniz lnjz

(l2nix + l2niy + l2niz) × (l2njx + l2njy + l2njz)
( ) ,

i,j = 1,…,14 (2)
如图 2(d)左侧所示,帧间骨架速度是指同一人体骨

架节点在相邻两帧之间的运动速度。 令 (vnix,vniy,vniz) 表

示第 n 帧中第 i 个骨架节点的三维速度,由于无法计算

第 1 帧与前 1 帧的帧间骨架速度, 故当 n = 1 时, 令

(v1ix,v1iy,v1iz) = (0,0,0),( i = 1,
 

…,
 

15)。 则其计算公

式如式(3) 所示,其中 t 表示相邻两帧间隔时间。
(vnix,vniy,vniz) =

(onix,oniy,oniz) - (o(n-1) ix,o(n-1) iy,o(n-1) iz)
t

,

n = 2,…,N;
 

i = 1,…,15 (3)
如图 2(d)右侧所示,帧间肢体角速度是指同一肢体

关键角度在相邻两帧之间的角速度。 令 ω ni 表示第 n 帧

第 i 个帧间肢体角速度,由于无法计算第 1 帧与前 1 帧的

帧间肢体角速度,故当 n= 1 时,令ω 1i = 0,(i = 1,
 

…,
 

8),
则其计算公式如式(4) 所示。

ω ni =
θ ni - θ (n-1) i

t
,

 

n = 2,…,N,i = 1,…,8 (4)

综上所述,使用 75 维时空特征表示相邻骨架帧

的时空特征,其中空间特征包括 14 维帧内肢体角度

特征 θ 和 8 维帧内关键肢体角度特征 γ,时间特征包

括 45 维相邻骨架帧间骨架速度特征 v和 8 维相邻骨架

帧间肢体角速度特征 ω。 为简单起见,本文只对骨架

帧中置信度最高的两人计算时空特征。 故如图 1 中

相邻骨架帧时空特征构建模块所示,每帧中的两个人

体骨架时空特征可以形成 2 × 75 × 1 的相邻骨架帧时

空特征张量。

1. 2　 关键相邻帧时空特征张量注意模块

　 　 众所周知,对于一个行为骨架序列,其中只有部分包

含重要行为信息的关键骨架帧[5] ,筛选出关键骨架帧利

于识别行为。 本文使用相邻帧时空特征张量表示行为骨

架序列中某一帧的帧内空间关系和该帧与前一帧的时间

关系,并将其视为空间向量,利用余弦相似度判断相邻骨

架帧时空特征张量间的差异性,自适应的获取关键相邻

帧时空特征张量,组成能够表示一个人体行为的行为时

空特征张量。
设余弦相似度阈值为 T,m 个关键相邻帧时空特征

张量的组合可以表示一个行为,本文通过实验验证确定

其数值。 令 F= { fn n= 1,
 

…,
 

N}表示一段包含 N 个相

邻帧时空特征张量序列,f i 表示序列 F 中第 i 个相邻帧

时空特征张量,当前关键相邻帧时空特征张量为 c,FT 表

示包含 m 个关键相邻帧时空特征张量的当前行为时空

特征张量。 具体步骤如下:
针对一段行为骨架序列的相邻帧时空特征张量 F,

首先令 F 中的 f1 为 c 并加入 FT 中,之后根据式(5)计算

f2 与 c 的余弦相似度 S。

S =
∑

75

i = 1
( fni × ci)

∑
75

i = 1
f 2
ni × ∑

75

i = 1
c2
i

,
 

n = 1,…,N (5)

若 S>T,则 f2 为非关键骨架帧张量,放弃 f2,继续 f3

的筛选;若 S<T,则 f2 为关键骨架帧张量,将 f2 设置为 c,
若 FT 中关键相邻帧时空特征张量个数未达到 m,将 f2

加入 FT 中,反之将 f2 加入到下一 FT 中。 继续进行 f3 的

筛选,直到完成序列 F 中所有相邻帧时空特征张量的筛

选,舍弃末尾关键相邻帧时空特征张量个数不足 m 个的

行为时空特征张量。
1. 3　 行为时空特征张量空间注意模块

　 　 由于人体在做动作时身体的各部分并非同步运

动,不同行为不同部位的移动程度不同,区分度也不

同,应当为区分度高的行为特征自适应的分配不同的

注意力权重。 本文基于行为时空特征张量中行为特征

的差异性来为张量中每个位置的行为特征计算注意力

权重。 一个行为时空特征张量自适应注意力权重分配

准则如下:
1)同类型的行为特征注意力权重和为 1,每个行为

特征张量中所有的注意力权重和为 4;
2)不同行为特征需要自适应分配不同的权重;
3)变化幅度越大的特征越关键,需要分配更多的注

意力权重。
如图 1 中行为时空特征张量空间注意模块所示,令

某个行为时空特征张量 FT= { ft ijk i= 1,
 

2,
 

j= 1,
 

…,
 

75,
 

k = 1,
 

…,
 

m }, 令 其 对 应 的 特 征 注 意 力 张 量 A =
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{a ijk i= 1,
 

2,
 

j= 1,
 

…,
 

75,
 

k= 1,
 

…,
 

m}。 其中 i 表示

第 i 个行为人,j 表示第 j 个行为特征,k 表示第 k 个时刻。
由于 FT 包含 m 个关键相邻帧时空特征张量,故共有

m 个时刻。 首先,分别计算每个行为人每个特征在所有

时刻 m 上的方差 ξ ij,之后根据 ξ ij 在同类型行为特征总方

差的比重为每个行为人的每个特征 ft ij 分配注意力系数

a ij,计算公式如式(6) 所示,其中 W 表示同类型行为特征

的总数。

a ij =
ξ ij

∑
i = 2,j = W

i,j = 1
ξ ij

(6)

根据式(7)计算 ft ij 在所有时刻上的平均值 vft ij。

vft ij =
∑

m

k = 1
ft ijk

m
;

 

i = 1,2,j = 1,2,…,75 (7)

进而根据式(8)计算 ft ikj 与 vft ij 的距离 d ijk。
dijk = ftijk - vftij ,i = 1,2;

 

j = 1,2,…,75;
 

k = 1,…,m
(8)

最后根据 d ijk 为行为时空特征张量中每个特征 ft ijk
分配注意力权重 a i jk,计算公式如式(9)所示。

a ijk =
d ijk

∑
m

k = 1
d ijk

× a ij,i = 1,2,j = 1,2,…,75 (9)

通过计算特征差异性的方式为行为时空特征张量中

的每个特征自适应分配注意力权重,物理意义明确且计

算量小。 将行为时空特征张量和特征注意力张量对应位

置相乘完成行为时空特征的空间注意,之后输入时间注

意机制模块。

1. 4　 行为时空特征张量时间注意模块

　 　 为了保证模型的轻量化,本文采用多尺度时间卷积

针对行为时空特征张量空间注意模块的输出,构建时间

注意机制,完成行为时空特征的融合。
如图 1 中行为时空特征张量时间注意模块所示,其

针对行为时空特征张量,做批归一化处理,之后在行为时

空特征张量中的每个特征的所有时刻上按图示次序和方

向做时间卷积,由于行为特征张量中包含 m 个关键相邻

帧的时空特征信息,故针对不同时间尺度设置时间卷积

核的长度为 2 ~m,保证模型对人体行为中不同时间尺度

的关注。 为了保持卷积输入输出时间尺度对应,在行为

特征张量数据前补 0。 令某个行为时空特征张量 FT =
{ ft ijk i = 1,

 

2,
 

j = 1,
 

…,
 

75,
 

k = 1,
 

…,
 

m},时间卷积输

出的行为时空特征张量 OUTFT = {outft ijk i = 1,
 

2,
 

j =
1,

 

…,
 

75,
 

k = 1,
 

…,
 

m},其中 i 表示第 i 个行为人,j 表
示第 j个行为特征,k表示第 k个时刻,则对于行为时空特

征张量中特征 f ij 的所有时刻,如式(10) 所示进行时间卷

积,其中 ζ 表示激活函数,s 表示卷积核长度,padding 表

示在第 1 时刻前补零,s-1 表示补零数,w 和 b 表示权值和

偏置。

outft ij = ζ ∑
m

s = 2
(w( ft ij + padding( s - 1))) + b( ) ,

i = 1,2;
 

j = 1,…,75 (10)
为了约简特征维数,使用 1×1 的卷积,将 m-1 个时

间尺度的行为时空特征张量压缩融合为 1 个 1×f×m 的行

为时空特征融合张量。
1. 5　 人体行为识别模块

　 　 随机配置网络 ( stochastic
 

configuration
 

networks,
 

SCNs)作为一种增量式的单隐层前馈神经网络模型,在
网络构建过程中,通过基于残差构建的监督机制,在候选

参数中为新增节点自适应选择最优参数,从而保证模型

的轻量性和无限逼近性[40] 。 由于 SCNs 网络具有良好的

性能,被广泛应用[41-43] 。 然而单一隐含层映射能力有限。
为提高模型识别性能,本文基于 DeepSCNs[44] 建立了行

为识别模块。 如图 3 所示,首先基于残差监督约束,增量

式构建第 1 层隐层,直到满足预设最大节点数停止;然
后,将第 1 层隐层的输出作为输入传输至第 2 层隐层,并
使用相同的构建方式构建第 2 层隐含层,重复上述步骤

直到满足预设的网络残差要求或达到网络最大隐含层数

为止。

图 3　 DeepSCNs 的网络模型结构图

Fig. 3　 Network
 

architecture
 

of
 

DeepSCNs

对于给定目标输出 Y = { y1,
 

y2,…,
 

yN },y i = [ y i , 1,
 

y i , 2,
 

…,
 

y i , z]:
 

Rd
 

→
 

Rz
 

( z 表示人体行为类别总数)、网
络输入 X= {x1,

 

x2,…,
 

xN },x i = [ x i , 1,
 

x i , 2,
 

…,
 

x i,fm ]:
 

Rd
 

→
 

R fm
 

( fm 表示行为时空特征维数)、网络最大隐层数

M、第 i 层隐层最大节点数 L i
max 、允许残差 ε、初始残差

ε 0 = YT、激活函数 ζ(0 < ‖ζ‖ < k)、参数随机生成区间

[ - λ,
 

λ]、每次随机配置参数的组数 g、r ∈ (0,
 

1) 和非

负递减数列{η J}
 

(0
 

<
 

η J
 <

 

(1 - r)), DeepSCNs 的具

体构建过程如下:
第 1 层隐层随机构建方法:首先在区间[ -λ,

 

λ] 中

为第 1 层第 1 个节点随机配置 g 组权值 w1
1 = [w1

1,1,
w1

1,2,…,w1
1,fm] 和偏置 b1

1,然后根据隐层节点参数选取方

法从中自适应选取最优参数。 进而根据输出权值和网络
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输出构建方法计算网络输出权值 β∗ 和网络输出

FJ(X)。 最后根据网络残差计算方法计算网络当前残差

ε J,若 ‖ε J‖F ≤ ε,则网络构建完毕;若 ‖ε J‖F > ε 且

未达到第 1 层最大节点数,则重复上述步骤,继续向第 1
层添加节点,增加网络的特征映射能力。 直到第 1 层中

节点数达到 L1
max ,若 ‖ε J‖F 仍不满足要求,证明仅增加

隐层中的节点难以满足目标任务需求,进而开始下一隐

层的构建。
第 n 层隐层随机构建方法:第 n 层隐层以第 n-1 层

的隐层输出为本层输入,类似于第 1 层隐层的构建方法,
首先随机配置 g 组第 n 层第 1 个节点的权值 wn

1 = [wn
1,1,

wn
1,2,…,wn

1,Ln- 1
max

] 和偏置 bn
1 , 之后选取最优参数并更新

β∗ 、FJ(X) 和 ε J。 根据 ‖ε J‖F 决定继续向本层中添加

节点或开始构建下一隐层。 重复上述步骤,直到满足残

差要求或达到网络最大隐层数 M。
隐层节点参数选取方法:选取满足式( 11) 且使得

∑
z

q = 1
〈εJ,q,ϕ

i
j〉

2 值最大的一组参数为最优参数。

〈εJ,q,ϕ
i
j〉

2 ≥ (1 - r - η J)k
2‖εJ,q‖

2

ϕi
j = (ζ((w i

j)
T(Φi -1) T + b i

j)) T

Φi -1 = [ϕi -1
1 ,ϕi -1

2 ,…,ϕi -1
Li- 1

max
]

ì

î

í

ï
ï

ï
ï

,

q = 1,2,…,z (11)
其中, J 表示当前网络中所有节点的总数,εJ 表示网

络当前残差,〈 . ,. 〉 表示两向量的内积,ϕi
j 表示新增节点

输出,Φi -1 表示第 i - 1 层隐层输出,令 i = 1 时,Φ0 = [x1,
x2,…,xN] T,w i

j、b
i
j 表示节点 L i

j 的候选参数。
输出权值及网络输出构建方法:根据式(12)通过最

小二乘法构建网络的输出权值。 根据式(13) 构建网络

输出。 其中 H 为网络总隐层数,L i 为第 i 层隐层中节点

个数,FJ(X)表示当前网络的输出。

β∗ = argmin
β

Y - ∑
H

i = 1
∑

Li

j = 1
β i

jϕ
i
j

2
(12)

FJ(X) = ∑
H

i = 1
∑

Li

j = 1
β i

jϕ
i
j (13)

网络残差计算方法, 根据式 ( 14) 计算网络当前

残差。
εJ = Y - FJ(X) = [εJ,1,εJ,2,…,εJ,q],

 

q = 1,2,…,z
(14)

由于监督机制的约束,构建的 DeepSCNs 比 FCN 更

为轻量化,由于每层隐含层和输出层之间的权值连接,
DeepSCNs 比同节点数的 FCN 表达能力更强。 并且文

献[44]中通过数学分析证明了 DeepSCNs 的收敛性和无

限逼 近 性。 由 于 DeepSCNs 的 诸 多 优 点, 本 文 采 用

DeepSCNs 作为本文网络模型行为识别模块的分类器。

2　 实验研究

　 　 为验证本文方法的有效性,重构 NTU
 

RGB-D 数据

集[45] 模拟人体行为发生频率和持续时间不确定的情况

进行仿真实验,并与多种识别方法对比。
2. 1　 数据集介绍及评价指标

　 　 本文选择 NTU
 

RGB-D 数据集作为实验初始数据

集,该数据集是目前 HAR 领域中代表性较强的人体行

为数据集。 采集了 40 名年龄在 10 ~ 35 岁之间的志愿

者,共计 60 个动作类的 56
 

000 个片段,由 3 个 Microsoft
 

Kinect
 

V2 相机同时捕获包含人体 25 个关节点的 3D 骨

架数据。
评价标准是衡量网络模型鲁棒性和泛化性的主要方

式。 HAR 作为多分类问题,本文采用准确率( accuracy)
作为评价指标对识别结果做出评价,准确率是指对于给

定测试集,网络模型正确分类的样本数和总样本数的

比值。
2. 2　 实验设置

　 　 本文仿真实验均是在 CPU 为 i7-11700K
 

3. 6
 

GHz,
RAM 为 16

 

GB,GPU 为 RTX3060
 

12
 

GB 的硬件平台上,
采用 Pytorch 深度学习框架,利用 GPU 加速算法运行的

情况下进行仿真实验。 所有实验均选取数据集中的 80%
作为训练集,20%作为测试集。

1)STAR 实验设置

本文所提 STAR 方法中相邻帧时空特征构建模块和

行为时空特征张量空间注意模块无需确定实验参数,其
余模块实验参数设置如下:

针对 NTU
 

RGB-D 数据集中扔行为的某一段骨架序

列,通过实验确定关键相邻帧时空特征张量注意模块中

余弦相似度阈值 T 和能够表示一个行为的关键相邻帧时

空特征张量个数 m。
设置不同余弦相似度阈值 T 选取关键相邻帧时空特

征张量,使用选取的前 4 个关键相邻帧时空特征张量对

应的骨架帧展示实验效果。 结果如图 4 所示,T = 0. 50
时,骨架帧变化较大,对行为过程体现效果差;T= 0. 60 和

0. 65 时骨架帧变化较小,包含冗余信息;T = 0. 55 时选取

的骨架帧变化合适,既能体现行为的过程,又没有冗余信

息。 故本文中选择 T= 0. 55 的设置。
使用余弦相似度阈值 T= 0. 55 选取关键相邻帧时空

特征张量,展示不同关键相邻帧时空特征张量个数 m 对

扔行为过程的体现效果。 结果如图 5 所示,m = 6 时,不
能体现完整的行为过程;m = 7 时,可以体现完整的行为

过程;m= 8 时,能够体现完整行为过程且信息稍有冗余。
本文为保证选取的行为时空特征张量对不同行为动态过
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图 4　 不同余弦相似度阈值选取效果图

Fig. 4　 Diagram
 

of
 

different
 

cosine
 

similarity
 

threshold
 

selection
 

effect
程表达的完整性,选择 m = 8 的设置。 图 5( d)中展示了

大多数方法中采用的随机抽取骨架帧的效果[27,37] ,与本

文的方法相比其中包含过多冗余信息。

图 5　 不同关键相邻帧时空特征张量个数表示行为效果图

Fig. 5　 Diagram
 

of
 

using
 

different
 

key
 

adjacent
 

spatial-temporal
 

feature
 

tensors
 

to
 

represent
 

action

行为时空特征张量时间注意模块中多尺度时间卷积

网络中学习率和批量大小两个超参数较难确定,本文通

过实验的方式根据网络分类准确率确定其数值,在试验

不同参数时暂时使用包含 4 层隐层的 FCN 识别行为,
4 层的节点数分别为 3

 

000、1
 

000、600、60。 学习率和批

量大小参数不同设置情况下网络分类准确率如图 6 所

示。 可以看到对于本数据集学习率设置为 0. 000 5,批量

大小设置为 32 最合适。 因为学习率过大会使网络波动

较大,难以找到最优解,过小会使网络收敛过慢,容易陷

入局部最优解;批量过小会使每批中样本过少,信息不

足,从而导致准确率不高,当批量大于 32 时训练损失减

小的慢,训练相同轮数相同情况下准确率不高。 实验中

多尺度时间卷积的其他参数设置如下:损失函数为 Cross
 

Entropy
 

Loss,优化器为 Adam,训练轮数为 80,权值衰减

为 0. 001。

图 6　 参数不同设置下网络准确率情况

Fig. 6　 Accuracy
 

with
 

different
 

parameter
 

settings

本文根据经验设置人体行为识别模块中 DeepSCNs
的参数,相关参数设置如下:最大隐层数为 4,各隐层中

最大节点数为 2
 

000,1
 

000,600,300,允许残差为 0. 5,激
活函数为 Sigmod,随机配置区间为[ -1,

 

1],每次随机配

置参数的组数为 100。
2)对比方法实验设置

选择多种现有算法与本文所提方法进行对比。 由于

传统的人体行为识别算法识别准确度普遍低于基于深度

学习的方法[39] ,故传统方法中只选择算法性能较好的

DeepSCNs 进行比较,DeepSCNs 的参数与本文中人体行

为识别模块使用相同设置。 基于深度学习的方法虽然识

别准确率高,但同时网络模型复杂,训练困难,对硬件要

求较高,故本文主要选取模型复杂度较低且网络结构差

异较大的方法提取行为特征,进而通过 3 层全连接网络

识别行为,每层中的节点数为 1
 

600、800、60。 GCN 能够

处理人体空间拓扑结构信息,本文选择 GCN 作为一种对

比方法,根据人体骨架拓扑结构定义邻接矩阵,第 1 层

GCN 设置 500 个节点,第 2 层 GCN 设置 200 个节点。 由

于人体行为具有时序特征,故本文选取 LSTM 作为另一

种对比方法,第 1 层 LSTM 设置 800 个节点,第 2 层设置

200 个节点。 由于人体行为是具有时空特性的动态过

程,故本文选择文献[28] 中的 CNN +LSTM 方法进行对

比,第 1 层 CNN 设置 600 个节点,第 2 层 CNN 设置 300
个节点,第 1 层 LSTM 设置 800 个节点,第 2 层 LSTM 设

置 200 个节点。 上述基于深度学习方法的训练轮数均设

置为 80 轮。

2. 3　 结果分析

　 　 使用本文所提方法中的相邻帧时空特征构建模块和

关键相邻帧时空特征张量注意模块对 NTU
 

RGB-D 数据

集中每段骨架序列进行重构,进而通过行为时空特征张
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量空间注意模块、时间注意模块和人体行为识别模块识

别行为。
重构后的数据集共有 56

 

554 个样本,各类行为的

具体分布如图 7 所示,各类行为样本数的分布大致均

衡,最少类别样本数不高于 905,最多类别样本数不高

于 954。 其中前 40 类行为包含饮酒、吃饭、阅读等日常

的单人行为,中间 9 类行为包含打喷嚏、摔倒等与健康

相关的单人行为,最后 11 类行为包含拳击、踢腿、拥抱

等多人行为。

图 7　 重构数据集中各类人体行为样本数分布

Fig. 7　 The
 

number
 

distribution
 

of
 

various
 

human
 

action
 

samples
 

in
 

the
 

reconstructed
 

data

各类行为识别准确率如图 8 所示。 对于前 40 类

日常单人行为的识别准确率大多在 80% ~ 90% 之间;
第 2、19、23、24 和 31 类的行为识别准确率稍低,第

33、34 和 38 类的行为识别准确率在 75% 以下,因为

这些行为分别为吃饭、摘眼镜、挥手、踢腿、用手指东

西、看手表、搓手和敬礼,人体运动部位较少,动作变

化幅度较小,行为时空特征较难表征;第 14 类行为是

涉及运动部位较多的穿外套行为,人体运动幅度较

大,时空特征容易表征,行为的识别准确率稍高,接近

95% 。 中间 9 类健康相关行为的识别准确率大多在

75% ~ 90% 之间;其中第 44 类头疼的行为,由于动作

简单,人体运动部位较少,故识别准确率稍高于 70% 。
最后 11 类多人交互行为,识别准确率在 75% ~ 95%
之间;第 53 和 54 为拍背和一个人指另一个人的行

为,由于人体运动部位较少、运动幅度较小,行为时空

特征较难表征,故识别准确率在 80% 以下;第 59 和

60 类是两人面对着走和背对着走的行为,人体运动

部位较多,运动幅度较大,故识别准确率较高,在 90%
以 上。 前 49 类 单 人 行 为 的 平 均 识 别 准 确 率 为

82. 43% ,后 11 类 多 人 行 为 的 平 均 识 别 准 确 率 为

84. 87% ,说明本文对于人体运动部位多,运动幅度大

的多人行为识别效果更好。
STAR 与其他算法的对比实验结果如表 1 所示,

所有方法的识别准确率均不高,因为大多数针对一段

图 8　 各行为类别识别准确率

Fig. 8　 The
 

recognition
 

accuracy
 

of
 

each
 

action
 

class

骨架序列的行为识别中,输入网络的是 16 帧随机抽

取的骨架帧 [ 27,37] ,而本文仿真中为了模拟人体行为发

生时刻和持续时间不确定的情况并构建轻量化网络,
输入网络中的是 8 帧关键相邻帧时空特征张量或三

维坐标数据,网络的输入信息减少,故识别准确率普

遍降低。 各方法中,使用 DeepSCNs 识别行为的准确

率最低,只有 47. 31% ,因为虽然构建 DeepSCNs 网络

时通过监督机制保证了网络模型的紧凑,并且提高了

模型的表达能力,但是由于 DeepSCNs 对数据时空特

性的提 取 能 力 较 弱, 故 识 别 效 果 不 佳。 使 用 GCN
准确度达到了 66. 54% 。 因为 GCN 的网络结构有利

于人体骨架空间拓扑结构的表示和空间特征的表达,
故识别准确率有所上升,但是由于 GCN 缺乏对时序

特征的提取故识别准确率仍然不高。 LSTM 的识别

准确率达到了 75. 67% ,比使用 GCN 识别行为的方法

精度高出了 9. 13% ,证明人体行为识别中对行为时序

特征的提取更为关键。 使用 CNN 和 LSTM 分别提取

人体骨架坐标的空间特征和时间特征的方法,识别

准确率达到 81. 89% ,但是三维坐标数据对人体行为

特征的表征能力有限,网络对行为时空特征的提取不

够充分。 本文提出的 STAR 识别准确度最高,达到了

84. 57% ,证明了本文提出的 STAR 方法良好的性能。

表 1　 不同算法识别准确率

Table
 

1　 Recognition
 

accuracy
 

of
 

different
 

algorithms

算法 准确率 / %

DeepSCNs 47. 31

GNN 66. 54

LSTM 75. 67

CNN+LSTM 81. 89

STAR 84. 57
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2. 4　 消融实验

　 　 为验证本文方法中各模块的有效性,设置消融实验,
结果如表 2 所示。

表 2　 消融实验结果

Table
 

2　 Ablation
 

results

实验设置 准确率 / %

去除相邻帧时空特征构建模块 80. 68

去除行为时空特征张量空间注意模块 81. 25

去除行为时空特征张量时间注意模块 75. 99

使用 FCN 代替 DeepSCNs 81. 30

STAR 84. 57

　 　 去除相邻帧时空特征构建模块后,识别准确率下降了

3. 89%。 因为其将有利于表征人体骨架时空信息的特征输

入网络,而去掉该模块后模型需要通过训练自主探索可以

表征人体行为时空信息的特征。 去除行为时空特征张量

空间注意模块后,识别准确率下降了 2. 32%。 因为行为时

空特征张量空间注意模块使模型更关注重要的空间特征。
去除行为时空特征张量时间注意模块后,识别准确率下降

了 8. 58%。 因为人体行为是一个持续的动态过程,需要考

虑不同时刻骨架帧之间的关系。 同时,与去除行为时空特

征张量空间注意模块结果相比识别准确率下降的更多,这
也证明了人体行为中的时间特性比空间特性更有价值,表
征性更好。 行为识别模块中使用 DeepSCNs 识别行为的准

确率比使用 FCN 识别行为的准确率高 3. 27%。 由于监督

机制的约束和隐含层与输出层之间的权值连接,DeepSCNs
比 FCN 更加紧致且表达能力更强。

图 9　 人体行为识别系统框架图

Fig. 9　 Frame
 

diagram
 

of
 

the
 

HAR
 

system

3　 应用效果验证

　 　 为验证所提 STAR 方法的应用效果,本文开发基于

人体骨架的行为识别系统,如图 9 所示。 行为识别系统

包括硬件和软件两部分。 硬件部分主要作用是人体行为

数据采集和传输,采用大华高清摄像头,捕获收集完整的

行为视频,并通过 RJ-45 接口传输至高性能计算机;软件

由骨架数据提取、数据平滑去噪、特征提取、建立模型和

行为识别几部分组成,采用骨架提取工具提取骨架坐标

数据并平滑去噪后,使用本文所提 STAR 方法提取特征

并建立识别模型,最终实现行为识别。
3. 1　 硬件部分

　 　 本文硬件中选用大华的 200 万像素高清摄像头,使
用 12

 

V 恒压电源供电,并通过 RJ-45 接口同计算机通

讯。 高性能计算机的配置为 CPU
 

i7-11700K
 

3. 6
 

GHz,
RAM 为 16

 

GB,GPU 为 RTX3060
 

12
 

GB。 在行为视频数

据采集时,研究人员在摄像头摄像覆盖区域进行走路、跑
步等行为,摄像机将视频记录并传输至计算机存储。
3. 2　 软件部分

　 　 本部分设计了一款基于人体骨架的行为识别软件。
该软件的主要模块包括骨架坐标提取、行为特征提取和

行为建模与识别。 其中,行为建模与识别最为重要,这里

使用本文所提 STAR 算法进行建模与识别。
对于数据采集,本文所使用的数据集来自 9 名志愿

者(男女比例为 1 ∶ 8),数据采集过程中他们在摄像头覆

盖区域内完成规定的站立、行走、跑步 3 类行为动作,然
后摄像头将志愿者的行为视频记录并存储到计算机中。
为从行为视频中得到骨架坐标信息,本文使用骨架提取

工具 OpenPose[11] 处理采集的行为视频,以便后续进行行

为特征提取和构建识别模型。 在行为识别模型构建完成

后,将其嵌入到软件当中进行实际效果验证。

图 10　 软件效果图

Fig. 10　 Effect
 

drawing
 

of
 

software

3. 3　 效果呈现

　 　 本文使用 Qt
 

Creator 和 Python 开发了一款基于人

体骨架的行为识别软件,将 OpenPose 骨架提取工具和

本文所提 STAR 算法嵌入其中,实现了行为视频、骨架

图像、骨架特征、行为结果的实时展示以及存储,实际

效果如图 10 所示。 行为识别软件运行时通过计算机

外接的摄像头实时获取行为视频,之后通过 OpenPose
提取视频中的人体骨架坐标,进而使用 STAR 算法基于



　 第 6 期 建中华
 

等:基于时空张量融合的人体骨架行为自适应识别方法 83　　　

坐标数据计算行为特征并识别行为,并且在运行过程

中可以选择行为视频、骨架特征等信息的存储位置,以
便丰富数据库。

4　 结　 　 论

　 　 本文针对人体行为的空间复杂性和时间差异性问题

提出了一种基于时空张量融合的人体骨架行为自适应识

别方法,在相邻帧时空特征构建模块计算相邻帧时空特

征张量,关键相邻帧时空特征张量注意模块选取关键相

邻帧时空特征张量并组成行为时空特征张量,之后在行

为时空特征张量空间注意模块和行为时空特征张量时间

注意模块进行特征时空注意,实现行为时空特征融合,最
后使用 DeepSCNs 识别人体行为。 仿真实验结果表明所

提方法在人体行为发生时刻和持续时间不确定情况下,
精度高于其他方法,并且设计了基于人体骨架的行为识

别系统,验证了所提方法的实际应用效果。 但是所使用

的数据为无任何遮挡的数据集,故实际情况中根据遮挡

数据进行 HAR 是接下来研究工作的重点。
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