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摘　 要:滚动轴承是旋转机械系统中保障安全运行重要组成部分之一。 开展滚动轴承特征识别具有重要理论实际应用价值。
通常采用的深度学习滚动轴承特征识别方法,需要有监督标记数据或无监督故障数据参与训练,标签和故障数据不易获取,无
法满足滚动轴承特征识别需求。 本文提出了一种边缘计算生成式对抗网络差分进化滚动轴承特征识别 EC-DE 法。 该方法训

练过程采用健康数据训练生成式对抗网络,通过学习健康数据分布规律进行滚动轴承健康特征识别。 边缘端对比输入样本与

生成式对抗网络生成样本差异性进行识别,根据输入样本健康置信度提前退出,提高系统实时性;云端采用差分进化算法搜索

生成式对抗网络生成器输入潜空间,获得输入样本对应生成器输入潜变量,提高识别精度。 本文方法在 CWRU 滚动轴承公共

数据集上的识别正确率达 99. 8%且对超参数不敏感,推理阶段耗时降低,具有实际生产应用价值。
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Abstract:Rolling
 

bearing
 

is
 

one
 

of
 

the
 

most
 

important
 

components
 

of
 

rotating
 

machinery
 

systems
 

to
 

ensure
 

safe
 

operation.
 

It
 

is
 

important
 

to
 

carry
 

out
 

studies
 

on
 

rolling
 

bearing
 

feature
 

recognition
 

for
 

theoretical
 

and
 

practical
 

application.
 

The
 

commonly
 

used
 

deep
 

learning
 

rolling
 

bearing
 

feature
 

recognition
 

methods
 

require
 

supervised
 

labeled
 

data
 

or
 

unsupervised
 

fault
 

data
 

to
 

participate
 

in
 

the
 

training,
 

and
 

labels
 

of
 

data
 

and
 

fault
 

data
 

are
 

not
 

easily
 

accessible
 

to
 

meet
 

the
 

rolling
 

bearing
 

feature
 

recognition
 

requirements.
 

This
 

article
 

proposes
 

an
 

edge
 

computing
 

method
 

for
 

differential
 

evolution
 

of
 

generative
 

adversarial
 

networks
 

rolling
 

bearing
 

feature
 

recognition,
 

namely
 

the
 

EC-DE
 

method.
 

The
 

training
 

process
 

uses
 

only
 

healthy
 

data
 

to
 

train
 

the
 

generative
 

adversarial
 

networks
 

and
 

learn
 

the
 

distribution
 

pattern
 

of
 

healthy
 

data.
 

The
 

edge
 

node
 

compares
 

the
 

distribution
 

difference
 

between
 

the
 

input
 

samples
 

and
 

the
 

generative
 

samples
 

of
 

generative
 

adversarial
 

networks
 

for
 

identification
 

and
 

exits
 

early
 

according
 

to
 

the
 

health
 

confidence
 

level
 

to
 

improve
 

the
 

system′ s
 

real-time
 

performance.
 

The
 

cloud
 

node
 

uses
 

a
 

differential
 

evolution
 

algorithm
 

to
 

search
 

the
 

generator
 

latent
 

space
 

of
 

the
 

generative
 

adversarial
 

networks
 

to
 

obtain
 

the
 

latent
 

variables
 

corresponding
 

to
 

the
 

input
 

samples,
 

which
 

improves
 

the
 

recognition
 

accuracy.
 

The
 

proposed
 

method
 

achieves
 

99. 8%
 

accuracy
 

on
 

CWRU
 

rolling
 

bearing
 

public
 

data
 

set
 

and
 

is
 

insensitive
 

to
 

hyper-parameters,
 

and
 

the
 

inference
 

stage
 

takes
 

less
 

time,
 

which
 

is
 

valuable
 

for
 

a
 

practical
 

production
 

application.
Keywords:rolling

 

bearing;
 

edge
 

computing;
 

generative
 

adversarial
 

networks;
 

differential
 

evolution



　 第 1 期 张效天
 

等:边缘计算生成式对抗网络差分进化滚动轴承特征识别方法 113　　

0　 引　 　 言

　 　 滚动轴承是复杂旋转机械系统重要组成部分,轴承

失效引起的机械设备系统问题占比超过 50% [1] 。 滚动轴

承影响机械设备的运行安全性和可靠性,对其健康状态

进行监测识别十分重要。
目前采用有监督深度学习方法,通过对标记训练数

据进行学习和网络优化实现滚动轴承特征识别,其中卷

积神经网络[2](convolutional
 

neural
 

network,
 

CNN)和长短

期记忆神经网络[3] ( long
 

short-term
 

memory,
 

LSTM)是两

种主流深度学习算法。 Janssens 等[4] 构建了一种卷积神

经网络旋转机械特征学习系统,其性能明显优于采用人

工设计特征和随机森林分类器的经典特征工程方法。
Eren 等[5] 提出一种用于轴承健康监测一维卷积神经网

络自适应方法,故障识别正确率达到 97% 以上。 宫文峰

等[6] 改进 CNN 全连接层结构并与支持向量机结合,在
滚动轴承故障识别实验中正确率高达 99. 86% 。 唐赛

等[7] 实现了基于 LSTM 的端到端轴承故障识别方法,效
果优于预先提取时频特征的 LSTM 方法。 张昌凡等[8]

改进卷积双向门控循环神经网络实现良好滚动轴承故

障识别性能。 毕鹏远[9] 提出一种基于卷积运算和

LSTM 的滚动轴承诊断模型,相比于 LSTM 具有更高分

类正确率。 Chen 等[10] 提出一种新型滚动轴承故障端

到端智能诊断方法,采用多尺度 CNN 特征提取器和堆

叠 LSTM 神经网络模型,较基于先验知识的传统智能诊

断方法正确率更高。
有监督学习方法需要足够标记样本进行训练。 实际

应用场景中,标记样本数量较少,轴承故障数据难获取。
因为轴承故障在初期难以识别,当故障发展到较为严重

的阶段时振动数据已失真导致特征可用性降低,即使采

集到故障数据,也存在样本数少,故障类别单一的局限,
不能完整反映故障特征分布规律。 如何在标记样本不足

的情况下有效识别得到学者广泛研究。 吕枫等[11] 采用

少量标记样本训练深度关系网络,为未标记样本分配伪

标签扩充标记样本,实现特征识别的少样本半监督方法。
丁煦等[12] 提出一种基于半监督阶梯网络滚动轴承特征

识别方法,采用生成式对抗网络拓展数据集,在少样本少

标签条件下识别正确率达到 95. 5% 。 Xia 等[13] 将模型分

为两个阶段训练,先用未标记数据对去噪自动编码器进

行无监督训练,再用少量标记数据进行有监督微调,充分

利用了大量未标记数据,减小对数据标签依赖。 虽然上

述方法取得一定效果,但需要少量标记数据或未标记故

障数据参与训练。 仅健康数据参与训练的滚动轴承故障

特征 识 别 研 究 较 少 但 已 得 到 领 域 内 学 者 的 关 注。
Principi 等[14] 基于深度自编码器较早使用健康数据实现

电机故障无监督识别并评估多种自编码器架构性能,实
验结果表明基于多层感知机的自编码器识别精度优于基

于 CNN 和 LSTM 自编码器。 Brito 等[15] 人工提取振动时

频特征,采用最小协方差行列式[16] ( minimum
 

covariance
 

determinant,
 

MCD )、 单 类 支 持 向 量 机[17] ( one-class
 

support
 

vector
 

machine,
 

OCSVM)等多种传统机器学习算

法实现旋转机械无监督故障识别,并对模型可解释性进

行研究。
本文提出了一种健康数据参与训练的边缘计算

( edge
 

computing,
 

EC ) 生 成 式 对 抗 网 络 ( generative
 

adversarial
 

networks,
 

GAN ) 差 分 进 化 ( differential
 

evolution,
 

DE)滚动轴承特征识别方法(EC-DE 法),主要

贡献是:1)采用差分进化计算和生成式对抗网络实现仅

使用健康数据参与训练的滚动轴承故障特征识别,提高

了识别精度和稳定性,精度对差分进化超参数不敏感,鲁
棒性强;2)为上述滚动轴承特征识别方法设计了基于提

前退出机制的边缘计算架构,提出 EC-DE 法,在保证识

别精度前提下提高实时性;3)搭建边缘计算实验平台,在
美国凯斯西储大学(CWRU)数据集上进行实验验证本文

方法有效性。

1　 特征识别边缘计算架构

　 　 边缘计算将部分计算任务部署在靠近轴承监测对象

一侧[18] ,根据设备计算资源和算法资源占用情况分配计

算存储任务,EC-DE 边缘计算方法改善特征识别推理阶

段实时性。 所述特征识别边缘计算系统采用提前退出机

制,其硬件结构与数据流示意图如图 1 所示。 包括监测

对象、智能传感端、边缘端和云端 4 个部分,通过振动数

据采集、预处理时频特征提取、边缘端无监督朴素法识别

和云端无监督 DE 法识别实现边缘计算生成式对抗网络

差分进化滚动轴承特征识别方法(EC-DE 法)。
系统运行分为两个阶段,即训练准备阶段和推理

识别阶段。 训练准备阶段数据流如图 1 虚线所示,训
练样本上传至云端训练模型,训练完成后云端将生成

样本下放至边缘端。 具体来说,推理识别前智能传感

端需采集健康数据上传至云端训练,云端在健康训练

样本上对抗式训练生成器与鉴别器。 训练完成后云端

生成器生成一定数量的生成样本下放至边缘端存储,
即可开始正式推理识别。 推理识别阶段数据流如图 1
实箭头所示。 数据流起点是监测对象,即边缘计算系

统进行实时监测的滚动轴承旋转机械对象。 监测对象

振动信号由智能传感端采集。 智能传感端主要包括具

有边缘计算能力的智能传感器和预处理单元,负责采

集振动信号,进行预处理时频特征提取,并将特征样本

上传至边缘端。
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图 1　 特征识别边缘计算系统硬件结构与数据流图

Fig. 1　 Feature
 

recognition
 

edge
 

computing
 

system
 

hardware
 

structure
 

and
 

data
 

flow
 

schematic

边缘端对输入样本进行初级朴素法识别。 边缘端在

计算资源和存储资源有限的情况下存储了经训练后的生

成式对抗网络生成器生成的样本。 生成样本近似服从真

实健康样本分布。 通过比较输入样本与存储的生成样本

计算两者差异性可初步得到输入样本的健康置信度,根
据置信度决定样本是否提前退出。

经边缘端初步朴素法识别计算输入样本健康置信

度,置信度高的样本提前退出,置信度低的样本通过工业

网络上传至云端进行深度 DE 法识别,得到精度更高的

识别结果。 在初级朴素法识别基础上,云端对输入样本

采用差分进化算法在生成器输入空间中搜索输入潜变

量 z,最小化生成器输出 G( z)与输入样本的差异,提高特

征识别精度。

2　 生成式对抗网络特征识别方法

　 　 本节介绍滚动轴承振动数据采集后预处理与 GAN
网络训练,边缘端朴素法、云端 DE 法,以及基于提前退

出机制的 EC-DE 法。
2. 1　 智能传感端预处理与云端生成式对抗网络训练

　 　 智能传感端采集轴承原始振动信号,采用连续小波

变换提取时频特征。 在轴承振动数据中依次截取

4
 

096 个数据点进行小波尺度为 32 的一维连续小波变

换,再进行重采样尺度变换得到大小为 32×32 的特征图

x̂,最后对 x̂进行如式
 

(1)所示的标准化得到样本 x,使样

本取值范围与生成式对抗网络生成器输出层取值范围对

应,式中 max(·)和 min(·)分别表示求变量元素的最大

值和最小值。 预处理环节在边缘计算系统中的智能传感

端实现。

x = x̂ - min( x̂)
max( x̂) - min( x̂)

- 0. 5 (1)

系统采用 GAN 模型进行无监督特征识别,采集健康

数据样本作为训练集在云端进行训练。 GAN 作为无监

督深度学习模型[19] ,训练时无需获取数据标签,包括生

成器和鉴别器两部分。 本文仅使用轴承健康数据作为训

练数据, 同时训练生成器和鉴别器, 采用 Wasserstein
 

GAN[20] 的优化目标如式(2)所示:
min
θG

max
θD

 

EE x ~ ph
D(x) - EE z ~ pz

D(G(z)) (2)

式中:θG 和 θD 分别表示生成器和鉴别器的网络参数。
式(2)代表了生成器和鉴别器两个相互对抗的目标函

数。 生成器目标是最大化鉴别器在生成样本上输出,生
成尽量与训练健康样本相似的样本,输入潜变量 z,将随

机噪声分布 pz 变换为接近健康训练数据服从的分布 ph。
设 pz ~N(0,

 

I),即 pz 服从高维高斯分布,I 为 nz×nz 单位

矩阵,其中 nz 为生成器潜变量 z 的维度。 鉴别器目标是

最大化鉴别器在训练样本和生成样本输出上的差异,区
分训练样本和生成样本。 训练完成后,生成器可生成与

健康数据特征相似的样本。
2. 2　 边缘端朴素生成式对抗网络滚动轴承特征识别

　 　 边缘端朴素生成式对抗网络滚动轴承特征识别方法

简称朴素法,配置于边缘端,其基本原理是经过生成式对

抗网络生成器和鉴别器相互博弈的训练后,生成器能生

成具有健康数据特征的样本,比较输入样本与生成样本

的差异可初步反映输入样本的故障程度。 当输入样本与

生成样本差异较大,说明输入样本服从健康样本分布可

能性小;反之当输入样本与生成样本差异较小,说明输入

样本服从健康样本分布可能性大。 为减小生成样本随机

性对识别结果影响,计算故障分数时取多个生成样本进

行平均处理,如式(3) 所示。 故障分数反映了输入样本

故障程度,故障分数越大,故障程度越大。 Ngen 为初级朴

素法识别中生成样本数。

A inf(x test) = 1
Ngen

∑
Ngen

i = 1
‖x test - G(zi)‖2 (3)

边缘端计算资源有限,为简化计算流程,减小资源占

用,边缘端进行初级朴素法识别时固定噪声 zi,边缘端只

需预存储 Ngen 张二维时频特征图 G( zi)并进行简单的矩

阵运算可得到初步朴素法故障分数。 预存储的特征图在

模型训练完成后由云端下放至边缘端。
2. 3　 云端生成式对抗网络差分进化滚动轴承特征识别

　 　 云端生成式对抗网络差分进化滚动轴承特征识别方

法简称 DE 法,配置于云端,其克服了边缘端初级朴素法

简单地将输入样本与生成样本进行比较而忽略了生成样
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本随机性影响特征识别结果的问题。 为了充分挖掘生成

器利用学习到的健康数据分布规律进行特征识别的潜

力,减小生成样本随机性和输入样本中与健康状态无关

特征形态对结果的影响,云端采用差分进化计算[21] 在生

成器输入潜空间中搜索潜变量 ztest,使 G(ztest)与 x test 的差

异尽量小[22] ,得到深度 DE 法故障分数如式(4)所示。
Asup(x test) =min

ztest
‖G(ztest) - x test‖2 (4)

差分进化算法是基于种群启发式搜索的全局优化算

法,每次迭代计算具有内在并行性,可同时计算种群所有

个体的目标函数值通过个体间合作与竞争协同搜索,参
数自适应性好,适合在生成器潜空间进行变量搜索优化。
差分进化算法包含初始化、变异、交叉和选择 4 个步骤。
初始化:采用与 pz 相同的高维高斯分布 N(0,

 

I)生成特

定种群数量的群体;变异:随机选择两个体向量进行差分

运算再乘以随机权重加在变异个体向量上;交叉:随机选

择两个体向量按照一定规则混合产生新个体;选择:计算

当前种群的目标函数,筛选个体进入下一代,目标函数如

式(5)所示。
fDE(s) = ‖G(s) - x test‖2 (5)

式中:s 表示种群个体向量,x test 表示输入测试样本。
2. 4　 推理识别阶段提前退出机制边缘计算架构

　 　 推理识别阶段,云端特征识别采用差分进化计算需

反复进行生成器前向传播,运算量较大,在系统运行过程

中产生一定延迟。 为降低方法反应时间,将朴素法和 DE
法分别配置于边缘端和云端,基于提前退出机制设计了

EC-DE 边缘计算识别方法。
特征识别推理阶段分为 3 部分在三端进行,即智能

传感端、边缘端和云端。
智能传感端对原始振动信号进行预处理,采用连续

小波变换提取待查询振动波段的时频特征图。 预处理与

特征提取保证上传至边缘端数据大小格式统一,使样本

与 GAN 网络生成器输出层和鉴别器输入层维度匹配。
智能传感端位于数据源前端,进行数据特征提取可减小

后端系统计算量,减小数据通讯传输量。
边缘端计算初级朴素法故障分数 A inf(x test)。 设训练

集上初级故障分数的中位数为 β。 若 A inf(x test) <β,则故

障识别结果为健康并提前退出推理识别。 若 A inf(x test) ≥
β,将特征图上传至云端,进行进一步计算与识别。

云端对输入样本采用差分进化计算,得到最终深度

DE 法故障分数 Asup(x test),若 Asup(x test) >max(A train
sup ),识别

结果为故障。 若 Asup(x test) ≤max(A train
sup ),识别结果为健

康。 A train
sup 为训练样本上的 Asup 故障分数序列。

边缘计算架构根据不同计算单元计算能力分配不同

计算任务,将计算向前端迁移,一方面缓解了云端计算压

力,减小数据传输量,降低网络通信成本,另一方面改善

了系统实时性和精度之间的关系。 提前退出机制的 EC-
DE 边缘计算架构在样本健康置信度高的情况下可由边

缘端直接得到识别结果,减少了云端传输与计算过程,在
不影响特征识别精度情况下提高了系统反应实时性。 云

端只在边缘端判断当前样本健康置信度低情况下进行进

一步计算。 EC-DE 边缘计算架构改善了系统实时性与特

征识别精度。

3　 生成式对抗网络模型结构

　 　 生成式对抗网络分为生成器和鉴别器两个模型,网
络结构如图 2 所示。 训练阶段使用健康数据训练生成器

和鉴别器,推理识别阶段采用生成器学习健康数据分布

规律识别故障数据。

图 2　 生成式对抗网络模型结构

Fig. 2　 GAN
 

model
 

architecture

生成器采用深度卷积生成式对抗网络[23] 结构,采用

多个转置卷积层扩大二维变量尺寸,实现上采样效果。
图 2(a)展示生成器模型网络结构和参数,图中转置卷积

层 5 个参数分别表示输入通道数、输出通道数、卷积核大

小、卷积滑动步长和边界零填充宽度。 为匹配特征识别

任务,便于调整生成器输入潜空间维度,网络第一层设置

为全连接层,目的是将生成器输入潜变量转换为 4
 

096 维

向量,再变换为 256 个通道,尺寸为 4×4 的中间特征。 生

成器剩余部分为 3 层转置卷积层,依次将特征尺寸扩大

为 8×8、16×16 和 32×32,同时将特征的通道数依次减小

为 128、64 和 1。 除了最后一层转置卷积层外,其余转置

卷积层后面连接批归一化层和 ReLU 激活层,有助于改

善模型训练收敛性,抑制模型坍塌等不稳定现象[23] 。 最

后一层转置卷积层接 Tanh 激活层,最终输出尺寸为
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32×32 的二维特征图,完成生成器从 nz 维输入潜变量 z
到与样本尺寸相同二维特征图变换。

鉴别器采用三层卷积层与一层全连接层经典 CNN
结构。 图 2(b)展示了鉴别器模型网络结构和参数,卷积

层后 5 个参数分别表示输入通道数、输出通道数、卷积核

大小、卷积步长,即卷积时输入变量扩大倍数、输入变量

零填充减小宽度。 3 个卷积层依次将输入特征尺寸由

32×32 压缩为 16×16、8×8 和 4×4,通道数由 1 扩大为 64、
128 和 256。 最后全连接层将卷积高层特征变换为单通

道 1 维输出变量。 为提高生成式对抗网络训练稳定性,在
每个卷积层和全连接层后连接谱归一化层。 谱归一化层

计算权值矩阵谱范数对各层权值进行归一化以满足利普

希茨系数约束条件,增强 GAN 训练稳定性[24] 。 在卷积层

对应的谱归一化层后,连接 LeakyReLU 激活层,这是 GAN
网络相关研究中常见设置[23,25] 。 为与 Wasserstein

 

GAN 目

标函数匹配,最后全连接层不接激活层直接输出。

4　 实验与讨论

　 　 本节介绍本文方法对 CWRU 滚动轴承公共数据集

进行特征识别实验的具体设置和结果,验证本文方法有

效性。
4. 1　 实验设置

　 　 CWRU 滚动轴承数据集[26] 实验平台与主要部件如

图 3 所示,电机驱动端轴承基座处放置振动传感器,用于

采集轴承振动信号,采样频率为 12
 

kHz。 实验通过对电

机施加不同负载设置了 4 种工况,利用电火花加工方式

在滚动轴承 3 个位置引入 3 种不同深度的 9 种故障。 总

的来说,CWRU 数据集包含 4 种工况下 10 类健康状态

(1 类健康数据和 9 类故障数据)的轴承振动数据。

图 3　 CWRU 滚动轴承数据集实验平台[26]

Fig. 3　 Experimental
 

platform
 

for
 

CWRU
 

rolling
 

bearing
 

dataset[26]

采用滚动滑窗截取方式从每个工况健康数据中提取

200 个样本作为训练样本,900 个样本作为测试样本,从

每个工况 9 类故障数据中分别提取 100 个样本作为精度

测试集,分别提取 10 个样本作为耗时测试集。 精度测试

集的健康样本数和故障样本数相等,能更好地反映方法

故障识别性能;耗时测试集的故障样本数为健康样本数

的 1 / 10,更符合实际应用场景中故障样本出现概率低的

情况。 故实验使用精度测试集得到方法精度指标结果,
使用耗时测试集得到方法耗时指标结果。 训练集和测试

集信息如表 1 所示。

表 1　 训练集和测试集样本数量分布

Table
 

1　 Number
 

of
 

samples
 

in
 

the
 

training
 

and
 

test
 

sets

数据集 健康样本数 故障样本数

训练集 200×4 0

精度测试集 900×4 100×9×4

耗时测试集 900×4 10×9×4

　 　 为构造边缘计算架构,在硬件实验平台方面本文分

别使用 MINI 主机和高性能服务器作为边缘端和云端,硬
件配置如表 2 所示。 边缘端运行朴素生成式对抗网络滚

动轴承特征识别方法。 云端运行所提出的生成式对抗网

络差分进化滚动轴承特征识别方法。

表 2　 边缘计算实验平台硬件配置

Table
 

2　 Hardware
 

configuration
 

for
 

edge
 

computing
 

experimental
 

platform

平台 设备类型 CPU 内存 / GB 独立显卡

边缘端 迷你主机 Core
 

i7-9700T 16 无

云端 机架式服务器 Xeon
 

8280 256 Tesla
 

A100

　 　 实验结果采用正确率、精确率和 F1 分数等文献中常

用的指标对方法识别性能进行评价。 为减小实验随机性

对结果的影响,将每次实验重复 10 次进行平均得到最终

实验结果。
4. 2　 本文方法性能结果

　 　 为获得实验结果,在健康数据上训练 GAN 模型。 训

练过程设置训练集 batch
 

size 为 16,采用 RMSprop 优化算

法更新模型参数,初始学习率为 0. 000 1,训练轮次为

2
 

000。 训练完成后搭建边缘计算测试平台。 实验分为

3 部分,分别测试朴素法、DE 法和 EC-DE 边缘计算方法

识别性能和推理识别阶段耗时情况。 测试 2. 2 节所述朴

素法流程:在边缘端存储 Ngen 个生成样本采用朴素法对

测试数据在本地识别。 测试 2. 3 节所述 DE 法流程:云
端采用 DE 法对测试数据在本地识别。 测试 2. 4 节所述

EC-DE 边缘计算方法流程:将测试数据保存至边缘端,边
缘端采用朴素法得到初步识别结果,决定测试样本是否

提前退出,将健康置信度低的样本上传至云端采用 DE
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法识别,修正初步识别结果得到 EC-DE 边缘计算方法识

别结果。 设置朴素法中生成样本数 Ngen 为 10,进化计算

的种群数量为 20,迭代次数为 10。
为与参考文献方法对比,选取文献[14]中精度最高

的多层感知机自编码器方法、文献[15]中综合识别性能

最好的 MCD 方法和常用的 OCSVM 方法与本文方法进行

比较。 为确保可比性,对比方法使用的训练集和测试集

均与本文方法保持一致。 文献[14] 多层感知机自编码

器方法只输出样本故障分数而不进行健康与故障识别,
本研究中选取训练集样本中最高的故障分数作为阈值进

行健康与故障识别得到相应精度指标。 OCSVM 方法采

用高斯核函数,超参数 gamma 分别取 2-1,
 

2-2,
 

…,
 

2-6,
根据正确率选取最优 gamma。 其他方法超参数设置与参

考文献保持一致。
上述方法 10 次实验精度和耗时指标的均值和标准

差如表 3 所示,其中耗时为推理识别阶段得到全部

测试样本最终识别结果所用耗时,不包括模型训练耗

时。 表 3 中每项指标最优的两种方法对应指标加粗表

示。 本文边缘端朴素法、云端 DE 法,以及基于提前退

出机制的 EC-DE 法 10 次实验故障识别正确率如图 4
所示。

表 3　 特征识别方法性能结果

Table
 

3　 Feature
 

recognition
 

method
 

performance
 

results

方法 正确率 / % 精确率 / % F1 分数 / % 耗时 / s

MCD 95. 60(0) 99. 70(0) 95. 80(0) 4. 3(0)

OCSVM 96. 40(0) 100. 00(0) 96. 50(0) 1. 0(0)

文献[14] 63. 40(0. 02) 100. 00(0) 73. 23(0. 01) 3. 2(0. 1)

朴素法 96. 68(3. 93) 93. 38(7. 86) 96. 40(4. 42) 0. 1(0)

DE 法
 

99. 87(0. 16) 100. 00(0) 99. 87(0. 16) 114. 0(1. 6)

EC-DE 法 99. 80(0. 24) 100. 00(0) 99. 80(0. 24) 60. 2(4. 9)

图 4　 特征识别方法正确率实验结果

Fig. 4　 Experimental
 

results
 

of
 

the
 

correctness
 

of
 

feature
 

recognition
 

methods

　 　 实验结果验证了所提出 DE 法与 EC-DE 法精度指标

优于朴素法与其他对比方法,朴素法实时性优于其他方

法。 EC-DE 法的边缘计算架构在不影响精度性能情况下

充分利用朴素法实时性优势,推理阶段耗时相比于 DE
法降低了 48. 18% 。

实验结果表明:EC-DE 法与 DE 法正确率接近,分别

为 99. 80%和 99. 87% ,10 次实验结果标准差小,算法稳

定性好,说明边缘计算架构不会影响 DE 法性能。 理论

上,只要边缘端在提前退出机制阶段将全部故障数据上

传至云端分析,提前退出推理样本为健康样本,DE 法和

边云协同法精度一致。 实验过程,提前退出故障样本数

为 0,说明提前退出样本全部为健康样本,EC-DE 识别性

能不受影响,实验结果与理论分析一致。 提前退出机制

使 EC-DE 法耗时减小,在不损失精度的情况下提高了推

理识别阶段实时性。 朴素法识别性能波动大,稳定性差,
因为生成器生成样本具有随机性,计算故障分数时没有

考虑输入样本特征。 其计算过程简单,资源占用小,实时

性好,适合部署在边缘前端进行初步识别。
4. 3　 测试集故障样本比例与实时性分析

　 　 对测试集中故障样本比例与计算耗时关系开展研

究,验证所提方法实时性,保持上述参数和测试集中的健

康样本数不变,改变测试集故障样本数,得到 DE 法和

EC-DE 法推理识别阶段耗时与测试集故障样本数占比关

系曲线如图 5 所示。 图 5 中曲线数值为 10 次实验平均

值,浅色阴影区域为对应方法 10 次实验最小值和最大值

所包围区域。 测试集健康样本数为 3
 

600,将测试集故障

样本设置为健康样本数的 10% ~ 100% ,即故障样本数

为 360 ~ 3
 

600。

图 5　 本文方法耗时情况与测试集故障样本数占比关系曲线

Fig. 5　 The
 

relationship
 

between
 

the
 

time
 

consumption
 

of
 

the
 

methods
 

and
 

the
 

number
 

of
 

fault
 

samples
 

in
 

the
 

test
 

set

实验结果表明:故障样本数占数据集比例越小,EC-
DE 法相比于 DE 法实时性优势越大。 当故障样本数为

健康样本数 10% ,EC-DE 法相比于 DE 法耗时降低了
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48. 18% 。 因提前退出机制将健康置信度高样本提前退

出推理阶段减小耗时,故障样本被上传至云端进一步计

算。 实际应用场景中,故障样本只占极少数,EC-DE 法耗

时显著降低,实际应用价值明显。
4. 4　 差分进化计算超参数与性能分析

　 　 对差分进化计算超参数与边云协同法正确率和实时

性关系开展研究,设置差分进化迭代次数为 3 ~ 15,种群

数量为 10 ~ 30,改变两个超参数得到对应正确率和耗时

结果,绘制三维关系图如图 6 所示。

图 6　 EC-DE 法精度实时性指标同差分进化超参数关系图

Fig. 6　 Correctness
 

and
 

time
 

consumption
 

of
 

the
 

EC-DE
 

method
 

in
 

relation
 

to
 

hyper-parameters
 

of
 

differential
 

evolution

滚动轴承特征识别正确率方面,通过改变进化计算

迭代次数和种群数量,正确率指标稳定,均在 99% 以上。
在迭代次数大于 10,种群数量大于 20 情况下正确率指标

稳定在 99. 7%以上,EC-DE 法的特征识别能力对差分进

化超参数不敏感,鲁棒性强。 实时性方面,方法耗时随迭

代次数成比例增加,随种群数量缓慢增加。 因增大迭代

次数会增加串行计算任务,导致耗时成比例增加。 增大

种群数量在差分进化计算中可转换为并行计算任务并利

用云端服务器并行计算能力进行处理,从而耗时对种群

数量超参数不敏感。

5　 结　 　 论

　 　 本文提出一种生成式对抗网络差分进化滚动轴承特

征识别方法,训练过程只需健康数据,推理识别过程采用

差分进化算法搜索输入样本对应生成器输入潜变量,提
高特征识别精度和稳定性,识别结果对超参数不敏感,鲁
棒性强。 基于提前退出机制边缘计算架构提出 EC-DC
法,该方法匹配了不同计算资源与算法,分别将预处理特

征提取、朴素生成式对抗网络滚动轴承特征识别方法和

生成式对抗网络差分进化滚动轴承特征识别方法配置于

智能传感端、边缘端和云端,在保证识别精度情况下提高

了方法实时性。 在 CWRU 滚动轴承数据集进行实验,结
果表明 EC-DE 法与 DE 法精度相同,精度和稳定性得到

提升, 正确率高达 99. 8% , 比朴素法高 3. 2% 。 同时

EC-DE 法耗时相比于 DE 法减小,在故障样本数为健康

样本数 10%情况下,耗时减小了 48. 2% ,适合实际应用场

景中故障样本少的情况。 本文提出的边缘计算生成式对

抗网络差分进化滚动轴承特征识别方法无需故障样本参

与训练,解决了标签和故障数据获取问题,滚动轴承特征

识别精度高,实时性好,具有重要理论和实际应用价值。
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