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动态场景下基于光流的语义 RGBD-SLAM 算法∗
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摘　 要:为解决传统的同时定位与建图算法在复杂动态环境下容易受到动态目标干扰而导致定位精度差和建图错误的问题,提
出了一种动态场景下基于光流的语义 RGBD-SLAM 算法。 首先,通过优化的二维相邻帧透视矫正方法,对当前帧进行透视矫正

以补偿相机运动;然后,将矫正后的图像输入 RAFT-S 网络中,在获得低分辨率的稠密光流场后提取动态目标的掩码,并根据上

一帧掩码中动态目标的位置和速度信息,对当前掩码中的动态区域进行跟踪和优化,从而提取动态目标在每一帧中的精确区

域;最后,分离静态和动态特征点,通过最小化静态特征点的重投影误差,得到优化后的相机位姿,并结合轻量级语义分割网络

BiSeNetv2 提供的语义信息和相机提供的深度信息,构建无人的静态语义八叉树地图。 公开数据集 TUM 上的测试结果表明,本
文算法的绝对轨迹误差相对于 ORB-SLAM2 减少了 90%以上,并能获取精确的动态区域掩码以及准确的语义地图,验证了该算

法在复杂动态场景中具有良好的定位精度和鲁棒性。
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Abstract:To
 

address
 

the
 

problems
 

of
 

poor
 

positioning
 

accuracy
 

and
 

mapping
 

error
 

in
 

the
 

traditional
 

simultaneous
 

localization
 

and
 

mapping
 

algorithms
 

under
 

the
 

complex
 

dynamic
 

environments
 

with
 

dynamic
 

objects,
 

a
 

semantic
 

RGBD-SLAM
 

algorithm
 

in
 

dynamic
 

scenes
 

is
 

proposed,
 

which
 

is
 

based
 

on
 

the
 

optical
 

flow.
 

Firstly,
 

the
 

camera
 

ego-motion
 

is
 

compensated
 

by
 

the
 

optimized
 

2D
 

perspective
 

correction
 

method
 

based
 

on
 

adjacent
 

frames.
 

Secondly,
 

by
 

feeding
 

the
 

compensated
 

perspective
 

images
 

into
 

the
 

RIFT-S
 

network,
 

the
 

low-
resolution

 

dense
 

optical
 

flow
 

field
 

is
 

obtained
 

for
 

extracting
 

the
 

current
 

mask
 

of
 

the
 

dynamic
 

region.
 

The
 

dynamic
 

regions
 

in
 

the
 

current
 

mask
 

are
 

tracked
 

and
 

optimized
 

by
 

using
 

the
 

position
 

and
 

velocity
 

of
 

the
 

dynamic
 

regions
 

in
 

previous
 

mask.
 

The
 

accurate
 

dynamic
 

regions
 

in
 

each
 

frame
 

can
 

be
 

extracted.
 

Finally,
 

the
 

static
 

and
 

dynamic
 

features
 

are
 

separated,
 

and
 

the
 

optimized
 

camera
 

pose
 

is
 

obtained
 

by
 

minimizing
 

the
 

reprojection
 

error
 

of
 

the
 

static
 

feature
 

points.
 

The
 

static
 

semantic
 

octree
 

map
 

without
 

people
 

is
 

established
 

by
 

the
 

depth
 

data
 

from
 

camera
 

and
 

semantic
 

information
 

produced
 

by
 

the
 

lightweight
 

semantic
 

segmentation
 

network
 

BiSeNetv2.
 

Compared
 

with
 

ORB-
SLAM2,

 

the
 

test
 

results
 

on
 

the
 

public
 

data
 

set
 

of
 

TUM
 

indicate
 

that
 

the
 

absolute
 

trajectory
 

error
 

of
 

the
 

proposed
 

algorithm
 

is
 

reduced
 

by
 

more
 

than
 

90% ,
 

and
 

the
 

accurate
 

masks
 

of
 

dynamic
 

regions
 

and
 

an
 

accurate
 

semantic
 

map
 

also
 

can
 

be
 

obtained.
 

Results
 

show
 

that
 

the
 

proposed
 

algorithm
 

has
 

a
 

good
 

positioning
 

accuracy
 

and
 

robustness
 

under
 

complex
 

dynamic
 

scenes.
Keywords:SLAM;

 

dynamic
 

environment;
 

optical
 

flow;
 

semantic
 

information;
 

octree
 

map



140　　 仪　 器　 仪　 表　 学　 报 第 4 3 卷

0　 引　 　 言

　 　 同 时 定 位 与 建 图 ( simultaneous
 

location
 

and
 

mapping,SLAM)技术自提出以来[1] ,已经取得了极大的

发展,成为了很多应用领域的基础技术,如:无人驾驶

汽车( un-manned
 

motor
 

vehicle,UMV) 、机器人技术和增

强现实( augmented
 

reality,AR) [2] ,尤其是基于视觉传

感器的 SLAM 算法,不断出现了很多优秀的算法,如

PTAM[3] 、LSD-SLAM[4] 、ORB-SLAM[5] 等。 但大部分算

法都采用了环境静态假设,即便通过如随机抽样一致

性( random
 

sample
 

consensus,RANSAC) 等鲁棒算法,传
统算法在高动态环境下依然会有建图不稳定和漂移现

象。 而在现实的室内环境中,机器人是在低动态和高

动态结合的复杂动态环境下运行的,因此提高机器人

在复杂动态环境下的运行效果受到了研究人员的广泛

关注[6] 。
随着深度学习在图像处理领域的发展,有研究者将

语义信息融入 SLAM 算法前端以识别可能移动的目标,
Yu 等[7] 提出的 DS-SLAM 通过 SegNet[8] 语义分割网络提

取先验动态目标再计算特征的光流,利用特征的极线约

束剔 除 运 动 不 一 致 的 特 征 点。 Bescos 等[9] 提 出 的

DynaSLAM 通过 MaskR-CNN[10] 分割图像后利用多视图

几何根据深度差和角度差信息进一步分割图像。 但是基

于语义分割的方法在某些边角案例下无法识别场景中的

动态目标,并且网络中先验的静态物体发生移动也会使

SLAM 算法失效,所以还需要用其他辅助方法,导致计算

量增大。 Soares 等[11] 提出的 Crowd-SLAM 通过改进的

YOLO
 

Tiny 目标检测网络提高了在拥挤的人群环境中识

别人的精度,通过滤除包围框中的特征点获得稳定静态

特征。 但由于人的包围框面积过大,导致人占据视角过

大的情况下也会导致跟踪丢失的情况,且无法检测出非

先验的动态目标。
基于深度学习的光流算法在检测图像动态像素上

有着巨大的优势。 Zhang 等[12] 提出的 FlowFusion 通过

PWC-Net[13] 估计连续两帧光流,同时根据深度信息估

计相机运动,然后通过投影获得场景流,通过计算动态

目标分割然后经迭代后重建静态地图。 Zhang 等[12] 提

出的 VDO-SLAM[14] 通过 Mask
 

R-CNN 实例分割以及

PWC-Net 光流网络提取图像中的移动目标,以此来将

相机位姿、动态和静态特征点、运动物体的位姿联合计

算与优化,通过这套估计框架可以处理由于遮挡导致

的分割失败的情况,使算法鲁棒性更强。 以上两种方

法都利用了光流检测动态区域,并构建了三维空间的

场景流来对动态目标进行跟踪,精度较高但系统计算

量大,导致实时性不足。

为提高稠密光流 SLAM 算法的实时性和精度,
Canovas 等[15] 提出的具有高速和内存使用效率的动态环

境下稠密 SLAM。 采用对深度图和彩色图透视变换来减

小单个透视的误差以此达到动态目标分割的准确性。 使

用高效的稠密逆搜索光流算法[16] ,并通过自适应阈值对

超像素上的流场大小和深度差异做补偿,极大提升了稠

密 SLAM 算法的实时性和在动态环境下的精度。 但是由

于直接采用 RANSAC 算法获得透视变换矩阵,并没有对

透视矩阵的提取策略做优化,所以只能在静态场景占主

导的环境下运行。
本文针对室内复杂动态环境,提出了一种动态场景

下基于光流的语义 RGBD-SLAM 算法。 首先,为精确提

取动态区域,采用优化的透视矫正方法来补偿相机的自

我运动,而后通过光流场提取当前帧的动态掩码并对动

态区域进行跟踪和优化。 然后,提取稳定的动态区域,通
过稳定的静态特征提升估计位姿的精度。 最后,通过结

合轻量级的语义分割网络构建静态语义八叉树地图。

1　 SLAM 算法的流程

1. 1　 算法框架

　 　 算法选择 ORB-SLAM2[17] 作为主体框架,在原有的跟

踪线程、局部建图线程、回环检测线程外增加了基于递归

所有场变换(recurrent
 

all-pairs
 

field
 

transforms,
 

RAFT)光流

神经网络[18]的动态区域的提取和优化线程,和基于轻量级

的 BiSeNetV2[19]的语义建图线程,流程如图 1 所示。
首先,系统将深度相机获得的彩色图同时输入 ORB-

SLAM2 的跟踪线程、语义建图线程和动态目标的提取和

优化线程中。 待提取完当前帧的 ORB 特征 ( oriented
 

FAST
 

and
 

rotated
 

BRIEF,
 

ORB)后,动态区域的提取和优

化线程会结合上一帧掩码跟踪结果计算透视变换矩阵,
对当前帧进行透视矫正。 之后输入 RAFT-S 网络提取下

采样后的光流场,并结合上一帧动态区域跟踪结果完成

对当前帧动态区域的优化和跟踪操作。 随后,剔除当前

帧属于动态目标区域的动态特征点,利用静态点估计位

姿,将位姿信息和关键帧信息传送至局部建图线程以及

回环检测线程,结合光束平差法(bundle
 

adjustment,
 

BA)
对地图点和位姿进行进一步的优化。 最后,语义建图线

程会根据位姿信息和关键帧信息, 结合深度图像和

BiSeNetv2 输出的语义信息,由八叉树生成算法将点云信

息转换为带有语义标签的八叉树地图[20] 。

1. 2　 动态特征剔除及位姿估计

　 　 1)特征提取

本文基于 ORB-SLAM2 通过提取 ORB 特征对相机位

姿进行计算。 ORB 特征通过快速提取 FAST 角点和
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图 1　 系统总体流程

Fig. 1　 Overall
 

system
 

framework

BRIEF 描述子使得 ORB 特征在图像旋转、平移和缩放的

情况下都有良好的表现。
2)相机运动补偿

由于相机在运动过程中,不可避免的会产生自我流,
造成自我流和动态目标移动产生的光流叠加。 本文算法

通过建模单应矩阵 H ∈ SE(2) 作为二维透视的变换矩

阵,如图 2 所示,设上标 k为相机运行的当前时刻,通过对

当前帧彩色图像 Fk 对上帧图像 Fk-1 估计单应变换Ĥk 以

补偿当前时刻相机自我运动 Tk,生成矫正后图像 Fk
w。 Fk

中的黑色掩码 Dk
e 是由上一时刻优化后的动态实体的动

态区域 D̂k-1
c 所估计而来。

图 2　 基于估计地静态特征求解单应矩阵

Fig. 2　 Solving
 

homography
 

matrix
 

by
 

estimative
 

static
 

features

补偿相机运动的具体流程如下:
首先,选择非 Dk

e 区域内的特征点作为计算单应矩阵

的点集。 设 Fk 中二维特征点的集合为 Bk,设 Fk 中有 nk

个特征点构成的点集 Pk:
Pk = {pk

1,pk
2,…,pk

nk} ⊄ Dk
e (1)

且 Pk ⊆ Bk,Pk 在 Fk-1 中有 nk 个匹配点构成的点集

Pk-1:
Pk-1 = { ′pk-1

1 ,′pk-1
2 ,…,′pk-1

nk } ⊄ Dk
e (2)

然而,由于采用单应矩阵平面透视,而真实环境空间

关系更加复杂。 因此算法采用最小中值法( least
 

median
 

of
 

squares,
 

LMedS) 鲁棒算法遍历误差中值选取单应矩

阵。 相比于 RANSAC 算法,LMedS 算法可以减小通过平

面透视复杂空间环境导致的光流场中的误差,提高动态

掩码的精确度。
然后,LMeds 算法会对整个特征点集采样求误差中

值。 为了提高算法稳健性,设置 ε 表示正确匹配特征点

置信度,设至少一次采样全是内点的概率 Pk
c 为:

1 - Pk
c = [1 - (1 - ε) 4] mk

(3)
其中,4 为每次采样点数,因为求解单应矩阵最少需

要 4 对点; mk 为采样一次全是内点的最小采样次数。 可

以通过给定 w 和 ε 的值进一步提高系统的鲁棒性。 通过

mk 次采样后可以得到至少一次采样全是内点。
因 LMedS 算法在有高斯噪声存在时效果较差,故采

用加权最小二乘法以得到鲁棒的标准差估计:

σ̂ = 1. 482
 

6 1 + 5
nk - 4( ) M (4)

其中,常数 1. 482 6 是在仅存在高斯噪声的情况下实

现与最小二乘法相同效率的系数[21] , 1 + 5 / (nk - 4) 是

一个小样本修正因子,M 为整个点集的平方残差的中

位数:
M = med

i = 1,…,nk
r2
i(H,pk

i ) (5)

其中,med 为取中值操作, r2 为残差平方,H 为单应

矩阵的估计值。 之后对每一个 r2
i 用式(6) 进行筛选:

w i =
1, r2

i ≤ (2. 5σ̂) 2

0, 其他{ (6)
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若 r2
i 对应的w i 为0,则 r2

i 为异常值, 不进行下一步计

算。 通过对异常值的抛弃,可以稳健地构建出单应矩阵

透视的最小二乘估计:
Ĥk =arg

 

min
H

 

med i∈nk r
2
i(H,pk

i ) (7)

故 Ĥk 即为 Fk 采用的单应矩阵,算法时间复杂度为

O(n log n)。
而后,设 Pk 中点的坐标通过向量可以表示为 pk

i =
[x i,y i,1] T,i = 1,2,…,nk。 可以得到矩阵 Pk

c = [pk
1,

pk
2,…,pk

nk],同理 Pk-1 中的点也可表示为 Pk-1
c = [pk-1

1 ,

pk-1
2 ,…,pk-1

nk ],和Ĥk 有对应关系为:

Pk-1
c = ĤkPk

c + ω k (8)
其中, ω 为透视矫正后的误差项。 根据式(8) 求解

Ĥk:并设Ĥk 为:

Ĥk =
H11 H12 H13

H21 H22 H23

H31 H32 H33

é

ë

ê
ê
êê

ù

û

ú
ú
úú

(9)

最后,将Fk 单应变换,得到当前帧的变换后图像 Fk
w 为:

　 　 Fk
w(x,y) = Fk H11x + H12x + H13

H31x + H32y + H33
( ,

H21x + H22y + H23

H31x + H32y + H33
) (10)

故 Fk
w 即为补偿相机运动后的图像。

3)动态掩码优化

掩码优化算法的流程如图 3 所示,其中实线为当前

掩码Mk
c 的优化流程,虚线表示根据此时掩码估计Mk+1

e 的

流程。 算法输入图像像素为640 × 480,将Fk
w 和Fk-1 输入

RAFT-S 中即可输出补偿相机自我运动后的水平位移场

fku,和纵向位移场 f k
v 。

图 3　 掩码优化流程

Fig. 3　 Mask
 

optimization
 

flowchart

RAFT-S 是 RAFT 网络的轻量化版本,主要由特征编

码器,一个相关层和一个基于 GRU 卷积层的循环更新器

组成,并使用大量的更新模块来模拟一阶优化算法的步

骤。 RAFT-S 通过 Sintel[22] 数据集训练,相对于传统的光

流方法,它提取的特征子对稀疏纹理、光照等有更强的鲁

棒性,上下采样的过程使得特征具有更大的感受野。
RAFT-S 相对与 RAFT 具有更少的权重参数和更快的输

出速度,输出分辨率为 RAFT 的 1 / 8,即 80×60,因此 Fk
w

和 Fk-1 的关系可以表示为:

　 　 Fk
w(x,y) = Fk-1 x + 8·f k

v
x
8

, y
8( ) ,(

y + 8·f k
u

x
8

, y
8( ) )

(11)

通过对光流场强度设置阈值,即位移场的 2 个像素

差,可以得到当前帧掩码 Mk
c 以及动态区域 Dk

c:

Mk
c(x,y) =

0, 0. 5·f k
u (x,y) > 1

0,
 

0. 5·f k
v (x,y) > 1

1, 其他

ì

î

í

ïï

ïï

(12)

故 Mk
c 中为 0 的区域是估计的动态区域 Dk

c。 但是由

于场景的深度误差、光流自身误差和相机运动过中图像

模糊问题,光流场在相机运动时仍然会有大量噪声。 为

获得精确的动态目标区域,算法根据相邻帧中光流位移

场中的像素的速度信息和位置信息,优化动态掩码,时间

复杂度为 O(n2)。 通过对移动目标区域追踪,以减少因

为光流误差导致错误被划为动态的静态区域,提高动态

掩码对移动物体覆盖的精度和稳定性,最终提高定位

精度。
Mk

c 中动态区域的优化流程为,若 Dk
c 大于 800

 

pixel,
则先结合当前的Mk

e 中的估计的动态区域 Dk
e 与 Dk

c,D
k
e ∩

Dk
c =D̂

k
c 即为优化后的动态区域,并得到优化后掩码M̂k

c。

而下一帧的Mk
n 是通过 M̂k

c 的动态区域 D̂k
c 结合 f k

v ,f k
u 的位

移信息估计出的掩码。 Dk
n 是以D̂k

c 中像素在位移场的移

动速度,移动两个时间间隔后的目标位置。 Dk
n ∪D̂k

c 即为

更新后的估计的下一帧动态区域 Dk+1
e 。

考虑到移动目标的出现也可以瞬时由静到动的,为
保证掩码的实效性和连续性,算法限制了优化进程的输

入条件。 若 Dk
c 小于 800

 

pixel,则直接有 M̂k
c = Mk

c。 得到

Dk+1
e 后,将在计算 Ĥk+1 时提供约束,即 Fk+1 特征点集合

Pk+1
c 中,将不包含 Dk+1

e 区域内的特征点。
对掩码进行持续优化示例,如图 4 所示为 TUM 数据

集中从第 n 帧开始的连续 3 帧图像以及对应的掩码。 其

中 Mk
e 中灰色部分为估计出的属于下一帧的动态区域 Dk

n

但不包含于 Dk
c 的区域,

 

fck 为第 k 帧光流场的可视化图

像。 通过观察 Fn+2 中实际的动态区域,Mn+2
c 圆圈处有错
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图 4　 动态区域追踪和优化

Fig. 4　 Dynamic
 

area
 

tracking
 

and
 

optimization

误划分的区域。 经算法优化后, M̂n+2
c 中只保留了稳定的

动态区域, 并估计第 n + 3 帧中动态目标的稳定范围

Mn+3
e 。

4)基于静态特征的位姿估计

通过剔除带有动态掩码标识的动态特征点,跟踪线

程根据保留的静态特征点求取位姿。 设 Fk 中静态二维

特征点集合为 Uk,有 Uk ∩D̂k
c = φ,且其在三维空间的点

集合为 Ck。 三维坐标点 c i = [X i,Y i,Z i]
T 和其对应的投

影像素坐标为 u i = [u i,vi]
T,并且 c i ∈ Ck,u i ∈ Uk, 两者

之间的对应关系为:

si

u i

vi
1

é

ë

ê
ê
êê

ù

û

ú
ú
úú

= Kexp
 

(ξ∧
i )

X i

Y i

Z i

1

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

+ e i (13)

其中, S i 为对应特征点深度,K为相机内参矩阵,ξ ∈
se(3) 为相机位姿 R,t 的李代数形式,e 为误差项。 写成

矩阵形式为:
siu i = Kexp(ξ∧

i )c i + e i (14)
将误差求和构建最小二乘问题并使它最小化,即最

小化重投影误差:

ξ̂k =arg
 

min
ξ

1
2 ∑

n

i = 1
u i -

1
si
Kexp(ξ∧ )c i

2

2
(15)

其中, n 为静态特征点数,ξ̂k 故即为动态环境下最优

的相机位姿。
1. 3　 静态八叉树地图构建

　 　 静态八叉树地图[23] 是一种易于压缩的和更新的地

图类型。 在语义建图线程中,本文使用 BiSeNetv2 语义分

割网络,采用 COCO-stuff 数据集训练,其使用双路径结

构,通过语义分支和细节分支可以用更少的通道和快速

下采样策略实现更高的效率。 相较于文献[20] 中使用

的 PSPnet[24] ,本文算法建图线程提高约一倍的地图更新

速度。

算法首先将不同时刻的位姿和深度图像进行融合生

成不同时刻相机位姿下的三维点云图,并且将语义信息

也存储在点云地图中;然后通过下采样过滤点云后将剩

下的点插入到八叉树中;最后通过更新节点的概率来对

八叉树地图进行可视化。
八叉树节点分为占据和空白两种属性,假设 t = 1,

…,T 时刻,观测的数据为 z,某个节点为 n,那么第 n 个叶

子节点的概率 Pn 为:
Pn(n z1:T) =

1 +
1 - P(n zT)
P(n zT)

1 - P(n z1:T - 1)
P(n z1:T - 1)

P(n)
1 - P(n)

é

ë
êê

ù

û
úú

-1

(16)
算法采用贝叶斯融合算法融合多视图的语义信息提

高地图语义标签精度,并在保留原有背景的语义信息同

时剔除人标签节点,构建仅有静态背景的语义地图。

2　 实验与分析

　 　 实验采用 TUM 公开数据集[25] 以及在实际室内环境

下通过手持 KinectV1 深度相机进行测试。 TUM 数据集

是慕尼黑工业大学录制的室内场景下的公开的标准数据

集,用来评价 SLAM 算法在室内环境下鲁棒性和稳定性

的经典数据集,共包含 39 个不同的序列,拥有彩色图、深
度图以及通过高精度传感器测量的真实相机位姿。 数据

集中 w(walking)代表由人物行走的高动态数据集序列,
s(sitting)代表低动态数据集序列,而 xyz、halfsphere、rpy
和 static 代表数据集中相机的移动模式,分别为沿主轴移

动、沿半球移动、沿主轴翻转、和几乎静止。 算法运行环

境为:Ubuntu16. 04 操作系统, ROS 和 CUDA-11. 3, CPU
为 Intel

 

i7-1050,显卡为 NVIDIA
 

RTX2060。
2. 1　 动态环境下定位精度分析

 

　 　 本文算法使用绝对轨迹误差 ( absolute
 

trajectory
 

error,
 

ATE)来评估系统的整体性能,使用相对位姿误差
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(relative
 

pose
 

error,
 

RPE)来评估里程计漂移情况。 通过

对比不同算法并采用均方根误差(root
 

mean
 

square
 

error,
RMSE)作为评价的指标[26] 。

ORB-SLAM2 与本文算法在 w-xyz 和 w-halfsphere 的

轨迹的误差如图 5 所示。 其中带方框的线为真实轨迹,

带三角的线为估计轨迹,实线为真实轨迹和估计轨迹间

的误差。 ORB_SLAM2 由于没有复杂动态环境处理机制

在开始阶段就有明显的轨迹偏移,并且随时间其误差不

断增大。 但本文算法的鲁棒机制可以在整个轨迹段内都

可以保持轨迹稳定。

图 5　 高动态环境下的轨迹对比

Fig. 5　 Comparison
 

of
 

estimated
 

trajectory
 

and
 

ground-truth
 

between
 

ORB-SLAM2
 

and
 

our
 

algorithm

　 　 本文算法与其他动态 SLAM 算法绝对轨迹误差如

表 1 所示,本文算法在多个数据集的表现要优于基于语

义分割网络的动态 SLAM 算法, 如 Sad-SLAM 和 DS-

SLAM。 并在低动态数据集下没有出现精度下降,表现出

了在低动态和高动态复杂环境下的适应性。

表 1　 不同算法绝对轨迹误差对比

Table
 

1　 Comparison
 

of
 

the
 

absolute
 

trajectory
 

error
 

among
 

different
 

algorithms m

序列 ORB-SLAM2 DS-SLAM 文献[15] 文献[27] Detect-SLAM[28] Sad-SLAM[29] 本文算法

w_xyz 0. 770
 

3 0. 024
 

7 0. 021
 

0 0. 019
 

4 0. 024
 

1 0. 016
 

7 0. 015
 

5

w_static 0. 425
 

4 0. 008
 

1 - 0. 011
 

1 - 0. 016
 

6 0. 007
 

8

w_rpy 0. 829
 

9 0. 444
 

2 - 0. 037
 

1 0. 295
 

9 0. 031
 

8 0. 060
 

1

w_half 0. 601
 

0 0. 030
 

3 0. 016
 

7 0. 029
 

0 0. 051
 

4 0. 025
 

7 0. 026
 

9

s_xyz 0. 009
 

5 - 0. 004
 

5 0. 011
 

7 0. 020
 

1 0. 012
 

4 0. 008
 

6

s_static 0. 008
 

7 0. 006
 

5 - - - 0. 006
 

0 0. 008
 

5

s_rpy 0. 019
 

7 - - - - 0. 028
 

8 0. 017
 

8

s_half 0. 021
 

1 - - 0. 017
 

2 0. 023
 

1 0. 015
 

1 0. 012
 

8

　 　 相对位姿误差通过规定时间差来描述位姿精度,本
文算法与文献[27]算法相对平移误差如表 2 所示,相对

旋转误差如表 3 所示,均选择 1
 

s 时间差作为单位。 本文

算法在 3 个数据集中都更优,但在 w-rpy 数据集中,由于

20 ~ 25
 

s 中错误的局部地图点与当前特征点匹配,导致

局部建图过程中出现了错误的优化,使得相对于其他数

据集精度较低。 综上所示,本文算法在室内动态环境具

有较强的优势。
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表 2　 相对平移漂移误差对比

Table
 

2　 Comparison
 

of
 

PRE
 

in
 

translational
 

drift
 

(m / s)

序列 ORB-SLAM2 文献[27] 本文算法

w_xyz 0. 412
 

4 0. 023
 

4 0. 020
 

2

w_static 0. 216
 

2 0. 011
 

7 0. 009
 

7

w_rpy 0. 424
 

9 0. 047
 

1 0. 066
 

8

w_half 0. 355
 

0 0. 042
 

3 0. 029
 

1

表 3　 相对旋转漂移误差对比

Table
 

3　 Comparison
 

of
 

PRE
 

in
 

rotational
 

drift
(° / s)

序列 ORB-SLAM2 文献[27] 本文算法

w_xyz 7. 743
 

2 0. 636
 

8 0. 599
 

9

w_static 3. 895
 

8 0. 287
 

2 0. 254
 

8

w_rpy 8. 080
 

2 1. 058
 

7 1. 372
 

8

w_half 7. 374
 

4 0. 965
 

0 0. 720
 

5

2. 2　 动态环境下三维语义地图构建结果对比
 

　 　 通过算法与 ORB_SLAM2 分别在 TUM 数据集和实

际室内环境下测试以验证复杂动态环境下的建图效果。
如图 6 所示,其中图 6( a) 为 TUM 数据集的 w-static 序

列,通过比较表明 ORB_SLAM2 在建图时由于里程计漂

移导致明显建图错误,而本文算法在有动态人物的情况

下精确构建了背景静态地图。 图 6( b)为手持相机在封

闭的办公室场景下构建的室内地图,动态人物在建图的

过程中随机往返。 通过封闭场所的实际建图实验验证,
本文算法能在剔除动态目标的同时构建高精度静态地

图,并且给予地图准确的语义信息。

图 6　 高动态场景下建图效果对比

Fig. 6　 Mapping
 

comparison
 

in
 

high
 

dynamic
 

scenes

2. 3　 复杂动态环境下掩码提取实验

　 　 为验证算法在复杂人群中的定位和建图效果,本文

设置了低动态和高动态组合的复杂人群环境以及动态目

标对相机视野大部分遮挡的环境,同时通过手持深度相

机进行实验。 低动态和高动态组合的复杂人群环境实验

中有代表性的部分帧如图 7(a)和其对应的动态掩码 M̂k
c

如图 7(b)所示。 设置此实验的目的是当人或人群占图

像面积过大的环境中,基于语义进行动态目标识别的

SLAM 方法如 Crowd-SLAM、Sad-SLAM 容易在此环境下

失效,但本文算法可以精确的划分动态和静态区域并且

不受动态目标个数和位置影响,同时建立语义静态地图,
如图 8(b)所示。

图 7　 复杂人群环境下定位和建图

Fig. 7　 SLAM
 

in
 

complex
 

crowd
 

environment

动态目标对相机视野大部分遮挡的环境中设置了移

动目标通常为通常为静态的物品的非先验的语义对象,
如纸箱等。 由于相机距离较近,导致输入图像中,动态区

域占据了图像的绝大部分面积的情况,如图 9 所示。
因本文算法优化了动态掩码的提取策略,相较于文

献[15]使用了 RANSAC 作为提取透视矩阵的鲁棒算法,
本文算法不需要设置静态面积占据主要区域的假设。 经
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图 8　 真实环境和语义地图

Fig. 8　 Static
 

scene
 

and
 

semantic
 

octree
 

map

图 9　 复杂动态环境下定位

Fig. 9　 Positioning
 

in
 

complex
 

dynamic
 

environment

验证,算法可以实现在动态区域占据图像 4 / 5 以下面积,
准确地提取动态区域,如图 9(b)所示。 并且动态目标速

度不限,在满足最少 20 个匹配点对情况下,算法就能在

位姿不丢失的情况下实现鲁棒定位。
2. 4　 实时性评估

　 　 通过各模块运行时间评估算法实时性,如表 4 所示。
运动补偿及光流计算和动态掩码提取及优化同线程运

行,位姿跟踪及优化并行运行。 语义建图线程不参与位

姿估计,算法其他线程单帧平均运行时间约 160 ms。 故

本文算法的位姿鲁棒估计基本满足实时性的要求。

表 4　 平均运行时间

Table
 

4　 Average
 

running
 

time ms

场景

模块

运动补偿及

光流计算

动态掩码提取

及优化

位姿跟踪

及优化

w_static 129 10 98

w_xyz 154 11 138

真实场景 139 13 79

3　 结　 　 论

　 　 本文针对室内复杂动态环境,提出了一种动态场景

下基于光流的语义 RGBD-SLAM 算法。 算法首先通过优

化透视矩阵的提取策略矫正相机自我运动。 然后结合

RAFT-S 提取实时的低分辨率光流场,通过相邻帧掩码的

优化,提高了动态掩码质量和效率,并大幅提高了算法在

复杂环境下的鲁棒性和精度。 最后,使用 BiSeNetV2 轻

量级网络提高了语义分割速度,使用语义八叉树地图减

少了地图容量,在提高了建图效率的同时增加了地图的

可读性。 在 TUM 数据集和实际建图的验证中可以看出,
本文算法在高动态的室内环境下有高精度和高鲁棒性。
但是语义信息并没有利用到定位过程中,在以后的工作

中,将考虑语义信息利用于辅助定位。
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