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基于 RA-Unet 的 CT 图像肝脏肿瘤分割∗
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摘　 要:CT 图像肝脏肿瘤分割是进行肝癌前期诊断、肿瘤负荷分析和放射治疗的重要前提。 为实现肿瘤的精确自动分割,提出

一种融合残差模块和注意力机制的深度 U 形网络。 该网络首先在跳跃连接层中引入一条带有反卷积与激活操作的残差路径

和卷积模块,实现图像特征的分离传递以及高级表征,确保跳跃连接层主要传递图像边缘信息和小目标全局信息,其次在解码

路径中引入注意力机制,通过将跳跃连接层与反卷积解码获得的特征信息赋予不同权重,进一步增强肿瘤特征,抑制其他无关

信息。 提出方法在 LiTS 数据集上获得的全局 Dice 值高达 86. 71% ,明显高于其他多种现有方法,且相较于其他方法,该方法对

于小尺寸、对比度低、边界模糊的肿瘤具有明显的分割优势。
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Abstract:Liver
 

tumor
 

segmentation
 

from
 

CT
 

image
 

is
 

an
 

important
 

prerequisite
 

for
 

early
 

diagnosis,
 

tumor
 

burden
 

analysis,
 

and
 

radiotherapy
 

of
 

liver
 

cancer.
 

To
 

segment
 

tumors
 

accurately
 

and
 

automatically,
 

a
 

deep
 

U-shaped
 

network
 

based
 

on
 

the
 

residual
 

block
 

and
 

attention
 

mechanism
 

is
 

proposed.
 

In
 

this
 

network,
 

a
 

residual
 

path
 

with
 

deconvolution
 

and
 

activation
 

operations
 

together
 

with
 

a
 

convolution
 

module
 

is
 

first
 

introduced
 

in
 

the
 

skip
 

connection
 

to
 

separate
 

image
 

features
 

and
 

obtain
 

their
 

high-level
 

representation,
 

which
 

ensures
 

that
 

the
 

skip
 

connections
 

mainly
 

transmit
 

the
 

information
 

of
 

image
 

edges
 

and
 

global
 

information
 

of
 

small
 

targets.
 

Then,
 

the
 

attention
 

mechanism
 

is
 

introduced
 

in
 

the
 

decoding
 

path
 

to
 

further
 

enhance
 

tumor
 

feature
 

and
 

suppress
 

irrelevant
 

information
 

by
 

assigning
 

different
 

weights
 

to
 

the
 

feature
 

information
 

obtained
 

by
 

skip
 

connections
 

and
 

deconvolution
 

decoding.
 

The
 

global
 

Dice
 

coefficient
 

achieved
 

by
 

the
 

proposed
 

method
 

on
 

LiTS
 

dataset
 

is
 

as
 

high
 

as
 

86. 71% ,
 

which
 

is
 

obviously
 

higher
 

than
 

many
 

other
 

existing
 

methods.
 

Compared
 

with
 

other
 

methods,
 

the
 

proposed
 

method
 

has
 

obvious
 

advantages
 

in
 

segmenting
 

tumors
 

with
 

small
 

size,
 

low
 

contrast,
 

and
 

blurred
 

boundaries.
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0　 引　 　 言

　 　 肝癌是世界范围内最常见的恶性肿瘤之一。 据国家

癌症中心数据显示,我国肝癌发病率在所有恶性肿瘤中排

第 5,且死亡率高居第 2 位[1] 。 随着现代肿瘤医学技术的

飞速发展,放射治疗进入了以图像引导和自适应放疗为代

表的精准放疗阶段。 精准放疗需要准确把握放射治疗的

靶区,即肿瘤区域,进而为后续治疗与放射方案提供引导。
计算机层析成像(computed

 

tomography,
 

CT)是目前针对肝

脏病变普遍采用的诊断方式。 鉴于肝脏肿瘤在 CT 图像上

的表现具有高变异性,且与周围组织对比度低、存在个体

差异等问题,目前临床上肿瘤区域的分割主要由有经验的

医师手工勾画完成,不仅费时费力,且其准确性严重依赖

于医师的经验与技巧。 因此研究高效准确的肝脏肿瘤自

动分割方法对肝癌的临床诊断与治疗具有重要意义。
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CT 图像中肝脏肿瘤通常具有对比度低,边界模糊,
形状、大小、数目不固定等特点。 传统分割方法,如聚

类[2] 、区域生长[3] 、水平集[4] 、图割[5] 、活动轮廓模型[6]

等,难以有效适应肝脏肿瘤的复杂性和多样性。 此外,该
类方法通常需要人工干预,无法实现肿瘤区域的自动分

割。 近年来,深度学习由于具有学习能力强、适应性好等

优点,被广泛应用于医学图像分割领域[7-8] 。 Ronneberger
等[9] 首次将跳跃连接引入卷积神经网络,提出了一种 U
形网络( Unet)。 Liu 等[10] 提出了一种基于深层 Unet 和

图割的腹部 CT 序列肝脏肿瘤分割方法,该方法通过增加

Unet 的网络深度提取更高层次的特征,并利用图割算法

平滑分割结果,提高分割准确度。 Li 等[11]
 

提出了一种瓶

颈监 督 的 Unet 模 型 ( bottleneck
 

supervised
 

Unet,
 

BS-
Unet)。 该模型是一种混合的紧密连接结构,通过充分利

用网络各层之间的信息进行分割。 该网络在肝脏和肿瘤

上的分割精度分别为 96. 2% 与 75. 1% 。 Schlemper
 

等[12]

将注意力机制融入 Unet 分 割 框 架 中, 提 出 A-Unet
 

(attention
 

unet
 

)模型。 该模型可自动学习与分割任务相

关的区域特征,抑制不相关特征,但同时易导致边界分割

不精确,小肿瘤难以检出等问题。 Zhou 等[13] 对 Unet 的

跳跃连接层进行了修改,通过连通所有层的跳跃连接,构
建了一种多尺度的 Unet 网络(Unet++),其优点在于可以

通过叠加的方式提取、融合不同层次的特征。 Yang 等[14]

将 Unet
 

++
 

应用于 CT 图像的肝脏及肿瘤分割,并在网络

中引入了残差结构有效解决了训练过程中梯度弥散或消

失的问题。 Huang 等[15] 在文献[14]的基础上,引入了全

尺度的跳跃连接和深度监督机制提出 Unet3 +网络。 该

网络可在一定程度上提高小肿瘤的检出率,但仍无法解

决肝脏肿瘤边界模糊引起的分割精度低,以及数据类别

不平衡造成的肿瘤分割困难等问题。
针对上述方法存在的缺点与不足,本文提出了一

种融 合 残 差 模 块 和 注 意 力 机 制 的 深 度 U 形 网 络

( residual
 

block
 

and
 

attention
 

mechanism
 

based
 

Unet,
 

RA-
Unet) ,并将其成功应用于腹部 CT 图像肝脏肿瘤的精

确自动分割。 RA-Unet 利用残差原理与注意力机制构

建网络的跳跃连接层和解码层,并通过采用混合损失

函数,提升了网络对于小尺寸和边界模糊的肿瘤目标

的分割精度。

1　 本文方法

1. 1　 数据预处理
 

　 　 本文采用 MICCAI
 

2017 肝脏肿瘤分割挑战赛提供的

LiTS 数据集[16] 作为实验数据。 该数据集包含 131 个病

例,共 58
 

638 幅 CT 切片图像,图像大小为 512×512,其中

的肝脏和肿瘤区域均由放射科医生手动标注,作为分割

金标准。 CT 图像中肿瘤区域占比较小,且与其他组织器

官缺乏良好的灰度对比,直接分割往往精度较低。 为了

降低肿瘤分割的复杂性、提高分割精度,首先对原始 CT
图像进行裁剪与窗位、窗宽调整等预处理。

根据解剖学先验,肝脏通常位于人体腹腔右部。 在

CT 断层扫描中,肝脏区域主要出现在横切面视角成像图

像的腹腔左侧,如图 1(a)所示。 为了获取包含完整肝脏

的感兴趣区域、去除不相关组织器官的干扰,需对 CT 图

像进行裁剪。 首先,采用阈值和数学形态学方法[17] 对

CT 图像中的肋骨和脊椎进行分割,得到结果如图 1( b)
所示。 然后,对分割结果进行行和列投影,且分别取第 1
个以及最后一个不为 0 的像素所在的行和列,构建长为

Lw、宽为 Lh 的矩形框,定位腹腔区域如图 1( c)所示。 考

虑到肝脏区域通常位于 CT 切片腹腔左侧,将矩形框中心

点 O 向左平移 Lw / 4 得到点 P,并以点 P 为中心取大小

320×320 的方形区域作为最终的裁剪结果。 最后对裁剪区

域图像的窗位与窗宽进行调整。 根据放射医学先验知识,
可显示的人体组织 CT 值范围一般为-1

 

000~1
 

000
 

Hu,而
肝、脾、肾、肌肉等器官软组织的 CT 值范围通常在 40 ~
70

 

Hu。 为了增强肝脏与毗邻组织的对比度,本文将 CT
图像的窗位和窗宽分别设置为 60 和 170

 

Hu,即可得到预

处理图像如图 1(d)所示。

图 1　 数据预处理

Fig. 1　 Data
 

pre-processing
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1. 2　 RA-Unet 网络结构

　 　 Unet 是一种广泛应用于医学图像分割的 U 形卷积

神经网络。 该网络通过编码-解码操作实现图像端到端

的语义分割,已经成为图像分割的一种标准框架。 Unet
利用跳跃连接层将高分辨率的浅层特征与解码阶段提取

到的深层特征进行连接,通过利用高分辨率的浅层信息

帮助获取编码阶段丢失的空间信息。 该操作的缺陷在于

编码部分的特征既直接通过跳跃连接也间接通过编码-
解码方式传递到解码部分,存在信息的冗余传递。 不同

传递方式也会在特征融合时增加特征的不确定性,导致

目标边缘分割不准确、小目标检出率低。 此外,编码阶段

生成的高分辨率浅层特征,其边缘信息的高级特征表征

不够充分,通过跳跃连接直接传递至解码端易造成特征

映射模糊,目标分割精度低。
针对上述 Unet 网络存在的不足,本文将残差模块、

卷积层引入跳跃连接层,并在解码路径增加注意力机制,

提出 RA-Unet 网络模型如图 2 所示。 RA-Unet 沿用 Unet
的 U 形网络框架,从上到下依次分成 5 个阶段,从左到右

包含编码路径、跳跃连接、解码路径 3 部分。 编码路径由

5 个双卷积模块组成,每个卷积模块包含 1 个大小为 3×3
的卷积层,批归一化层,与 ReLU 激活层。 此外,每个双

卷积模块末尾包含 1 个大小为 2×2 的最大池化层。 解码

路径包含 4 个与编码路径类似的双卷积模块,其区别在于

每个双卷积模块起始部分包含一个大小为 2×2 的反卷积

层,以及一个注意力结构。 该注意力结构包括:首先,分别

对跳跃连接以及反卷积解码传递的特征图进行 1×1 的卷

积操作并相加。 然后,依次经过 ReLU 激活层和 1×1 的卷

积层,再利用 Sigmod 函数激活生成一个权重图。 最后,将
跳跃连接层的特征图与该权重图相乘得到一个新的特征

图。 该注意力结构的主要作用是根据上下文信息,将跳跃

连接与反卷积解码获得的特征信息赋予不同权重,以此增

强分割任务相关区域的特征,抑制无关区域特征。

图 2　 RA-Unet 网络模型

Fig. 2　 Network
 

module
 

of
 

RA-Unet

　 　 为了避免信息冗余传递,RA-Unet 在跳跃连接层中

增加了一条带有反卷积与 ReLU 激活层的残差路径。 其

中,反卷积的大小、步幅与填充度均与同阶段解码部分反

卷积相同。 RA-Unet 通过增加一条带有反卷积与激活操

作的残差路径,可使网络学习经池化-反卷积后的特征图

与原浅层特征图之间的残差。 引入该残差路径可突出表

征大目标的边缘特征与小目标的全局特征,解决 Unet 信
息冗余传递问题。 此外,RA-Unet 的跳跃连接层中还增

加了一个双卷积模块,可对边缘特征与小目标的全局特

征进行更深层次地提取与表征。
1. 3　 损失函数

　 　 对于类不平衡的分割问题,通常利用 Dice 系数构建

网络训练中的损失函数:

Dice_loss = 1 -
2 × ∑

N

i = 1
G iP i

∑
N

i = 1
G i + ∑

N

i = 1
P i

(1)

式中: G i 为 CT 图像中第 i 个像素的专家手动分割结果

(背景标记为 0,目标标记为 1); P i 为网络预测第 i 个像

素属于目标的概率;N 为 CT 图像中的像素数目。 Dice 损

失函数关注的是预测结果与金标准的相似程度,在训练过

程中通过最大化网络预测结果的 Dice 系数,使预测结果尽

可能逼近金标准。 然而,当目标区域过小时,目标区域预

测结果的微小变化易造成 Dice_loss 值剧烈波动,从而导致

整个训练过程不稳定。 二元交叉熵(binary
 

cross
 

entropy,
 

BCE)损失函数关注图像中每个像素类别的预测概率,其
值是背景区域和目标区域中所有像素交叉熵的平均:

BCE_loss = - 1
N ∑

N

i = 1
(G i log(P i) + (1 - G i)log(1 -

P i)) (2)
当目标区域过小时,网络预测结果的微小变化对交

叉熵损失值影响较小,可有效弥补 Dice 损失函数的不

足。 本文充分考虑两种损失函数的特点,提出一种混合

损失函数:
Loss = α·BCE_loss + (1 - α)·Dice_loss (3)
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式中: α
 

为权重因子, 取值范围为 0 ~ 1, 用于调节

Dice_loss 和 BCE_loss 损失值所占比重。 此外,为了加快

模型收敛,避免过拟合,网络在训练过程中采用了批量归

一化、dropout 和权值衰减机制。

2　 实验结果与分析

2. 1　 数据集

　 　 采用 LiTS 公共数据集[16] 对提出算法进行验证。 该

数据集共包含 58
 

638 幅 512×512 的腹部 CT 图像,其中,
CT 图像的帧内分辨率为

 

0. 55 ~ 1. 00
 

mm,帧间分辨率为
 

0. 45 ~ 6. 00
 

mm。 本文从 LiTS 公共数据集中选取包含肝

脏区域的 7
 

183 幅 CT 图像作为实验数据集,其中训练

集、验证集和测试集的比例设置为 8 ∶ 1 ∶ 1。 为了提高图

像对比度、突出肿瘤区域,采用 1. 1 节所述方法对数据集

中所有图像进行预处理,并利用预处理后的数据进行训

练与测试。
2. 2　 实验环境与参数设置

　 　 本文实验训练环境为装有 Win
 

10 操作系统、AMD
 

Ryzen
 

5900X
 

处 理 器, 32
 

GB 内 存 和 GeForce
 

RTX
 

3080GPU 的计算平台。 编程语言为 Python,深度学习框

架为 Pytorch。 RA-Unet 模型训练采用 Adam 优化算法,
学习率 10-4,一阶矩的指数衰减率为 0. 9,二阶矩的指数

衰减率为 0. 999,用于维持数值稳定的常数为 1×10-8,权
重衰减为 10-6。 为了避免过拟合,网络训练过程中采用

Dropout 策略,其值设置为 0. 5。 epoch 和 batchsize 分别设

置为 150 和 6。
2. 3　 评价指标

　 　 为了定量评价网络分割性能,本文使用了 5 种常用

的评 价 指 标, 包 括 Dice
 

相 似 系 数, 体 积 重 叠 误 差

(volumetric
 

overlap
 

error,
 

VOE),相对体积差异( relative
 

volume
 

difference,
 

RVD),平均表面距离( average
 

surface
 

distance,
 

ASD )
 

和 最 大 对 称 表 面 距 离 ( maximum
 

symmetric
 

surface
 

distance,
 

MSSD)。
Dice 系数是应用最广泛的医学图像分割评价指

标之一,用于计算分割结果 A 与金标准 B 之间的重叠

指数:

Dice = 2 A ∩ B
A + B

× 100% (4)

式中: · 表示求给定区域的像素数目;Dice 取值范围为

[0,1]。
VOE 为体积重叠误差,与 Dice 系数相反,其值越小

表明算法分割性能越好,计算公式如下:

VOE = 1 - A ∩ B
A ∪ B

× 100% (5)

RVD 用于衡量分割结果与金标准的相对体积差:

RVD = B - A
A

× 100% (6)

RVD 正、负值表明算法倾向于欠分割或过分割。
ASD 和 MSSD 分别表示分割结果与金标准之间的平

均表面距离和最大对称表面距离:

ASD = 1
S(A) + S(B)

×

∑
IA∈S(A)

D( IA,S(B)) + ∑
IB∈S(B)

D( IB,S(A))( ) (7)

MSSD = max max
IA∈S(A)

D(IA,S(B)), max
IB∈S(B)

D(IB,S(A))( )

(8)
式中: S(·) 表示指定区域的表面像素;d(p,S(·)) 表示

像素 p 到 S(·) 的欧氏距离。 ASD 和 MSSD 值越小表明

算法分割性能越好。
2. 4　 结果与分析

　 　 1)RA-Unet 中间层特征的可视化分析

为了证实提出模型的有效性,将 RA-Unet 与 Unet 中

间层的特征提取结果进行比较。 RA-Unet 与 Unet 各阶段

跳跃连接层中部分特征图可视化对比如图 3 所示。 RA-
Unet 跳跃连接层引入了残差和卷积结构,可对图像特征进

行分离及高级表征。 从图 3 可以看到,RA-Unet 各阶段均

可有效提取图像中大目标的边缘与小目标的全局信息,避
免冗余信息的重复传递。 而 Unet 编码路径中的高分辨率

浅层信息既通过跳跃连接直接传递至解码路径,同时也通

过下采样传递至下一阶段进行编码与解码。 该操作易造

成小目标信息丢失、图像高维特征表征不充分,以及信息

重复传递等问题。 从图 3 还可以看出,Unet 相邻阶段之间

存在大量冗余无关信息的重复传递,肿瘤特征提取不明

显。 由于多次下采样(即池化),Unet 第 3 ~ 4 阶段跳跃连

接层中小肿瘤信息已完全丢失,而 RA-Unet 通过信息分离

传递机制,能有效获取大目标边缘及小目标全局特征。

图 3　 RA-Unet 与 Unet 跳跃连接层中特征图可视化对比示例

Fig. 3　 Visualization
 

comparison
 

of
 

feature
 

maps
 

of
 

skip
 

connection
 

layer
 

in
 

RA-Unet
 

and
 

Unet
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RA-Unet 与 Unet 各阶段解码路径部分特征图的可视

化对比如图 4 所示。 可以明显看出,随着特征的上采样

和融合,肿瘤特征逐渐清晰。 相较于 Unet,RA-Unet 在各

阶段均能提取更完整、准确的肿瘤特征。 此外,从图 4 中

1×1 卷积后的概率图可以看到,RA-Unet 最后得到的概

率图中肿瘤区域均被有效检测,而 Unet 仅能检测部分大

肿瘤。 表明,RA-Unet 在解码路径中通过采用注意力机

制,可有效增强跳跃连接层中边缘信息与小目标全局信

息,抑制无关信息与噪声。

图 4　 RA-Unet 与 Unet 解码路径中特征图可视化对比示例

Fig. 4　 Visualization
 

comparison
 

of
 

feature
 

maps
 

in
 

decoding
 

path
 

of
 

RA-Unet
 

and
 

Unet

2)损失函数对分割精度的影响

为了测试损失函数对分割精度的影响,本文对损失

函数中的权重因子 α 进行了讨论。 图 5 所示为采用从

0 ~ 1 步长为 0. 1 的一系列 α 值进行实验,得到的测试结

果 Dice 系数值。 可以看到,当 α 取值为 0 时,即仅采用

Dice 作为损失函数时,测试 Dice 系数值仅为 83. 14% 。
随着 α 的增加,测试 Dice 值快速升高,表明通过结合

Dice 和二元交叉熵损失函数可有效提高网络的分割精

度,且当 α 的值为 0. 8 时, 测试 Dice 值达到最大值

86. 71% 。 因此,本文实验将权重 α 设置为 0. 8。 权重 α
为 0. 8 网络训练过程中 Loss 值随训练轮数( epoch)的变

　 　 　 　

化趋势如图 6 所示。 可以看到,随着训练轮数的增加,训
练集和验证集上的 Loss 值均快速下降,并在训练轮数大

于 50 时收敛,且趋近于 0。

图 5　 Dice 系数随权重因子变化趋势

Fig. 5　 Trend
 

of
 

Dice
 

coefficient
 

with
 

weighting
 

factor

图 6　 训练过程中 Loss 随训练轮数的变化趋势

Fig. 6　 Trend
 

of
 

Loss
 

with
 

epoch
 

during
 

training

3)消融实验

RA-Unet 模型将残差路径和卷积层引入跳跃连接

层,并在解码路径增加了注意力模块。 为了验证每个模

块对分割性能的影响,本文以 Unet 为基准,进行了大量

消融实验,结果如表 1 所示。 可以看到,采用经典 Unet 进
行肿瘤分割,全局 Dice 值仅为 78. 24%。 而采用“ Unet+残
差模块”、“ Unet +注意力机制” 和“ Unet +卷积层” 模型

　 　 　 　
表 1　 不同模块消融实验对比结果

Table
 

1　 Comparison
 

results
 

of
 

ablation
 

experiments
 

on
 

different
 

modules

模型 Dice(全局) / % VOE / % RVD / % ASD / mm MSSD / mm

Unet 78. 24 29. 32 -13. 11 3. 49 17. 73

Unet+残差模块 82. 15 25. 27 -12. 42 2. 62 13. 25

Unet+注意力机制 83. 92 24. 89 -11. 41 2. 39 12. 92

Unet+卷积层 84. 51 24. 35 -7. 02 2. 03 11. 64

Unet+残差模块+卷积层 85. 82 23. 88 -6. 44 1. 89 10. 94

RA-Unet(Unet+残差模块+卷积层+注意力机制) 86. 71 23. 23 -5. 01 1. 54 10. 01
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进行实验全局 Dice 值分别上升至 82. 15% 、83. 92% 和

84. 51% ,同时均可获得相对较小的 VOE、RVD、ASD 和

MSSD。 表明 RA-Unet 模型中每个新增模块均能有效改

善模型性能、提升分割精度。 此外,相较于 Unet 和其他

组合模型,RA-Unet 模型通过融合残差、卷积和注意力模

块可获得最高 Dice 系数值和最低 VOE、 RVD、 ASD 和

MSSD 等误差指标。
4)实验结果比较

测试集中部分切片分割结果如图 7 所示, 其中

图 7(a)为原始 CT 图像, 图 7 ( b) ~ ( g) 分别为采用

Unet[9] 、BS-Unet[11] 、A-Unet[12] 、Unet + +[13] 、Unet3 +[15] 和

本文方法(RA-Unet)得到的肿瘤分割结果,图 7( b)为专

家手动分割的金标准。 从图 7 可以看出,Unet、BS-Unet、

A-Unet、Unet++和 Unet3+均可大致检测肿瘤区域,但对于

边界模糊,尺寸较小的肿瘤,存在欠分割和漏检现象。 而

RA-Unet 通过特征信息分离传递可有效补偿池化操作造

成的目标信息损失,可以精确提取分割目标的边缘,分割

结果明显优于其他方法。 采用不同方法在 LiTS 数据库

上进行测试,运用 Dice、VOE、RVD、ASD 和
 

MSSD 对分割

结果进行评价,得到的定量分析结果如表 2 所示。 从表 2
可以看到,采用本文方法得到的所有评价指标均优于其

他方法。 本文方法取得的 Dice 系数相比 Unet、BS-Unet、
A-Unet、Unet + + 和 Unet3 + 分别提高了 8. 47% 、5. 82% 、
2. 79% 、1. 29%和 1. 1% 。 表明提出方法通过引入带有反

卷积与激活函数的残差模块和注意力机制,可有效提升

肿瘤分割的精度。

图 7　 不同算法分割结果

Fig. 7　 Segmentation
 

results
 

obtained
 

by
 

different
 

methods

　 　 5)国内临床数据集分割结果

为了进一步验证提出方法的有效性,本文对中南大

学湘雅医院提供的 10 名原发性肝癌患者的 CT 序列图像

进行了测试。 部分切片的可视化分割结果如图 8 所示,
其中图 8(a)为原始 CT 图像,图 8(b)为其对应的分割结

果,阴影区域为本文方法结果,边缘曲线所示区域为专家

手动分割结果。 从图 8 可以看出,本文方法可有效分割

形状复杂、边界模糊、对比度低的肿瘤,分割结果与专家

手动分割结果接近。 采用多个评价指标,对 10 名肝癌患

者 CT 序列图像分割结果进行定量评价与统计,得到的结

果如表 3 所示。 本文方法获得的全局 Dice、VOE、RVD、
ASD 和 MSSD 分别为 86. 14% 、23. 80% 、-6. 53% 、1. 62 和

9. 69 mm,与 LiTS 公开数据集上获得的分割性能相当,表
明本文方法在国外公共数据集和国内本地临床数据集上

均可实现肝脏肿瘤的有效分割,取得令人满意的分割结

果,方法鲁棒性强,精度高。
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表 2　 不同方法的分割性能比较

Table
 

2　 Comparison
 

of
 

segmentation
 

performance
 

among
 

different
 

methods

方法
Dice

(全局) / %
VOE
/ %

RVD
/ %

ASD
/ mm

MSSD
/ mm

Unet[9] 78. 24 29. 32 -13. 11 3. 49 17. 73

BS-Unet[11] 80. 89 26. 31 -12. 21 3. 21 15. 54

A-Unet[12] 83. 92 24. 89 -11. 41 2. 39 12. 92

Unet++[13] 85. 42 24. 55 -6. 99 1. 66 10. 23

Unet3+[15] 85. 61 24. 12 -6. 38 1. 61 10. 13

本文 86. 71 23. 23 -5. 01 1. 54 10. 01

图 8　 本文方法在国内临床数据集上的分割结果示例

Fig. 8　 Examples
 

of
 

segmentation
 

results
 

obtained
 

by
 

the
 

proposed
 

method
 

on
 

domestic
 

clinical
 

data
 

sets

表 3　 本文方法在国内临床数据集上的分割性能

Table
 

3　 Segmentation
 

performance
 

of
 

the
 

proposed
 

method
 

on
 

domestic
 

clinical
 

data
 

sets

方法
Dice

(全局) / %
VOE
/ %

RVD
/ %

ASD
/ mm

MSSD
/ mm

本文方法 86. 14 23. 80 -6. 53 1. 62 9. 69

3　 结　 　 论

　 　 针对肝脏肿瘤对比度低、边界模糊、
 

大小不一等特

点,提出了一种基于 RA-Unet 的 CT 图像肝脏肿瘤分割

方法。
RA-Unet 通过将带有反卷积与激活函数的残差模块

引入到跳跃连接层中,可有效解决 Unet 中由特征信息冗

余传递导致的肿瘤分割精度低、小肿瘤无法检出的问题;
在跳跃连接层中增加卷积层,可增强跳跃连接层中信息

的高级特征表征能力,同时利用注意力机制,可使网络专

注传递肿瘤特征,抑制其他无关信息;采用二元交叉熵与

Dice 系数构建混合损失函数,不仅可通过 Dice 系数有效

表征目标与金标准的相似程度,还可通过交叉熵稳定回

传各个类别对应梯度使网络模型快速收敛。 为验证方法

的有效性,在 LiTS 临床数据集上进行了大量实验。 结果

表明,提出模型可对图像特征进行分离,避免不相关信息

冗余重复传递,且肿瘤分割精度达到 86. 71% ,显著高于

其他多种网络模型,尤其对于小肿瘤的分割具有明显

优势。
CT 序列图像中肝脏肿瘤组织的准确分割是肝脏肿

瘤负荷分析的重要前提,也是肝脏疾病诊断、放射治疗和

手术方案制定的重要基础。 临床医师可根据 CT 序列图

像中肝脏肿瘤的分割结果,获取病人病灶的数量、大小、
形状、位置、病变程度、浸润深度、转移与否等信息,对疾

病进行诊断、制定适当的治疗方案。 在今后的工作中,可
将本文提出的分割模型集成部署在相关医学影像勾画平

台,以提升计算机辅助诊疗的精度和效率。
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