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摘　 要:流程工业数据具有较大的时变性以及非线性,传统的离线模型难以应对实际生产过程中的工况变化,而即时学习是在

线建模的有效方法。 已有研究对即时学习的相似度度量方法大多只侧重于样本的空间距离,忽略了工业数据时序性的特点。
为此,提出基于时空相似性的即时学习建模方法。 首先,将样本点延拓成样本序列,结合动态时间规整计算样本间的时序距离。
其次,提出时空相似性度量准则,通过对时序距离和空间距离进行非线性加权,构建时空相似性度量指标。 最后,提出基于时空

相似性的即时学习在线建模方法。 将所提算法应用于公共数据集及聚酯纤维聚合过程,拟合优度分别达到了 91. 6%和 98. 6% ,
实验结果验证了算法的有效性和优越性。
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Abstract:
 

Data
 

in
 

the
 

process
 

industry
 

are
 

highly
 

time-varying
 

and
 

nonlinear.
 

Traditional
 

offline
 

models
 

can
 

hardly
 

cope
 

with
 

the
 

changing
 

working
 

conditions
 

in
 

the
 

actual
 

production
 

process,
 

while
 

the
 

just-in-time
 

learning
 

( JITL)
 

is
 

an
 

effective
 

online
 

modeling
 

method.
 

Most
 

of
 

the
 

studied
 

similarity
 

measurements
 

of
 

JITL
 

only
 

focus
 

on
 

samples’
 

spatial
 

distance,
 

which
 

ignore
 

the
 

time-series
 

characteristics
 

of
 

industrial
 

data.
 

To
 

address
 

this
 

issue,
 

a
 

JITL
 

method
 

based
 

on
 

spatial-temporal
 

similarity
 

is
 

proposed.
 

First,
 

the
 

sample
 

point
 

is
 

extended
 

into
 

a
 

sample
 

sequence,
 

and
 

the
 

temporal-sequence
 

distance
 

among
 

samples
 

is
 

calculated
 

by
 

combining
 

dynamic
 

time
 

warping.
 

Then,
 

the
 

spatial-temporal
 

similarity
 

metric
 

(SSM)
 

is
 

proposed,
 

and
 

the
 

SSM
 

is
 

constructed
 

by
 

nonlinearly
 

weighting
 

the
 

temporal
 

and
 

spatial
 

distances.
 

Finally,
 

the
 

online
 

modeling
 

method
 

for
 

just-in-time
 

learning
 

based
 

on
 

spatial-temporal
 

similarity
 

( SS-
JITL)

 

is
 

proposed.
 

The
 

algorithm
 

is
 

applied
 

to
 

a
 

public
 

dataset
 

and
 

an
 

actual
 

polyester
 

fiber
 

polymerization
 

process.
 

Experiment
 

results
 

show
 

that
 

the
 

goodness
 

of
 

fit
 

reaches
 

91. 6%
 

and
 

98. 6% ,
 

which
 

demonstrates
 

the
 

effectiveness
 

and
 

superiority
 

of
 

the
 

proposed
 

algorithm.
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0　 引　 　 言

　 　 随着计算机、传感器、数据存储等技术的发展,流程

工业行业产生了大量的工业数据,这些数据对于流程工

业的建模具有较高价值[1] 。 流程工业建模方法分为机理

建模和数据驱动建模,机理建模方法需要全面准确的理

论支撑,且基于较多简化和假设之上,因而机理模型在工

业过程中的应用受到很大阻力。 而数据驱动建模方法只

涉及过程的输入输出变量,不必详细分析其内部机理,因
此更适用于具有非线性和不确定性的复杂工业过程建

模[2-3] 。 工业过程本身具有多变量、强干扰、大滞后和强

耦合等特点,使得数据检测和采样存在着不可避免的误

差。 传统的离线模型一旦在线应用,通常很难保持预期
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的性能,因此需要实时更新模型参数以保持模型良好的

性能[4] 。 即时学习( just-in-time
 

learning,
 

JITL)作为一种

局部建模技术,在离线训练结束之后不会丢弃所有历史

数据,而是会反复利用数据库中的历史数据,局部模型根

据生产环境的变化做出相应的调整,从而克服了全局建

模方法参数一成不变的缺点,被广泛应用于流程工业在

线建模中。
针对 JITL 的研究主要是局部模型和相似性度量方

法的选取。 局部模型选取的关键在于要在满足过程动态

性能的同时兼顾算法运行效率[5] ,相似性度量方法则需

全面地描述查询样本与历史样本的相似性,不同的相似

性度量考虑了历史样本与查询样本不同方面的相似性,
从而会导致不同的预测性能。 常用的相似性度量方法大

多基于空间距离,比如欧氏距离[6] 、马氏距离[7-8] 等,这些

度量准则在 JITL 中取得了较好的应用效果,然而由于没

有考虑特征间的角度信息,在空间上距离较近的样本会

具有较大的角度差异。 Xia 等[9] 将余弦相似度用于样本

的相似性度量中,充分利用了样本间的角度信息。 杨潇

谊等[10] 将样本的空间距离和角度距离相结合,采用余弦

欧氏距离衡量样本间的相似性。 Song 等[11] 和 Zhao 等[12]

考虑了输入与输出间的联系,将两者间的互信息作为权

重因子对输入变量加权,有效利用了输出变量的信息。
当今的流程工业具有较大的时滞性,不同输入的作

用时间有所差别,对输出产生的影响也有一定延迟,而传

统 JITL 的相似性度量方法忽略了工业数据的时序性。
动态时间规整( dynamic

 

time
 

warping,
 

DTW)算法是一种

处理时间序列数据的常用算法,对时间序列进行局部调

整,通过拉伸、弯曲等操作将目标时间序列之间的相似度

调整至最优匹配,并将其作为相似度距离,近年来被广泛

应用于工业过程的时间序列数据处理。 Shen 等[13] 使用

DTW 同步不均匀的批次样本,处理了运行轨迹预测时的

批处理长度不均匀问题。 Li 等[14] 基于 DTW 的距离度量

方法进行工业时间序列数据的聚类分析。 于蕾等[15] 利

用 DTW 对各个变量组分别进行同步化,提出一种基于变

量分组 DTW-MCVA 的不等长间歇过程故障检测方法。
数据的时序特性对 JITL 建模结果具有重要影响,如

何结合时间序列数据特性进行 JITL 建模优化是一个重

要问题,然而,目前没有明确的理论指导时间和空间距离

结合的有效方法,Yuan 等[16] 把时间间隔作为相似性的一

种衡量依据,却没有进一步分析不同的时间间隔对相似

性产生的影响的变化情况,而对于时序数据来说,相邻样

本间也会相互产生影响。 针对以上问题,本文提出时空

相似性度量准则,并发展了结合时空相似性度量准则的

JITL 建模方法,本文主要贡献如下:1)
 

将样本在时间轴

上延拓成样本序列,结合 DTW 序列距离度量方法,引入

时间间隔系数,整合了样本间的时序距离计算方法。

2)
 

提 出 了 时 空 相 似 性 度 量 准 则 ( spatial-temporal
 

similarity
 

metric,
 

SSM),通过对样本间的时序距离和空间

距离进行非线性加权,构建时空相似性度量指标。 3)
 

建

立了基于时空相似性的即时学习建模方法 ( spatial-
temporal

 

similarity
 

just-in-time
 

learning,
 

SS-JITL),根据延

拓后样本间的时空相似性,建立在线模型。 所提方法的

有效性和优越性在公共数据集及聚酯纤维聚合过程中得

到了验证。

1　 动态时间规整

　 　 在时间序列处理中,通常需要比较两个序列的相似

性,当序列长度不等时就无法使用欧氏距离等方法来计

算。 DTW 作为一个典型的动态规划问题,它通过把时间

序列在时间轴上扭曲对齐计算两个序列间的相似性,用
满足一定条件的时间规整函数表示两个序列在时间上的

对应关系, 进而求解累加距离最小时所对应的规整

函数[17] 。
假设两个时间序列分别为 S = { s1,s2,…,sN} 和 R =

{ r1,r2,…,rM},长度分别为N和M。 当N和M相等时,可
以通过将这两个序列元素一一对应,直接计算出它们的

距离;当 N 和 M 不相等时,则需要通过将这两个序列对

齐,采用 DTW 进行求解。 为此,需要构造一个 N × M 的

距离矩阵 D,如图 1 所示,矩阵元素 D( i,j) 表示 si 与 r j 两
点间的距离,定义如下:

D( i,j) = ‖si - r j‖l (1)

图 1　 DTW 动态规划路径

Fig. 1　 Dynamic
 

planning
 

path
 

for
 

DTW
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当 l = 2 时,D( i,j) 便表示两点间的欧氏距离。 DTW
的目标是寻找一条通过该距离矩阵的最优路径 P =
{p1,p2…pK},pk 表示该路径元素在距离矩阵 D 中的位

置,K 表示路径长度,满足如下约束:
max(N,M) ≤ K ≤ N + M - 1 (2)
有效路径可以有多个,但必须满足两个条件:
1)

 

边界条件: p1 = (1,1) 以及 pK = (N,M), 即路径

起止点是确定的;
2)

 

单调性和连续性:给定 pk = ( i,j) 和该点的下一

点 pk+1 = ( i′,j′),需满足 i ≤ i′ ≤ i + 1,j ≤ j′ ≤ j + 1, 即

在对齐过程中,只能按照时间顺序逐点进行匹配,以保证

时间序列中的每个元素都能得到正确的匹配。
最优路径 P 满足如下代价函数,C(S,R) 表示序

列 S 和 R 的最优路径所对应的代价:

C(S,R) =min
P

∑
K

k = 1
D(pk) / K{ } (3)

其中, Pk 表示路径 P 中的第 k 个元素,K 表示路径 P
的长度,用于消除路径长度对相似性的影响。 D(pk) 表

示 Pk 所对应元素间的距离,计算方式如式(1) 所示。 累

加距离γ( i,j) 定义为当前匹配的距离加上一步累加距离

的最小值,表示如下:
γ( i,j) = D( i,j) +

min{γ( i - 1,j - 1),γ( i - 1,j),γ( i,j - 1)} (4)
从起点开始匹配并把距离逐次累加,匹配到终点时

的累加距离就是序列 S 和 R 之间的最小距离。

2　 时空相似性度量准则

　 　 时空相似性度量准则 SSM 是协同样本间的时序相

似性和空间相似性的指标。 本节结合 DTW 序列相似性

度量方法衡量查询样本与历史样本的相似性,并引入时

间间隔系数,以区分不同时间间隔对相似性影响的变化

情况,进而计算查询样本与历史样本间的时序距离;其
次,将样本之间的时序距离与空间距离进行非线性加权,
权衡样本间的时空组合相似性,构建时空相似性度量

指标。
2. 1　 时序距离

　 　 首先,对于建模对象的查询样本和历史样本,需要对

其在时间轴上进行延拓。 对于 t 时刻的查询样本 xq 以及

历史样本 xh,延拓后得到的查询序列 Sq 及历史序列 Sh 满

足如下公式:

Sq =
{X i

Q} q
i = 0, q < N

{X i
Q} q

i = q-N, q ≥ N{ (5)

Sh =
{X j

H} h
j = 0, h < M

{X j
H} h

j = h-M, h ≥ M{ (6)

其中, q和 h分别为 xq 和 xh 的索引;N和M分别为 Sq

和 Sh 的长度;当 q < N 时 Sq 的长度是自适应的,Sh 亦是

如此;XQ 表示测试集的输入且样本数量为 Q;XH 表示历

史数据集的输入且样本数量为 H;{X i
Q} q

i = 0 表示测试集前

q 条数据所组成的序列。 考虑到时间间隔对相似性的影

响,在式(3) 的基础引入关于时间间隔 Δt 的控制系数

f(Δt), 表示如下:
f(Δt) = 1 / (1 + exp( - αΔt)),

 

(α > 0,Δt ≥ 0)
(7)

其中, Δt表示 xq 和 xh 的时间间隔,α 为可调参数,用
于调整控制系数随着 Δt 的变化率。 如果 xq 和 xh 在时间

上相距越远,那么 xh 对 xq 产生的影响就越小,反之亦

然。 同时,f(Δt) 应该对较小的时间间隔更加敏感,当 Δt
大到一定程度时,xh 对 xq 产生的影响可以忽略不计。 新

的代价函数可以表示为:

Cnew(Sq,Sh) = f(Δt) ×min
P

∑
K

k = 1
D(pk) / K{ } (8)

为了降低计算的复杂度,根据定义的代价函数并结

合式(4), Sq 和 Sh 的最小累加距离 γ(N,M) 表示如下:
γ(N,M) = D(N,M) +

min{γ(N - 1,M - 1),
 

γ(N - 1,M),γ(N,M - 1)}
(9)

其中, N 为查询序列 Sq 的长度,M 为历史序列 Sh 的

长度。 实际计算时从 γ(1,1) 开始,最优路径 P则可以通

过回溯的方法确定。 最终 xq 和 xh 的时序距离可以表

示为:
DT(xq,xh) = γ(N,M) / (1 + exp( - αΔt)) (10)
这里的 N与M以及参数 α 的取值对于相似性度量的

效果有较大影响,本文采用贝叶斯方法优化超参数[18] 。
2. 2　 构建时空相似性度量指标

　 　 将上一节提出的时序距离与传统的空间距离相结

合,对两种距离进行非线性加权,综合考虑样本间的时空

相似性来提高相似样本集的质量。 其中空间相似性度量

方法采用马氏距离,马氏距离是建立在总体样本的基础

上计算的,不受量纲的影响,表示如下:

DM(xq,xh) = (xq - xh)
TΣ -1(xq - xh) (11)

其中, xq 和 xh 分别表示查询样本以及历史样本,
Σ 表示数据的协方差矩阵。

加权方式通过交叉验证集确定,对于每种相似性度

量方法选出来的相似样本集,通过同一个局部模型在交

叉验证集上得到相应的输出。 计算出对应的均方误差

(mean
 

squared
 

error,
 

MSE):

MSE = 1
V ∑

V

i = 1
(yv

i - ŷv
i )

2 (12)

其中, yv
i 表示验证集上查询样本对应的真实输出,

ŷv
i 表示局部模型的输出,V 表示验证集样本数。
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在非线性加权步骤中,关键在于如何确定加权函数

从而为时序距离 DT 和空间距离 DM 分配合适的权重 ω T

及 ωM:

ω T = 1
MSET

/
1

MSET

+ 1
MSEM

( ) (13)

ωM = 1
MSEM

/
1

MSET

+ 1
MSEM

( ) (14)

其中, ω T 和 ωM 分别表示时序距离和空间距离对应

的权重,MSET 和 MSEM 则分别表示相应的均方误差。
文献[19]列出了几种常用的加权函数,由于 MSE 一

般都接近于 0,所以要求在原点附近的斜率变化较大,从
而放大不同相似性度量方法间的差异。 MSE 越小,说明

对应的相似性度量方法精度越高,那么该方法占据着主

导地位,应分配较大的权重。 将 ω T 和 ωM 分别对式(10)
中的时序距离 DT 以及式(11) 中的空间距离 DM 进行非

线性加权,最终查询样本 xq 与历史样本 xh 的时空距离可

以表示为:
DTM = ω TDT + ωMDM =

(MSET × DM + MSEM × DT) / (MSET + MSEM) (15)
对于不同的数据集,样本间的相似性关系会有所差

异。 空间距离可能足以衡量部分样本的相似性,时间距

离又可能是其它样本的真实相似性。 而一般很难获得流

程工业中数据的真实非线性关系,因此单一的相似性度

量方法存在一定的局限性。 式(15)通过交叉验证集确定

权重,将空间距离和时序距离进行非线性加权,更加全面

地衡量样本间多方面的相似性。 此外,不同的相似性度量

方法可以获得不同的预测精度,通过为 MSE 较小的方法分

配更大的权重,以此来提高其对输出的影响。 ω T 和 ωM 经

过归一化处理,如果 ωM = 0,那么时空相似性就退化成了

单一的时序相似性;反之,如果ω T = 0, 该方法就成为了空

间相似性度量。 实际上不同相似性度量方法的 MSE 值并

不会相差过大,因此该方法的意义在于在时间维度和空间

维度找到平衡点,权衡这两方面的相似性,使得相似性度

量能够更加贴近于样本间真实的非线性关系。
进一步将时空距离转化为相似度 Sim 如下:

 

Sim = exp( - DTM / φσD) (16)
其中, σD 表示时空距离DTM 的标准差,φ表示相似度

随着距离增加的衰减率。 相似度越高,意味着该历史样

本将会被优先分配给相似样本集[20] 。 将得到的相似度

按降序排列构建相似样本集并进行局部建模即可得到查

询样本 xq 的预测输出 ŷq。

3　 基于时空相似性的在线建模

　 　 JITL 是非线性过程中常用的软测量建模策略[21] ,将
SSM 应用到基于 JITL 的在线建模中,构建基于时空相似

性的即时学习 SS-JITL 建模方法,局部模型选择高斯贝叶

斯网络( Gaussian
 

bayesian
 

network,
 

GBN)。 GBN 将高斯

分布与贝叶斯网络相结合,假设所有变量服从高斯分布,
采用图形化的语言来表示变量间的依赖关系,简洁明了

且通俗易懂。 此外,GBN 采用贝叶斯方法处理不确定性

事件,能够较好地处理工业过程中的非线性以及时变性。
假设历史数据集表示为 {(XH,YH)},交叉验证集表

示为{(XV,YV)},测试集表示为{(XQ,YQ)},X,Y∈R表

示输入输出变量,H 表示历史样本的数量,V 表示交叉验

证样本数量,Q 表示测试样本数量。 整个 JITL 的建模流

程如图 2 所示,伪代码如算法 1 所示。

图 2　 即时学习建模流程

Fig. 2　 Modeling
 

process
 

of
 

JITL

算法主要步骤如下:
1)将数据集分为历史数据集、交叉验证集以及测试

集,当查询样本 xq 到来时,利用式(10) 以及式(11) 计算出

xq 与每条历史样本 xh 的时序距离 DT 和空间距离 DM。
2)在交叉验证集上计算出两种相似性度量方法的权

重 ω T 和 ωM,根据式(15) 对 DT(xq,xh) 和 DM(xq,xh) 进

行非线性加权得到 xq 与 xh 的时空距离 DTM。
3)利用式(16)将距离转化为相似度 Sim,并将所有

相似度降序排列,挑选出前 L 个相似度所对应的历史样

本组成相似样本集{(XL,YL)}。
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4)构建局部模型并训练,利用贝叶斯优化算法确定

超参数 N、M 以及 α 的取值,得到 xq 的预测输出 ŷq。
5)丢弃该局部模型,当下一时刻的查询样本到来时,

返回步骤 1)。

算法 1
 

SS-JITL 建模流程

输入:{(XH,YH)}:历史数据集;{(XV,YV)}:交叉验证集;

{(XQ,YQ)}:测试集;G:高斯贝叶斯网络结构;

N:查询序列长度;M:历史序列长度;
size:相似样本集容量;α: 控制系数的变化率;

输出: { Ŷq} Q
q = 1 :特性粘度的估计值;

1:设置 N,M,size,α;
2:计算两种相似性度量方法的权重: ωT ,ωM ;

3:for
 

q = 0;q < Q;q + +
 

do
4:　

 

if
 

q < N
 

then

5:　 　 　 Sq ← {Xi
Q} q

i = 0 ;

6:　
 

else

7:　 　 　 Sq ← {Xi
Q} q

i = q-N;

8:　
 

end
 

if
9:　

 

for
 

h = 0;h < H;h + +
 

do
10:　 　 　

 

if
 

h < M
 

then

11:　 　 　 　 　 Sh ← {Xi
H} h

i = 0 ;

12:　 　 　
 

else

13:　 　 　 　 　 Sh ← {Xi
H} h

i = h-M;

14:　 　 　
 

end
 

if
15:　 　 　

 

Δt ← H - h + q;

16:　 　 　
 

DM ← (xq - xh) T 􀰑 -1(xq - xh) ;

17:　 　 　
 

DT ← γ(N,M) / (1 + exp( - αΔt));

18:　 　 　
 

DTM ← ωTDT + ωMDM ;

19:　 　 　
 

{Sim} ← exp( - DTM / φσD );

20:　
 

end
 

if
21:　

 

将 {Sim} 按降序排列得到 xq 的相似样本集;

22:　
 

构建模型 GBN,得到 xq 的预测输出 ŷq;

23:　
 

{ Ŷq} ← ŷq
24:end

 

for

4　 实验结果及讨论

4. 1　 评价标准

　 　 采用均方误差(mean
 

squared
 

error,
 

MSE)、平均绝对

误差(mean
 

absolute
 

error,
 

MAE)以及决定系数 R2 作为评

价标准衡量实验结果。 三种评价标准的定义如下所示:

MSE = 1
Q ∑

Q

i = 1
(y i - ŷi)

2 (17)

MAE = 1
Q ∑

Q

i = 1
y i - ŷi (18)

R2 = 1 -
∑

Q

i = 1
(y i - ŷi)

2

∑
Q

i = 1
(y i - 􀭰y) 2

(19)

其中, y i 表示查询样本对应的真实输出,ŷi 表示局部

模型的估计值,􀭰y 表示真实输出的平均值,Q 表示测试集
的样本数。 这里的MSE 和MAE 越小,表明模型的精度越
高,R2 越接近于 1,表明模型的拟合效果越好。
4. 2　 仿真数据建模

　 　 为了验证所提方法的有效性,将 SS-JITL 建模方法在
公共数据集上进行实验。 公共数据集来自于 UCI 机器学
习库的空气质量数据集[22] ,该时序数据集包含了位于意
大利城市内一个严重污染地区的多个金属氧化物传感器
响应值及非金属化合物浓度值,数据记录时间为 2004 年
3 月—2005 年 2 月。 选取一氧化碳浓度、氧化锡传感器
响应值、苯浓度、二氧化钛传感器响应值、氮氧化合物浓
度、氧化钨传感器响应值、氧化铟传感器响应值共 7 个特
征作为输入变量,每小时平均二氧化氮浓度作为输出变
量。 经缺失值处理后选取前 1

 

700 条实例作为实验数据
集,其中 1

 

600 条用作训练集,其余 100 条用作测试集。
相似样本集的大小设置为固定值 150,式(8)中的参

数 α 以及式(10) 中的查询序列长度 N 与历史序列长度
M 通过贝叶斯优化获得,由于贝叶斯优化只能对连续值
进行优化,对N和M进行了取整操作,实际最优参数组合
为:α = 0. 809,N = 50,M = 49。 离线模型为 GBN 模型,
GBN 的网络结构采用多输入单输出的方式,即每个输入变
量都是输出变量的直接父节点,而这些输入变量之间遵循
条件独立的假设,相互之间不存在依赖关系。 对比方法为
全局建模方式,即使用 GBN 模型进行全局建模并输出。
基于 SS-JITL 的局部建模及全局建模的预测结果如图 3 所
示,从图中可以看出,相比于全局建模方式,局部建模在工
况发生变化的情况下通过构建相似样本集,能够更好地拟
合真实曲线。 两种方法的预测误差如表 1 所示,局部建模
方法的 3 个指标均优于全局建模方法,验证了 SS-JITL 建
模方法应用于时序数据在线建模的有效性。

图 3　 不同建模方式在空气质量数据集上的预测结果
Fig. 3　 Prediction

 

results
 

of
 

different
 

modeling
 

methods
 

on
 

the
 

air
 

quality
 

data
 

set
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表 1　 不同建模方法的预测误差
Table

 

1　 Comparison
 

of
 

prediction
 

errors
 

between
 

two
 

modeling
 

methods

编号 建模方式 MAE MSE R2

1 全局建模 9. 02 134. 5 0. 870
 

2

2 局部建模
 

7. 16 86. 8 0. 916
 

3

4. 3　 聚酯纤维聚合过程建模

　 　 聚合过程是聚酯纤维生产的第一步,该过程中杜邦

公司的三釜工艺流程如图 4 所示,包括酯化单元、预缩聚

单元和终缩聚单元[23] 。 具体包括 5 个部分:1)对苯二甲

酸(terephthalic
 

acid,
 

TPA)进料及浆料配比:精对苯二甲

酸(pure
 

terephthalic
 

acid,
 

PTA)氧化装置生产的粗对苯

二甲酸通过相关输送装置进入浆料罐,注水溶解后通

过增压泵运送到预热器中。 2) 酯化:对苯二甲酸和乙

二醇的混合物进入换热器与管内的低聚物混合,然后

发生酯化反应。 3) 齐聚物输送和添加剂注入:将酯化

反应生成的齐聚物通过管道输送到预缩聚反应釜,并
在管道中加入添加剂。 4)预缩聚:在真空条件下,酯化

部分的产物在预缩聚釜中完成酯化反应并进行首次缩

聚。 5)终缩聚:将输入的预缩聚物再一次缩聚,得到高

质量的成品聚合物。

图 4　 杜邦三釜工艺流程图

Fig. 4　 Flowchart
 

of
 

DuPont
 

triple-kettle

　 　 使用的数据采集于聚酯纤维聚合过程,采样间隔

为 1
 

min,数据集总共包含 294 个特征,包括温度、压力、
流量、液位等特征。 根据皮尔逊相关系数,选择与特性粘

度具有较高相关系数的特征作为输入变量,最终选择

TPA 旋转阀转速、冷却器压差、聚合物搅拌器力矩、乙二

醇(ethylene
 

glycol,
 

EG)喷淋温度、终缩聚釜搅拌器力矩、
终缩聚釜压力共 6 个特征作为输入变量,聚合物的特性

粘度作为输出变量。 选取 1
 

000 条样本,其中前 800 条样

本用作历史数据集,后 200 条样本用作测试数据集,交叉

验证集和测试数据集相同,输入变量的变化趋势如图 5
所示。

聚酯纤维生产过程具有较大的不确定性,而高斯贝

叶斯网络能够较好地处理这种不确定性,因此将 SS-JITL
与 GBN 结合建立在线软测量模型。 GBN 的网络结构采

用多输入单输出的方式,即每个输入变量都是输出变量

的直接父节点,而这些输入变量之间遵循条件独立的假

设,相互之间不存在依赖关系。 相似样本集的大小设置

为固定值 150,式(8)中的参数 α以及式(10) 中的查询序

列长度 N 与历史序列长度 M 通过贝叶斯优化获得,实际

最优参数组合为:α = 0. 656
 

8,N = 33,M = 49,通过交叉

验证集将式(15) 中的权重设置为:ωT = 0. 635,
 

ωM =
0. 365。

根据第 3 节提到的 SS-JITL 建模流程可以得到特性

粘度的估计值,与真实输出进行比较,对比结果如图 6 所

示。 从图 6 中可以明显看出,整体的拟合效果较好,说明

所提出的 SS-JITL 方法在聚酯纤维聚合过程的应用是有

效的。 第 60 ~ 70 组数据的拟合效果略差,具体表现为部

分数据点的预测值与真实值的偏差增大,从图 5 中可以

看到,由于工况出现异常,作为输入变量之一的终缩聚釜

压力在该数据段出现了大幅度的突变,说明 SS-JITL 通过

模型重构的方式能够对生产环境的变化做出相应的调

整,但是面对大幅度突变的处理能力有待进一步优化。
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图 5　 输入变量的变化趋势

Fig. 5　 Trends
 

of
 

input
 

variables

图 6　 基于时空 JITL 方法的预测结果对比

Fig. 6　 Comparison
 

of
 

prediction
 

results
 

based
 

on
 

the
 

spatial-temporal
 

JITL
 

method

为了进一步评估本文所提方法,将 SSM 与在 JITL 中较为

常见的相似性度量方法以及近几年新兴的方法进行对

比,分别为欧氏距离、马氏距离、余弦距离以及文献[12]
中的基于加权互信息的方法、文献[24]中的基于高斯混

合模型及马氏距离的方法、文献[16]中的基于时间距离

的方法以及文献[8]中的基于标度马氏距离的方法。 对

比方法的数据集、相似样本容量、局部模型等实验条件均

与 SS-JITL 的实验条件相同。 比较结果的误差箱线图如

图 7 所示。

图 7　 误差对比箱线图

Fig. 7　 Box
 

line
 

diagram
 

of
 

the
 

error
 

comparison

在图 7 中,浅色实线代表每组数据的中位数,箱体

的上下底分别表示第三四分位数以及第一四分位数,
箱体两侧的短划线代表每组数据的上下限,空心小圆

点代表异常值,3 条虚线为本文方法的误差基准线。 本

文方法的误差中位数约为 0. 01,误差上限约为 0. 85,
均优于对比方法。 图 7 中有 5 种方法的误差存在异常

值,这也印证了图 6 中部分数据段因生产工况异常导

致的拟合效果较差的情况。 另外,本文方法的误差分

布集中且均匀,而其它方法的整体误差分布偏向于纵

坐标的正半部分,说明非线性加权能够权衡样本间不

同方面相似性。 由此可见,相较于 7 种对比方法,本文

方法的预测效果更优越。
上述方法的预测误差指标如表 2 所示,其中基于余

弦距离的方法预测效果较差,本文所提方法均比其它方

法有着较大的提升,MAE 和 MSE 均为最低,相较于对比

方法中效果最好的互信息方法分别降低了约 27% 以及

42% , R2 最高为 0. 986 2。 基于余弦距离的方法只考虑了

样本间的角度信息,单独把它作为相似性度量方法会丢

失样本间的部分信息;欧氏距离和马氏距离考虑了样本

间的空间距离,效果虽然比基于余弦距离的方法有所提

升,但总体预测效果不好;基于时间距离的方法考虑到了

时间间隔对样本间相似性的影响,却没有考虑不同的时

间间隔对相似性产生的影响的变化情况;基于互信息的
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方法、基于高斯混合模型的方法以及基于标度马氏距离

的方法分别考虑到了输入与输出间的互信息、工业数据

中的非高斯成分以及输入与输出间的相关系数,相较于

常规方法效果有所提升,但是仍然存在较大优化空间。
本文方法不仅考虑了样本间的时间距离,还考虑到了时

间因素对相似性影响的变化趋势,更加符合时序数据的

特征,在各项评价指标中均为最优,可见,本文提出的 SS-
JITL 建模方法在进行流程工业建模时的有效性与优越

性,相较于对比方法更适应复杂的工业环境。

表 2　 对比方法的预测误差

Table
 

2　 Prediction
 

errors
 

of
 

comparison
 

methods

编号 相似性度量方法 MAE( ×10-2 ) MSE( ×10-3 ) R2

1 欧氏距离 4. 22 2. 72 0. 968
 

7

2 马氏距离
 

5. 89 5. 26 0. 939
 

4

3 余弦距离
 

6. 77 6. 04 0. 930
 

3

4 互信息[12] 3. 68 2. 07 0. 976
 

1

5 高斯混合模型[24] 3. 95 2. 38 0. 972
 

5

6 时间距离[16] 4. 07 2. 37 0. 972
 

7

7 标度马氏距离[8] 4. 03 2. 36 0. 972
 

7

8 本文方法 2. 70 1. 20 0. 986
 

2

5　 结　 　 论

　 　 本文提出一种时空相似性度量准则 SSM,并结合

SSM 提出基于时空相似性的即时学习在线建模方法 SS-
JITL。 通过将样本点延拓为样本序列,结合 DTW 序列距

离度量方法,引入时间间隔系数,计算样本间的时序距

离,从而更好的描述样本数据间的非线性关系;进一步

地,对时序距离和空间距离进行非线性加权,计算时空相

似性,以权衡样本间不同方面的相似性;最后,将时空相

似性作为相似性度量方法引入 JITL 在线建模。 所提方

法的有效性和优越性在公开数据集以及聚酯纤维的特性

粘度实际工业数据集中得到了验证,为流程工业在线建

模提供了有效的参考。 以 DTW 为代表的动态规划算法

在求解时较为耗时,未来的工作可以进一步考虑结合此

类算法进行建模时的效率优化问题。
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