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摘　 要:考虑到万能式断路器触头系统机械故障是一个从轻微到重度的演变过程,准确识别其运行状态可以大大提高断路器的

可靠性。 提出一种单信号输入和多任务输出的 MTL-SEResNet 网络模型以兼顾故障诊断和程度评估。 首先采用连续小波变换

对触头系统振动信号进行时频分析,得到相应的二维时频图像;其次将 SENet 结构引入到改进的 ResNet18 中,利用多任务学习

共享机制构建 MTL-SEResNet 网络模型;并通过调整故障分类和程度评估两个任务损失函数的权重比例,对模型进行优化;最
后,通过模拟的触头系统的故障数据对所提方法进行实验验证。 结果表明,模型的性能更佳,类型及程度准确率分别为 99. 78%
和 99. 36% ,可以有效地实现万能式断路器故障程度评估。
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Abstract:The
 

mechanical
 

fault
 

of
 

the
 

contact
 

system
 

for
 

a
 

conventional
 

circuit
 

breaker
 

is
 

a
 

process
 

from
 

slight
 

to
 

severe.
 

The
 

accurate
 

identification
 

of
 

its
 

operating
 

state
 

can
 

greatly
 

improve
 

the
 

reliability
 

of
 

the
 

circuit
 

breaker.
 

In
 

this
 

article,
 

a
 

single
 

signal
 

input
 

and
 

multi-task
 

output
 

MTL-SEResNet
 

model
 

is
 

proposed
 

for
 

fault
 

diagnosis
 

and
 

degree
 

evaluation.
 

Firstly,
 

the
 

raw
 

vibration
 

signals
 

of
 

the
 

contact
 

system
 

are
 

analyzed
 

using
 

a
 

continuous
 

wavelet
 

transform.
 

And
 

the
 

corresponding
 

two-dimensional
 

time-frequency
 

images
 

are
 

obtained.
 

Secondly,
 

the
 

improved
 

ResNet18
 

network
 

is
 

combined
 

with
 

the
 

SENet
 

structure,
 

and
 

the
 

multi-task
 

learning
 

sharing
 

mechanism
 

is
 

used
 

to
 

formulate
 

the
 

MTL-SEResNet
 

model.
 

The
 

model
 

is
 

optimized
 

by
 

adjusting
 

the
 

weight
 

ratio
 

of
 

the
 

two
 

task
 

loss
 

functions
 

for
 

fault
 

classification
 

and
 

degree
 

evaluation.
 

Finally,
 

the
 

proposed
 

method
 

is
 

verified
 

by
 

experiments
 

with
 

simulated
 

fault
 

data
 

of
 

the
 

contact
 

system.
 

The
 

results
 

show
 

that
 

the
 

proposed
 

model
 

has
 

better
 

performance
 

with
 

99. 78%
 

and
 

99. 36%
 

accuracy
 

in
 

type
 

and
 

degree,
 

respectively,
 

which
 

can
 

effectively
 

evaluate
 

the
 

fault
 

degree
 

of
 

the
 

conventional
 

circuit
 

breaker.
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0　 引　 　 言

　 　 万能式断路器主要用于低压配电网中,其处于运行

状态时可能发生各种故障,不仅会产生巨大的财产损失,
而且还会对操作人员以及整个配电网的安全造成巨大威

胁[1] 。 断路器在分合闸过程中,动、静触头发生激烈碰

撞,产生的振动信号蕴含着触头系统及其操作机构丰富

的信息,能够表征断路器的多种运行状态,对其机械状态

的变化具有较高的敏感性, 并且具有非侵入式的特

点[2-4] 。 考虑到断路器的机械故障是一个从轻微到重度

的演变过程,因此,检测振动信号对万能式断路器进行故
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障诊断和程度评估,对确保整个低压配电网的安全可靠

运行具有重要现实意义。
利用振动信号进行机械故障诊断,相关学者已经进

行了较为深入的研究。 其中,传统机器学习方法一般通

过变分模态分解、小波包分解和局部均值分解等方法对

原始振动信号进行模态分解,再提取特征,进而通过分类

算法实现故障诊断[5-6] 。 Shao 等[7] 通过将变分模态分解、
时移 多 尺 度 离 散 熵 和 支 持 向 量 机 ( support

 

vector
 

machine,
 

SVM)结合在一起,实现了轴承故障诊断。 文

献[8]提出了一种基于加权极限学习机的小波包分解和

核主成分分析的故障诊断方法。 文献[9]利用局部均值

分解和多尺度排列熵等方法,实现了万能式断路器的故

障诊断和程度定量评估。 然而这些方法比较依赖于专家

知识,当信号结构复杂时,难以提取到有效故障特征。
与传统机器学习方法不同,深度学习模型具有更强

的非线性特征学习和故障特征分析能力[10-13] 。 利用深度

学习模型进行故障诊断时,对于振动信号的处理一般采

取两种方式:1)直接输入原始振动信号;2)对振动数据

通过时频分析方法处理后输入模型。 直接输入原始振动

信号,由于分析域的局限,并不能全面反映机械故障的状

态信息[14] 。 振动信号具有非线性和非平稳性的特点,分
析这种信号常用的时频分析法有短时傅里叶变换( short-
time

 

Fourier
 

transform,
 

STFT ) [15] 、 连 续 小 波 变 换

(continuous
 

wavelet
 

transform,
 

CWT) [16] 和希尔伯特-黄变

换( Hilbert-Huang
 

transform,
 

HHT) [17] 等。 康守强等[18]

对振动信号进行 STFT,并引入 Resnet18 网络对特征进行

深层提取。 但非平稳信号时间和频率之间存在不可调和

的矛盾,导致 STFT 难以兼顾时域和频域的分辨率;而
CWT 具有多分辨率特性,能够很好地在时频域内刻画出

信号的局部信息。 Guo 等[19] 对采集到的振动信号进行

CWT,以时频图为输入构建卷积神经网络( convolutional
 

neural
 

network,
 

CNN)故障诊断模型。 此外 HHT 用来分

析非平稳信号具有自适应性的特点。 Yang 等[20] 采用

HHT 对振动信号进行信号处理,并通过三维 CNN 实现故

障诊断。 因此针对万能式断路器,应该结合其振动信号

的特点,研究更合适的信号处理方法。 此外上述研究中,
虽然 CNN 在以时频图为输入的故障诊断任务中已经取

得了不错的效果,但是随着 CNN 层数的增加,可能会发

生过拟合现象,导致模型性能发生下降。 为了解决这个

问题,Zhao 等[21] 提出了一种基于深度残差网络( deep
 

residual
 

network,
 

ResNet) 故障诊断方法,提高了特征识

别能力。 田科位等[22] 将 SENet 网络引入到 ResNet 的残

差块之中,达到了提升模型性能的目的。
由于故障严重程度是在机械发生故障后缓慢积累而

成的,故一种有效的故障诊断方法应该包含故障分类和程

度评估两个方面。 在故障类型和故障严重程度识别方面

已经进行了一些研究。 Guo 等[23] 利用基于分层学习速率

的自适应深度 CNN,实现了轴承故障诊断和严重程度判

定。 Gan 等[24]设计了一种基于小波包能量特征和深度置

信网络(deep
 

belief
 

network,
 

DBN)的两级诊断模型。 上述

方法是一种分层模型,训练了一个用于故障分类的网络和

几个用于单一故障状态下程度评估的网络,先识别故障类

型再进行故障程度评估。 事实上故障类型和程度之间是

相互关联的,可以通过一些共享特征进行关联。 由于多任

务学习(multi-task
 

learning,
 

MTL)可以利用不同任务之间

相互关联的信息来改进模型的泛化能力[25] 。 Wang 等[26]

提出了一种新的多任务注意 CNN,用于轴承的故障诊断和

工况识别。 Wen 等[27] 利用 STFT 和 LeNet-5 网络,构建了

一种用于机械故障分类和程度评估的算法。 上述方法通

过任务之间的信息迁移,使模型学习效率得到有效提升。
基于上述研究,本文提出了一种基于 CWT 和 MTL-

SEResNet 网络的万能式断路器触头系统故障程度评估

方法。 对于原始振动信号利用 CWT 获取二维时频图作

为评估模型的输入;针对评估模型,通过引入 SENet 结构

以及将平均池化( average-pooling,
 

Avgpool) 改为全局平

均池化层(global
 

average
 

pooling,
 

GAP),对其核心网络模

块 ResNet18 进行改进,在此基础上利用 MTL 的共享机制

实现模型对故障分类和程度评估任务的互助学习,并对

模型的损失函数权值比例进行优化,以进一步提升断路

器故障分类和程度评估的准确率。

1　 万能式断路器故障程度评估方法

　 　 本文提出一种涉及振动信号的 CWT 以及基于 MTL
共享机制的 MTL-SEResNet 网络模型的方法。
1. 1　 连续小波变换

　 　 CWT 是继 STFT 之后被认为是处理非平稳信号的又

一重大发现,其可以根据不同信号的特点调节窗口大小,
进行多分辨率分析。 CWT 定义如下:

Wf(s,τ) = 〈f,φs,τ(t)〉 = s -1 / 2∫f(t)φ t - τ
s( ) dt (1)

式中: φ( t) 表示 φ( t) 的复共轭;符号〈 f,φs,τ〉 表示两者

的内积,φs,τ( t) 为小波基函数,s、τ 分别为尺度因子和平

移因子。
1. 2　 MTL-SEResNet 网络模型

　 　 1)多任务学习

MTL 是在传统单任务学习基础之上提出的一种机器

学习概念,把多个相关的任务放在一起学习,并且其包括

Soft 和 Hard 两种共享机制。 其中 Soft 共享机制是指每个

任务都有单独的参数和模型,且模型参数之间的距离是正

则化的,以便鼓励参数相似化。 而 Hard 共享机制则是指多
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个任务通过共享层来互相帮助学习,可提升模型整体的泛化

效果,适合处理相关性较强的任务,而本文对万能式断路器

触头系统机械故障及其严重程度进行评估,二者本身就存在

着较强的内在联系,本文模型采用 Hard 共享机制。
2)ResNet 网络

2016 年, He 等[28] 提出了建立在 CNN 基础上的

ResNet 网络,通过增加残差块解决了深层网络结构的梯

度消 失 问 题。 在 ResNet 网 络 结 构 中, 卷 积 层

(convolutional
 

layer,
 

Conv)由多组平行的卷积核组成,卷
积核用来计算不同的特征图。 并选用 ReLU 激活函数引

入非线性特性。 故 Conv 的计算公式为:

xm
j = f ∑

n

i = 0
xm-1
i km

ij + bm
j( ) (2)

f ∑
n

i = 0
xm-1
i km

ij + bm
j( ) = max ∑

n

i = 0
xm-1
i km

ij + bm
j ,0{ } (3)

式中: xm-1
i 和 xm

j 分别为第 m个卷积层的输入和输出;j为
维度;n为输入特征向量的数量;km

ij 和 bm
j 分别为卷积核和

偏置;f(·) 是激活函数。
池化层是对卷积层中提取的特征进行挑选,可以缩减模

型的大小,提高计算速度。 常见的池化操作有平均池化和最

大值池化(max-pooling,
 

Maxpool),计算过程分别如下:
pm
j = max( j -1) l +1≤t≤jl{x

m
j ( t)} (4)

pm
j = 1

l ∑
jl

( j -1) l +1
xm
j (5)

式中: xm
j ( t) 为第 t 个神经元输出的激活值;pm

j 为池化后

的输出;l 为池化层的尺寸。
批量归一化(batch

 

normalization,
 

BN)层是用来解决

深层网络训练可能带来的“梯度弥散或梯度爆炸”问题

而提出的一种归一化方法。 BN 层的计算过程为:

μ = 1
N ∑

N

i = 1
x i (6)

υ2 = 1
N ∑

N

i = 1
(x i - μ) 2 (7)

zi =
x i - μ

υ2 + ε
(8)

y i = γzi + β (9)
式中: x i 和 y i 分别表示批处理中第 i个观测值的输入和输

出特征;N 是任务中每个批次样本的个数;γ 和 β 是两个

可训练的参数;ε 是接近 0 的常量。
3)模型网络结构设计

根据模型的输入和数据集大小,对 ResNet18 进行如

下改进:第 1 层卷积核改为 3×3,Maxpool 尺寸改为 2×2,
并将 Avgpool 改为 GAP 层;将 SENet 加入到残差块中,组
成新的 SERes_a 结构以替换该残差块。 其中 SENet 结

构[29] ,包括挤压( squeeze) 和激励( exctation) 两大操作,
挤压操作对输入的特征图进行全局池化,计算过程如下:

Fsq(xq) = 1
H × W∑

H

h
∑

W

w
xq(h,w) (10)

式中: xq 代表输入尺寸为 H × W的第 q个特征图;Fsq(xq)
表示挤压操作过后的输出值。

激励操作由两个全连接层和激活函数组成,计算过

程如下:
yq = Fex(Fsq(xq),ω) = σ(ω2δ(ω1Fsq(xq))) (11)

式中: ω1 为第1 个全连接层计算;ω2 为第2 个全连接层计

算;δ 为 ReLU 激活函数; σ 为 Sigmoid 激活函数。
Sigmoid 激活函数的计算公式为:

σ = 1
1 + e -z (12)

式中:z 为经过两次全连接计算的输出值。
利用 MTL 的 Hard 共享机制, 本文构建的 MTL-

SEResNet 网络模型由一个共享层和两个特定任务层组

成,如图 1 所示。 其中程度评估取 ResNet18 的第 2 和

3 组残差块,故障分类取 ResNet18 的第 2 组残差块,模型

参数如表 1 所示。 MTL-SEResNet 网络模型中的两种残

差块结构如图 2 所示。

图 1　 MTL-SEResNet 模型结构

Fig. 1　 Network
 

of
 

the
 

MTL-SEResNet
 

model
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表 1　 MTL-SEResNet 模型参数

Table
 

1　 MTL-SEResNet
 

model
 

parameters

命名 层 卷积核 步长 卷积核数目

Conv1 卷积 3×3 1×1 32

Max-pooling_1 最大值池化 2×2 2×2 -

ResBlock_b1 ResBlock_b - - 64

SERes_a1 SERes_a - - 64

ResBlock_b2 ResBlock_b - - 128

SERes_a2 SERes_a - - 128

GAP1 全局平均池化 2×2 1×1 64

GAP2 全局平均池化 2×2 1×1 128

输出 1 Softmax - - 6

输出 2 Softmax - - 16

图 2　 残差块结构

Fig. 2　 Network
 

of
 

residual
 

block

　 　 在上述模型中,GAP 是将特征提取层的每个输出特

征映射转换为一个值,可以减少过拟合,并降低模型的训

练时间。 其定义如下:

pm
j = 1

l ∑
l

1
xm
j ( t) (13)

4)模型训练与优化

本文模型建立在 TensorFlow2. 0
 

GPU 框架下,电脑配

置为 Intel( R)
 

Core( TM)
 

i5-9400F
 

CPU
 

@
 

2. 90
 

GHz
 

+
 

NVIDIA
 

GeForce
 

RTX
 

3060。 Batch-size 设置为 32,最大

迭代次数为 200 次。 模型训练时,采用交叉熵损失函数

计算两个任务的损失加权和,将其作为模型的总损失,计
算公式如下:

Loss总 = aLoss类型 + (1 - a)Loss程度,0 < a < 1 (14)
式中: a 为故障类型识别任务损失所占的比重。

假设振动信号经过 Softmax 分类器输出为 Q(x),其
目标值为 P(x)。 则式(14)中损失函数为:

Loss = - ∑
x

(P(x)lgQ(x) + (1 - P(x))lg(1 - Q(x))

(15)
由于 Adam 优化器收敛速度快,对内存需求较少,可

以降低对设备的性能需求。 故采用 Adam 优化器,学习

率设置为 0. 001,对模型进行优化。 并通过对每项任务

损失的比重进行调节,使两项任务的训练效果达到最优。
1. 3　 所提模型的故障程度评估流程

　 　 本文所提模型的故障程度评估流程具体步骤如下。
1)获取万能式断路器触头系统在分合闸过程中不同

工作状态下的振动信号。
2)对采集到的振动信号进行 CWT,得到转化后的二

维时频图。
3)按照一定的比例将经过 CWT 后的数据集随机划

分为训练数据和测试数据。
4)建立 MTL-SEResNet 模型,并初始化参数。
5)输入训练数据,并计算模型交叉熵损失函数。
6)判断训练是否达到最大批次,若达到则将测试数

据输入到训练好的模型。 否则转到步骤 5)。
7)输出 MTL-SEResNet 模型故障程度评估的结果。

2　 断路器故障诊断与程度评估实验研究

　 　 以模拟的触头系统故障数据为数据集,设置不同的

实验模式对所提方法进行测试,并与其他方法进行对比,
证明了本文模型的优越性。
2. 1　 实验装置与数据集

　 　 本文研究 DW15-1600 万能式断路器触头系统在分

合闸过程中产生的机械故障,包括正常状态,A 相不同期

(NA)、B 相不同期( NB)、C 相不同期( NC)、虚假合闸

(FC)和分闸不彻底( IO)。 实验现场如图 3 所示。 图 3
中,LC0159 加速度传感器进行振动信号测量,安装于断

路器的横梁,加速度传感器由 LC0201 信号调理器供电,
同时隔除偏置电压,最后,通过 USB-7648A 数据采集卡

进行振动信号采样。 由于断路器机械结构的原因,在进

行各故障的程度模拟时, 触头的开距与超程只能以

0. 5 mm 为单位进行调节,且最大为 5. 0 mm。 故本文模

拟了 0. 5、 1. 0、 1. 5、 2. 0、 2. 5、 3. 0、 3. 5、 4. 0、 4. 5 mm
共 9 种距离下的 2

 

160 组故障数据,并且将 2. 0 mm 以下设

置为轻微故障,2. 0~3. 0 mm 设置为一般故障,3. 5~4. 5 mm
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设置为重度故障。 5 种故障的模拟方式如表 2 所示,相应

的调节机构如图 3 所示。 其中数据采集卡的采样频率为

20
 

kHz,单次振动采样时长为 250 ms。 每组样本数据的

长度为 5
 

000 个采样点,经过 CWT 转换为 128×128 大小

的二维图像,并随机选取 80%的数据为测试集,每种工作

状态下的样本数据如表 3 所示。

图 3　 实验现场

Fig. 3　 Experimental
 

site

表 2　 故障模拟方式

Table
 

2　 Fault
 

simulation
 

mode

故障类型 模拟方式

A 相不同期

B 相不同期

C 相不同期

通过连杆调节某相触头与另外两相触头超程大小

虚假合闸 通过悬臂调节三相触头超程大小

分闸不彻底 在分闸挡板加垫片调整三相触头开距的大小

2. 2　 断路器振动信号时频分析

　 　 正常工作状态以及一般程度下各故障状态的振动信

号的时域波形如图 4 所示,可以看出,断路器振动信号具

有非线性和非平稳性的特点。 且不同工作状态之间的时

域波形区别不大,难以直接通过单一的时域分析进行区

分。 因此需要进一步研究合适的时频分析方法,在此分

别对海明窗窗长 128 的 STFT、基于 cmor3-3 小波的 CWT
和 HHT

 

3 种方法进行分析,以正常状态下的振动信号为

例构建时频图,如图 5 所示。 时频图中振动信号的频

　 　 　 表 3　 实验数据集

Table
 

3　 Experimental
 

data

工作状态 故障程度
 

类型标签 程度标签 样本数量

正常

A 相不同期

B 相不同期

C 相不同期

虚假合闸

分闸不彻底

-
 

0 0 360

轻微 1 120

一般 1 2 120

重度 3 120

轻微 4 120

一般 2 5 120

重度 6 120

轻微 7 120

一般 3 8 120

重度 9 120

轻微 10 120

一般 4 11 120

重度 12 120

轻微 13 120

一般 5 14 120

重度 15 120

率随时间进行变化,通过冷暖颜色反映各频率成分的能

量大小。
由图 5 可知,STFT 时频图能量大的部分呈不规则

形状分布,且沿时间轴方向能量变化十分复杂,难以同

时兼顾时域和频域的分辨率;HHT 时频图的频率波动

比较大,且在 25 ms 左右出现了频率交叉现象;而 CWT
时频图能量较为集中,能够刻画出信号时间和频率的

局部信息,相对于上述两种方法具有更好的时频分

辨率。
为了进一步证明本文选取 CWT 方法对振动信号进

行时频处理的可行性,分别以 STFT、HHT 和 CWT 处理后

128×128 大小的时频图作为 MTL-SEResNet 模型输入,进
行对比实验。 其中模型参数设置如表 1 所示。 为了避免

随机性的影响,每种时频图进行 20 次实验,实验结果如

表 4 所示,其中“99. 57
 

(95. 37)”表示故障分类平均准确

率为 99. 57% ,程度评估平均准确率为 99. 37% 。

表 4　 不同时频图输入

Table
 

4　 Different
 

time-frequency
 

image
 

inputs %

模型输入
平均准确率

训练 测试

STFT 时频图 99. 57
 

(99. 29) 95. 37
 

(95. 63)

HHT 时频图 98. 90
 

(99. 93) 96. 31
 

(96. 06)

CWT 时频图 100. 00
 

(99. 83) 99. 78
 

(99. 36)
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图 4　 时域波形

Fig. 4　 Time-domain
 

waveform

　 　 由实验结果可知,由于 STFT 时频图能量分布较乱,
且 HHT 时频图中波动较大,使得两种时频图中蕴含的故

障特征信息不太明显,模型存在较明显的过拟合现象。
而 CWT 时频图作为输入时,由于能量分布较为集中,使
得故障分类和程度评估两个任务的平均准确率较其他两

种时频图输入提高了 3% 左右。 综上所述,本文选用

CWT 对万能式断路器振动信号进行时频转换,通过提取

CWT 时频图的特征实现对断路器触头系统故障程度的

评估。

2. 3　 MTL-SEResNet 诊断与评估模型测试

　 　 为了评估模型的性能,本文分别从损失权重的比例、
时频图像的大小、网络结构以及卷积核数目 4 个方面对

MTL-SEResNet 模 型 进 行 测 试。 并 且 以 准 确 率

(accuracy)、召回率( recall)、精确率( precision) 为评价

指标:

accuracy = 1
C ∑

C

c = 1

TPc + TNc

TPc + TNc + FPc + FNc
(16)

recall = 1
C ∑

C

c = 1

TPc

TPc + FNc

TP
TP + FN

(17)
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图 5　 振动信号时频图

Fig. 5　 Time-frequency
 

image
 

of
 

vibration
 

signal

precision = 1
C ∑

C

c = 1

TPc

TPc + FPc
(18)

式中: TP 表示正确分类的阳性样本;FP 表示错误分类的

阴性样本;FN 表示错误分类的阳性样本;TN 表示准确分

类的阴性样本;C 表示模型最终输出的类别。
1)不同损失权重比例

由于故障诊断和程度评估两个任务的损失比例会影

响模型的诊断结果,故本文选取不同的损失权值比例分

别进行实验 20 次,实验结果如图 6 所示。

图 6　 不同损失权重比例

Fig. 6　 Different
 

weight
 

ratio

实验结果表明,当 a 取 0. 925 时,MTL-SEResNet 模

型能够达到较好的评估性能,并且为故障诊断和程度评

估的进一步研究提供了基础。
2)时频图大小

本文采用 cmor3-3 小波将振动信号转换为二维时频

图,转换后的图像大小为 605×530。 但由于图像大小会

对模型的运行时间和评估结果有一定的影响,所以需要

对时频图进行网格规范化压缩处理。 分别选用尺寸大小

为 32×32、64×64、128×128、224×224 的图像进行 20 次实

验,训练集和测试集的准确率曲线如图 7 所示。 图 7 中

“train1、test1”表示故障分类任务的训练集、测试集准确

率曲线,“train2、test2”表示程度评估任务的训练集、测试

集准确率曲线。

图 7　 不同图片大小

Fig. 7　 Different
 

image
 

sizes
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由图 7 可以看出,随着图像尺寸变大,两个任务的测

试集准确率先升高然后降低。 图片尺寸为 128×128 时,
两个任务中的 4 条准确率曲线之间最接近,且趋于平稳

后的准确率最高,故本文选取图像尺寸为 128×128。
3)网络结构

为证明本文所提模型的优势, 分别与 ResNet18、
ResNet18_1 和 ResNet18_2 进行对比,3 种模型都是采用

多任务模型结构。 为了测试每种模型的稳定性,分别进

行 20 次实验,结果如表 5 所示。 由于每个网络有两个分

类器,表 5 中 “ 96. 50 ( 93. 56)” 表示故障分类的结果

为 96. 50% ,程度评估的结果为 93. 56% 。

表 5　 不同网络结构

Table
 

5　 Different
 

network
 

structures

模型 ResNet18 ResNet18_1 ResNet18_2 MTL_SEResNet

准确率 / %
96. 50

(93. 56)
97. 75

(97. 75)
97. 98

(97. 84)
99. 78

 

(99. 36)

召回率 / %
97. 49

(93. 55)
98. 74

(98. 74)
98. 99

(98. 85)
100

(100)

精确率 / %
95. 51

(92. 57)
96. 76

(96. 76)
96. 97

(96. 83)
98. 57

(98. 35)
参数量 11

 

248
 

278 718
 

550 663
 

638 666
 

402

运行时间 / min 16. 67 6. 67 6. 67 6. 67

　 　 (1)ResNet18,程度评估采用原始 ResNet18 结构,而
故障分类则去掉 ResNet18 网络中的最后一组残差块。

(2)ResNet18_1,去除本文所提模型的 SENet 部分,
将 GAP 改为 Avgpool,其他部分与本文模型一致。

(3)ResNet18_2,去除本文所提模型的 SENet 部分,
其他部分与本文模型一致。

由对比结果可知,原始 ResNet18 模型参数量最多,
使得运行时间较长,且评估效果并不好;将 Avgpool 改为

GAP 后模型的参数量减少,准确率更好;SENet 结构引入

ResNet18 残差块后,模型提取故障特征的能力有所提升。
4)卷积核数目

由于卷积核的大小会影响模型最后的评估效果,故
本文根据消融实验的原理以准确率作为评价指标,分别

选取不同的卷积核组合进行 20 次实验。 实验结果如表 6
所示,其中 “ 94. 28

 

( 93. 65)” 表示故障分类准确率为

94. 28% ,程度评估准确率为 93. 65% 。
由表 6 可以看出,当卷积核数目相对较小时,故障分

类和程度评估的准确率都比较低,模型整体诊断结果不

理想;当卷积核数目过大时,两个任务同时出现了严重的

过拟合现象,且模型测试准确率急剧下降;当卷积核组合

为 32-64-64-128-128 时,故障分类和程度评估在训练

和测试后的准确率相差较小且准确率最高。 因此 MTL-
SEResNet 模型最终选择卷积核组合为 32-64-64-128-
128 对故障分类和程度评估进行研究。

表 6　 不同卷积核组合

Table
 

6　 Different
 

convolution
 

kernel
 

combinations

卷积核组合
准确率 / %

训练 测试

16-32-32-64-64 94. 28
 

(93. 65) 92. 29
 

(91. 44)

32-32-32-64-64 94. 27
 

(93. 36) 92. 28
 

(91. 43)

32-64-64-128-128 100. 00
 

(99. 83) 99. 78
 

(99. 36)

64-64-64-128-128 99. 93
 

(99. 93) 93. 29
 

(93. 36)

64-128-128-256-256 99. 99
 

(99. 89) 94. 29
 

(92. 67)

　 　 5)测试结果和可视化分析
 

在上述研究的基础之上,为更加直观分析本文模型

的评估效果,利用已经训练好的模型对测试数据进行识

别,最终以混淆矩阵的形式进行输出,如图 8 所示。

图 8　 实验结果
Fig. 8　 Experimental

 

results
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由故障类型混淆矩阵可以看出,只有 1% 的 A 相不

同期被错误分类为 B 相不同期。 同理从故障程度混淆矩

阵中可以看出,只有 3%的虚假合闸轻微故障被错误分类

为 C 相不同期轻微故障,表明本文模型不仅可以有效判

别故障的类型,同时也可以较准确判断出故障的严重程

度。 为了更好地理解模型故障分类和程度评估的过程,
以 A 相不同期轻微故障时频图为输入,进行特征可视化,
如图 9 所示。

图 9　 MTL-SEResNet 模型特征可视化

Fig. 9　 MTL-SEResNet
 

model
 

feature
 

visualization

比较 MTL-SEResNet 模型不同层次的特征可以看出,
原始图像经过浅层操作之后,提取的是图像的边缘低级

特征,由于不同的卷积核对不同的图像内容敏感,随着网

络层数的加深,特征图分辨率越来越小,从而提取到越来

越抽象的高级特征,各网络分支最终可实现相应的类型

诊断以及程度评估任务。

2. 4　 对比实验

　 　 1)与分层结构模型对比

将 MTL-SEResNet 网络与采取分层结构的 CNN[23] 、
DBN[24] 、SVM[30] 3 种网络进行对比。 其中,CNN 直接输

入原始振动信号,DBN 输入经小波包变换处理后的振动

信号,SVM 以振动信号的时间分割能量熵作为输入,对
比结果如表 7 所示。

表 7　 分层模型对比结果

Table
 

7　 Comparison
 

results
 

of
 

hierarchical
 

model%

模型 类型
程度

 

NA NB NC FC IO

平均准

确率

本文 99. 78 100 100 100 97. 64 100 99. 57

CNN 96. 38 97. 05 96. 19 96. 75 96. 01 96. 54 96. 49

DBN 94. 04 94. 42 95. 01 94. 89 93. 67 94. 53 94. 43

SVM 90. 84 91. 23 90. 75 90. 14 91. 83 92. 69 91. 25

　 　 由表 7 可知,3 种网络结构中,基于浅层网络的 SVM
在准确率上较采用深度学习方法的 CNN、DBN 存在差距,
但其中识别率最高的 CNN 由于采用分层结构,且直接通

过原始振动信号进行故障程度评估,并不能全面反映断路

器故障状态信息,使得准确率低于本文模型;本文所提的

MTL-SEResNet 通过学习二维时频图像的特征,以及借助

于网络结构特有的故障类型和程度之间的信息迁移能力,
使得平均识别率较其他 3 种网络得到了有效提升。

2)与多任务学习模型对比

为了验证多任务 Hard 机制下本文模型的优势,设置

HCNN[27] 、ARAE[31] 、FD、DI、MTL-SEResNet 五种网络结

构,其中 FD 为 MTL-SEResNet 的故障诊断网络分支结

构,DI 为 MTL-SEResNet 的程度评估分支结构。 模型输

入的原始振动信号长度为 5
 

000,二维时频图大小为

128×128。 对比结果如表 8 所示。

表 8　 多任务学习模型对比结果

Table
 

8　 Comparison
 

results
 

of
 

multi-task
 

learning
 

model

模型 输入
准确率 / %

类型 程度

运行时间

/ min

ARAE 原始振动信号 94. 89 93. 39 10. 00

MTL-SEResNet 原始振动信号 97. 64 97. 32 5. 00

HCNN 二维时频图 92. 64 81. 07 8. 33

FD 二维时频图 98. 44 - 6. 67

DI 二维时频图 - 98. 21 6. 67

MTL-SEResNet 二维时频图 99. 78 99. 36 6. 67
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　 　 从实验结果来看,首先,MTL-SEResNet 的各网络分

支在面对单一任务时能够取得 98. 44% 和 98. 21% 准确

率,相对于多任务机制下的结果而言也进一步体现了

Hard 多任务机制引入的意义所在。 其次,与 HCDD 和

ARAE 等同样基于 Hard 机制的多任务模型相比,本文提

出的 MTL-SEResNet 模型采用改进的残差块方式,保留了

有用原始输入信息,能够自适应的提取故障特征,且降低

了模型的复杂度,因而模型的准确率更高、运行时间

更短。

3　 结　 　 论

　 　 本文提出一种基于 CWT 和 MTL-SEResNet 网络的万

能式断路器故障程度评估方法。 利用 CWT 将振动信号

转换成时频图,并引入了多任务学习结构,同时完成故障

分类和程度评估任务,得出以下结论。
1)相较于 STFT、HHT 两种时频分析方法,CWT 时频

图的能量分布较为集中,具有更好的时频分辨率,能够凸

显时间和频率的细节特征,更适用于万能式断路器振动

信号的处理。
2)所提 MTL-SEResNet 模型基于 Hard 共享机制,实

现了故障分类和程度评估任务的互助学习,并通过调整

两个任务损失函数的权重比例,达到各任务性能最佳。
同时针对模型关键环节 ResNet18 结构的改进,一方面将

Avgpool 改为 GAP 层,在保证准确率的前提下,有效减小

了模型的参数量;另一方面,SENet 的引入提升了模型提

取有用特征的能力。
3)与分层模型结构相比,本文模型通过任务之间信

息共享,使得模型平均准确率提高了 3% 以上,与其他多

任务学习模型相比,改进的网络结构能够自适应的提取

故障信息,使得类型及程度准确率分别达到了 99. 78% 和

99. 36% ,且具有更高的运行效率。
考虑到实地采集故障信号的局限性,研究数据均在

实验室条件下获得,在今后工作中还应在复杂的应用场

合中来验证所提算法的适用性。
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