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摘　 要:目前基于传感阵列的分布式压力识别方法,通常先将压力信息表征为图像,然后再进行特征的提取与分类,但存在两个

问题:传感阵列密度有限,压力图像分辨率低;柔性传感阵列存在弹性耦合,压力图像边缘模糊。 本文提出了一种多阶通道响应

对称双线性卷积神经网络(HoSB-CNN)。 首先,构建通道注意力响应 CNN,通过给不同特征依照显著性赋权值以提升一阶特征

的描述能力。 其次提出对称双线性特征,引入二阶特性提高 CNN 对边缘和纹理的敏感度,并利用其结构对称性降低网络复杂

度。 最后,提出多阶特征混合策略提升网络的非线性拟合能力。 此外,通过自制数据采集平台和 8×8 传感阵列,建立压力字母

数据集用于 HoSB-CNN 的验证。 结果表明,该算法获得了 98. 11%的准确率。
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Abstract:The
 

distributed
 

pressure
 

recognition
 

method
 

based
 

on
 

sensing
 

arrays
 

is
 

usually
 

to
 

characterize
 

pressure
 

information
 

as
 

an
 

image.
 

Then,
 

features
 

for
 

classification
 

are
 

extracted.
 

However,
 

there
 

are
 

still
 

two
 

problems.
 

The
 

first
 

is
 

the
 

limited
 

density
 

of
 

sensing
 

arrays
 

which
 

leads
 

to
 

low
 

resolution
 

of
 

the
 

formed
 

pressure
 

images.
 

The
 

second
 

is
 

the
 

existence
 

of
 

elastic
 

coupling
 

in
 

flexible
 

sensing
 

arrays,
 

which
 

results
 

in
 

blurred
 

edges
 

of
 

the
 

pressure
 

images.
 

In
 

this
 

article,
 

a
 

hybrid-order
 

channel
 

response
 

symmetric
 

bilinear
 

convolutional
 

neural
 

network
 

(HoSB-CNN)
 

is
 

proposed.
 

Firstly,
 

the
 

channel
 

attention
 

response
 

CNN
 

is
 

constructed
 

for
 

enhancing
 

the
 

representation
 

of
 

first-order
 

features.
 

Secondly,
 

symmetric
 

bilinear
 

features
 

are
 

proposed
 

to
 

improve
 

the
 

sensitivity
 

to
 

edges.
 

In
 

addition,
 

due
 

to
 

the
 

structural
 

symmetry
 

of
 

the
 

symmetric
 

bilinear
 

features,
 

only
 

the
 

triangular
 

matrix
 

is
 

retained
 

in
 

the
 

storage
 

and
 

transfer
 

of
 

the
 

features,
 

which
 

could
 

reduce
 

the
 

network
 

complexity.
 

Finally,
 

a
 

multi-order
 

feature
 

hybrid
 

strategy
 

is
 

used
 

to
 

enhance
 

the
 

nonlinear
 

fitting
 

ability
 

of
 

the
 

network.
 

And
 

a
 

press-letter
 

dataset
 

is
 

constructed
 

by
 

self-built
 

data
 

collection
 

platform
 

and
 

8 × 8
 

sensor
 

array
 

to
 

evaluate
 

the
 

HoSB-CNN.
 

Results
 

show
 

that
 

the
 

accuracy
 

of
 

the
 

proposed
 

method
 

is
 

98. 11% .
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0　 引　 　 言

　 　 物体的压力信息是机械与外界进行互动时重要的信息

媒介,对其识别与分析在人机交互、智能机械、智慧工业等领

域具有广泛的应用前景[1-2] 。 分布式压力识别本质是对压力

信息进行重新表征与特征提取,以获取接触对象和外部环境

的多种性质,是后续抓取、操纵、移动等动作的基础。
传感阵列通过感应外部刺激,映射压力的大小与空

间分布,能够反映接触对象和环境的多种性质[3] 。 通常,
将传感阵列中的每个敏感元件视为单点像素,则分布式

压力信息可以被表征为压力图像[4] 。 因此对分布式压力
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的识别可以迁移使用视觉图像的特征提取与分类方法。
目前,语义驱动的深度学习能端到端的进行特征提取与

分类,其中卷积神经网络( convolutional
 

neural
 

network,
 

CNN)因其强大的特征提取能力被广泛研究并应用于各

类压力识别任务[5] 。 李铁军等[6] 自制了基于压力阵列传

感器的触觉手柄,并使用 CNN 网络分类 3 种抓握状态。
Pastor 等[7] 受视频识别启发,通过主动触觉感知构建一

个三维触觉张量并自建 3DCNN 对其进行识别。 Cao
等[8] 将用于 RGB 图像识别的正交平铺卷积迁移至压力

识别任务,对水果的正确分类达到 90%以上。
然而,目前的研究缺少针对压力传感器与光学传感

器的差距、压力图像与 RGB 图像的差异进行算法设计,
因此分布式压力识别仍面临如下挑战:1)压力图像的分

辨率取决于传感阵列的密度和面积,目前的材料制备以

及工艺水平不能满足其进行高密度、大面积部署。 因此

与 RGB 图像相比,压力图像是低分辨的小尺寸图像。 目

前主流 CNN 是针对大尺寸高分辨率的 RGB 图像设计的

深网络,即通过加深、加宽网络来提升特征描述能力。 而

小尺寸低分辨率的压力图像仅适用浅层网络。 2)由于分

布式压力感知通常应用于实时监测与反馈的任务中,识
别网络不能太过复杂,轻量化的网络有助于其进一步扩

大应用范围,因此需要平衡网络性能与复杂度之间的关

系。 3)由于压力传感器主要由柔性材料制备,传感元件

之间的弹性耦合无法避免,受力点周围产生伪输出,导致

压力图像的边缘模糊。 因此,需要在识别网络的层数和

宽度受限的情况下,对小尺寸、边缘模糊的压力图像进行

有效的特征提取。

针对以上问题,本文提出了一种混合阶通道响应对

称双线性卷积神经网络( hybrid-order
 

symmetric
 

bilinear
 

convolutional
 

neural
 

network,
 

HoSB-CNN)。 首先构建浅层

二维 CNN 进行特征提取,并插入通道响应增强 CNN 的

一阶特征描述能力;其次通过矩阵外积引入二阶信息来

改进 CNN 的对边缘和纹理的敏感度,并利用其结构对称

性,轻量化识别网络;最后通过多阶特征混合来提升特征

利用效率,增加其互补优势。 此外,本文通过自建压力采

集平台和 8×8 压力阵列,构建了具有复杂边缘的 26 个字

母形状的压力数据集(A-Z)用于模型验证。

1　 传感阵列的分布力表征与压力图像的非
理想效应

　 　 传感阵列的敏感元件分布对应压力图像的像素分

布,传感阵列中各元件的电阻值对应压力图像各像素

点的灰度值,因此传感阵列的整体输出即视为压力灰

度图像,如图 1( a) 所示。 以先前研究的中空碳球填充

PDMS 压阻传感器为例[9] ,传感阵列在外部刺激下产生

形变,外力变化转换为电阻的变化。 传感阵列在压力

下被压缩,由于弹性耦合,受力点周围的非受力点也会

发生形变。 且力敏薄膜的四周是紧支的,因此受力点

周围区域也可能被拉伸,并且其变形程度会随距离而

变化。 图 1( b) 展示了 500 Pa 压力下弹性膜的压力与

应力分布。 传感阵列由压力和应力共同作用产生形

变,从而改变输出电阻。

图 1　 压力图像的非理想效应

Fig. 1　 Non-ideal
 

effects
 

of
 

pressure
 

images

　 　 另外,压力图像的尺寸取决于压力传感器的密度和

面积。 目前的材料制备与工艺水平难以支持传感器进行

高密度大面积的部署。 因此与 RGB 图像相比,压力图像

是小尺寸、低分辨率、边缘模糊的图像。 字母具有复杂的
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边缘,其压力图像可以充分说明压力图像存在的问题。
一组通过自制 8×8 压力传感器采集的分布式压力图像和

相应的 RGB 视觉图像的对比如图 1( c) 所示。 可以看

出,压力图像呈现低分辨率和边缘模糊状态,一些不同的

类别表现出相似的边缘,例如“ O” 和“ U”。 为了定量说

明低分辨率和边缘模糊对压力图像的影响,本文采用平

均相关系数量化 26 个字母形状相似情况。 平均相关系

数可以表示为:

r =

∑
8

i = 1
j = 1

( IA( i,j) - 􀭰IA)( IB( i,j) - 􀭰IB)

∑
8

i = 1
j = 1

( IA( i,j) - 􀭰IA) 2( IB( i,j) - 􀭰IB) 2( )

(1)

其中,I( x,
 

y) 表示图像在点( x,
 

y) 处的灰度值。
r 数值越大表示不同类别之间的关联性越强,意味着更

容易发生混淆。 结果如图 1( c) 所示,不同类别之间表

现出较强的相关性,大部分数值分布在[ 0. 7,
 

0. 85] 。
其中部分类别达到 0. 9 以上,例如“ G” 和“ Q” ,“ M” 和

“ W” ,“ O”和“ U”等。 原始压力信息映射的不准确降低

了样本的可分性,低分辨率和模糊的边缘导致类别之

间的差异减小,不同类别容易产生误分类。 目前的

CNN 是基于视觉图像的深度网络,而压力图像的低分

辨率限制了可配置的 CNN 深度,因此不适合处理压力

识别任务。

2　 多阶通道响应对称双线性卷积神经网络

　 　 针对压力图像分辨率低、尺寸小、边缘模糊的问题,本
文提出了 HoSB-CNN 识别框架。 首先构建了浅层通道注

意力响应 CNN,用于提升一阶 CNN 的特征描述能力;其次

提出对称的双线性特征,通过引入二阶特性提高 CNN 的

特征提取能力,并利用其对称性进行网络轻量化;最后,通
过多阶多层特征的融合,充分利用特征的互补性,在保持

网络深度不变的情况下,提升 CNN 的非线性拟合能力。

2. 1　 HoSB-CNN 框架

　 　 HoSB-CNN 框架由 3 部分组成:通道响应一阶 CNN
特征提取器;二阶对称双线性生成模块和特征融合模

块,如图 2 所示。 一阶特征提取器基于二维 CNN 结构,
由卷积层和池化层交替构成。 使用 5 个卷积层和 3 个

池化层, 为了防止过拟合, 加入批量归 一 化 ( batch
 

normalization,
 

BN) 。 双线性特征由 CNN 的一阶特征进

行单通道整体内积生成,具有显著的结构对称性,包含

重要的统计意义与网络轻量化潜力。 对低分辨率的输

入,低层特征的尺寸较大,包含更丰富的边缘信息。 因

此本文使用低层特征生成双线性特征,更有利于二阶

特征的表示。 高层一阶特征包含语义信息,低层二阶

特征挖掘了局部特征的边缘信息。 因此多阶多层级特

征的融合在不增加网络深度的情况下,增加了网络的

非线性与特征利用效率。

图 2　 多阶通道响应对称双线性卷积神经网络框架

Fig. 2　 Schematic
 

diagram
 

of
 

the
 

hybrid-order
 

channel
 

response
 

symmetric
 

bilinear
 

convolutional
 

neural
 

network

2. 2　 通道响应的一阶特征提取器

　 　 1)基于二维 CNN 的一阶特征

本文采用二维 CNN 提取一阶特征。 卷积的本质是

用不同权值的滤波器以滑动的方式扫描图像,进行特征

提取,其数学形式可以表示为:
f i = φ(w i 􀱋 f i -1 + b i) (2)
其中,

 

f i 第 i 层的特征,w i 是本层卷积核的权值,
bi 是本层偏置,φ 表示激活函数,这里选择经典的 ReLU[10] 。
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2)基于压缩-激励的通道注意力响应模块

传统 CNN 在提取局部特征后直接在全连接层进行

组合并作出判断,其中每个通道的权重一样,忽略了不同

的通道对结果的贡献度差异。 不同于视觉图像,压力图

像存在尺寸小、类别之间差别不明显的特点。 为了突出

特征的重要性差异,在 CNN 中引入基于通道响应注意力

机制[11] 。 依据不同通道对分类结果的重要性,给不同通

道分配不同的权值,增强重要的通道,抑制无用通道对结

果的干扰,如图 3 所示。

图 3　 基于压缩-激励的通道注意力响应模块

Fig. 3　 Compression-excitation
 

based
 

channel
 

attention
 

response

通道响应通过在卷积层后插入压缩-激励模块进行

权值计算与分配。 压缩操作是通过对特征进行挤压,获
得一个全局描述向量 Z,以描述特征在不同通道上的响

应分布。 对于一组特征 f∈Rh×w×c,进行下列数学计算:

Z = GP( f c)
h × w

(3)

GP( f c) = ∑
h

i = 1
∑

w

j = 1
f c( i,j) (4)

选择全局平均池化进行数据压缩,使用通道内特征

图的平均激活值代表本通道的响应,获得的全局描述为

向量 Z{1×1×c}。 激励操作是将压缩得到的全局向量 Z
　 　 　 　

送进全连接层,进一步学习通道之间的关系,辨别不同通

道的特征对于分类的重要性,最终获得通道注意力权

重 S:
S = φ( fc(Z)) (5)
其中,φ 表示激活函数,

 

fc 表示全连接层。 最后将权

重 S 依照通道序号分配给对应的原始特征图,得到重新

“缩放”的特征图 f i∈Rh×w×c:
􀭴fi = S i·f i (6)
显然,压缩-激励模块能够增强对分类结果更重要的

特征图,提升一阶特征的表征能力。 此外,基于通道响应

的特征图不仅提取到了样本信息,同时能够反映特征在

通道之间的依赖关系。

2. 3　 二阶对称双线性特征

　 　 1)二阶对称双线性特征的生成

一阶特征对低分辨率的压力图像表征不够充分,
而二阶信息对纹理和边缘更敏感,在视觉任务中能显

著提高细粒度物体的识别准确率 [ 12] 。 受此启发,通

过对 CNN 提取到的一阶特征进行外积计算引入对称

的双线性特征。 传统的双线性特征是通过不同通道

中同一位置的元素组成向量,再转置相乘获得,重点

用于捕捉 CNN 通道之间的关系,如图 4 ( a) 所示 [ 13] 。
但对于压力识别任务,需要提升特征本身的描述能

力,而不是聚焦通道之间的关系。 因此本文所提出的

双线特征是由同一通道内整个特征的外积生成,由底

层包含更多边缘信息的大尺寸特征产生,如图 4( b) 。
将 CNN 提取的一阶低层特征记为 f low,则对称的双线

性特征 fB 可以表示为:
f B = f low☉f low (7)

图 4　 对称双线性特征的生成与对别

Fig. 4　 Comparison
 

and
 

generation
 

of
 

symmetric
 

bilinear
 

feature
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　 　 由于 ReLU 已经归零部分神经元,在使用 BN 层对数

据进行标准化会造成结果不稳定,这里使用 sigmoid 激活

函数:

S(x) = 1
1 + e -x (8)

将 fB 写成向量形式 flow = (y1,
 

y2,…,
 

yn),则式(7)
可以表示为:

fB = (y1,y2,…,yn)
T(y1,y2,…,yn) =

y1

y2

︙
yn

æ

è

ç
ç
ç
ç

ö

ø

÷
÷
÷
÷

(y1,y2,…,

yn) =

〈y1,y1〉 〈y1,y2〉 … 〈y1,yn〉
〈y2,y1〉 〈y2,y2〉 … 〈y2,yn〉

︙ ︙ ⋱ ︙
〈yn,y1〉 〈yn,y2〉 … 〈yn,yn〉

æ

è

ç
ç
ç
ç

ö

ø

÷
÷
÷
÷

(9)

可以看出对称双线性特征 fB 是通过外积聚合得到

的矩阵,矩阵内的每个元素是特征图在本通道内激活值

的内积。
传统的双线性特征生成过程中,特征的维度扩展为

原始通道数的平方,产生了维度爆炸。 因此需要进一步

的特征降维,一般选择和池化或者多项式近似等方法。
显然,本文提出的对称双线性特征 fB 与一阶特征 flow 具

有相同的维度,所以不需要增加额外的降维操作。
为了进一步提高对称双线性特征的表示,对 fB 进行

元素级别的平方根归一化:

G = sign( f B) f B (10)
其中,sign 是符号函数:

sign(x) =
1, x > 0
0, x = 0
- 1, x < 0

{ (11)

然后再进行 L2 正则化:

L( fT
lowflow) = sign( f B) × f B

‖sign( f B) × f B ‖2

(12)

处理后的特征被缩放至[0,1]。
2)二阶对称双线性特征分析

网络性能的提升通常伴随着网络复杂度的增加。 但

如果网络过于复杂,会导致模型的训练和预测消耗大量

的时间与内存空间。 分布式压力识别任务通常应用于实

时监测,网络不能过于复杂。
对称双线性特征 fB 中每一个元素都是 flow 元素的内

积,且压力图像的像素矩阵元素非负。 显然,得到的双线

性特征是对称的半正定矩阵。 由于这种良好的结构对称

性,在后续特征的计算与特征图的存储中,可以仅保存三

角矩阵,能从根本上降低网络的复杂度。 双线性特征 fB

的尺寸为 n×n,需要的内存个数为 n2,在神经元个数为 m

的全连接层中需要训练的参数数量为:
Para = C in·Cout + Cout = n2·m + m (13)
在保留三角矩阵后,需要的内存个数仅为(1+n)n / 2,而

同样在神经元个数为 m 的全连接层中需要训练的参数

数量为:

Para = (1 + n)n
2

·m + m = n2

2
m + n

2
m + m (14)

则由式(13)、( 14) 可知,HoSB-CNN 在训练和测试

中,内存占用将减少(n-1) n / 2,网络的可训练参数将减

少 mn(n-1) / 2,从根本上降低了网络的空间复杂度和时

间复杂度。
协方差矩阵具有重要的统计学意义,包含图像的亮

度,梯度及空间位置特征。 对边缘信息丰富的灰度图像具

有良好的特征描述能力,在不同的分类应用中已得到验

证[14] 。 对于一个 n×n 的矩阵 X,将其改写成向量形式,即
X=(x1,

 

x2,…,
 

xn),则对应的协方差矩阵可以表示为:
􀰑(X) =

cov(x1,x1) cov(x1,x2) … cov(x1,xn)
cov(x2,x1) cov(x2,x2) … cov(x2,xn)

︙ ︙ ⋱ ︙
cov(xn,x1) cov(xn,x2) … cov(xn,xn)

æ

è

ç
ç
ç
ç

ö

ø

÷
÷
÷
÷

(15)

cov(x,y) = E[(x - 􀭰x)(y - 􀭰y)] (16)
其中,cov 表示协方差计算,E(·)为求均值计算。 显

然协方差矩阵与二阶对称双线性特征 fB 均为对称半正

定矩阵。 对 fB 进行去中心化计算,其转换函数如下:

f B∗ = f B -f B

cov( f B,
 

f B)
(17)

其中,
 

fB∗是去中心化的对称双线性特征。 去中心

化的本质的平移, 平移后所有的数据中心都变成了

(0,0),而数据的内部结构和映射关系则不发生变化。
显然,当 X= fB 时,对称的双线性特征与协方差矩阵有以

下简单的数学关系:
f B∗

n
= 􀰑(X) = 􀰑( f B) (18)

即对称的双线性特征经过中心化与放缩后,是等价

的。 因此对称的双线性特征与协方差矩阵具有相同的统

计意义。
2. 4　 多阶多层特征混合

　 　 不同阶特征具有不同的特征描述侧重点[15] 。 在不

增加网络深度和引入额外参数的情况下,提出了多阶多

层特征混合,以提高网络的非线性拟合能力和特征的利

用效率,如图 2 中框图所示。 特征混合可以表示为:
F = f 1-order 􀱇 f 2-order (19)
在本文中使用元素相加的方式计算混合特征 F:
F = f 1-order + g( f low☉f low) (20)
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其中,g(·) 表示归一化,避免过拟合。 这里一阶特

征 f1-order{h1 ×h1 ×d1}选择高层语义特征,二阶特征则由低

层一阶特征 f low{h2 ×h2 ×d2 }产生。 但不同层次的特征尺

寸和通道数目不同,因此需要进行特征维度调整。 通过

{1×1×d1}的卷积核(C6)与 n 倍池化(n = h2 / h1 ) ( P3)将

对称双线性特征与一阶特征对齐。 来自不同层的特征其

激活值差别很大,为了避免特征被覆盖,在融合前对特征

进行 L2 归一化。 如果仅使用一阶网络进行压力识别,最
终用于分类的特征 F 和 CNN 提取到的特征是分段的线

性关系,非线性只出现在二维平面 R2 的几个一维子空间

中。 当加入了二阶特征时,混合特征 F 的非线性几乎存

在于 R2 = [0,∞ ) 2,原理示意如图 2 所示。

3　 实验与结果分析

3. 1　 数据集及实验设置

　 　 本文通过自建压力字母图像数据集进行实验验证。
字母形状轮廓复杂,能充分体现压力图像的非理想效应,
适合用于验证 HoSB-CNN 的性能。 本实验采用的压力数

据采集平台如图 5 所示,包括一个 8×8 传感阵列、可旋转

压力计、驱动模块和微控制单元。 在实验中,将带有字母

形状凸起的印章贴敷在压力计上,并向下按压传感阵列。
压力范围设置在 25 ~ 100

 

kPa,压力计旋转角度随机。 读

出电路以 20
 

Hz 的频率扫描传感阵列的压力信息后量化

至[0,255]区间,并存储为灰度图像。

图 5　 自建压力数据采集平台

Fig. 5　 Self-built
 

pressure
 

data
 

collection
 

platform

根据印章字母的形状,将样本标记为 A-Z 共计 26 类,
每个字母类别采集 100 个样本。 使用数据增强将每类样

本扩充至 500 张,并采用最邻近、双线性内插、三次内插的

方法将压力图像统一插值到 32 × 32。 图 6 是数据集的

26 类样本图片。 数据集为 26 个字母类别(A ~ Z),每类样

本 500 张,共计 13
 

000 张。 实验使用 5 倍交叉验证自动划

分训练集和验证集。 实验基于 MatConvNet 框架与 Intel
 

Core
 

i5-6500
 

CPU @ 3. 2
 

GHz 硬件平台。 优化算法使用

Adam,初始学习率设置为 0. 01[16] 。 使用 Xaiver 算法初始

化 HoSB-CNN 的权重,超参数分别设置为 0. 9,
 

0. 999,
 

ε= 10-8[17] 。 HoSB-CNN 网络的详细参数如表 1 所示。

图 6　 压力字母数据集

Fig. 6　 Pressure
 

letter
 

dataset

表 1　 网络详细参数

Table
 

1　 Detailed
 

parameters
 

of
 

the
 

network

层类别 HoSB-CNN Baseline1 Baseline2 Baseline3

输入 32×32×1 32×32×1 32×32×1 32×32×1 32×32×1

卷积层 C1 3×3×16 5×5×6 3×3×16 3×3×16 5×5×16

通道注意力 √ - √ √ √

卷积层 C2 3×3×16 - 3×3×16 3×3×16 -

BN √ - √ √ √

双线性特征 30×30×16 - - - -

池化层 P1 2×2,2 2×2,2 2×2,2 2×2,2 2×2,2

卷积层 C3 3×3×32 5×5×16 3×3×32 3×3×32 5×5×32

卷积层 C4 3×3×32 - 3×3×32 3×3×32 5×5×32

池化层 P2 2×2,2 2×2,2 2×2,2 2×2,2 2×2,2

卷积层 C5 3×3×64 5×5×16 3×3×64 3×3×64 3×3×64

双线性特征 - - - 64×64×3×3

和池化 SP - - - 64×64×1

全连接层 FC1 100 84 100 100

全连接层 FC2 26 26 26 26

3. 2　 实验结果

　 　 1)HoSB-CNN 网络训练与识别性能

为了验证 HoSB-CNN 算法与数据集的匹配性以及设

计的合理性,在训练过程中记录损失和部分卷积层的梯

度分布, 如图 7 与 8 所示。 结果表明网络的损失在

20
 

epoch 内迅速下降,然后趋于平稳,没有出现欠拟合与

过拟合现象。 卷积层的梯度在反向传播过程中逐渐增

大,没有在训练过程中出现梯度消失或者梯度爆炸的问

题。 以上结果说明本文网络模型是合理且与数据集是匹

配的。 HoSB-CNN 的验证识别准确率达到了 98. 11% 。
将 HoSB-CNN 中通道响应模块移除, 识别准确率为

96. 91% ,下降了 1. 2% 。
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图 7　 HoSB-CNN 损失与识别准确率

Fig. 7　 HoSB-CNN
 

loss
 

and
 

recognition
 

accuracy

图 8　 HoSB-CNN 梯度分布

Fig. 8　 HoSB-CNN
 

gradient
 

distribution

2)HoSB-CNN 与其他算法的性能对比

为了公平验证 HoSB-CNN 的有效性,将本文算法与

经典的一阶 CNN、二阶 CNN 及传统的局部特征算法进行

了比较。 为避免随机情况对实验结果的影响,以下实验

均使用重复 5 次的平均识别准确率。 网络的具体参数如

表 1 所示。
Baseline1(B1):经典的一阶 CNN 算法 Lenet-5[18] ,在

小尺寸二值图像中取得了良好效果。
Baseline2(B2):一阶特征算法,网络的参数设置与

HoSB-CNN 完全一致。 该基线移除了双线性特征生成与

特征混合模块,用于说明对称双线性特征与多阶多层特

征混合的作用。
Baseline3(B3):二阶特征算法,经典的双线性算法

Bilinear-CNN[13] 。 由于压力图像尺寸小,不能使用原模

型中的骨干网络( VGG),因此构建与 HoSB-CNN 网络参

数一致的 Bilinear-CNN。
Baseline4(B4):使用 SIFT 描述符作为局部特征、训

练支持向量机 SVM 作为分类器[19] 。
对比结果如图 9 所示,使用一阶特征的 B1 和 B2 分

别获得了 90. 40% 和 93. 26% 的识别准确率, 相较于

HoSB-CNN 分别降低了 7. 70% 和 4. 85% ,充分说明了二

阶特征 和 特 征 混 合 的 有 效 性。 B3 的 准 确 率 达 到

96. 47% ,比 HoSB-CNN 低 1. 64% ,表明对称双线性特征

比传统的双线性特征更适合压力图像的特征提取。 B4
获得了 78. 55%的准确率。 5 次实验对应的标准差在图 9
中用折线标出,HoSB-CNN 的标准差为 0. 53% ,略高于一

阶 CNN 算法,与二阶 CNN 算法持平。

图 9　 HoSB-CNN 与其他方法的识别性能对比

Fig. 9　 Performance
 

comparison
 

of
 

HoSB-CNN
 

with
 

other
 

baselines

为了验证 HoSB-CNN 的复杂度,分别使用几种基准

CNN 算法进行对比,结果如表 2 所示。 HoSB-CNN 和主流

的二阶 Bilinear-CNN 相比(B3),计算量减少 35. 99%,可训

练参数量降低一个数量级,推理时间减少 0. 014 ms / 张,内
存占用量减少 78. 81%。 这是因为对称双线性特征的产生

本身不额外引入需要学习的参数,仅进行矩阵内积计算,
特征整体内积计算不涉及特征通道维数的平方。

表 2　 HoSB-CNN 网络复杂度

Table
 

2　 Network
 

complexity
 

of
 

HoSB-CNN

方法 FLOPs
推理时间

/ ms
可训练参

数量 / kB
内存占用

量 / MB

HoSB-CNN 3. 81×106 0. 475 43. 31 17. 2

Baseline1 4. 23×105 0. 450 241. 04 4. 43

Baseline2 3. 78×106 0. 474 42. 25 11. 41

Baseline3 5. 95×106 0. 489 2
 

119. 68 81. 17
 

　 　 3)对称双线性特征与多阶多层特征融合的性能分析

为了说明对称双线性特征和多阶多层特征混合对网

络性能提升的贡献,比较了 HoSB-CNN 与一阶算法不同

层特征的准确性,结果如表 3 所示。 通过比较 HoSB-
CNN 中 C1 层和 C1B 的准确率,可以看出,对称双线性特

征显著提高了特征的可分性。 C1B 的准确率相比 C1 提

高了 17. 1% 。 不同阶的特征首先进行融合,然后送入

FC1,通过比较每个网络 FC1 的准确性,可以进一步明确

特征混合的有效性。 与不添加融合模块的 B2 相比,FC1
的准确率增加了 4. 6% 。
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通过比较 HoSB-CNN 中不同层、不同阶特征的融合

效果,可以说明多阶多层融合特征的性能。 包含不同层

组合的 F-C1 识别准确率如表 4 所示。 可以看出,包含二

阶特征的混合组比一阶特征混合组的识别率更高。 另

外,组合中包含局部特征的卷积层越靠近输入端,混合特

征的可分性越强。 因为对于低分辨率的压力图像,低层

特征尺寸更大,包含丰富的边缘信息,更有利于产生对边

缘和纹理敏感的二阶特征。 C1B 和 C5 特征的组合取得

了最高的准确率 94. 7% ,比一阶混合组 C1 和 C5 的识别

率高 3. 9% 。 以上结果说明了利用多阶多层特征的互补

性可以提高网络的非线性拟合能力。

表 3　 HoSB-CNN 各层识别准确率

Table
 

3　 Recognition
 

accuracy
 

of
 

HoSB-CNN
 

for
 

each
 

layer %

网络 C1 C1B C2 C3 C4 C5 FC1

HoSB-CNN 41. 0 57. 1 53. 1 65. 5 77. 6 84. 4 94. 7

B2(一阶 CNN) 41. 1 - 53. 2 64. 8 76. 9 85. 1 90. 1

表 4　 HoSB-CNN 不同层组合识别准确率

Table
 

4　 Recognition
 

accuracy
 

of
 

HoSB-CNN
 

with
 

different
 

layer
 

combinations

多层多阶组合 准确率 / % 多层一阶组合 准确率 / %

C1B +C5 94. 7 C1+C5 90. 8

C2B +C5 93. 6 C2+C5 91. 6

C3B +C5 93. 5 C3+C5 92. 1

C4B +C5 93. 3 C4+C5 92. 3

4　 结　 　 论

　 　 本文针对分布式压力识别存在低分辨率和边缘模

糊的非理想效应,提出了 HoSB-CNN 算法并构建具有复

杂形状的压力 字 母 数 据 集 用 于 算 法 验 证, 获 得 了

98. 11% 的识别准确率。 本文的主要贡献在于:1) 构建

了通道注意力响应 CNN,依照对分类结果的重要性为

特征分配不同权值,提升一阶 CNN 特征的描述能力。
2)提出了二阶对称双线性特征,提高网络对纹理和边

缘的敏感度,且不涉及特征维度爆炸,不需要特征的降

维操作。 3)二阶对称双线性特征具有结构对称性,可
以在特征传递与储存中仅保留三角矩阵,简化网络复

杂度。 4)建立多阶多层混合特征,充分利用 CNN 不同

层不同阶的互补优势,促进特征利用效率,提升网络的

非线性拟合能力。
本文提出的 HoSB-CNN 在不增加网络深度的情况下

提高了网络的特征提取能力和利用效率,取得了更高的

识别准确性。 此外,由于非理想的原始数据、环境干扰和

其他因素,小尺寸和低分辨率的输入在实际识别任务中

很常见。 因此,本文提出的算法是一个新的通用框架,可
以扩展到不同的实际应用中。
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