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摘　 要:以高速列车轴箱轴承为研究对象,提出了一种适用于有限数量变工况下的轴承故障诊断方法。 该方法以有监督的学习

模式构造自编码器,将不同工况下特征值集向参考工况下特征集做映射迁移,从而减弱由工况变化引起的轴承故障特征值改变

的影响。 再将迁移后的特征集输入由参考工况特征集预训练的基于卷积神经网络的故障诊断模型,实现变工况下轴承故障的

诊断。 凯斯西储大学轴承公开数据集和高速列车轴箱轴承数据集的试验结果表明,经监督式自编码器特征迁移后的轴承故障

识别准确率有了较大提升,该方法能够较好的实现有限工况下的特征序列的迁移,解决工况变化带来的故障特征的畸变问题。
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Abstract:
 

This
 

article
 

takes
 

the
 

high-speed
 

train
 

axle
 

box
 

bearing
 

as
 

the
 

research
 

object.
 

A
 

bearing
 

fault
 

diagnosis
 

method
 

is
 

proposed
 

to
 

deal
 

with
 

finite
 

variable
 

working
 

conditions,
 

which
 

is
 

based
 

on
 

the
 

supervised
 

auto
 

encoder
 

feature
 

representation
 

transfer.
 

The
 

feature
 

sequences
 

of
 

different
 

working
 

conditions
 

are
 

mapped
 

to
 

the
 

reference
 

condition
 

feature
 

sequences.
 

In
 

this
 

way,
 

the
 

influence
 

of
 

condition
 

change
 

on
 

bearing
 

fault
 

feature
 

is
 

decreased.
 

The
 

migrated
 

features
 

are
 

inputted
 

into
 

the
 

fault
 

diagnosis
 

model
 

based
 

on
 

the
 

convolution
 

neural
 

network,
 

which
 

is
 

pre-trained
 

by
 

the
 

reference
 

condition
 

training
 

feature
 

sets.
 

Then,
 

the
 

axle
 

box
 

bearing
 

fault
 

diagnosis
 

is
 

achieved
 

under
 

variable
 

working
 

conditions.
 

The
 

open
 

bearing
 

data
 

of
 

Case
 

Western
 

Reserve
 

University
 

and
 

the
 

high-speed
 

axle
 

box
 

bearing
 

data
 

are
 

utilized.
 

Experimental
 

results
 

show
 

that
 

the
 

accuracy
 

of
 

fault
 

identification
 

has
 

been
 

greatly
 

improved
 

after
 

feature
 

migration.
 

The
 

method
 

can
 

achieve
 

the
 

feature
 

migration
 

under
 

different
 

working
 

conditions
 

and
 

reduce
 

the
 

distortion
 

of
 

fault
 

features
 

caused
 

by
 

the
 

change
 

of
 

working
 

conditions.
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0　 引　 　 言

　 　 准确的轴承健康状态检测是旋转机械视情维修
 

(condition
 

based
 

maintenance,
 

CBM) 能够有效实施维护

决策的关键。 目前设备状态监测的方法可以分为以

下 3 种[1-2] :基于先验知识、基于传统机器学习( machine
 

learning,
 

ML)和基于深度学习( deep
 

learning,
 

DL)。 在

基于深度学习的设备状态监测方法中,基于卷积神经网

络(convolutional
 

neural
 

network,
 

CNN)的智能故障诊断方
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法能够学习样本数据的内在规律和表示层次,在轴承故

障诊断方面取得了一定的成果[3] 。 目前基于 CNN 的轴

承故障诊断方法从模型输入角度可以分为以下 3 种方

式:1)直接将原始信号作为 CNN 的输入实现端对端轴承

故障诊断
 [4-5] 。 2)提取信号的频谱或者时频图作为 CNN

的输入实现轴承故障诊断[6-7] 。 3)提取用于传统机器学

习的信号特征集作为 CNN 输入实现轴承故障诊断[8-9] 。
对于单一工况下的轴承故障诊断,现有基于深度学

习的方法已经可以取得较高的故障识别率。 但在实际工

程应用中,由单一工况数据集预训练的轴承故障诊断模

型对于负载或转速的变化后采集的轴承测试样本泛化能

力不足,故障识别率较低。 变工况对基于深度学习的轴

承故障诊断提出了两个挑战[10] :1)数据依赖。 基于深度

学习的轴承故障检测方法对训练数据具有依赖性。 训练

好的模型对于与训练数据集具有近似特征分布的数据能

有较好的效果,而一旦这些特征分布偏移,故障识别率将

会很差。 2)训练数据不足。 基于深度学习的轴承故障检

测方法需要大量具有轴承健康状态标签的数据来理解轴

承失效的潜在模式。 而轴承数据采集系统的搭建通常是

复杂且昂贵的,要构建出大型、高质量、带健康状况标签

的轴承训练和测试数据集十分困难。
目前变工况下旋转机械故障诊断的方法中,主流方

法是将时域信号转换为角域信号的阶比分析方法,该方

法需要采集或者人工近似生成鉴相信号限制了其应用场

景[2,11-12] 。 在基于机器学习的旋转机械变工况故障诊断

方法中,基于迁移学习的轴承多工况故障诊断能减小不

同工况下的数据分布差异,实现轴承故障诊断知识的跨

域迁移。 迁移学习通过放松训练数据和测试数据必须是

独立且同分布的假设,将知识从源域迁移到目标域。 迁

移学习被归纳为 4 类[13] :实例迁移、特征迁移、模型迁移

以及关系迁移。 其中基于特征的迁移能在源域和目标域

之间构造一个共同特征表示,在轴承故障诊断方面取得

了一些成果。 基于特征迁移的轴承变工况故障诊断的研

究主要集中在基于深度学习模型的深层特征共享[14-15] ,
基于几何空间或统计分布差异的模型调整[16-18] 和基于几

何空间或统计分布差异的特征差异消除
 [19-20] 等方面。

上述变工况故障诊断方法通过提高预训练模型对变

工况测试样本的泛化能力实现了轴承多工况故障诊断。
但这些轴承变工况故障诊断方法是往往是复杂且耗时

的,虽然学术上取得了一定的效果,但要从学术研究到工

业落地应用,现有的轴承变工况下故障识别技术还不够

成熟,距离工程实践应用还有很长的路要走。 要提出一

种适用于某一设备且能工程实践的轴承变工况故障诊断

方法需要对轴承变工况运行的含义有一个深刻的理解。
轴承的工况信息包括转速、负载、润滑、温度、环境状况和

人为操作等多方面能影响到轴承运行状态的相关因素及

信息。 当前关于轴承变工况故障诊断的文献中,一般都

将转速或者负载改变视为变工况。 基于此,在实际的工

业应用场景中,轴承的变工况可以归纳为有两种:连续型

变工况和离散型变工况。 连续型变工况下的轴承的转速

或者负载连续变化,如汽车轮毂轴承;而离散型变工况下

的轴承的运行速度或者负载的数量是有限的,这些有限

数量的工况一般预先设定,如高速列车轴箱轴承。
对于一列正常运营的高速列车( high

 

speed
 

train,
 

HST)而言,依照其行车许可[21] ,除却短暂的加速与减速

阶段,大部分时间都将按照运行线路运营速度或者车底

最大运营速度运行,即高速列车的变工况表现为负载基

本保持稳定而速度主要集中在几个固定运行速度上,例
如 200、250、300 和 350 km / h 等。 这使得高速列车轴箱

轴承为一种典型的离散型变工况部件。 由于车速只集中

在几个有限运行速度上,对于轴箱轴承在不同转速下振

动响应而言,可以看作是轴承在某一运行转速下的振动

信号发生了线性或非线性的转变,如何求解这种转换关

系是实现高速列车轴箱轴承多工况故障诊断的关键。
目前,振动检测、温度检测和声学检测是轴箱轴承的

状态监控的 3 种主要途径,其中主流的分析方法是基于

时域振动信号分析的方法[22-23] 。 而在众多的基于振动信

号分析的轴承故障诊断方法中,基于机器学习的智能诊

断方法可以根据轴承振动数据评估轴箱轴承健康状况,
在轴箱轴承故障诊断方面取得了一些成果。 其中,主要

包括基于人工神经网络[24-25] ,基于支持向量机[26-27] 和基

于卷积神经网络[9,28] 等方法。
上述关于列车轴箱轴承故障诊断方法都是在列车处

于同一工况下运行而实现的,目前针对轴箱轴承变工况

下故障识别技术还不够成熟,十分必要对其进行深入研

究。 为了实现变工况下轴箱轴承故障诊断,本文通过有

监督的机器学习模式将无监督的自编码神经网络改造为

一种监督式自编码神经网络 ( supervised
 

auto
 

encoder,
 

SAE),通过将不同工况下的特征集作为输入,将参考工

况下的特征集作为训练标签,进行有监督的训练学习,将
不同工况下的特征集向参考工况特征集做迁移,减小由

工况变化引起的故障特征值差异。 在此基础上,提出了

一种基于监督自编码特征迁移和卷积神经网络的高速列

车轴箱轴承变工况故障诊断方法。
西储大学轴承数据集和高速列车轴箱轴承实测信号

的分析结果证实了该方法对于变工况下轴承故障诊断的

有效性。

1　 理论背景

1. 1　 动　 　 机

　 　 轴承在不同稳态工况下的振动响应存在着线性或非
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线性的映射关系,而这种映射关系,是可以通过一定的算

法近似求解的。 对于某一健康状况一定的机械设备,由
于环境噪声 s( t) 的影响,系统对于激励输入 x( t),其卷

积形式的输出 y( t) 可以表示为:

y( t) = ∑
K

k = 1
x( t)∗hk( t) + s( t) (1)

其中,∗为卷积算子, hk( t) 为第 k 个子系统的单位

冲击响应,K 为该机械系统的子系统个数。 记 x i 和 x j 为

该机械系统在工况 I 和工况 J 的激励,对应的响应为:

y i( t) = ∑
M

k = 1
x i( t)∗hk( t) + si( t) (2)

y j( t) = ∑
M

k = 1
x j( t)∗hk( t) + s j( t) (3)

存在一个线性或者非线性的映射矩阵 ω 使得:
x j = x i·ω (4)
则有:

y j( t) = ∑
M

k = 1
(x i( t)·ω)∗hk( t) + s j( t) = ω·y i( t) -

ω·si( t) + s j( t) (5)
式(5)表明当叠加随机噪声时,不同工况下系统输

出的变化规律与输入激励的变化规律并不一致,还应该

加上环境噪声的影响,记 Δ( t) = s j( t) - ω·si( t), 则有:

y j( t) = ω·y i( t) + Δ( t) = ω + Δ( t)
y i( t)( )·y i( t) (6)

记 ω

(

= ω + Δ( t)
y i( t)

, 则:

y j( t) =ω

(

·y i( t) (7)
即存在一个线性或者非线性的映射矩阵ω

(

使得轴承

系统在工况 I 和工况 J 的响应满足一定的映射关系。 但

由于噪声 s( t) 是随机量,因此找不到一个单一确定的矩

阵 ω
(

使工况 I 和工况 J 下所有的观测样本满足式(7)的

关系。 只能近似求解出一个映射矩阵 ω

(

使得 I 工况下的

样本特征集经映射后与 J 工况下的样本特征集的映射误

差尽可能小。
1. 2　 基于映射的轴承特征迁移学习

　 　 迁移成分分析( transfer
 

component
 

analysis,
 

TCA)是

特征迁移一个典型方法,适合处理域适应问题。 如图 1
所示,对于具有不同特征值分布的源域和目标域样本,
TCA 通过将源域和目标域的数据同时映射到一个优化的

高维再生核希尔伯特空间,在最大化地保留源域和目标

域各自的内部数据属性的同时最小化两个领域的数据

距离。
基于 TCA 的特征迁移方法能将数据从源域和目标

域同时映射到新的数据空间,该思路可用于轴承变工况

特征集迁移。 如图 2 所示,与 TCA 方法的高维希尔伯特

空间相比,本文提出的基于映射的有限工况迁移学习方

法的新映射空间为轴承的某一特定工况下的特征空间。

图 1　 迁移成分分析方法

Fig. 1　 Transfer
 

component
 

analysis
 

method

当我们选定某一工况作为参考工况,即作为源域,其
他工况作为目标域,将其他工况下提取的特征集通过映

射矩阵向参考工况特征集做迁移,即参考工况特征集既

是源域,也是新数据空间。 其他工况的特征集经映射迁

移后与参考工况特征集有相似的数据分布,从而实现了

变工况特征集迁移学习。

图 2　 基于映射的轴承变工况特征迁移学习

Fig. 2　 Mapping-based
 

transfer
 

learning
 

for
 

bearing
 

data
 

features
 

under
 

variable
 

working
 

condition

理论上,可以通过矩阵变换的方法,将不同工况下的

特征向量集各自通过一个映射矩阵,向参考工况下的特

征向量集作映射。 设共有 k 个试验轴承,每种工况下每

个试验轴承选取同样的样本数量 n,则同一工况下共有

N = k·n个特征向量。由于参考工况的每个特征向量并不

一致,因此采用一一对应的方式将当前工况下的特征向

量集通过一个投影矩阵向参考工况下的特征集作映射,
其结构如图 3 所示。

其中, F i ∈ Rm×N 为工况 I 时的所有轴承样本的信号

特征集,m 为单个特征向量维度,Fref ∈ Rm×N 为参考工况

下所有轴承样本的信号特征集也是不同工况特征向量映

射的统一标准。 具体的求解过程如下:
F i_1∗ωT = Fref_1 (8)
其中, F i_1 和Fref_1 分别为工况 I 和参考工况下的第 1

个特征向量, ω 为与 F i_1 维度相同的矩阵。 则映射矩阵
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图 3　 变工况特征集映射模型

Fig. 3　 Working
 

condition
 

features
 

mapping
 

model

ω 求解为:
ω = ((F i_1) -1∗Fref_1) T (9)
则工况 I 下第一个特征向量 F i_1 与第 2 个特征向量

F i_2 存在以下关系:
F i_1 = Fref_1∗ ωT( ) -1 (10)
F i_2 = Fref_2∗ ωT( ) -1 (11)
由于同一工况下不同特征向量不完全相等,所以:
F i_1 ≠ F i_2 (12)
因此,不可能求解出一个单一矩阵 ω, 满足以下的

映射关系:
F i·ωT = Fref (13)

因此,只能近似求解出一个矩阵 ω􀮨, 使工况 I 的特征

向量集在经其映射后与参考工况下的特征向量集误差尽

量小,从而将问题转化为以下优化求解问题:

minE = ∑
N

n = 1
(Fref_n - F i_n·ω􀮨T) (14)

其中, E 为映射误差函数,min E 即为求解 E 的最小

误差。
1. 3　 深度自编码神经网络

　 　 自编码神经网络是一种无监督的机器学习模型,能
根据自身的结构特性对输入信号进行编码与解码操作。
AE 中的编码器能将输入数据编码为一组隐藏空间表征,
然后解码器将隐藏空间表征数据重构得到输出数据,采
用反向传播算法使输出数据与输入数据的重构误差最

小。 关于深度自编码神经网络的详细信息见参考文

献[18]。
1. 4　 卷积神经网络

　 　 CNN 是一种多层前馈神经网络,通过多个单层卷积

神经网络块的堆叠,能将输入数据转换为深层状态空间

表征,最后将这些深层信息输入分类层,实现不同功能。
其主要包含 4 个部分:卷积层、池化层、全连接层和分类

层。 卷积层通过局部卷积操作提取输入数据的局部特

征;池化层将相似的特征合并为一个特征,从而减少网络

参数,得到平移不变特征。 全连接层将前一池化层得到

的数据特征转换为一维数组并将之输入分类层以完成不

同的功能任务。 关于卷积神经网络的详细信息见参考文

献[5]。

2　 基于监督式自编码器的变工况特征迁移

2. 1　 监督式自编码器

　 　 如图 4 所示,通过预设训练标签,将输入数据经过编

码和解码操作使输出值与预设值尽可能相等,从而实现

监督学习。 与无监督的自编码器相比,监督式自编码器

需要人为指定标签值。

图 4　 监督式自编码器结构

Fig. 4　 Supervised
 

auto-encoder
 

neural
 

network
 

architecture

由于指定了解码标签,SAE 的损失函数定义为解码

输出与指定解码标签的误差:

Es(ω,b) = 1
n ∑

n

i = 1
‖y i - L i‖

2 (15)

其中, y i 为解码器输出数据,L i 为预设解码标签值,
n 为输入数据的维度。 SAE 同样采用梯度下降法来调整

各神经元的权重,直到 Es(ω,b) 达到最小,模型收敛, 模

型训练完成。 SAE 由于预设了解码标签值,误差函数的

定义变为解码器输出值和预设解码标签值的映射误差,
使得训练过程各个神经元权重调整的方向以及模型收敛

的条件不同。
2. 2　 基于监督式自编码器的变工况特征迁移模型

　 　 图 3 所示变工况特征迁移模型结构与图 4 所示监督

式自编码器类似,将图 4 所示 SAE 的隐藏层去除就可以

得到基于监督式自编码器的变工况特征迁移模型,如

图 5 所示。
SAE 可以通过引入非线性激 活 函 数 ( activation

 

function,
 

AF)将图 5 中的线性映射矩阵转换为非线性映

射,从而设计具有更强映射能力的监督式自编码器。 在

SAE 不同位置引入激活函数,设计图 6 所示的基于 SAE
的线性或非线性多工况特征迁移模型。

基于监督式自编码器的轴承变工况特征迁移模型建

立流程如图 7 所示。 设某轴承工况总数为 n,记 F = {F1,
F2,…,Fn} 为所有工况下的轴承信号特征向量集。 将工
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图 5　 基于监督式自编码器的工况特征折算模型

Fig. 5　 Supervised
 

auto-encoder
 

based
 

the
 

condition
 

feature
 

mapping
 

model

图 6　 自编码器映射模型设计

Fig. 6　 Supervised
 

auto-encoder
 

structure
 

design
 

况 1 得到的特征向量集作为自编码器的训练标签记为

Fref ∈ Rm×N,将工况 2 的特征向量集 F2 ∈ Rm×N 依次输入

监督式自编码器,按照 1. 2 节中的方式向训练标签集 Fref

做迁移映射, 得到工况 2 向参考工况的特征映射模型

W2-ref,再将剩余工况特征向量集输入监督式自编码器,
训练得到各自向参考工况的特征映射模型。 除去参考工

况,可得 n - 1 个映射矩阵,记为W = {W2-ref,…,Wn-ref}。
对于某一工况下采集到的测试信号,先判断其工况信息,
然后将其输入对应的映射模型实现变工况下向参考工况

的特征映射迁移。

3　 方案提出

3. 1　 基于监督式自编码器特征迁移和卷积神经网络的

轴箱轴承多工况故障诊断

　 　 本文提出方法的主要研究思路为:首先采用参考工

况下的振动数据集完成单工况轴承故障诊断模型的训练

与测试;然后通过监督式自编码器得到不同工况下特征

图 7　 基于监督式自编码器的轴承变工况特征

迁移模型建立

Fig. 7　 SAE-based
 

features
 

transfer
 

learning
 

procedure

向量集各自向参考工况特征集的映射矩阵。 对于某一特

定工况下的测试数据,首先将其输入预训练的工况特征

迁移模型,实现向参考工况特征向量集映射迁移,然后将

映射后的工况特征集输入由参考工况数据集预训练的轴

承故障诊断模型进行故障识别。
图 8 给出了基于 SAE 和 CNN 的高速列车轴箱轴承

多工况故障诊断研究路线图,主要包含信号采集和特征

提取、模型训练和多工况故障模式识别 3 个环节。 其中

模型训练环节包括了两个模型的训练,1)以参考工况特

征集来训练单工况 CNN 故障预测模型;2)以参考工况特

征集为映射标签进行非参考工况特征集向参考工况特征

集的迁移模型训练。
1)

 

参考工况 CNN 故障预测模型训练

采集参考工况下不同健康状态轴箱轴承的加速度信

号,构建训练样本和测试样本;然后提取训练样本特征并

对其进行归一化处理;最后将归一化后的训练样本特征

集 Fref
 输入 CNN 网络进行训练。 利用误差反向传播调整

模型,当误差函数收敛时,模型训练完毕。
2)

 

工况特征迁移模型训练

采集其他工况下的轴箱轴承加速度信号,并分别构

建对应工况的训练样本和测试样本;然后提取样本特征

并对其进行归一化处理;最后以参考工况特征向量集为

解码标签,将当前工况的特征向量集作为输入,依照 2. 2
节中的方法进行工况迁移模型训练。 SAE 模型输出与解

码标签之间的误差函数收敛时,基于 SAE 的多工况特征

迁移模型训练完成。
3)

 

轴箱轴承多工况故障模式识别

首先将不同工况下轴箱轴承测试样本特征集输入对

应的预训练的工况迁移模型,得到多工况特征迁移后的

测试特征集;然后将迁移后其他工况下的轴箱轴承测试

样本特征集与参考工况测试样本特征集一起输入由参考

工况特征集预训练的 CNN 故障预测模型,得到轴承故障

识别结果。
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图 8　 变工况轴箱轴承故障诊断研究流程图

Fig. 8　 Flowchart
 

of
 

fault
 

diagnosis
 

of
 

axle
 

box
 

bearing
 

under
 

variable
 

working
 

conditions

3. 2　 特征提取与归一化

　 　 轴承振动信号的时域和频域特征能够表征出轴承不

同的故障类型和故障程度,这些时域和频域的特征组成

的特征向量集可以作为构建轴承故障诊断模型的数据依

据。 基于文献[9],对于每个加速度信号样本,提取出包

含 13 个时域特征和 16 个频域特征的共计 29 个特征量。
特征提取后,为了消除由于特征量纲单位不同的影响,使
每个特征值都对模型有所贡献,对特征值归一化处理。
3. 3　 监督式自编码器和卷积神经网络设计

　 　 SAE 的输出层维度应与输入层维度一致,由于每个

样本提取出 29 个特征值,因此,即输入输出层维度大小

为 R1×29, 具体训练参数设置如表 1 所示。

表 1　 监督式自编码器参数信息

Table
 

1　 Specific
 

setting
 

parameters
 

of
 

SAE

参数 输入层 隐藏层 输出层 激活函数 学习效率

数值 1×29 1×29 1×29 Sigmoid 0. 001

　 　 由于单个样本特征向量维度为 F ∈ R1×29, 为了避免

多次非线性变换后数据长度过短的问题,出于对输入特

征向量长度及卷积深度的考虑,卷积核不宜过大,且不需

要使用池化操作来降低卷积层的输出数据的维度。 因

此,设计的 CNN 模型中不包含池化层只有卷积层,其具

体参数设置如表 2 所示,其中 n 为分类数,模型采用的激

活函数为 ReLU 函数,初始学习率为 0. 001。

表 2　 CNN 参数信息

Table
 

2　 Specific
 

setting
 

parameters
 

of
 

CNN

网络层类别 具体参数 输出特征大小

输入层 29 个特征向量 29×1

卷积层 C1 32 个 5×1 的卷积核,步长 1×1 25×1×32

卷积层 C2 64 个 5×1 的卷积核,步长 1×1 21×1×64

卷积层 C3 128 个 3×1 的卷积核,步长 1×1 18×1×128

卷积层 C4 256 个 3×1 的卷积核,步长 1×1 16×1×256

全连接层 4
 

096 个神经元 1×4
 

096

分类层 n 个神经元 n
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4　 试验验证

4. 1　 公开数据集验证

　 　 1)数据描述

利用 CWRU(Case
 

Western
 

Reserve
 

University)轴承数

据中心的数据集来验证本文提出的方法对于多工况轴承

故障的诊断效果。 如表 3 所示,试验一共设置了 4 种工

况。 以 48
 

kHz 的采样频率采集了一共 10 类的轴承信

号,每种工况下截取 100 个数据样本,每个样本包含

2
 

048 个数据点,详细数据集描述如表 4 所示。

表 3　 试验工况信息

Table
 

3　 Experiments
 

condition
 

information

工况编号 电机负载 / HP 电机转速 / rpm

A 0 1
 

797

B 1 1
 

772

C 2 1
 

750

D 3 1
 

730

　 　 2)单工况特征集训练的 CNN 模型多工况故障诊断

选择不同的工况作为源域来训练 CNN 故障预测模

型,即分别以每种工况下的训练样本构建训练特征集,来
训练对应工况的 CNN 故障预测模型。 然后将所有工况

的测试特征集输入预训练的 CNN 模型进行测试,得到在

不同工况下模型的测试准确率交叉验证结果。 每种工况

下,共有 10 个轴承健康类型,每类有 100 个数据样本共

　 　 　

表 4　 数据描述

Table
 

4　 Data
 

description

故障部位
故障尺寸

/ mm
分类标签号 工况数

训练 / 测试

样本量

正常 0 1 4 400 / 400

外圈 0. 177
 

8 2 4 400 / 400

外圈 0. 355
 

6 3 4 400 / 400

外圈 0. 533
 

4 4 4 400 / 400

内圈 0. 177
 

8 5 4 400 / 400

内圈 0. 355
 

6 6 4 400 / 400

内圈 0. 533
 

4 7 4 400 / 400

滚动体 0. 177
 

8 8 4 400 / 400

滚动体 0. 355
 

6 9 4 400 / 400

滚动体 0. 533
 

4 10 4 400 / 400

计 1
 

000 个训练样本。 重复 10 次试验,诊断结果如表 5
所示。 表 5 中,源域中的训练准确率,即单一工况下的基

于 CNN 的轴承故障诊断模型的训练准确率都在 99. 7%
以上。 测试准确率即为目标域中对应工况测试特征集的

测试准确率且都在 97%以上。 分别以每种工况作为源域

训练得到的 CNN 轴箱故障诊断模型对于另外 3 种工况

的测试数据集预测准确较低,这 4 种工况下获得的 CNN
模型对所有工况的测试数据集的平均预测准确率都低于

80% 。 表 5 说明,同种工况下,基于 CNN 的模型能较为

准确地诊断出的轴承故障,但对于其他工况测试样本泛

化能力较弱。

表 5　 未特征迁移多工况故障诊断结果

Table
 

5　 Multi-condition
 

fault
 

diagnosis
 

results
 

using
 

unmigrated
 

data
 

features %

源域 目标域

训练样本特征集 训练准确率
测试样本特征集

A B C D
平均准确率

A 100 99. 2 62. 8 57. 4 57. 9 69. 3

B 99. 8 58. 6 98. 6 80. 7 58. 7 74. 1

C 99. 7 55. 1 84. 1 97. 2 73. 5 77. 5

D 99. 8 59. 5 78. 6 77. 5 98. 2 78. 4

　 　 3)工况特征迁移效果

为了说明基于监督式自编码器的工况迁移效果,选取

工况 A 作为参考工况,即参考工况特征为 hp0-1
 

797
 

rpm
工况下的特征,对所有样本求取 29 个时域和频域特征,
归一化后,将工况 B,C 和 D 的训练特征集输入工况特征

映射模型向参考工况 A 对应样本的特征依次做迁移。 不

同的工况迁移模型误差结果如表 6 所示。 与线性映射相

比,引入 AF 的非线性映射模型的训练误差与最大局部

映射误差都较小。 其中,双投影矩阵+隐藏层输出层同时

激活( W1_AF_W2_AF )的工况迁移模型投影变换能力最

强,误差最小。
以 0. 18 mm 故障尺寸下的外圈故障为例, 基于

W1_AF_W2_AF 模型的特征迁移结果如图 9 所示。 图

中,横坐标代表特征值序列,纵坐标代表归一化后的特

征幅值,每一工况选取第一个特征向量样本进行展示,
不同颜色曲线代表不同工况下的特征序列。 基于
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　 　 　 　 　 　表 6　 不同工况迁移模型训练误差结果

Table
 

6　 Training
 

error
 

of
 

different
 

feature
 

transfer
 

models

特征迁移模型结构 平均训练误差 最大局部投影误差

W1 7. 0×10-3 0. 31

W1 _AF 7. 1×10-3 0. 29

W1 _W2 5. 9×10-3 0. 21

W1 _AF_W2 2. 1×10-3 0. 18

W1 _AF_W2 _AF 1. 9×10-3 0. 12

W1 _AF_W2 _AF 结构的特征迁移模型已经具有较好的

特征迁移效果,在该模型中继续添加投影矩阵和激活

函数将不会显著降低特征迁移误差且会增加计算

负担。

图 9　 外圈故障 0. 18
 

mm 特征迁移前后对比

Fig. 9　 Comparison
 

of
 

bearing
 

feature
 

sequence
 

before
 

and
 

after
 

transferring
 

for
 

outer
 

race
 

fault
 

with
 

0. 18
 

mm

　 　 选取工况 A 作为源域,将 B,C 和 D 工况的测试特征

集输入具有不同结构的 SAE 进行迁移后,随机打乱后输

入由 A 工况训练特征集预训练的 CNN 模型,得到 B,C 和

D 工况下的测试特征集迁移后的测试准确率和总体平均

准确率,重复 10 次试验其结果如表 7 所示。 未引入激活函

数的 SAE 模型,其单矩阵和双矩阵的平均准确率提升最小

分别为 80. 3%和 82%。 而经双投影矩阵+隐藏层输出层同

时激活的 SAE 迁移后的测试特征集测试准确率有了很大

提升,平均准确率达到了 97. 15%。 以上分析表明,基于监

督式自编码器工况迁移能显著提升基于工况 A 为源域训

练的 CNN 模型对于工况 B,C 和 D 的故障识别率。

表 7　 工况 A 作为源域时不同监督式自编码器的效果对比

Table
 

7　 Training
 

accuracy
 

of
 

different
 

SAE
 

structure
 

using
 

the
 

model
 

trained
 

using
 

condition
 

A
 

features %

SAE 结构
迁移后样本特征集测试准确率

B C D

平均

准确率

未迁移 62. 8 57. 4 57. 9 59. 4
W1 89. 7 84. 5 72. 4 80. 3

W1 _AF 90. 2 89. 6 87. 6 89. 1
W1 _W2 88. 7 84. 9 72. 5 82. 0

W1 _AF_W2 91. 0 96. 1 99. 2 95. 4
W1 _AF_W2 _AF 95. 6 96. 5 97. 3 97. 15

　 　 为了进一步验证基于监督式自编码器和 CNN 对轴

承变工况的故障诊断效果,分别以每种工况作为源域,将
其他工况特征集通过结构为W1_AF_W2AF的监督式自编

码器向其迁移后,输入对应源域的 CNN 故障预测模型,
重复 10 次试验,测试准确率结果如表 8 所示。 与表 5 相

比,经过特征迁移后的,轴承故障识别率有了显著提升。
不同源域得到的 CNN 模型经特征迁移后的平均测试准

确率都达到了 96%以上。 其中,以 C 工况为源域,经特征

迁移后平均测试准确率由 77. 5%提升至 97. 25% 。

表 8　 特征经 W1 _AF_W2AF 结构 SAE 迁移后 CNN 多工况故障诊断结果

Table
 

8　 Diagnosis
 

results
 

of
 

feature
 

transfer
 

model
 

based
 

on
 

W1 _AF_W2AF
 

structure %

源域 目标域

训练样本特征集 训练准确率
测试样本特征集

A B C D

平均

准确率

A 100 99. 2 95. 6 96. 5 97. 3 97. 15

B 99. 8 95. 7 98. 6 95. 1 98. 0 96. 80

C 99. 7 96. 4 96. 8 98. 2 97. 6 97. 25

D 99. 8 96. 6 96. 5 96. 2 98. 7 96. 90

　 　 基于以上分析,本文提出的基于监督式自编码器特

征迁移和卷积神经网络的轴承变工况故障诊断方法,在
CWRU 轴承数据集上取得了良好的效果。 其中,基于投

影矩阵+隐藏层输出层同时激活的监督式自编码器能较
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好地实现不同工况下的特征集迁移。 为了进一步验证本

文提出方法的有效性,表 9
 

给出参考文献中基于迁移成

分分析的不同轴承变工况故障诊断方法对于 CWRU 轴

承数据集的测试准确率。 由于噪声的影响, 参考文

献[15-20]中提出的变工况轴承故障诊断方法对于

CWRU 轴承数据集的测试准确率主要为 94% ~ 97% 之

间,本文提出的方法准确率可以达到 97. 15% ,具有较高

的轴承状态识别率。

表 9　 几种基于 TCA 的西储大学轴承数据集多

工况故障诊断方法结果对比

Table
 

9　 Comparisons
 

of
 

the
 

proposed
 

method
 

with
 

previous
 

TCA-based
 

studies
 

adopting
 

the
 

CWRU
 

dataset.

文献 方案
试验方案

(源域 / 目标域)
测试

准确率 / %

[15] 特征迁移学习与卷积神经网络 A/ BC 96. 75

[16] 特征迁移学习与支持向量机 B/ ACD 96. 25

[17] 特征迁移学习与支持向量机 C/ ABD 96. 20

[18] 迁移成分分析与 BP 神经网络 A/ BCD 91. 30

[19] 自适应批量归一化与卷积神经网络 B/ CD 96. 79

[20] 特征迁移学习与 K-最近邻分类 B/ CD 93. 80

本文

方法
特征迁移学习与卷积神经网络 A/ BCD 97. 15

4. 2　 高速列车轴箱轴承数据验证

　 　 1)数据描述

轴箱轴承数据来自于高速列车系统集成国家工程实

验室整车滚动综合性能试验台。 如图 10 所示,整车滚动

试验台主要包含驱动电机、主动轮、从动轮、加速度传感

器和 NI 数据采集系统等。 驱动电机带动主动轮旋转,驱
动列车车轮转动模拟列车实际工况。

图 10　 整车滚动综合性能试验台示意图

Fig. 10　 The
 

sketch
 

of
 

rolling
 

vibration
 

test
 

rig
 

of
 

train

8 个在列车检修中收集到的轴箱轴承被安装在被试

车上,在不同的工况下,以 20
 

kHz 的采样频率采集轴承

振动信号。 整周期工况设计如图 11 所示,图中转速曲线

升速段共有 9 段恒速状态,选取 100、150、200、250、300、
350 km / h 等共计 6 个组稳态工况下轴箱轴承振动数据

作为分析用数据集。

图 11　 试验工况设计

Fig. 11　 Experimental
 

condition
 

design
 

for
 

HST

试验用 8 个轴箱轴承由人工检视后确定的共计有

6 种健康状况,包含有正常状态、外圈和内圈复合故障、
外圈和滚动体复合故障,以及 3 个不同故障等级的外圈

故障。 每种故障类型在不同工况下获取各 100 个训练和

测试样本,详细的数据集说明如表 10 所示。

表 10　 数据描述

Table
 

10　 Data
 

description
 

for
 

HST

故障类型 故障尺寸
分类

标签号
工况数

训练 / 测试

样本数

正常 ∗ 0 6 600 / 600

外圈和内圈故障 ∗ 1 6 600 / 600

外圈和滚动体故障 ∗ 2 6 600 / 600

外圈故障 轻微 3 6 600 / 600

外圈故障 中度 4 6 600 / 600

外圈故障 严重 5 6 600 / 600

　 　 2)原始特征 CNN 的多工况轴承故障诊断

分别选择 200、250、300 和 350 km / h 作为源域来训

练 CNN 故障预测模型,即分别以每种工况下的训练样本

构建训练特征集,来训练对应工况的 CNN 故障预测模

型。 然后将所有 6 种工况的测试特征集输入预训练的

CNN 模型进行测试,得到模型在不同工况下的测试准确

率交叉验证结果。 每种工况下 6 个轴承健康类型,每类

有 100 个数据样本共计 600 个训练样本。 重复 10 次试

验,诊断结果如表 11 所示。
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表 11　 高速列车原始特征 CNN 多工况故障诊断结果

Table
 

11　 Multi-condition
 

fault
 

diagnosis
 

results
 

using
 

unmigrated
 

data
 

features
 

for
 

HST %

源域 目标域

训练样本

特征集
训练准确率

测试样本特征集

100
 

km / h 150
 

km / h 200
 

km / h 250
 

km / h 300
 

km / h 350
 

km / h
平均准确率

200
 

km / h 100 54. 0 63. 5 100 85. 3 71. 5 47. 800 70. 4

250
 

km / h 100 70. 3 65. 5 79. 0 100 59. 8 23. 300 66. 3

300
 

km / h 100 41. 5 39. 2 64. 8 74. 3 100 0. 833 53. 4

350
 

km / h 100 15. 3 27. 3 18. 7 28. 5 82. 5 99. 800 45. 4

　 　 同一工况下,基于 CNN 的轴箱轴承故障诊断方法取

得了优异的结果, 4 种源域的训练准确率都达到了

100% ,测试准确率都在 99. 8% 以上。 但对于其他工况的

故障诊断准确率较低,4 种源域 CNN 故障诊断模型的平

均测试准确率不高于 71% 。 这表明高速列车在不同车速

下,轴箱轴承振动信号特征差异较大,单一工况训练的

CNN 故障诊断模型的泛化能力较差。
3)工况迁移效果

选取 350 km / h 工况作为源域,即参考工况特征为列

车 350 km / h 工况下的特征,对其他工况所有训练样本求

取 29 个时域和频域特征,归一化后,输入工况特征迁移

模型向标准工况下对应样本的特征做迁移。 训练过程不

同的工况迁移模型误差结果如表 12 所示。

表 12　 不同工况迁移模型误差结果

Table
 

12　 Training
 

accuracy
 

of
 

feature
 

transfer
 

model
 

based
 

ondifferent
 

SAE
 

structure
 

for
 

HST
 

bearing

特征迁移模型 平均训练误差 最大局部投影误差

W1 1. 3×10-3 0. 21

W1 _AF 1. 6×10-3 0. 23

W1 _W2 1. 1×10-3 0. 19

W1 _AF_W2 2. 9×10-4 0. 18

W1 _AF_W2 _AF 1. 8×10-4 0. 11

　 　 工况迁移结果表明,基于双投影矩阵+隐藏层输出层

同时激活自编码器模型对轴箱轴承训练特征集具有最优

的工况迁移效果。 以外圈严重程度故障为例, 基于

W1_AF_W2_AF 模型的特征迁移结果如图 12 所示。 图

中,横坐标代表特征值序列,纵坐标代表归一化后的特征

幅值,每一工况选取第一个特征向量样本进行展示,不同

颜色曲线代表不同工况下的特征序列。 图 12 表明经过

双投影矩阵+隐藏层输出层同时激活自编码器模型迁移

后的由列车不同工况造成的轴箱轴承信号特征畸变得到

了消除。

图 12　 外圈严重故障特征序列迁移前后对比图

Fig. 12　 Comparison
 

of
 

bearing
 

feature
 

sequence
 

before
 

and
 

after
 

transferring
 

for
 

severe
 

outer
 

race
 

fault

　 　 分别以每种工况作为源域,将其他工况特征集通过

双矩阵+隐藏层输出层同时激活的监督式自编码器向其

迁移后,输入对应源域的 CNN 故障预测模型,测试准确

率结果如表 13 所示。 与表 10 相比,经过特征迁移后的,
轴承故障识别率有了显著提升。 4 种源域得到的 CNN 故

障诊断模型对经特征迁移后测试样本集的平均测试准确

率都达到了 98% 以上。 其中,以 300 km / h 工况为源域,
经特征迁移后平均测试准确率由 53. 4%提升至 99. 4% 。

4)所提出变工况故障诊断车载应用架构

本文的目标是为高速列车开发一种有效的适用于变

工况的轴箱轴承故障诊断方法并将其集成于动车组协同

维修系统。 本文提出的方法与高速列车协同维护的关系

如图 13 所示。 该框架主要包括实验室台架试验,车载系

统运行和模型更新 3 个阶段。 为了获得准确、高效的变

工况故障诊断模型,在高速列车国家工程实验室进行

了台架试验。 利用列车滚动试验台采集的数据,训
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　 　 　 　 表 13　 特征迁移后 CNN 多工况故障诊断结果

Table
 

13　 Multi-condition
 

diagnosis
 

results
 

of
 

CNN
 

after
 

feature
 

transfer %

源域 目标域

训练样本

特征集
训练准确率

测试样本特征集

100
 

km / h 150
 

km / h 200
 

km / h 250
 

km / h 300
 

km / h 350
 

km / h

平均

准确率

200
 

km / h 100 99. 80 99. 1 100 98. 8 100 98. 2 99. 3

250
 

km / h 100 100 99. 6 100 100 100 97. 0 99. 4

300
 

km / h 100 100 100 100 100 100 96. 2 99. 4

350
 

km / h 100 95. 33 98. 0 99. 8 99. 5 99. 8 99. 8 98. 7

图 13　 高速列车协同维护系统研究框架

Fig. 13　 Collaborative
 

maintenance
 

system
 

framework
 

for
 

HST

练了基于监督式自编码器特征迁移和卷积神经网络的高

速列车轴箱轴承变工况故障诊断模型。 然后将训练好的

模型移植到车载轴承监测系统中,对轴箱轴承故障进行

监测。
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如图 14 所示车载轴箱轴承健康监测系统诊断流程

图拟选用时速 350 km / h 作为参考工况,则可用监督式自

编码器训练分别得到 200,250 和 300 km / h 工况下向参

考工况 350 km / h 的特征映射矩阵,记为, W200-350,W250-350

和 W300-350。 当车速在 350 km / h 时,信号特征直接输入

预训练的 CNN 模型进行故障诊断;当处于其他运行速度

时,先将信号特征输入对应的基于 SAE 的工况迁移模型

映射后再输入预训练的 CNN 模型进行故障诊断,同时车

载系统通过网络将相关数据上传至高速列车协同维护集

成平台。

图 14　 车载轴箱轴承变工况故障诊断技术途径

Fig. 14　 The
 

technical
 

route
 

of
 

fault
 

diagnosis
 

for
 

high-speed
 

train
 

axle-box
 

bearings

轴箱轴承 CBM 系统的建立不是一个从最初的设计

就能顺利、完美实施的过程,而是一个不断升级和丰富预

测知识和数据库的过程。 在本文提出方法实施之初,不
太可能收集大量数据并产生足够全面的知识。 然而,轴
箱轴承状态监控执行过程中,数据库和知识库可以得到

改进和丰富,进而建立一个可靠的适用于轴箱轴承健康

监测的模型。

5　 结　 　 论

　 　 为了实现高速列车轴箱轴承变工况故障诊断,本文

将无监督的自编码器改造为监督式自编码器,提出了基

于监督式自编码器和卷积神经网络的有限变工况轴承故

障检测方法。 该方法将不同工况下提取的信号特征向量

集通过监督式自编码器向标准工况下的信号特征做迁

移,再将迁移后的信号特征输入由参考工况训练集特征

预训练的卷积神经网络进行故障识别。 通过对西储大学

轴承数据集和高速列车实测数据集的分析,与直接将原

始特征输入卷积神经网络的故障识别准确率相比,运用

监督式自编码器特诊迁移后的故障识别准确率有了大幅

提升。 试验分析结果表明该方法能有效消除工况变化引

起的故障特征偏移,通过将提出的方法嵌入高速列车协

同维护系统,实现变工况的高速列车轴箱轴承故障的实

时在线诊断。
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