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摘　 要:针对现有的绝对瓦斯涌出量软测量方法普遍未考虑瓦斯涌出量自身历史数据的前后影响,提出一种基于深度学习中长

短时记忆网络(LSTM)的瓦斯涌出量软测量模型,利用绝对瓦斯涌出量及其相关影响因素历史数据的时间序列进行预测。 考虑

到 LSTM 模型需特别注意控制学习率以防止因出现梯度问题从而影响结果,对 LSTM 单元结构做出调整,引入 softsign 函数,通
过其变化相对缓和的一阶导数以更好的解决梯度问题,使网络更快收敛且更不容易出现饱和。 针对 LSTM 中存在诸多超参数,
结合量子粒子群算法(QPSO)对其优化,使绝对瓦斯涌出量软测量结果精度最优,并利用核主成分分析对测量指标降维,加快模

型收敛速度。 对比改进后的模型与初始模型,得到改进的模型具有更高的精度和效率,均方根误差、平均绝对百分比误差和拟

合优度决定系数 3 种误差评价指标分别为 0. 080、0. 82%
 

和 0. 988。 将提出的模型与 ELM、PSO-SVM、PSO-BP 以及 GRU 模型对

比,可得到提出的模型误差更小,测量结果优于其他模型。 实验结果表明,提出的瓦斯涌出量软测量模型具有更好的表现。
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Abstract:The
 

existing
 

soft
 

measurement
 

methods
 

of
 

absolute
 

gas
 

emission
 

generally
 

do
 

not
 

consider
 

the
 

influence
 

of
 

the
 

historical
 

data
 

of
 

gas
 

emission.
 

To
 

address
 

this
 

issue,
 

a
 

soft
 

measurement
 

model
 

of
 

gas
 

emission
 

based
 

on
 

the
 

long
 

short-term
 

memory
 

( LSTM)
 

in
 

deep
 

learning
 

is
 

proposed.
 

The
 

time
 

series
 

of
 

historical
 

data
 

of
 

absolute
 

gas
 

emission
 

and
 

its
 

related
 

influencing
 

factors
 

are
 

utilized
 

for
 

prediction.
 

Due
 

to
 

the
 

gradient
 

problem,
 

the
 

LSTM
 

model
 

needs
 

to
 

pay
 

special
 

attention
 

to
 

control
 

the
 

learning
 

rate
 

to
 

prevent
 

the
 

severe
 

decreasing
 

of
 

prediction
 

results.
 

The
 

LSTM
 

cell
 

structure
 

is
 

adjusted,
 

and
 

the
 

softsign
 

function
 

is
 

introduced
 

to
 

solve
 

the
 

gradient
 

problem
 

through
 

its
 

first
 

derivative
 

with
 

relatively
 

gentle
 

changes.
 

In
 

this
 

way,
 

the
 

network
 

convergence
 

is
 

faster
 

and
 

less
 

prone
 

to
 

saturation.
 

In
 

view
 

of
 

the
 

existence
 

of
 

many
 

hyperparameters
 

in
 

LSTM,
 

the
 

quantum-behaved
 

particle
 

swarm
 

optimization
 

( QPSO)
 

algorithm
 

is
 

used
 

to
 

optimize
 

the
 

soft
 

measurement
 

accuracy
 

of
 

absolute
 

gas
 

emission.
 

And
 

the
 

kernel-principal
 

component
 

analysis
 

is
 

utilized
 

to
 

reduce
 

the
 

dimension
 

of
 

measurement
 

indexes
 

to
 

accelerate
 

the
 

convergence
 

speed
 

of
 

the
 

model.
 

Comparing
 

the
 

improved
 

model
 

with
 

the
 

initial
 

model,
 

the
 

improved
 

model
 

has
 

higher
 

accuracy
 

and
 

efficiency.
 

The
 

root
 

mean
 

squared
 

error,
 

mean
 

absolute
 

percentage
 

error
 

and
 

goodness
 

of
 

fit
 

determinant
 

are
 

0. 080,
 

0. 82%
 

and
 

0. 988,
 

respectively.
 

Comparing
 

the
 

proposed
 

model
 

with
 

ELM,
 

PSO-SVM,
 

PSO-BP
 

and
 

GRU
 

models,
 

the
 

proposed
 

model
 

has
 

smaller
 

error
 

and
 

better
 

measurement
 

results
 

than
 

other
 

models.
 

Experimental
 

results
 

show
 

that
 

the
 

proposed
 

soft
 

measurement
 

model
 

of
 

gas
 

emission
 

has
 

better
 

performance.
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0　 引　 　 言

井下煤矿瓦斯事故频发,瓦斯涌出量是判断是否存

在安全隐患的重要依据,对其进行精准有效的测量能够

很大程度避免危险发生。 由于井下环境特殊,开采过程

机理复杂,瓦斯涌出量不易直接测量,因此可通过数学方

法对其进行软测量[1] 。
近年来,许多学者提出了瓦斯涌出量的各种测量方

法与模型。 温廷新等[2] 将反向传播神经网络 ( back
 

propagation
 

neural
 

network,
 

BPNN)、粒子群算法( particle
 

swarm
 

optimization,
 

PSO) 和 AdaBoost
 

自适应算法融合,
对瓦斯涌出量以分源预测的方式进行软测量。 董晓雷

等[3] 利用遗传算法寻找支持向量 机 ( support
 

vector
 

machine,
 

SVM)的最优惩罚参数 c 和核函数参数 g,并结

合 SVM 训练速度快且具有良好泛化性能的特点,建立了

基于 SVM 耦合遗传算法的回采工作面瓦斯涌出量预测

模型。 徐耀松等[4] 提出一种改进的万有引力算法,训练

BP 神经网络的初始权值和阈值,提高了瓦斯涌出量的预

测精度与收敛速度。
上述研究普遍从绝对瓦斯涌出量相关影响因素出

发,通过将其他因素作为影响因子得到绝对瓦斯涌出量

的测量值,未将瓦斯涌出量自身历史数据对当前乃至未

来的影响考虑在内,因此,一些学者从时间序列的角度出

发,兼顾绝对瓦斯涌出量自身因素的前后影响,使问题转

化为具有非线性属性的绝对瓦斯涌出量在时间序列上的

回归预测,利用历史数据对未来的瓦斯涌出量进行软测

量。 Yang 等[5] 在灰色预测 GM(1,
 

1)模型的基础上进行

了二次参数拟合,将得到第二个拟合参数用于趋势预测,
使用马尔可夫状态转移概率矩阵方法对其结果进行二次

拟合。 樊保龙等[6] 利用局部均值分解方法( local
 

mean
 

decomposition,
 

LMD)方法将瓦斯涌出量的历史数据分解

得到多个生产函数分量,对每个分量使用 SVM 函数拟

合,但其未针对 SVM 参数优化问题进行讨论。 施式亮

等[7] 与樊保龙等相似,根据瓦斯涌出时序数据,针对非静

态 信 号, 使 用 经 验 模 态 分 解 ( empirical
 

mode
 

decomposition,
 

EMD)方法获得多个本征模态函数,对每

个函数建立 SVM 模型,同时又使用 PSO 算法优化 SVM
参数,该模型的主要问题在于优化的模型易陷入局部最

优,所得出的最佳参数未从全局出发考虑。 代巍等[8] 通

过变分模态分解将历史瓦斯涌出量分解为若干固有分量

并分析其局部特征, 分别建立相关向量机 ( relevance
 

vector
 

machine,
 

RVM)模型,并通过差分进化( differential
 

evolution,
 

DE)算法优化参数。
不难发现,现有的从时间序列角度对绝对瓦斯涌出

量进行软测量的研究,较多学者都通过有关支持向量机

的方法实现。 由于绝对瓦斯涌出量相关因素具有非线性

属性[9] ,使得上述方法的精度提升有限。 近年来,深度学

习[10] 由于其精度高,抓取信息能力强等特点,应用愈加

广泛,但其对于瓦斯涌出量软测量问题的可行性及效果

研究较少。 利用瓦斯涌出量相关因素的历史数据,提出

改进深度学习中的长短时记忆网络模型( long
 

short-term
 

memory,
 

LSTM)对未来的绝对瓦斯涌出量进行软测量,
使 用 量 子 粒 子 群 ( quantum-behaved

 

particle
 

swarm
 

optimization,
 

QPSO)优化模型超参数,以达到较高的精

度。 为提 升 收 敛 速 度, 使 用 核 主 成 分 分 析 ( kernel
 

principal
 

component
 

analysis,
 

KPCA) 对数据做主成分提

取,简化模型输入。

1　 LSTM 模型及超参数优化

1. 1　 LSTM 瓦斯涌出量测量模型

LSTM 可通过每个单元中的遗忘门( forget
 

gate)、输
入门(input

 

gate)和输出门(output
 

gate)以及由 tanh 激活

函数构成的细胞单元状态( cell
 

state)实现历史信息的取

舍[11] 。 LSTM 虽然解决了传统循环神经网络存在的长期

依赖问题[12] ,处理梯度问题的能力也有了提升,但它依

然需要十分注意学习率以防止梯度消失或梯度爆炸[13] 。
softsign 函数[14] 与 LSTM 单元中使用的 tanh 激活函数有

相似之处,tanh
 

与
 

softsign
 

函数数学表达如式(1)、(2),
其函数曲线及一阶导数曲线如图 1 所示。

tanh(x) = 1 - e -2x

1 + e -2x (1)

softsign(x) = x
1 +| x |

(2)

图 1　 Tanh 与 Softsign 函数及其一阶导数曲线

Fig. 1　 Tanh
 

and
 

Softsign
 

functions
 

and
 

their
 

first
 

derivative
 

curve

　 　 由图 1 可知,softsign 函数较 tanh 函数的曲线更平

坦,一阶导数变化相对缓和,因此能更好的解决梯度问

题,使网络更快收敛且更不容易出现饱和。 研究发现,通
过 softsign 函数对 LSTM 单元加以改进,在单元状态中使
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用 softsign 函数代替 tanh 函数,可使梯度问题得以更好的

解决,迭代次数得以减少,预测效果也有提升。
改进的 LSTM 单元中,上一单元的输出与当前时刻

的涌出量通过遗忘门与输入门决定历史数据与当前的瓦

斯涌出量对未来的影响,即:
f t = σ(W f·[h t -1,x t] + b f) (3)
i t = σ(W i·[h t -1,x t] + b i) (4)

式中:σ 代表 sigmoid 函数;x 为单元输入;h 为单元输出;
t 代表当前时刻[15] ;W 与 b 为各自的权重与偏置项,共同

决定信息的取舍。
同时,包含当前瓦斯涌出量输入信息的单元状态通

过 softsign 函数更新为:
C ~

t = softsign(Wc·[h t -1,x t] + bc) (5)
则输出的单元状态 C t 为:
C t = f t C t -1 + i t C ~

t (6)
式中:符号 代表 Hadamard 积[16] 。

将历史与当前瓦斯涌出量的信息经输出门,并通过

当前输出的单元状态 C t,得到包含瓦斯涌出量信息的当

前时刻的单元输出 h t, 即:
o t = σ(Wo·[h t -1,x t] + bo) (7)
h t = o t tanh(C t) (8)

1. 2　 LSTM 超参数优化

LSTM 模型中包含许多超参数[17] ,其中输入层单元

个数与输入数据维数相同,全连接层单元个数与输出维

数相同,其他无法直接确定且对瓦斯涌出量测量精度影

响较大的超参数包括:隐含单元个数 G、学习率 ξ
 

以及训

练迭代次数 T。 若通过测试确定这 3 个超参数,需要大

量实验,可使用寻优算法使其理想[18-19] 。 量子粒子群基

于量子计算改良了粒子群[20] ,在多维搜索空间内,代表

超参数的粒子在 t+1 时刻的速度和位置信息更新为:

ω = ωmax -
nk(ωmax - ωmin)

nmax
(9)

P􀭺m = 1
n ∑

n

k = 1
p t
k (10)

vt +1 = η1p id + (1 - η1)pgd (11)

x t +1
id = vt +1 ± ω· P􀭺m - x t

id ·ln
1
η2

( ) (12)

式中: v 为代表超参数的粒子在搜索空间的速度;x 为粒

子位置;ω 为权重,控制平衡;ωmax = 2,ωmin = 0. 1;n 为种

群数量;P􀭺m 为所有粒子适应度平均值;η 为[0,1] 内的均

匀随机数;nk 和 nmax 为当前和最大迭代次数;i和 g代表个

体和全局,p id 和 pgd 为局部和全局最优粒子[21] 。
由式(9)

 

~
 

(12) 得, ω 随 nk 增大而减小, 会降低

QPSO 的收敛速度与精度,搜寻速度取决于 p id 和 pgd, 若

全局搜索能力与局部搜索能力矛盾时,需加以平衡。 通

过引入动态权重[22] ,平衡搜寻能力,如式(13)、(14):

ωd = e
Pi
P􀭺m

1 + e
-Pi
P􀭺m( )

nk

(13)

vt +1 = ωdp id + (1 - ωd)pgd + η1pgd (14)
式中: ωd 是动态权重;p i 是第

 

i 个粒子的适应度。 将 G、
ξ、T 这 3 个超参数作为粒子, 利用引入动态权重的 QPSO
对其寻优。

2　 瓦斯涌出量软测量模型的构建

2. 1　 瓦斯涌出量影响因素核主成分分析

瓦斯涌出量及其相关影响因素的历史数据共同构成

数据集 X
~
,则 X

~ = X1 X2 … Xp[ ]
T,其中,p 为绝对瓦

斯 涌 出 量 软 测 量 指 标 的 选 取 种 类 数,
 

Xp =
Xp(1) Xp(2) … Xp(m)[ ] ,m 为该指标在时间序列

上排列后的样本大小。 对 X
~
进行核主成分分析,将 X

~
映

射到高维空间[23] ,即:
K =(K ij) m×m = K(X i,X j) = (φ(X i),φ(X j)) (15)

式中: φ
 

为非线性映射,i,j = 1,2,…,m。 将 K 中心化得

到 K
~

,并对其协方差矩阵特征分解[24] ,得到 N个特征值 λ
和特征向量μ。 筛选所有特征值中最大的 q个特征值,指
定其贡献度为m,则通过这 q个特征值及其对应的特征向

量可计算提取主成分后的 X, 即:

X =K
~ T·

1
λ 1

μ 1, 1
λ 2

μ 2,…, 1
λ q

μ q
é

ë
ê
ê

ù

û
ú
ú (16)

2. 2　 瓦斯涌出量 QPSO-LSTM 软测量模型

设提取主成分后降至 q 维的瓦斯涌出量软测量的指

标为 X = X1 X2 … Xq[ ]
T,取 X 的前 80%

 

作为训练

集 R,后 20%作为测试集 E。 训练前对数据标准化以消

除量纲,对 R 中的数据采用零均值和标准方差的处理方

法得到 R′,处理方法如式(17)所示。

X′ij =
X ij -

∑X i

0. 8·m

1
0. 8·m∑ X ij -

∑X i

0. 8·m( )
2

(17)

式中: X i 为R的第
 

i行,1 ≤ i ≤ n,X′ij 为 X ij 的处理结果。
记录处理过程中的均值与方差,使用与 R 相同的参数标

准化测试集 E,可知处理得到的 E′ 的均值与方差不一定

为 0 和 1。
根据 R′准备变量 XR′及其响应 YR′。 指定 YR′为 XR′向

后移动一个时间步,并在 E′中用同样方法指定 XE′与 YE′。
将隐含单元个数 G、学习率 ξ 以及训练迭代次数 T

这 3 个超参数作为粒子,初始化种群大小,使 G 的区间为

[100,
 

300 ], T
 

为 [ 1000,
 

2000 ], 初 始 学 习 率 ξ 为
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[0. 001,
 

0. 01], 每 隔 0. 25
 

T 降 低 ξ 至 原 来 的

[0. 1,
 

0. 5]。 使用引入动态权重的 QPSO 对 G、ξ、T 寻

优,在
 

R′
 

上迭代。 每迭代一次,更新一次 p id 和 pgd, 通过

式(10)、(12)
 

~
 

(14)更新速度和位置。 在搜索种群空

间内,寻优通过适应度函数 fit 衡量结果。 适应度的计算

通过两种方式,一种通过 R′
 

中预测值的均方误差实现,
如式(18),另一种通过

 

R′
 

中预测曲线拟合情况实现,如
式(19)所示。

fit1 = 1
0. 8·m∑

0. 8·m

i = 1
(Y i -Y

~

i)
2 (18)

fit2 =
∑
0. 8·m

i = 1
(Y i -Y

~

i)
2

∑
0. 8·m

i = 1
(Y

~ -Y
~

i)
2

(19)

式中: Y
~

i 为绝对瓦斯涌出量真实值,Y i 代表当前训练得

到的预测值。 指定寻优迭代次数,观察适应度迭代图,若
当前适应度在迭代的最后阶段趋于平缓,则保留当前结

果,否则增加迭代次数,重新寻优,继续更新 p id 和 pgd。 通

过比较两种适应度下误差,确定最优的参数。 每次寻优

的过程中,令模型在
 

R′
 

上通过式(20)、(21) 所示的反向

传播实现反向传导,利用式(3)
 

~
 

(8) 反复处理 XR′ 与

YR′, 不断迭代使每个
 

LSTM
 

单元内部参数逼近最优解。

α
~ = βα

~ - (1 - β)dα 2 (20)

α′ = α - γ dα

α
~

(21)

式中: α
~
代表参数 α 梯度指数的加权平均值,α 代表当前

更新的参数,如权重 W 和偏置项 b,α′代表更新后的参数
 

β 控制需要平均的步长,γ 控制更新的步长。 模型每次更

新,α′ 的值赋给 α,继续迭代,直至迭代结束,确定模型参

数,输出预测值 Y′ij,再对 Y′ij 利用式(22) 反标准化,得到

最终的绝对瓦斯涌出量预测值 Y ij。

Y ij = Y′ij·
1

0. 8·m∑ X ij -
∑X i

0. 8·m( )
2

+
∑X i

0. 8·m

(22)

3　 实验测试及分析

为验证 QPSO-LSTM 瓦斯涌出量软测量模型的可靠

性,选取山西潞安集团李村煤矿瓦斯涌出量及相关影响

因素的历史数据进行测试。

3. 1　 瓦斯涌出量影响因素预处理

回采工作面瓦斯涌出量影响因素较多[25] ,选取包含

绝对瓦斯涌出量在内的 10 个影响因素,分别是:绝对瓦

斯涌出量 X1、 煤层瓦斯含量 X2、 煤层深度 X3、 煤层厚

度 X4、采高 X5、开采强度 X6、工作面采出率 X7,推进速

度 X8,邻近层瓦斯含量 X9,邻近层厚度 X10。 选取上述因

素近 10
 

000 组历史监测数据,其中,前 8
 

000 组样本用于

软测量模型拟合,后 2
 

000 组用于绝对瓦斯涌出量的预

测。 列举各类影响因素中 10 组数据,如表 1 所示,由绝

对瓦斯涌出量历史 10
 

000 个数据构成的时间序列如图 2
所示,对其利用小波变换[26] 提取 5 层细节分量和近似分

量,将 1、2 层细节分量置零,重构小波分解向量,实现瓦

斯涌出量数据的降噪,降噪结果如图 3 所示。

表 1　 回采工作面瓦斯涌出量监测数据

Table
 

1　 Monitoring
 

data
 

of
 

gas
 

emission
 

from
 

mining
 

face

样本
X1 /

(m3·min-1 )

X2 /

(m3·t-1 )

X3 /

m

X4 /

m

X5 /

m

X6 /

( t·d-1 )
X7

X8 /

(m·d-1 )

X9 /

(m3·t-1 )

X10 /

m

1 7. 68 4. 34 607 6. 1 6. 1 3
 

087 0. 785 2. 77 3. 02 1. 74

2 7. 80 4. 03 604 6. 2 6. 2 3
 

354 0. 812 2. 64 3. 15 1. 80

3 8. 51 4. 80 634 6. 5 6. 5 3
 

620 0. 773 2. 92 2. 98 1. 92

4 7. 95 4. 67 640 6. 3 6. 3 3
 

412 0. 802 2. 75 2. 56 1. 75

5 7. 24 4. 21 590 5. 9 5. 9 3
 

139 0. 795 2. 85 3. 40 1. 50

6 7. 34 3. 82 579 3. 1 3. 1 3
 

122 0. 743 2. 65 2. 68 1. 59

7 8. 04 4. 62 629 6. 4 6. 4 3
 

456 0. 803 2. 80 3. 35 1. 61

8 7. 69 4. 43 609 6. 1 5. 9 3
 

620 0. 781 2. 79 3. 31 1. 67

9 7. 48 4. 21 601 5. 2 6. 1 2
 

956 0. 694 2. 68 3. 24 1. 73

10 8. 02 4. 52 613 5. 9 6. 3 3
 

056 0. 810 2. 81 3. 16 1. 67
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图 2　 瓦斯涌出量时间序列

Fig. 2　 Time
 

series
 

of
 

gas
 

emission

图 3　 瓦斯涌出量时间序列降噪结果

Fig. 3　 Noise
 

reduction
 

results
 

of
 

gas
 

emission
 

time
 

series

　 　 对 10 类软测量指标降噪后进行核主成分分析,按顺

序排列各个主成分的方差贡献度并计算累计方差贡献

度,如表 2 所示。

表 2　 主成分贡献度及累计贡献度

Table
 

2　 Principal
 

component
 

contribution
 

and
 

cumulative
 

contribution

方差贡献度 累计方差贡献度

第一主元 0. 619
 

0 0. 619
 

0

第二主元 0. 148
 

7 0. 767
 

7

第三主元 0. 092
 

9 0. 860
 

6

第四主元 0. 041
 

0 0. 901
 

6

第五主元 0. 036
 

3 0. 937
 

9

第六主元 0. 019
 

2 0. 957
 

1

第七主元 0. 015
 

7 0. 972
 

8

第八主元 0. 013
 

4 0. 986
 

2

第九主元 0. 009
 

8 0. 996
 

0

第十主元 0. 004
 

0 1

　 　 由表 2 可知,前 3 个主元的累计方差贡献度为

0. 860
 

6,表明这 3 个主元能够实现所有主元表达能力的
 

85%以上,因此选取前 3 个主元作为瓦斯涌出量软测量

模型的输入向量,列举每个主元的特征向量中的 10 个元

素,如表 3 所示。

表 3　 主成分的特征向量

Table
 

3　 Eigenvectors
 

of
 

principal
 

components

第一主元 第二主元 第三主元

-0. 251
 

9 0. 044
 

9 -0. 187
 

1

0. 066
 

3 -1. 414
 

2 -0. 343
 

1

1. 948
 

6 1. 728
 

5 1. 216
 

4

0. 464
 

0 -0. 179
 

6 1. 528
 

3
-1. 418

 

4 0. 942
 

8 -1. 070
 

9
-1. 153

 

3 -1. 302
 

0 -1. 642
 

7

0. 702
 

6 0. 381
 

6 0. 956
 

5
-0. 225

 

4 0. 269
 

4 -0. 083
 

2
-0. 782

 

1 -0. 965
 

3 -0. 499
 

1

0. 649
 

5 0. 493
 

9 0. 124
 

8

3. 2　 LSTM 模型对比实验

1)softsign 函数与 tanh 函数对比实验

针对 softsign 函数与 tanh 函数的软测量结果不同,控
制瓦斯涌出量 LSTM 软测量模型除激活函数以外的其他

参数相同,指定 LSTM 层数为 3,在预测样本中使用两种

函数的结果如图 4 所示。

图 4　 Softsign 函数与 tanh 函数的测量结果

Fig. 4　 Measurements
 

of
 

Softsign
 

and
 

tanh
 

functions

根据图 4 中的结果,通过均方根误差( RMSE)、平均

绝对百分比误差 ( MAPE ) [27] 和拟合优度决定系数

(R2) [28] 3 种指标,计算绝对瓦斯涌出量的软测量结果的

误差,得出不同层数对结果的影响。 3 种评价指标的数

学表达为:

δRMSE = 1
n ∑

n

i = 1
(Y i -Y

~

i)
2 (23)

δMAPE = 1
n ∑

n

i = 1

Y i -Y
~

i

Y
~

i

× 100% (24)

δR2 = 1 -
∑

n

i = 1
(Y i -Y

~

i)
2

∑
n

i = 1
(Y

~ -Y
~

i)
2

(25)

式中: n 为测试集样本个数;Y i 为预测值;Y
~

i 为实际值。
3 种误差中,RMSE 与 MAPE 的值越小,软测量精度越高,
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决定系数 R2 的结果越接近 1,软测量的效果越理想。 对

比实验的结果如表 4。

表 4　 不同激活函数误差对比

Table
 

4　 Error
 

comparison
 

of
 

different
 

activation
 

functions

激活函数 RMSE MAPE / % R2

softsign 0. 131 1. 08 0. 967

tanh 0. 142 1. 17 0. 961

　 　 由表 4 易知,使用 softsign 函数的软测量模型的精度

要高于使用 tanh 函数。 此外,在表 4 的实验中,使用

softsign 函数的模型进行了约 500 轮迭代后,绝对瓦斯涌

出量软测量结果趋于稳定,若要求使用 tanh 函数的模型

的精度近似达到 softsign 函数的精度,需继续迭代约

500 轮。 由此可得,使用 softsign 函数可使迭代次数减少,
收敛速度加快,提高测量精度。

2)不同 LSTM 层数对比实验

控制瓦斯涌出量 LSTM 软测量模型除层数以外的其他

参数相同,使用 softsign 函数,分别令 LSTM 层数为 1
 

~
 

6,得
到不同 LSTM 层数的测量结果及根据 3 种评价标准得到

的误差结果。 不同层数情况下,预测样本的绝对瓦斯涌

出量测量结果如图 5 所示,其误差结果如表 5 所示。

图 5　 不同 LSTM 层数的测量结果

Fig. 5　 Measurements
 

for
 

different
 

LSTM
 

layers

表 5　 不同 LSTM 层数误差对比

Table
 

5　 Error
 

comparison
 

of
 

different
 

LSTM
 

layers

LSTM 层数 RMSE MAPE / % R2 训练时间

1 0. 211 1. 97 0. 914 7
 

min
 

32
 

s

2 0. 144 1. 24 0. 960 14
 

min
 

40
 

s

3 0. 131 1. 08 0. 967 21
 

min
 

22
 

s

4 0. 130 1. 07 0. 968 28
 

min
 

31
 

s

5 0. 135 1. 13 0. 965 35
 

min
 

5
 

s

6 0. 138 1. 19 0. 963 43
 

min
 

1
 

s

　 　 由测试结果可知,当层数≤4 时,3 种误差均随层数

的增加而减小,当层数大于 4 时,误差的大小却均不降反

升,因此需控制 LSTM 在 4 层之内。 此外,当层数小于等

于 3 时,层数的增加使得误差的降低程度较为显著,而达

到 4 层时,其误差较 3 层没有明显的减小,但所需的训练

时间却增长了许多。 因此,3 层 LSTM 可使瓦斯涌出量软

测量模型在保证误差较低的同时,能够尽可能的缩短训

练时间,综合实用性较强。
3. 3　 瓦斯涌出量 QPSO-LSTM 模型测量结果

控制 量 子 粒 子 群 算 法 其 他 参 数 相 同, 分 别 以

式(18)、(19)两种适应度函数,在标准化后的训练集上

寻优迭代,使 LSTM 超参数逼近最优解,两种适应度函数

的寻优过程如图 6 所示。

图 6　 两种适应度函数的寻优迭代过程

Fig. 6　 Optimizing
 

iteration
 

processes
 

for
 

two
 

fitness
 

functions

由图 6 可知,两种适应度结果最终均保持稳定,
当前寻优有效,其各自的绝对瓦斯涌出量测量结果如

图 7 所示。

图 7　 两种适应度函数的测量结果

Fig. 7　 Measurement
 

of
 

two
 

fitness
 

functions
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从图 7 可以看出,两种适应度函数寻优后的测量结

果很相似,计算各自的 RMSE、MAPE 和 R2,如表 6 所示。

表 6　 两种适应度函数寻优测量结果误差对比

Table
 

6　 Error
 

comparison
 

of
 

two
 

fitness
 

functions
 

for
 

optimizing
 

measurement
 

results

适应度函数 RMSE MAPE / % R2

fit1 0. 084 0. 84 0. 986

fit2 0. 080 0. 82 0. 988

　 　 由表 6 可知,使用两种适应度函数寻优后的模型的

测量精度均高于原始模型,其中,使用式(19) 所示的适

应度函数 fit2 进行寻优后的结果相对较好。 瓦斯涌出量

QPSO-LSTM 软测量模型预测样本的最终测量结果如图 8
所示。

图 8　 瓦斯涌出量 QPSO-LSTM 软测量模型测量结果

Fig. 8　 Measurement
 

of
 

QPSO-LSTM
 

soft
 

measurement
 

model
 

for
 

gas
 

emission

3. 4　 不同模型误差对比

将本文提出的软测量模型与多种时间序列回归模型

对比,比较预测样本的测量结果。 与本文模型进行对比

实验的模型包括:ELM 模型、PSO-SVM 模型、PSO-BP 模

型以及 GRU 模型。 通过 RMSE、MAPE 和 R2
 

3 种评价指

标进行对比,测量结果如图 9 所示,误差对比如表 7
所示。

图 9　 不同模型瓦斯涌出量测量结果

Fig. 9　 Measurement
 

of
 

gas
 

emission
 

from
 

different
 

models

由表 7 可得,本文提出的瓦斯涌出量软测量模型的

误差均小于其他模型,其中均方根误差和平均绝对百分

比误差可分别缩小至 0. 080 和 0. 82% ,决定系数可优化

至
 

0. 988。 由结果可知,提出的瓦斯涌出量 QPSO-LSTM
软测量模型具有较高的精度,可以准确地预测井下瓦斯

涌出量。

表 7　 不同模型测量结果误差对比

Table
 

7　 Error
 

comparison
 

of
 

measurements
 

for
 

different
 

models

模型 RMSE MAPE / % R2

ELM 0. 147 1. 49 0. 958

PSO-SVM 0. 106 1. 05 0. 978

PSO-BP 0. 176 1. 45 0. 941

GRU 0. 129 1. 07 0. 967

本文模型 0. 080 0. 82 0. 988

4　 结　 　 论

深度学习在瓦斯涌出量的测量问题上,可通过将其

转化为具有非线性属性的绝对瓦斯涌出量及其相关影响

因素在时间序列上的回归预测实现。 利用历史数据对未

来一段时间的瓦斯涌出量进行软测量,由深度学习中的

LSTM 构造的模型具有很大的使用价值;LSTM 模型中,
使用 softsign 函数代替 tanh 函数可以更好的解决梯度问

题,减少模型的迭代次数,使模型具有更快的收敛速度,
以提高绝对瓦斯涌出量的测量效率。 使用引入动态权重

的量子粒子群算法优化 LSTM 模型的参数,可使瓦斯涌

出量测量精度更高。 其中,均方根误差可缩小至 0. 080,
平均绝对百分比可误差缩小 0. 82% ,拟合优度决定系数

可达 0. 988。 通过实验对比可知,提出的瓦斯涌出量软

测量模型具有更好的表现。
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