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摘　 要:电弧故障是电气火灾的重要原因。 低压线路发生串联电弧故障时,回路电流波形的时域特征与正常工作状态类似,采
用传统的特征提取方法无法完整表达时域信号的全部数据特征,限制了电弧故障的特征表达能力,导致检测结果的误报率和漏

报率较高。 针对此问题,提出基于自归一化卷积神经网络的电弧故障检测方法。 该方法将采集到的不同种类负载的电流时间

序列按照半周期截取,然后进行归一化处理,将灰度矩阵变换生成电弧故障及正常工作的二维图像;利用卷积神经网络提取电

弧故障的灰度变换特征;通过全连接层拟合计算下采样信息实现电弧故障卷积特征的识别。 验证表明,所提方法对电弧故障的

识别率达到 99. 67% ,优于传统卷积神经网络,具有良好的泛化性能。
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Abstract:The
 

electric
 

arc
 

fault
 

is
 

an
 

important
 

cause
 

of
 

electrical
 

fire.
 

When
 

the
 

series
 

arc
 

fault
 

occurs
 

in
 

the
 

low-voltage
 

circuit,
 

the
 

traditional
 

feature
 

extraction
 

method
 

cannot
 

fully
 

express
 

all
 

the
 

data
 

features
 

of
 

the
 

time
 

domain
 

signal.
 

The
 

feature
 

expression
 

ability
 

of
 

arc
 

fault
 

is
 

limited,
 

which
 

may
 

bring
 

high
 

false
 

alarm
 

rate
 

and
 

miss
 

alarm
 

rate
 

of
 

detection
 

results.
 

To
 

solve
 

this
 

problem,
 

an
 

arc
 

fault
 

detection
 

method
 

based
 

on
 

the
 

self-normalized
 

convolutional
 

neural
 

network
 

is
 

proposed.
 

This
 

method
 

intercepts
 

the
 

current
 

time
 

series
 

of
 

different
 

kinds
 

of
 

loads
 

according
 

to
 

half
 

period.
 

Then,
 

they
 

are
 

normalized.
 

The
 

two-dimensional
 

images
 

of
 

arc
 

faults
 

and
 

normal
 

operation
 

are
 

generated
 

by
 

the
 

grayscale
 

data
 

transformation.
 

The
 

gray
 

transformation
 

features
 

of
 

arc
 

faults
 

are
 

extracted
 

by
 

using
 

the
 

convolutional
 

neural
 

network.
 

The
 

arc
 

fault
 

convolution
 

features
 

are
 

identified
 

by
 

multi-layer
 

full
 

connection
 

layer
 

fitting
 

calculation
 

of
 

the
 

following
 

sampling
 

information.
 

The
 

evaluation
 

shows
 

that
 

the
 

accuracy
 

of
 

the
 

proposed
 

method
 

is
 

99. 67% ,
 

which
 

is
 

better
 

than
 

the
 

traditional
 

convolutional
 

neural
 

network
 

and
 

has
 

good
 

generalization
 

performance.
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0　 引　 　 言

电弧是指线路中不同电极间电压击穿绝缘介质时所

产生的发光及放电现象。 电器设备在使用过程中,由于

线路松动、老化等原因,极容易产生故障电弧。 研究表

明,当线路中产生故障电弧时,可瞬间产生 20
 

000
 

K 的高

温[1] ,极易燃烧线路周围的可燃物进而发生火灾。 因而

有效检测线路中的电弧故障十分重要。
研究表明,串联电弧故障电流信号因其复杂性和多

样性而难以检测,原因在于不同负载的电流在不同的工

作状态下具有不同的特征。 从以电信号为依据的电弧故

障检测方法的应用层面来看,主要分为以下两个方面:
一是构建特征指标作为电弧故障的检测指标,即利

用诸如快速傅里叶变换( fast
 

Fourier
 

transform,
 

FFT)、离
散小波分析( discrete

 

wavelet
 

transform,
 

DWT)、高阶谱估
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计(higher-order
 

spectral
 

estimation)等信号分析方法,在时

域、频域和时频域内计算电弧故障发生与正常工作时的

序列差值,然后与阈值进行比较。 Koziy 等[2] 采用离散小

波变换对电流进行了 3 层分解,并采用自适应阈值计算

分解得到高频噪声的强弱幅度瞬态峰值。 Calderon-
Mendoza 等[3] 利用卡尔曼滤波器计算得到两类状态变

量,利用决策块计算实际电流值和估计值之间的残差和

状态变量的三阶差,以此作为电弧故障的阈值检测。 赵

怀军等[4] 通过采集用电回路的两个周期电流并计算电弧

故障零休时间比例系数、滤除低频成份后的归一化绝对

值最大互相关系数两类阈值,实现了电弧故障的检测。
鲍光海等[5] 分析了电弧熄灭重燃时高频剩余磁通的耦合

信号,通过高阶统计量工具计算出耦合信号的峭度值,利
用上述阈值实现电弧故障的有效检测。 Mortazavi 等[6] 介

绍了一种估算径向分布激励器高阻抗灭弧故障位置的方

法。 谢国民等[7] 利用 db4 小波对信号进行 5 层分解,通
过最大类间方差方法提取阈值,计算该阈值与滤波后的

信号的交点个数,以此来判断是否发生电弧故障。
二是构建模式识别模型,即采用支持向量机( support

 

vector
 

machine,
 

SVM)、神经网络( neural
 

network,
 

NN)等

机器学习模型作为分类器,然后对电弧故障发生时电信

号的某类或多类特征进行分类。 文献[8]利用小波变换

计算得到电弧故障的时频域信息,通过遗传算法改进的

神经网络识别电弧故障。 文献[9]以盒维数和关联维数

作为故障电弧的特征向量,采用最小二乘支持向量机作

为识别模型对电弧故障进行检测,该方法对几类常用负

载具有良好的泛化性能;
 

文献[10]利用 Symmlets 小波基

函数对正常工作和电弧故障状态下的电流波形进行 5 层

小波分解,将 5 个周期所有分解能量的均值和标准差作

为 BP 神经网络的输入, 以此来判别电弧故障。 文

献[11]分析了电弧故障的时频域分量,并讲样本状态大

致分类为电阻、感-容和开关类别,利用不同状态的时频

分量和神经网络实现了电弧故障的有效检测。
然而,第 1 类方法只能有效地检测某类特定的负载,

且易受到电路中其他负载的影响,第 2 类方法虽然能够

有效地检测多类负载存在的电弧故障,但需要提取电弧

故障信号的某类特征,该过程十分依赖人工经验,存在一

定主观性,同时特征提取过程并不能完全表征所有电弧

类型,因此存在一定的局限性。
近年来,深度学习理论的不断发展为解决上述问题

提供了可行的解决方法[12] 。 卷积神经网络( convolutional
 

neural
 

network,
 

CNN)作为一种端到端的机器学习模型,
可以利用网络中的卷积运算表征数据的高维复杂特征,
充分挖掘数据内部规律。 该方法有效避免了电弧故障的

人工特征提取过程,适合于大量数据的故障识别。

1　 算法原理

1. 1　 灰度数据转换

对时间序列进行灰度数据转换,进而可以利用二维

卷积网络,充分挖掘电弧故障经过转换的图像特征。 信

号的灰度数据转化首先需要在大量连续样本中选取一维

时间序列信号,选取方式为半波截取,每个半波包含

1
 

024 个信号点,即 D= (d1,d2,…,d1
 

024)。 灰度转换方法

首先将采集到的一维时间序列信号进行归一化操作,之
后将其转化为灰度值,灰度数据转换数学表达式为:

Zgray = 255 ×
D( i) - Dmin( i)
Dmax( i) - Dmin( i)

(1)

式中: Dmax( i) 为序列 D 的最大值;Dmin( i) 为序列 D 的最

小值。
经过矩阵变换将 1 × N2 点的灰度数据序列转换为

N × N 的二维灰度矩阵,进而获得灰度数据图像。 其转

换方式如式(2) 所示。

[d1,d2,…,dN2 ] →

d1 … dN

︙ ⋱ ︙
dN2-N+1 … dN2

é

ë

ê
ê
êê

ù

û

ú
ú
úú

(2)

通过上述的数据变换方式,可以对一维时域信号的

波形数据重新排布,生成的尺寸为 32×32 的二维图像数

据,使其适用于卷积神经网络的识别处理。
1. 2　 自归一化卷积神经网络原理

1)卷积神经网络原理

CNN 是基于卷积运算与深度网络结构的前馈神经

网络,主要由卷积层、池化层、全连接层等组成[13] 。
卷积层用来实现对输入数据的特征提取,其内部包

含多个卷积核,每个卷积核都对应一个权重系数与一个

偏差。 其数学形式为:
Z i +1 = Z i 􀱋 w i +1 + b i (3)

式中:Z i+1 为卷积计算得到特征图;Z i 为输入特征图;w i+1

为卷积核权重;b i 表示偏置量。 卷积的工作原理如图 1
所示,使用多个移动卷积核从图像中学习高维特征,以水

平和垂直方向沿着输入信号以一定的步进执行卷积

运算。
池化层用于对卷积特征图的数据降维,常用的池化

操作为最大池化。 该方法保留了图像特定范围内的最大

值,能够有效降低输出特征的尺寸,保留了图像中的纹理

特征数据。
全连接层与传统前馈神经网络的隐含层相同,主要

用于对卷积和池化输出进行非线性拟合,最后利用带有

Softmax 激活函数的全连接层计算准确率,该函数的数学

表达形式为:
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图 1　 卷积的工作原理

Fig. 1　 The
 

principle
 

of
 

convolution

Softmax(y i) = P(y = i | X) = eXTwi

∑
K

k = 1
eXTwk

(4)

式中: P(y = i | X) 表示输入为 X时预测类别为 i的概率;

eXTwi 表示类别为 i 时网络的输出值,通过∑eX
Twk 将函数

归一化,用以输出预测概率值。
2)自归一化卷积神经网络

在 CNN 训 练 时, 通 常 利 用 批 归 一 化 ( batch
 

normalization)方法,将神经元激活为零均值和单位方差。
该方法通常使用线性整流函数[14] ( rectified

 

linear
 

unit,
 

ReLU)作为激活函数,其数学形式为:

fReLU(x) =
x, x > 0
0, x ≤ 0{ (5)

批归一化会受到随机梯度下降( stochastic
 

gradient
 

descent,
 

SGD),随机失活( dropout) [15] 等多种方法的干

扰,会严重影响全连接层的前馈网络,减慢网络的学习速

度,使得卷积网络的识别能力无法提升,造成梯度爆炸、
梯度消失等问题。 本文采用扩展型指数线性单元激活函

数(scaled
 

exponential
 

linear
 

units,
 

SELU) [16] 作为卷积神

经网络的激活函数,该函数数学形式为:

fSELU(x) = λ
x, x > 0
αex - α, x ≤ 0{ (6)

式中:α≈1. 673
 

3,
 

λ≈1. 050
 

7。
SELU 激活函数能够对神经网络进行自归一化,其收

敛速度会快于批归一化。 经过此激活函数后,网络的权

重、偏置及激活的均值为 0,标准差为 1。 在 Lecun
 

Normal
初始化条件下,网络参数能够被初始化为高斯分布。 该

方法可以将网络训练时的均值和方差映射到预定义的区

间内,该区间如式(7)所示。
μ ∈ [ - 0. 1,0. 1]
ν ∈ [0. 8,1. 5]{ (7)

式中:μ 为均值,v 为方差。
通过该区间可以避免网络出现梯度消失和梯度爆炸

问题,同时使用 AlphaDropout 作为随机失活函数,可以使

网络在 Dropout 后也能实现自归一化[17] 。 SELU 与 ReLU
的对比如图 2 所示。

图 2　 SELU 和 ReLU 对比

Fig. 2　 Comparison
 

SELU
 

with
 

ReLU

2　 电弧故障实验数据分析

本文根据国家标准 GB / T
 

31143—2014《电器火灾监

控系统第四部分:故障电弧探测器》搭建点接触式和碳化

路径式串联电弧故障试验平台,用以模拟实际电气线路

中的电弧故障,实验原理如图 3 所示。 该平台主要由点

接触电弧发生装置、碳化路径电弧发生装置、可调功率负

载箱、电流采集探头和示波器组成。
根据搭建好的实验平台,分别采集阻性和不同功率

因数负载的半波电流信号,所需实验数据集如表 1 所示。
实验数据包含点接触实验和碳化路径实验,每组实验包

含 100 个正常工作数据和 100 个电弧故障数据。
阻性时域半周期数据及其灰度转换如图 4 所示。

图 4(a)为阻性电弧故障半周期时域数据,图 4( c) 为阻

性正常工作半周期时域数据,对比两类离散时间序列可

以看出,发生电弧故障时,其时域波形的主要分布范围
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图 3　 实验原理

Fig. 3　 Experimental
 

schematic
 

表 1　 电弧故障实验数据集

Table
 

1　 Experimental
 

data
 

set
 

of
 

arc
 

faults

功率因数
电弧故障 正常工作

点接触 碳化路径 点接触 碳化路径

+0. 1 / -0. 1 100 / 100 100 / 100 100 / 100 100 / 100

+0. 2 / -0. 2 100 / 100 100 / 100 100 / 100 100 / 100

+0. 3 / -0. 3 100 / 100 100 / 100 100 / 100 100 / 100

+0. 4 / -0. 4 100 / 100 100 / 100 100 / 100 100 / 100

+0. 5 / -0. 5 100 / 100 100 / 100 100 / 100 100 / 100

+0. 6 / -0. 6 100 / 100 100 / 100 100 / 100 100 / 100

+0. 7 / -0. 7 100 / 100 100 / 100 100 / 100 100 / 100

+0. 8 / -0. 8 100 / 100 100 / 100 100 / 100 100 / 100

+0. 9 / -0. 9 100 / 100 100 / 100 100 / 100 100 / 100

阻性 100 100 100 100

不变,在序列的前后均会出现“ 平肩” 现象。 同时由于

平肩带来了序列的峰值数据偏移,也可以作为时域判

别部分。 其灰度转换图像如图 4( b) 和( d) 所示。 图

像经过矩阵变换后,转换为 32 × 32 的灰度数据分布

图,分别用于表征图 4( a) 和 4( c) 的时间序列。 当发

生“ 平肩” 现象时,对应灰度图像的低值数据带被拉

宽,进而使得高灰度值的亮带发生偏移和缩减。 通过

二维卷积的特征提取过程能够有效提取矩阵中的灰

度值变化,由此特征可以表示阻性负载的电弧故障数

据特征。
阻-感性时域半周期数据及其灰度转换如图 5 所示。

当阻-感性负载发生电弧故障时,其波形变化与阻性负载

类似,因而其二维灰度特征与阻性负载类似。

图 4　 阻性半波数据及灰度转换图

Fig. 4　 Resistive
 

half-wave
 

data
 

and
 

grayscale
 

conversion
 

map

图 5　 阻感性半波数据及灰度转换图

Fig. 5　 Inductive
 

half-wave
 

data
 

and
 

grayscale
 

conversion
 

map

阻-容性时域半周期数据及其灰度转换如图 6 所

示。 从图 6( a) 和( c) 中的一维离散时间序列可以看

出,阻-容性负载的正常工作半周期波形存在一定程度

上的畸变,但主要成分仍然为正弦波。 当发生电弧故

障时,时域半波的前后部分出现“平肩” ,伴随着畸变部

分的放大。 对应于图 6( b) 和( d) 的灰度转换图像,该
类负载除了拉宽了灰度图像中的边缘低值灰度带以

外,由于更加严重的电弧故障波形畸变,导致了电弧故

障的灰度变化相对正常工作状态下图像特征更加不平

滑,利用卷积神经网络可以有效提取以上两类灰度变

化特征。
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图 6　 阻容性半波数据及灰度转换图

Fig. 6　 Capacitive
 

half-wave
 

data
 

and
 

grayscale
 

conversion
 

map

　 　 综上所述,利用灰度矩阵变换可以实现在二维空间

内表征电弧故障时域波形的一维数据分布变化,进而利

用卷积层挖掘其图像特征,达到识别电弧故障的目的。

3　 模型搭建及算法分析

3. 1　 模型搭建

综合考虑电弧故障和正常工作的灰度转换数据特

点,本文将采用自归一化卷积神经网络( self-normalized
 

convolutional
 

neural
 

network,
 

SCNN)识别电弧故障,模型

结构如图 7 所示。 对于电弧故障和正常工作的二分类识

别任务,网络最后一层放置两个神经元,采用表 1 的数据

要求构建 7
 

600 组灰度转换数据;将数据集按照 8 ∶2的比

例分解为训练集、测试集两部分,将数据集打乱后输入卷

积网络得到识别结果,其中标签 0 代表电弧故障,标签 1
代表正常工作。

图 7　 SCNN 模型结构

Fig. 7　 Structure
 

of
 

the
 

SCNN
 

model

　 　 网络参数如表 2 所示。 该网络采用两个带有 3×3 卷

积核的卷积层挖掘图像特征。 网络通过最大池化操作挖

掘图像的灰度边缘特征。 经过 3 次卷积操作后,利用

5 层全连接网络拟合分类计算结果。 每层网络设置

SELU 激活函数,同时利用 Lecun
 

Normal 进行网络初始

化。 采用学习率为 0. 000
 

3 的 Adam 优化器,批处理大小

为 120,同时添加 L2 正则化防止模型过拟合。
3. 2　 算法流程

本文使用 Google 开源深度学习框架 Tensorflow2 搭

建基于 SCNN 的电弧故障识别模型,计算机硬件配置为:
两片 Intel

 

XEON( R)
 

E5- 2678v3
 

CPU,128
 

G 内存,4 张

NVIDIA
 

GeForce
 

GTX
 

1080Ti
 

11G
 

GPU,算法流程如图 8
所示。
3. 3　 实验结果

根据以上的算法方案,最终建立了基于 SCNN 的电

弧故障识别模型,该模型的测试准确率曲线、代价函数曲

线如图 9 所示。

表 2　 SCNN 模型参数

Table
 

2　 Parameters
 

of
 

the
 

SCNN
 

model

序号 层类型 激活函数 kernel AlphaDropout 填充 步长

1 卷积 SELU 8×(3×3) - same 1

2 卷积 SELU 8×(3×3) - same 1

3 最大池化 - - - same 2

4 卷积 SELU 16×(3×3) 0. 3 same 1

5 卷积 SELU 16×(3×3) - same 1

6 最大池化 - - - same 2

7 卷积 SELU 32×(3×3) 0. 5 same 1

8 卷积 SELU 32×(3×3) - same 1

9 最大池化 - - - same 2

10 全连接 SELU 1
 

024 0. 5 - -

11 全连接 SELU 256 0. 4 - -

12 全连接 SELU 64 - - -

13 全连接 SELU 16 - - -

14 全连接 SELU 2 - - -
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图 8　 算法工作流程

Fig. 8　 Flowchart
 

of
 

the
 

algorithm
 

work

图 9　 SCNN 训练结果

Fig. 9　 Training
 

results
 

of
 

SCNN

　 　 从图 9 中可以看出:改进的 SCNN 在训练 250 轮之

后训练准确率趋近于 1,同时,网络的代价函数曲线也在

不断下降,说明此时网络仍在继续学习。 在训练 1
 

500
轮之后,网络的识别率和代价函数曲线趋于不变,识别模

型收敛。

模型的测试结果如图 10 的混淆矩阵所示。 通过该

混淆矩阵可知,模型对测试集的测试准确率为 99. 67% ,
有 3 个样本被误识别为电弧故障,2 个样本被误识别为

正常工作。

图 10　 SCNN 具体识别结果

Fig. 10　 Specific
 

recognition
 

results
 

of
 

SCNN

3. 4　 应用效果检测

为了对模型的实际应用效果进行测试,分别采集吸

尘器、调光灯两类常用负载不同工况下的实验数据并输

入 SCNN 模型进行训练和预测,用来判断本文模型对电

弧故障识别的有效性。
吸尘器的归一化波形及识别结果如图 11 所示。 吸

尘器作为抑制性负载,发生电弧故障时的电流波形如

图 11(b)所示和正常工作如图 11( a) 所示时极为相似。
当发生电弧故障时,电流的幅值会发生微小变化,但过零

处的高频毛刺会变小,对应灰度转换图像的特征主要就

在于暗色带的图像噪点。 本实验将采集到的吸尘器波形

数据输入搭建好的 SCNN 模型进行训练和预测,正常工
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图 11　 吸尘器波形及识别结果

Fig. 11　 Waveform
 

and
 

identification
 

results
 

of
 

vacuum

作和电弧故障均可以实现精确识别。 图 11 中预测标签

“0”表示电弧故障, “ 1” 表示正常工作。 由下图可知,
SCNN 模型能够有效预测该负载的电弧故障。

调光灯的归一化波形及识别结果如图 12 所示。 调光

灯属于屏蔽性负载,发生电弧故障如图 11(b)所示时,电流

幅值会发生突变,“平肩”部分伴有部分高频分量的毛刺,
但电弧故障信号过零处的整体变化趋于平稳,因而会在灰

度转换图像的暗色带中出现个别噪点。 由图 12 可知,
SCNN 模型对调光灯两类工作状态均能实现有效检测。
3. 5　 算法性能对比

在机器学习模型中,除了模型的验证准确率外,召回

率、精确率和 F-1 综合评价指标也可以有效评估识别算

法。 其中召回率用于表示正例样本被分为正例的比率;
精确率用于表示预测的正样本中正样本所占的比例。 根

据上述 3 种评价标准即可计算 F-1 综合指标。 其数学表

达形式如式(8)所示。

fAccuarcy =
TP + TN

TP + TN + FP + FN

fRecall =
TP

TP + FN

fPrecision = TP
TP + FP

fF-1 =
2 × fprecision × fRecall
fprecision + fRecall

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ïï

(8)

式中:TP 为真正例,表示将正类预测为正类的样本数;TN
为真反例,表示将负类预测为负类的样本数;FP 表示假

正例,表示将负类预测为正类的样本数;FN 表示假反例,
表示将正类预测为负类的样本数。

在电弧故障识别任务中,除去上述评价指标外,还应

图 12　 调光灯波形及识别结果

Fig. 12　 Waveform
 

and
 

identification
 

result
 

of
 

dimmer

该考虑误报率和漏报率,其数学表达式如式(9)所示。

fFAR = FP
TN + FP

fMAR = FN
TP + FN

ì

î

í

ï
ï

ï
ï

(9)

式中:fFAR 为误报率( False
 

alarm
 

rate,FAR);fMAR 为漏报

率(Missing
 

alarm
 

rate,
 

MAR),误报率用于表示正常工作

样本被误识别为电弧故障的比例;漏报率用于表示电弧

故障未被有效识别的样本所占比例。
在同一模型结构下不同改进方案的识别结果如表 3

所示。 对比不同的改进方案,采用 SELU 激活函数的自

归一化卷积神经网络具有最高的识别率,达到 99. 67% ,
而未改进的卷积神经网络算法准确率为 98. 95% 。 对比

使用非对称卷积的 ACNet[18] 算法和改进的 AC-SCNN 网

络,SCNN 具有最高的识别率和稳定的识别表现。 同时,
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其误报率和漏报率都在 0. 5%以下。 该方法能够有效识别

不同负载的点接触和碳化路径电弧故障,改善了电弧故障

识别效果,有效的降低了电弧故障检测的误报率和漏报

率。 因而该识别模型具有好的更加良好的泛化性能。

表 3　 电弧故障识别结果对比

Table
 

3　 Comparison
 

of
 

arc
 

fault
 

identification
 

results %

序号 模型名称 准确率 召回率 精确率 F-1 指标 误报率 漏报率

1 ACNet 98. 95 99. 31 98. 49 98. 90 1. 38 0. 69

2 AC-SCNN 99. 41 99. 72 99. 04 99. 39 0. 88 0. 28

3 CNN 98. 95 98. 77 99. 04 98. 90 0. 89 1. 23

4 SCNN 99. 67 99. 59 99. 73 99. 66 0. 25 0. 41

　 　 基于 SCNN 的识别算法与其他文献中的识别算法对

比如表 4 所示。 本文提出的模型相对于 LS-SVM 和

DNNs[19] 方法,无需人工提取电弧数据的某一类或多类

具体特征;相对于方法 1[20-22] 和方法 3[23] 的深度学习识

别算法,有效地提高了电弧故障的识别率。 综上所述,本
文所提方法不需要进行人工特征提取,能够有效改善电

弧故障的识别错误,提升准确率。

表 4　 不同电弧故障识别算法比较

Table
 

4　 Comparison
 

of
 

different
 

arc
 

fault
 

recognition
 

algorithms

序号 方法 识别率 / % 是否需要特征提取

1 TDV-CNN 98. 70 否

2 LS-SVM 98. 33 是

3 AlexNet 85. 25 否

4 DNNs 99. 95 是

5 SCNN 99. 67 否

4　 结　 　 论

为了有效识别线路中的串联电弧故障,本文综合运

用灰度数据转换和 SCNN 构造电弧故障识别模型,主要

结论如下:
在发生串联电弧故障时,阻性负载同阻-感性负载的

半周期电流波形具有类似的数据分布,阻-容性负载则更

容易发生波形畸变。 利用时域波形及其二维灰度转换,
可以有效表示电弧故障的时域变化特征。

自归一化卷积神经网络对于电弧故障识别任务识别

率达到 99. 67% ,有效地降低了误报率和漏报率,具有良

好的识别稳定性和泛化能力。
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