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结合递归图与 LeNet 网络的足底压力身份识别方法∗

袁　 田,辛义忠

(沈阳工业大学信息科学与工程学院　 沈阳　 110142)

摘　 要:针对身份识别领域足底压力采集设备在传感器数量和位置配置方面存在的差异性,以及足底压力特征通常依赖于对步

态周期数据进行完整分割所带来的时间成本增加问题,提出一种基于足底压力信号的无阈值递归图和 LeNet 网络的身份识别

方法。 首先使用自制足底压力采集设备,在常规混凝土地面采集 28 名无足部及下肢疾病的健康成年参与者无负重等干扰状态

自然行走过程中的足底压力数据;再经数据重构算法对足底压力数据进行预处理,将其转化为无阈值递归图;最后将生成的图

像作为 LeNet 网络的输入,完成特征提取与身份识别,并对单一区域及多区域组合方案的结果进行分析比较。 实验结果表明,
足跟内侧区域、足跟外侧区域、第二跖骨区域和大脚趾区域的组合身份识别性能以最少的传感器数量和高识别精度优于其他方

案,其中准确率、精确率、召回率和 F1 分数分别达到 99. 25% 、99. 22% 、99. 39% 、99. 26% 。 不同区域的身份识别性能受行走过程

中不同阶段和受力大小的影响,但随着区域数量的增加,该影响逐渐减弱。 此外,实验结果还显示,使用足底压力信号的无阈值

递归图进行身份识别的方法无需依赖严格的步态分割,依然能够保持较高的识别精度。 为身份识别技术在生物特征识别领域

的应用提供了新的思路与技术支持,在公共安全等领域具有潜在的应用价值。
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Abstract:Aiming
 

at
 

the
 

variability
 

in
 

the
 

number
 

and
 

positional
 

configuration
 

of
 

sensors
 

in
 

plantar
 

pressure
 

acquisition
 

devices
 

within
 

the
 

field
 

of
 

identity
 

recognition,
 

as
 

well
 

as
 

the
 

issue
 

of
 

increased
 

time
 

cost
 

arising
 

from
 

the
 

conventional
 

reliance
 

on
 

complete
 

segmentation
 

of
 

gait
 

cycle
 

data
 

for
 

extracting
 

plantar
 

pressure
 

features,
 

this
 

article
 

proposes
 

an
 

identity
 

recognition
 

method
 

based
 

on
 

threshold-free
 

recurrence
 

plots
 

of
 

plantar
 

pressure
 

signals
 

and
 

the
 

LeNet
 

neural
 

network.
 

Plantar
 

pressure
 

data
 

are
 

collected
 

during
 

natural,
 

unloaded
 

walking
 

from
 

28
 

healthy
 

adult
 

participants
 

without
 

foot
 

or
 

lower
 

limb
 

pathologies.
 

Data
 

acquisition
 

occurs
 

on
 

a
 

standardized
 

concrete
 

surface
 

using
 

a
 

custom-designed
 

plantar
 

pressure
 

measurement
 

system.
 

The
 

raw
 

plantar
 

pressure
 

data
 

are
 

preprocessed
 

using
 

a
 

data
 

reconstruction
 

algorithm
 

to
 

directly
 

convert
 

them
 

into
 

threshold-free
 

recurrence
 

plots.
 

These
 

generated
 

images
 

are
 

then
 

used
 

as
 

input
 

to
 

the
 

LeNet
 

network
 

for
 

feature
 

extraction
 

and
 

identity
 

recognition.
 

Recognition
 

performance
 

across
 

various
 

single-region
 

and
 

multi-region
 

configurations
 

is
 

systematically
 

analyzed
 

and
 

compared.
 

Experimental
 

results
 

show
 

that
 

the
 

optimal
 

configuration—combining
 

the
 

medial
 

heel,
 

lateral
 

heel,
 

second
 

metatarsal
 

head,
 

and
 

hallux
 

regions—achieved
 

superior
 

identity
 

recognition
 

performance
 

with
 

minimal
 

sensor
 

deployment
 

and
 

high
 

accuracy.
 

Specifically,
 

accuracy,
 

precision,
 

recall
 

and
 

F1-score
 

attained
 

99. 25% ,
 

99. 22% ,
 

99. 39% ,
 

and
 

99. 26% ,
 

respectively.
 

Recognition
 

performance
 

tends
 

to
 

be
 

influenced
 

by
 

gait
 

phase
 

and
 

plantar
 

pressure
 

magnitude.
 

However,
 

this
 

effect
 

progressively
 

diminishes
 

with
 

increasing
 

number
 

of
 

integrated
 

regions.
 

Furthermore,
 

the
 

proposed
 

method
 

maintains
 

high
 

recognition
 

accuracy
 

without
 

requiring
 

rigorous
 

gait
 

segmentation.
 

It
 

provides
 

new
 

ideas
 

and
 

technical
 

support
 

for
 

the
 

application
 

of
 

identity
 

recognition
 

technology
 

in
 

the
 

field
 

of
 

biometric
 

identification,
 

and
 

has
 

potential
 

application
 

value
 

in
 

public
 

safety
 

and
 



　 第 6 期 袁　 田
 

等:结合递归图与 LeNet 网络的足底压力身份识别方法 339　　

other
 

fields.
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0　 引　 　 言

　 　 足底压力特征由于其非入侵、难以被伪造等特点在

身份识别领域逐渐获得关注[1] 。 传统的足底压力采集设

备,如测力板和电子足印图,虽有一定效用,但难以满足

自然日常环境下的实时连续监测需求。 因此,研究人员

转向可穿戴式足底压力测量设备,以期在自然环境中实

现足底压力数据的采集[2] 。
检索的文献中,Huang 等[3] 使用可穿戴设备收集了

行走过程中左脚的足跟内侧、足跟外侧、第一跖骨和第五

跖骨等 4 个足底区域的足底压力数据。 记录了 4 个完整

周期的足底压力数据,并将这些数据应用于身份识别的

研究中。 Feng 等[4] 则利用每只脚配备 32 个压力传感器

的可穿戴设备,采集了覆盖两只脚的足底压力数据。 随

后,每只脚从中选取压力值最大的 8 个区域,并提取其在

一个完整步态周期内的足底压力数据作为特征输入,采
用支持向量机方法进行身份识别。 此外,进一步分析了

不同行走速度对识别结果的影响,以评估模型的鲁棒性。
Yeh 等[5] 通过 6 个压力传感器采集了右脚的足底压力数

据,这些传感器分别覆盖了大脚趾、第一跖骨、第五跖骨、
足外侧缘、足跟内侧和足跟外侧 6 个足底压力区域。 在

此基础上,提出了一种新颖的持续身份验证方法。 该方

法分为 2 个阶段:第 1 阶段采用原始数据分析流程,结合

目标用户和其他用户的数据集构建分类器;第 2 阶段则

基于第 1 阶段中识别出的相对优越的特征进行身份验

证。 该方法提高了识别准确率。 Choi 等[6] 使用 16 个压

力传感器分别采集了两只脚的足底压力数据,采集部位

包括大脚趾、大脚趾趾骨与第一跖骨的连接处、第一跖

骨、小脚趾趾骨与第五跖骨的连接处、第五跖骨、足外侧

缘上方、足跟内侧以及足跟外侧。 同时,两只脚还分别使

用了一个加速度计进行运动测量。 分别基于一个步态周

期中的足底压力数据、三轴加速度数据以及两种方式结

合的数据进行分析。 研究结果表明,单独使用足底压力

数据的识别效果优于单独使用三轴加速度数据的效果,
而通过结合两种数据的多模态方法能够显著提高身份识

别的准确性。 文献[7]提出了利用每只脚配备 9 个压力

传感器的方法,用于测量行走时覆盖大脚趾、5 个跖骨、
足外侧缘、足跟内侧和足跟外侧 9 个区域的足底压力数

据。 采集了包含一个步态周期的足底压力数据,并基于

两只脚的压力数据进行身份识别。 通过对比分析左脚、
右脚以及两只脚融合数据的识别效果,发现基于单只脚

压力数据的识别效果优于融合两只脚数据的结果。 这一

发现对优化足底压力数据的特征选择和应用策略具有重

要意义。 周丙涛等[8] 利用带有 8 个压力传感器的鞋垫收

集了行走过程中一只脚的足底压力数据,这些区域包括

大脚趾、第一跖骨、第二跖骨、第四跖骨、足外侧缘上方、
足跟内上侧、足跟外上侧及足跟。 重点探讨了不同数量

步态周期的数据对基于压力数据实现身份识别的影响。
结果表明,使用包含 3 个和 5 个步态周期的数据较单一

步态 周 期 数 据 能 够 显 著 提 高 身 份 识 别 的 准 确 率。
Truong 等[9] 使用了与文献[6] 中相同的可穿戴设备,收
集了行走、上楼梯和下楼梯 3 种活动中的足底压力数据。
在此基础上,提出了一种新颖的基于时间的特征提取方

法,以生成新的手工特征用于身份识别和活动识别。 此

外,还探讨了步态周期数量增加对识别结果的影响。 实

验结果显示,随着步态周期数量的增加,身份识别和活动

识别的准确率均显著提升。 Chen 等[10] 使用 7 个压力传

感器,分别收集了行走时大脚趾、第四脚趾、第二跖骨、足
中部、足跟上侧、足跟内侧和足跟外侧的足底压力数据。
并计算了一个完整步态周期内足底压力的最大值、平均

值和总和,将这些作为特征,使用支持向量机算法来检测

步态周期内的相位。 Gonz􀅡lez 等[11] 则运用了 8 个压力传

感器,分别置于两只脚的大脚趾、第一跖骨、足外侧缘及

足跟部位,收集 7 个完整步态周期的足底压力信息。 计

算步态周期内各相位的平均时长及其标准差,以此作为

识别步态周期内不同相位的方法。 Wang 等[12] 在每只脚

上分别使用 4 个压力传感器采集足跟区域、4 个传感器

采集跖骨区域以及 2 个传感器采集脚趾区域上下楼梯时

的足底压力数据。 选取了包括足跟触地时的峰值压力、
脚趾离地时的峰值压力、足跟触底与脚趾离地时的峰值

压力差、以及足跟触底与脚趾离地的时间差等在内的

12 个特征,并运用 KNN 算法进行分类。 研究结果表明,
该方法在识别上下楼梯活动中具有有效性。 Li 等[13] 采

用装备有 102 个压力传感器的智能鞋垫,该鞋垫设计覆

盖全足底,用于分别捕获两只脚在执行不同活动时产生

的足底压力数据,并据此进行活动识别分析。 孙东杰

等[14] 研制了一种基于触觉传感阵列系统,每只脚有

48 个传感单元,提出基于支持向量机的动态足底压力分

布分析方法用于异常状态预警。 周丙涛等[15] 使用与文

献[8]相同的可穿戴设备用于不规范深蹲姿势识别研

究,提出基于间歇稳态数据的连续压力数据分割方法,解
决连续蹲姿数据的分割问题。 席旭刚等[16] 将 2 个压力

传感器置于足跟与前脚掌中心位置采集足底压力信号,
联合腓肠肌肌电信号用于跌倒检测。 解决单一信号识别

率低的问题。 孙巍伟等[17] 研制了一种足底压力采集设
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备,其位置选择与文献[8]一致,用于跌倒检测。 提出的

云边协同判别方法提升检测精度。 贾晓辉等[18] 设计了

含 32 行 16 列共 512 个电容测力单元的高分辨率足底压

力采集系统,提出基于人体模型映射与卷积神经网络的

步态识别及意图感知方法,建立数据映射关系与数据库,
实现对多种步态及状态的识别。

综上所述,尽管可穿戴式足底压力测量设备在利用

足底压力特征进行生物特征分析领域已取得一定进展,
但其设计仍存在一定的局限性。 通过检索文献发现,多
数研究所采用的可穿戴设备中,压力传感器的数量与位

置配置呈现研究间的差异性。 即便传感器数量相同,其
布局也存在差异。 这种差异引发了一个关键问题,即传

感器位置的选择是否显著影响身份识别性能,以及如何

在传感器数量、布局位置与性能间寻求最优配置仍是当

前待解决的问题之一。 此外,现有研究通常以完整步态

周期的数据作为分析基础。 这种方法需要额外的步骤对

连续的足底压力数据进行相位分割,以提取完整的步态

周期数据,再进行后续处理。 这一额外的数据预处理过

程增加了研究的复杂性,也进一步突显了对更高效特征

提取方法的需求。
足底压力身份识别技术在安防、医疗等领域具有重

要的应用价值。 以常规地面、无干扰条件下的识别效能

为研究对象,为该技术在安防领域工程化落地提供基础

性验证。
为此,本研究提出了一种基于无阈值递归图和 LeNet

网络的身份识别方法,该方法无需依赖完整步态周期数

据的提取。 同时,系统性地分析了不同足底压力区域及

其组合对身份识别性能的影响,为后续相关研究提供了

理论依据和方法指导。

1　 足底压力特征提取

1. 1　 数据采集

　 　 尽管基于足底压力进行生物特征分析领域的研究已

取得一定进展,但公开数据集仍存在一定局限性。 这些

数据集集中在临床诊断[19] 和活动识别[20] 的领域。 考虑

到当前身份识别领域缺乏有效且公开的足底压力数据

集,为了分析不同压力区域对身份识别的性能的影响,采
用自制足底压力采集设备来进行数据收集。

自制足底压力采集设备参考了 Xin 等[21] 的设计,包
括数据采集单元、供电单元、控制单元和蓝牙单元。 考虑

到 Flexi
 

Force
 

A301 压力传感器体积小、轻薄、以及高线

性度的特点,数据采集单元使用 Flexi
 

Force
 

A301 压力传

感器,其实物图如图 1 所示。
该传感器主要技术参数为:最大承载量程为 445

 

N;
有效测量区域直径达 9. 53

 

mm;响应时间<5
 

μs;使用寿

图 1　 Flexi
 

Force
 

A301 压力传感器实物

Fig. 1　 Physical
 

image
 

of
 

Flexi
 

Force
 

A301
 

pressure
 

sensor

命超过十万次循环;且具备良好的测量重复性。 输出电

压 Vout 是由参考电压 Vref -3. 3 和参考电阻 Rref 决定的,其表

示如式(1)所示。
Vout =- Vref -3. 3·(Rref / Rs) (1)

式中: Vref -3. 3 选取为-3. 3
 

V; Rref 为 68
 

kΩ。
采集设备的供电单元使用 RT9167 与 4056 芯片,确

保稳定续航。 控制单元以 STM32F103C8T6 为核心,通过

调理电路实现 8 路传感器信号的放大与模数转换,经专

用 ADC 通道同步采样。 蓝牙单元使用 HM-11 S
 

BLE 模

块,通过 HM-10 虚拟串口与上位机连接实现无线通信。
整体设计满足可穿戴便携性及测量需求,该采集设备实

物图如图 2 所示。

图 2　 足底压力采集设备实物

Fig. 2　 Physical
 

image
 

of
 

plantar
 

pressure
 

acquisition
 

device

Li 等[22] 关于可穿戴步态识别系统的综述中描述了

行走过程中足底压力主要分布,如图 3 所示。
为了深入研究各个压力区域在身份识别中的性能,

将足底压力主要受力区域划分为 8 个不同的区域。 考虑

到个体足部在尺寸与形态上存在的差异,采用基于足底

骨骼解剖结构的原则进行区域划分:区域 1 覆盖大脚趾

区域,区域 2 对应第一跖骨分布范围,区域 3 覆盖第二跖

骨对应区域,区域 4 对应第四跖骨所在位置,区域 5 位于
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图 3　 足底压力主要分布区域

Fig. 3　 Main
 

distribution
 

areas
 

of
 

plantar
 

pressure

足外侧缘上方区域,区域 6 位于足外侧缘下方区域,区域

7 位于足跟外侧区域,区域 8 位于足跟内侧区域,如

图 4(a)所示。 在数据采集阶段,要求参与者保持自然站

立姿态于水平测试面,依据预定的骨骼结构定位方案确

定各传感器精确位置如图 4(b)所示,经固定校准后进行

数据采集如图 4(c)所示。

图 4　 区域划分及实验相关图示总览

Fig. 4　 An
 

overview
 

of
 

diagrams
 

related
 

to
 

skeletal
 

structure
 

localization
 

and
 

experiments

1. 2　 足底压力信号无阈值递归图

　 　 递归图[23] 作为一种重要的分析工具,在时间序列信

号的研究领域得到了广泛应用[24] 。 该方法通过展示时

间序列信号的内部自相关性,能够有效揭示信号的周期

性、混沌性以及非平稳性等特征。 在相关研究中,递归图

常被用来深入分析信号的动态行为及其演化规律。 鉴于

研究对象为足底压力信号数据,这类数据属于典型的时

间序列信号,因此选取递归图作为研究方法具有较强的

针对性和适用性。
递归图的构建过程包括相空间重构和递归判据的处

理。 首先,对时间序列信号进行相空间重构,将其映射为

相点在高维空间中的分布。 考虑一个由经过相空间重构

的时间序列信号组成的集合 {X i}
n
i = 1。 对于集合中的任

意两个相点 X i 和 X j,如果它们之间的距离小于给定阈值

ε,则表示这两个点的状态非常接近,即运动状态出现递

归,也称为两相点出现递归。 若在矩阵 M 上记录这些递

归的位置,则将出现递归的点赋值为 1,并在图像上用黑

色像素点表示。 反之,如果两点之间未出现递归,则在矩

阵 M 上赋值为 0,并在图像上用白色像素点表示。 这种

需要给定阈值的递归图称为有阈值递归图。
无阈值递归图与有阈值递归图有所不同。 无阈值递

归图通过直接将不同相点之间的距离信息以明暗程度差

异的形式可视化为图像,因此更全面地保留了原始数据

的信息。 这种方法有效避免了依赖经验性阈值所可能导

致的信息丢失问题,提升了特征提取的准确性与综合性。
同时,由于保留了更丰富的信息,后续模型的训练能够从

更高质量的输入数据中受益,有望实现更优的性能表现。
基于以上优势,无阈值递归图能够清晰地呈现出足底压

力信号在不同时间点上的变化和趋势。 这种转换不仅保

留了信号中的关键信息,还使得信号的特征更加直观和

易于提取。 因此,在递归图的转换过程中使用无阈值递

归图的生成方法,以优化特征表示与模型性能。
假设一个经过相空间重构的时间序列信号集合

{X i}
n
i = 1,为了构建无阈值递归图,距离矩阵D中Di,j 表示

相空间内 X i 和 X j 两点间的距离。
然后,将距离矩阵 D 归一化到[0,

 

1] 的范围,得到

归一化距离矩阵 N, 其元素表示如式(2)所示。

N( i,j) = D( i,
 

j)
max(D)

(2)

其中, max(D) 是距离矩阵 D 中的最大距离。
接下来,将归一化距离矩阵 N 转换成图像表示。 将

N 中的每个元素值作为图像像素的明暗程度,较小的值

对应较亮的像素,而较大的值对应较暗的像素。 以此得

到无阈值递归图 G, 其元素表示如式(3)所示。
G( i,j) = N( i,j),∀i,j ∈ {1,2,…,n} (3)
其中,图像 G 反映了时间序列信号集合中相点之间

的距离信息。
1. 3　 LeNet 神经网络设计

　 　 LeNet 网络是一种专用于数字识别的卷积神经网络

模型[25] 。 基于多重因素权衡,被引入足底压力身份识别

领域。 首先,由于将足底压力信号转化为无阈值递归图

后,数据呈现二维空间拓扑结构,与 LeNet 网络原设计所

针对的手写数字图像具有相似的局部特征重复性与结构

化特性,其卷积层与池化层的组合机制能够高效提取图

像空间特征,且该网络卷积操作可针对性捕捉转换后递

归图的稳定纹理与模式,为身份识别提供有效特征支撑;
其次,相较于循环神经网络在处理二维图像结构时的低
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效性,以及复杂深度模型因参数过大难以实现移动端实

时识别的局限性,LeNet
 

网络的轻量化设计在保证识别精

度的同时显著降低计算成本,契合足底压力身份识别对

可穿戴设备部署的实时性需求,符合通过减少计算资源

消耗提升识别效率以适配实际应用场景的目标。 改进后

的网络结构如图 5 所示。

图 5　 LeNet 网络结构示意图

Fig. 5　 LeNet
 

schematic
 

diagram
 

of
 

the
 

network
 

architecture

改进的 LeNet 网络包含 4 个权重层,其中包括 2 个

卷积层和 2 个全连接层。 网络的输入是足底压力信号经

过递归图计算后转化为 30×30 的灰度图像。 首先,输入

图像通过两个卷积层进行处理。 为了增强图像边缘信息

的保留,卷积操作采用了边界填充( padding)。 每个卷积

层之后都应用了 ReLU 激活函数,帮助引入非线性特性,
提高网络的表达能力。 随后, 图像经过最大池化层

(MaxPooling),池化窗口大小为 2×2,步长为 2,旨在减少

特征维度,压缩数据量,同时保留图像中的重要特征。 接

下来,经过卷积和池化层提取到的特征会被传递到全连

接层。 全连接层由两个层组成, 分别包含 256 个和

128 个神经元,这些神经元的作用是将从卷积层中提取

的特征进行整合,并进行更高级的特征学习。 在全连接

层的输出之后,添加了一个 Softmax 层,用于将网络的输

出转换为多分类结果,适用于后续的分类任务。

2　 实　 　 验

2. 1　 实验数据

　 　 参与者共 28 名,均无任何影响行走的疾病,年龄在

20~ 60 岁。 尽管已有文献表明,行走速度、路面条件及负

重等因素均可能改变足底压力分布模式。 但严格限定于

混凝土地面上的正常行走,目的在于分析该特定条件下

的各足底压力区域身份识别的性能。 在实验过程中,每
位参与者均在左脚佩戴自制的足底压力采集设备,行走

过程中 8 个压力传感器同步采集足底压力数据。 由于后

续数据分割操作对步数一致性无特殊要求,实验设计聚

焦于数据的代表性,兼顾规避参与者疲劳效应与时间效

率平衡,故设定每次实验连续行走 3
 

min,每位参与者需

完成 50 次重复测试。
步态周期可分为 4 个阶段,即落脚阶段、触地阶段、

抬脚阶段和离地阶段如图 6 所示。 其中,落脚阶段、触地

阶段和抬脚阶段被统称为支撑相。 离地阶段到下一次落

脚阶段称为摆动相。 在离地阶段,足底压力数据理论上

应该为 0,因此可以忽略不计。 而在支撑相的 3 个阶段

内,随着人体重心的移动,足底压力的分布也应该有规律

地发生变化。

图 6　 步态周期的 4 个阶段

Fig. 6　 Four
 

phases
 

of
 

the
 

gait
 

cycle

自制的足底压力采集设备收集到的一个完整的步态

周期信号如图 7 所示,即从落脚阶段开始到再次落脚

为止。

图 7　 一个步态周期信号(左脚)
Fig. 7　 A

 

gait
 

cycle
 

signal
 

(left
 

foot)

根据足底压力采集设备的设计,压力区域 1 的数据

表示足趾区域,压力区域 2、3、4、5 表示脚掌区域,压力区

域 6、7、8 表示脚跟区域。 如图 8 所示,支撑相足底压力

呈现 3 阶段动态演化特征:落脚阶段脚跟区域出现峰值

压力;触地阶段脚掌压力显著上升,同步伴随脚跟压力锐

减及重心前移;抬脚阶段足趾区域产生瞬时压力峰值。
通过支撑相内足底压力变化特点有效验证了所使用的足

底压力采集设备在测量人体行走时足底压力数据的有

效性。
2. 2　 数据预处理

　 　 原始实验数据为连续 3
 

min 内 8 个足底压力区域对

应 8 个传感器采集的压力时间序列。 为开展后续分析,
需对数据进行分割,确保各片段至少包含一个周期。 结
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图 8　 一个步态周期不同区域的压力信号

Fig. 8　 Pressure
 

signals
 

from
 

different
 

regions
 

during
 

a
 

gait
 

cycle

合无阈值递归图转换与 LeNet 网络输入参数需求,将分

割后的子片段统一设定为 30 个采样点,为提升数据利用

率,采用 50%重叠的滑动窗口技术对 8 个传感器采集的

原始 3
 

min 数据进行分割,分割后的子片段如图 9 所示。

图 9　 足底压力数据分割后子片段

Fig. 9　 Sub-segments
 

of
 

plantar
 

pressure
 

data
 

after
 

segmentation

再分别将分割后的 8 个传感器对应的足底压力数据

使用无阈值递归图转换方法生成对应的 8 个 30×30 的灰

度图像如图 10 所示,最终形成系列无阈值递归图作为

LeNet 网络输入。 无阈值递归图通过相空间重构将一维

时间序列映射为二维纹理,保留周期突变等非线性特征,
同步提取时空耦合特征,相较于原始一维时序,其二维表

示更适配 LeNet 网络的卷积运算架构。

图 10　 足底压力 8 个区域的无阈值递归图转换

Fig. 10　 Threshold-free
 

recurrence
 

plot
 

transformation
 

for
 

8
 

regions
 

of
 

plantar
 

pressure

2. 3　 实验结果

　 　 实验评价环节选取了机器学习领域常用的 4 种指标

来评价网络模型:准确率(Accuracy,A)、精确率(Precision,
P)、召回率(Recall,R)和 F1 分数。 定义分别为:

A = TP + TN
TP + TN + FP + FN

(4)

P = TP
TP + FP

(5)

R = TP
TP + FN

(6)

F1 = 2 P × R
P + R

(7)

其中,TP、TN、FP、FN 为混淆矩阵统计量,通过模型

预测结果与样本真实标签比对获得。 TP 表示真正例,表
示将正类样本正确预测为正类的样本数;TN 表示真负

例,表示将负类样本正确预测为负类的样本数;FP 表示

假正例,表示将负类样本预测为正类的样本数;FN 表示

假负例,表示将正类样本预测为负类的样本数。
为了研究不同压力区域身份识别的性能,进行了对

比实验。 数据集包含 28 名参与者的行走足底压力数据,
共 182

 

000 个子片段。 将数据集平均分为 10 组进行身份

识别分析, 每组包含 28 名参与者的行走足底压力

18
 

200 个子片段,通过重复度量分析了 8 个足底压力区

域的身份识别结果。 对于仅使用单一区域方案进行身份

识别的总体平均 A 值、 P 值、 R 值和 F1 值, 分别为

82. 80% 、82. 97% 、82. 99% 和 82. 49% 。 身份识别结果如

表 1 所示。 重复度量分析表明,各区域足底压力特征对

身份识别的结果(F7,63 = 221. 655,p<0. 000 01)存在显著

性差异。 事后成对比较发现,表现最优秀的压力区域是

区域 8 和 3,其次是区域 7 和 1,然后依次为区域 2、6、5
和 4。

表 1　 不同压力区域身份识别结果对比

Table
 

1　 Comparison
 

of
 

identity
 

recognition
 

results
 

for
 

different
 

pressure
 

regions (% )

足底压力区域 A P R F1
 

1 85. 38 85. 64 85. 55 85. 38

2 83. 40 83. 86 83. 93 83. 44

3 89. 85 90. 37 90. 05 90. 07

4 72. 85 73. 04 73. 15 72. 28

5 75. 00 75. 34 74. 75 74. 62

6 80. 18 79. 67 81. 03 78. 71

7 84. 58 84. 51 84. 40 84. 23

8 91. 18 91. 36 91. 10 91. 15

平均值 82. 80 82. 97 82. 99 82. 49

　 　 为研究压力区域组合对身份识别性能的影响,除上

述 8 种单一区域外,依次分析了 28 种两区域组合、56 种

三区域组合、70 种四区域组合、56 种五区域组合、28 种

六区域组合、8 种七区域组合及 1 种八区域组合,形成了
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对 1 ~ 8 区域组合数量的完整覆盖。 针对两区域组合身

份识别任务,将网络模型输入层维度由 30×30×1 扩展为

30×30×2 以适配组合特征输入,其余网络架构保持不变。
其他多区域组合方案以此类推,通过增加相应通道数实

现多源特征融合。
两区域组合的身份识别结果整体优于单一区域方

案,其总体平均 A、P、R 和 F1 值分别达到了 92. 63% 、
93. 07% 、92. 90%和 92. 84% 。 通过分析各区域在两区域

组合方案中的影响发现,单一区域方案中表现较好的区

域在两区域组合方案中仍然起到了重要作用。 两区域组

合方案中分别计算包含各区域的每 7 种组合的平均性能

结果如表 2 所示,观察结果表明,各区域在两区域组合方

案中的身份识别性能与单一区域方案中基本一致,其中

表现最优秀的区域仍然是区域 8 和区域 3。 在两区域组

合方案中,组合(3,8)身份识别的 A、P、R 和 F1 分别达到

了 97. 30% 、97. 46% 、97. 21% 和 97. 31% ,优于其他组合

方案。 其次是组合(7,8)方案和组合(3,7) 方案。 表现

最差的组合方案是组合(4,5)。 这一结果从另一方面表

明,每个区域在身份识别性能上的差异在两区域组合中

仍然存在。

表 2　 不同压力区域在两区域组合身份识别结果中性能对比

Table
 

2　 Performance
 

comparison
 

of
 

different
 

pressure
 

regions
 

in
 

two-region
 

combined
 

identity
 

recognition
 

results (% )

两区域组合中

各压力区域
平均 A 平均 P 平均 R

平均

F1 分数

8 96. 19
 

96. 27
 

96. 25 96. 22

3 94. 54
 

94. 70 94. 58 94. 56

1 93. 36
 

93. 69 93. 39 93. 30

7 92. 86
 

93. 21 93. 00 92. 90

2 92. 57
 

92. 93 92. 80 92. 79

6 91. 07
 

91. 35 91. 10 90. 93

5 90. 84
 

91. 74 91. 82 91. 67

4 89. 63
 

90. 69 90. 26
 

90. 32
 

　 　 2)
 

三区域组合方案的身份识别结果优于单一区域

方案和两区域组合方案。 在 56 种组合方式下,身份识别

的平均 A、 P、 R 和 F1 分别达到了 95. 96% 、 95. 92% 、
95. 85%和 95. 78% 。 计算包含各区域的每 21 种组合的

平均性能结果均在 94. 85% ~ 96. 33% 。 在三区域组合方

案中,组合(1,3,8) 表现最佳,身份识别的 A、P、R 和 F1

分别达到了 99. 00% 、99. 04% 、99. 03% 和 99. 02% 。 相较

之下,组合(4,5,6) 表现最差,身份识别的 A、P、R 和 F1

分别为 93. 00% 、92. 99% 、92. 85%和 92. 73% 。

3)
 

四区域组合方案共 70 种组合方式,身份识别的

平均 A、 P、 R 和 F1 值分别达到了 97. 25% 、 97. 30% 、
97. 31%和 97. 29% 。 四区域组合方案身份识别结果较单

一区域方案、两区域组合方案和三区域组合方案均有提

升。 其中最优组合是组合(1,3,7,8),其身份识别的 A
为 99. 25% 、P 为 99. 22% 、R 为 99. 39% 、F1 为 99. 26% 。
此外,组合(1,2,7,8)、组合(1,2,3,7)和组合(1,2,3,8)
身份识别性能各指标也均在 99. 00% 左右。 最差的组合

是组合(2,3,4,6),评价指标 A 为 93. 50% ,P 为 93. 76% ,
R 为 93. 60% ,F1 为 93. 60% 。

4)
 

五区域组合方案身份识别平均 A 值为 98. 43% 、P
值为 98. 50% 、R 值为 98. 55% 、F1 值为 98. 50% 。 其中最

优组合是组合 ( 1, 2, 3, 7, 8 ), 其 身 份 识 别 的 A 为

99. 27% 、P 为 99. 26% 、R 为 99. 32% 、F1 为 99. 28% 。 结

果表现优于前几种组合方案,各区域间身份识别的差异

在五区域组合方案中逐渐减弱。
5)

 

六区域组合整体身份识别平均 A 值为 98. 51% 、P
为 98. 54% 、R 值为 98. 57% 、F1 值为 98. 54% 。 其中最优

组合是组合 ( 1, 2, 3, 5, 7, 8 ), 其 身 份 识 别 的 A 为

99. 25% 、P 为 99. 25% 、R 为 99. 33% 、F1 为 99. 29% 。 整

体趋势与五区域组合方案相似。
6)

 

七区域组合共 8 组方案,身份识别平均 A 值为

99. 19% 、 P 值 为 99. 16% 、 R 值 为 99. 28% 、 F1 值 为

99. 21% 。
7)

 

八区域组合只有一种情况,身份识别 A 值为

99. 25%、P 值为 99. 2%,R 值为 99. 40%、F1 值为 99. 31%。
综上所述,随着压力区域数量的增加,身份识别性能

呈现非线性提升趋势。 如图 11 所示,两区域组合方案较

单一区域方案平均身份识别准确率提升 11. 87% ;三区域

方案较两区域方案平均身份识别准确率提升 3. 60% ;四
区域方案较三区域方案平均身份识别准确率提升

1. 30% 。 区域数量达到 4 个之后,性能相对稳定。 身份

识别性能提升能力减弱。

图 11　 不同压力区域组合身份识别性能对比

Fig. 11　 Comparison
 

of
 

identity
 

recognition
 

performance
 

among
 

combinations
 

of
 

different
 

pressure
 

regions
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2. 4　 实验结果分析

　 　 在单一区域方案中,不同区域的身份识别性能存在

显著差异。 查阅相关文献可知,正常人在行走过程中各

阶段的主要受力特点分别为:落脚阶段足跟内侧受力最

大,触地阶段第二跖骨处受力最大,抬脚阶段大脚趾处受

力最大[26] 。 实验结果表明,区域 8 的表现最优,这主要

归因于该区域在行走过程中承受落脚阶段的主要压力。
相比之下,区域 3 在脚跟离地后的触地阶段承受主要压

力,而区域 1 则在抬脚阶段承受主要压力。 进一步分析

表明,在不同阶段的主要受力区域中,落脚阶段的主要受

力区域识别性能显著高于触地阶段主要受力区域的识别

性能,而触地阶段主要受力区域的识别性能又优于抬脚

阶段主要受力区域的识别性能。 在两区域组合方案中,
不同阶段的主要受力区域组合表现较好。 其中,区域 8
和 3 的组合在身份识别性能上最为优越。 此外,触地阶

段区域 7 和 8 的组合也表现出较好的性能。 因此,两区

域组合方案的性能依然受到行走过程中不同阶段和受力

大小的影响。 在三区域组合方案中,不同阶段的主要受

力区域组合表现同样良好。 其中,区域 8、3 和 1 的组合

在身份识别性能上最为优越。 三区域组合的身份识别性

能依然受到行走过程中不同阶段和受力大小的影响。 此

外,组合是否包含行走过程中不同阶段主要受力区域也

非常重要。 包含不同阶段的主要受力区域意味着涵盖了

整个支撑相内各阶段主要受力区域的时空耦合信息。 随

着区域数量的增加,身份识别性能受行走过程中不同阶

段和受力大小的影响逐渐减弱,但这种影响依然存在。
研究结果与近年来相关研究成果的对比如表 3

所示。

表 3　 近年研究对比

Table
 

3　 Comparison
 

of
 

recent
 

studies

文献
传感器

数量

是否需要分割

完整步态周期

包含步态

周期数量
A / %

本文 1 否 1 91. 18
 

本文 4
 

否 1 99. 25

本文 8 否 1 99. 25

[3] 4 是 4 96. 93

[4] 16
 

是 1 96. 00

[6] 16
 

是 1 <95. 00
 

[7] 9 否 1 93. 30

[8] 8 是 1 93. 60

[8] 8 是 5 99. 60

[9] 16 是 1 82. 36

[9] 16 是 8 97. 10

　 　 结果表明,针对无需严格划分完整步态周期的足底

压力数据,使用结合无阈值递归图与 LeNet 网络的识别

方法,在数据维数最小化和硬件条件最简化的情况下,实
现了较高的身份识别准确率。

相比表中所列文献,仅使用 4 个传感器便能够获得

更高的准确率。 其中,尽管文献[8]基于包含 5 个完整步

态周期的数据的识别结果略高于该结果,但提出的结合

无阈值递归图和 LeNet 网络的方法无需依赖严格的步态

周期分割,而是可以在步态周期内的任意时间点开始采

集数据,只需确保数据包含一个完整的步态周期即可。
此外,即使在仅使用 4 个传感器的情况下,该方法仍能够

在一个步态周期内实现比文献[8]中使用 8 个传感器更

高的识别准确率。

3　 结　 　 论

　 　 针对身份识别领域足底压力特征通常存在完整步态

周期依赖问题,提出基于无阈值递归图与 LeNet 网络的

识别方法。 实验结果表明,该方法无需数据分割限制,在
步态周期内任意起点截取足底压力数据的条件下仍有较

高识别准确率。 通过分析传感器配置与识别性能发现:
1)单一区域方案中,支撑相内落脚阶段、触地阶段和抬脚

阶段的主要受力区域身份识别性能具有阶段特异性,
识别性能呈现递减趋势。 这种阶段特异性在多区域组合

方案中依然存在。 2)多区域组合方案中,实验结果验证

了多阶段信息融合的必要性。 组合方案通过捕获连续阶

段压力转移特征,增强了时空耦合信息。 其中包含完整

支撑相的组合方案性能突出。 足跟内侧、足跟外侧、第二

跖骨及大脚趾构成核心贡献区域,其四区域方案较单一

区域方案识别率提升 8. 82% ,同时较全足底方案减少

50%的传感器用量。 研究证实传感器数量与识别性能呈

现边际效益递减规律,为足底生物特征识别系统的低功

耗优化设计提供了关键理论依据与实验支撑。 在常规混

凝土地面、无干扰条件下实现了高精度的足底压力身份

识别,为该项技术在安防领域的潜在应用提供了有力的

技术支撑。
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