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摘　 要:冷水机组是供暖通风与空气调节系统的重要组成部分,当冷水机组发生故障时将造成能源浪费甚至安全事故。 因此,
针对冷水机组的故障诊断对于暖通风与空气调节等系统至关重要。 基于数据驱动的故障诊断方法依赖大量历史数据,但带标

签的故障数据往往难以收集,导致模型的诊断准确率下降。 为此,提出了一种基于一致损失生成对抗网络( CLGAN)的故障诊

断方法。 首先,利用少量带标签样本和大量无标签样本训练 CLGAN,并生成故障数据;然后,利用生成数据与历史数据构建一

个包含各类故障的平衡数据集;最后,利用该数据集训练故障分类器并对冷水机组进行实时诊断。 CLGAN 通过在判别器中引

入一致性损失函数,能够有效利用无标签数据辅助模型训练,提升了数据利用率。 同时,CLGAN 迫使生成器在多个尺度上满足

判别器的要求,这种多维度的反馈机制使得模型在面对扰动时,依然能生成高质量的样本,进而提高故障诊断的准确性和鲁棒

性。 基于 ASHRAE 和 HY-31C 数据集的实验结果表明,在各类别仅有 5 个带标签样本的情况下,CLGAN 分别获得了 92. 8% 和

95. 9%的故障诊断准确率,展现了良好的故障诊断性能。 此外,在噪声和跨工况实验中,CLGAN 相比于其他对比方法也展现出

了良好的鲁棒性和泛化性。
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Abstract:A
 

chiller
 

is
 

a
 

critical
 

component
 

of
 

heating,
 

ventilation,
 

and
 

air
 

conditioning
 

(HVAC)
 

systems.
 

Faults
 

in
 

chillers
 

can
 

lead
 

to
 

energy
 

waste
 

and
 

even
 

safety
 

incidents.
 

Therefore,
 

fault
 

diagnosis
 

for
 

chillers
 

is
 

essential
 

for
 

HVAC
 

systems.
 

Data-driven
 

fault
 

diagnosis
 

methods
 

rely
 

on
 

large
 

amounts
 

of
 

historical
 

data,
 

but
 

labeled
 

fault
 

data
 

is
 

often
 

difficult
 

to
 

collect,
 

resulting
 

in
 

reduced
 

diagnostic
 

accuracy
 

of
 

models.
 

To
 

address
 

this
 

issue,
 

this
 

paper
 

proposes
 

a
 

fault
 

diagnosis
 

method
 

based
 

on
 

a
 

consistency
 

loss
 

generative
 

adversarial
 

network
 

(CLGAN).
 

First,
 

CLGAN
 

is
 

trained
 

with
 

a
 

small
 

number
 

of
 

labeled
 

samples
 

and
 

a
 

large
 

amount
 

of
 

unlabeled
 

data
 

to
 

generate
 

realistic
 

fault
 

samples.
 

Next,
 

a
 

balanced
 

dataset
 

containing
 

multiple
 

fault
 

categories
 

is
 

constructed
 

by
 

combining
 

both
 

generated
 

and
 

historical
 

data.
 

Finally,
 

a
 

fault
 

classifier
 

is
 

trained
 

on
 

this
 

balanced
 

dataset
 

to
 

perform
 

real-time
 

fault
 

diagnosis.
 

By
 

introducing
 

a
 

consistency
 

loss
 

function
 

into
 

the
 

discriminator,
 

CLGAN
 

effectively
 

leverages
 

unlabeled
 

data,
 

increasing
 

data
 

utilization.
 

Meanwhile,
 

the
 

generator
 

is
 

guided
 

at
 

multiple
 

scales
 

to
 

meet
 

the
 

discriminator′s
 

requirements,
 

enabling
 

the
 

model
 

to
 

produce
 

high-quality
 

samples
 

even
 

under
 

various
 

disturbances
 

and
 

thus
 

enhancing
 

diagnostic
 

accuracy
 

and
 

robustness.
 

Experimental
 

results
 

on
 

the
 

ASHRAE
 

and
 

HY-31C
 

datasets
 

demonstrate
 

that,
 

with
 

only
 

five
 

labeled
 

samples
 

per
 

class,
 

CLGAN
 

achieves
 

fault
 

diagnosis
 

accuracies
 

of
 

92. 8%
 

and
 

95. 9% ,
 

respectively,
 

illustrating
 

its
 

excellent
 

performance.
 

Moreover,
 

in
 

noise
 

and
 

cross-condition
 

experiments,
 

CLGAN
 

shows
 

superior
 

robustness
 

and
 

generalization
 

compared
 

with
 

other
 

methods.
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0　 引　 　 言

　 　 冷水机组是供暖通风与空气调节系统的关键部分,
其能源消耗占建筑总能耗的 40% 以上[1] 。 然而,当冷水

机组长期运行、使用不当和缺少维护时,容易发生故障,
造成额外的能源消耗,并降低室内环境的舒适度,当发生

严重故障时甚至会引发设备损坏等安全性问题[2] 。 因

此,对冷水机组进行有效的故障诊断具有重要研究意义。
根据不同的原理,冷水机组的故障诊断方法可以分

为 3 类[3] ,基于规则的故障诊断[4] 、基于模型的故障诊

断[5]和基于数据驱动的故障诊断[6-7] 。 其中,基于规则和

基于模型的方法依赖于大量的专业知识和专家经验。 然

而,由于冷水机组结构复杂且运行环境多变,基于规则和

基于模型的方法泛化性能较差[8] 。 而基于数据驱动的方

法不仅能够从大量复杂数据中提取特定类别的特征,而
且具有较高的泛化性能[9-11] 。 近年来,随着计算机技术

的不断发展,基于数据驱动的故障诊断方法受到越来越

多研 究 者 的 关 注。 在 这 些 方 法 中, 卷 积 神 经 网 络

(convolutional
 

neural
 

network,
 

CNN) [12] 、时序卷积网络

(temporal
 

convolutional
 

network,
 

TCN) [13] 和长短期记忆

网络(long
 

short-term
 

memory,
 

LSTM) [14] 等方法已成功应

用于冷水机组的故障诊断,并取得了较高的诊断准确率。
然而,上述方法通常需要利用大量的历史故障数据来训

练分类模型。 在冷水机组实际运行过程中,大部分时间

都处于正常运行状态,因此可收集的故障数据非常有限。
实验结果表明,在历史数据有限的情况下,传统分类器的

性能会显著下降[15-16] 。 因此,在有限数据条件下执行故

障诊断任务对于冷水机组的健康管理具有重要意义,这
通常被称为小样本故障诊断。

为解决历史数据不足的问题,研究者们提出了多种

数据 增 强 方 法[17-18] , 其 中 合 成 少 数 类 过 采 样 技 术

(synthetic
 

minority
 

over-sampling
 

technique,
 

SMOTE)是一

种常用的方法[19] 。 SMOTE 通过插值的方式生成样本并

平衡数据集,降低过拟合的可能性,从而提高分类器的性

能。 Zhou 等[20] 通过使用一种主成分分析与 SMOTE 相结

合的数据增强技术,成功解决了变频流量系统数据驱动

故障检测和诊断中的数据不平衡问题。 Shen 等[21] 提出

了一种稳定的合成少数类过采样技术,通过 k 近邻以及

设定阈值的方式划分远离分布边界特征空间,然后在该

特征空间中生成具有较低重叠的故障样本,以实现故障

数据的增强。 然而,上述过采样方法生成的数据缺乏多

样性,可能会导致模型过拟合。 此外,还有研究者从知识

迁移的角度来解决故障数据不足的问题[22] 。 迁移学习

通过将从源域学到的特定类别知识转移到目标域来实现

小样本故障诊断,然而,这些基于迁移学习的方法仍然需

要源域中大量的训练样本。

近年来的研究表明,使用生成对抗网络( generative
 

adverial
 

network,
 

GAN)来丰富有限的训练样本是解决故

障诊断中历史数据不足的有效途径。 GAN 最早由

GoodFellow 等[23] 提出,其原理是通过对抗训练充分拟合

真实样本的分布,从而生成高质量的数据样本。 与过采

样方法相比,基于 GAN 的数据增强方法能够有效增加生

成样本的多样性,从而能够很好的满足复杂工业场景下

的需求。 因此, GAN 也已逐步应用在故障诊断领域。
Yan 等[24] 首次将 GAN 应用在冷水机组故障诊断中,并研

究了初始故障训练数据样本的最小需求量。 随后,
Yan 等[25] 设计了一种异常检测 GAN ( anomaly

 

detective
 

GAN,
 

ADGAN),它将生成器模型和评估模型集成在一

起,以提高生成样本的质量。 具体来说,ADGAN 通过异

常检测评估和筛选生成的样本,并将结果返回给生成器,
直到生成令人满意的样本。 Du 等[26] 提出了一种 GAN
与增量学习支持向量机模型相结合的冷水机组故障诊断

方法,使用了一种增量学习策略定期更新故障检测与诊

断模型。 实验结果表明,结合 GAN 的增量学习支持向量

机(support
 

vector
 

machine,
 

SVM)达到了较高的诊断准确

性。 此外,Jiang 等[27] 提出了一种视觉变换器生成对抗域

泛 化 ( vision
 

transformer
 

generative
 

adversarial
 

domain
 

generalization,VIT-GADG)的冷水机组故障诊断框架。 通

过视觉变换器 ( vision
 

transformer,
 

VIT) 域生成网络和

VIT 条件对抗域泛化网络,从源域和潜在域提取域不变

知识,减少对多源域数据的依赖,并能泛化到未见目标

域,有效提升了在未见目标域的诊断准确性。 现有 GAN
及其改进方法在一定程度上解决了历史数据不足的问

题,但仍无法充分利用无标签数据。 在实际运行中,由于

设备系统老旧等原因,无标签数据通常比带标签数据更

加丰富,且同样包含可学习的类别特征。 然而,由于无标

签数据缺乏明确的分类信息,无法直接参与模型训练,这
导致了现有方法中无标签数据利用率低的问题。 在少量

带标签数据且大量无标签数据的半监督学习场景中,一
致性正则化(consistency

 

regularization,CR)是一种有效的

思路。 它通过对同一无标签样本施加不同扰动,要求模

型在不同扰动下保持相似的预测,从而平滑决策边界、挖
掘无标签数据的潜在信息。 在图像识别、语音识别等领

域,一致性正则化已被广泛验证具有提升模型性能的效

果,如 π 模型(Pi
 

model,
 

π-model) [28] 、Mean
 

Teacher[29] 、
虚拟对抗训练(virtual

 

adversarial
 

training,
 

VAT) [30] 等,但
在工业故障诊断领域,尤其是冷水机组故障诊断的半监

督情形下尚缺少研究。
为解决上述问题,进一步提高故障诊断准确率,提出

了基于一致损失生成对抗网络的冷水机组故障诊断方

法。 首先,利用一致损失生成对抗网络( consistency
 

loss
 

generative
 

adversarial
 

network,
 

CLGAN)生成故障数据,构



　 第 1 期 高学金
 

等:基于一致损失生成对抗网络的冷水机组故障诊断 287　　

建一个包含各类故障的平衡数据集。 然后,利用生成的

平衡数据集训练 CNN 分类模型,以提高模型的诊断准确

率。 最后,使用 CNN 模型对冷水机组进行在线故障诊

断。 与已有方法不同的是,CLGAN 利用一致性正则化的

思想,通过在判别器中引入一致性损失函数,能够充分利

用无标签数据辅助模型的训练,提高数据利用率。 同时,
在对抗训练过程中,CLGAN 通过提高判别器的判别能

力,使得生成器可以生成更高质量的故障数据,从而提高

故障诊断的准确性和鲁棒性。

1　 基本理论

1. 1　 条件生成对抗网络

　 　 GAN 是一种通过对抗过程训练生成模型的方法。
GAN 由两个神经网络组成:生成器和判别器。 生成器将

输入的随机噪声转换为逼真的数据样本,而判别器用于

区分真实样本和生成样本。 在训练过程中生成器和判别

器相互博弈,生成器不断优化以生成更加逼真的样本,而
判别器不断提高其识别生成样本的能力。

条件生成对抗网络( conditional
 

generative
 

adversarial
 

network,CGAN)是 GAN 的一个扩展[31] 。 CGAN 在原始

GAN 的基础上引入了条件变量,通过在训练过程中添加

额外的标签信息,指导生成器和判别器的收敛过程。 这

些条件变量可以是任何形式的标签信息,例如数据的类

别、属性等。 在实验中使用冷水机组故障数据的类别作

为标签信息,指导模型生成不同类别的故障数据。 条件

生成对抗网络的目标函数如式(1)所示。
minGmaxDV(G,D) = Ex ~ Pdata

[logD(x y)] +
Ez ~ Pz

[log(1 - D(G( z y)))]) (1)
式中: G表示生成器;D表示判别器;V(G,D) 表示目标函

数;E 表示分布的期望值;x 表示来自真实数据分布 Pdata

的样本;z 表示从噪声分布 Pz 中采样的随机噪声;y 表示

条件标签信息。
1. 2　 WGAN-GP

　 　 Goodfellow 等[23] 提出的 GAN 在实际训练中往往会

遇到模式崩溃和梯度消失等问题,为克服这些缺陷,
Arjovsky 等[32] 提 出 了 Wasserstein 生 成 对 抗 网 络

( wasserstein
 

generative
 

adversarial
 

network, WGAN ),
WGAN 采用 wasserstein 距离替代原始 GAN 中的 Jensen-
Shannon 散度,从而在生成器和判别器的博弈过程中得到

更加平滑和稳定的梯度,提高生成模型的稳定性和生成

样本的质量。 WGAN 的损失函数为:
minGLG =- Ez ~ pz

[D(G( z))] (2)
maxDLD = Ex ~ pdata

[D(x)] - Ez ~ pz
[D(G( z))] (3)

然而,WGAN 通过权重裁剪的方式来实现 Lipschitz

连 续 的 约 束, 这 容 易 导 致 训 练 不 稳 定。 为 此,
Gulrajani 等[33]于 2017 年提出了带梯度惩罚的 Wasserstein
生成对抗网络 ( wasserstein

 

generative
 

adversarial
 

network
 

with
 

gradient
 

penalty,WGAN-GP),用一种梯度惩罚的策略

替代权重剪裁,提高了模型训练的稳定性。 WGAN-GP 的

判别器损失函数如式(4)所示。
LD =- Ex ~ pdata

[D(x)] + Ez ~ pz
[D(G( z))] +

λE x̂ ~ p( x̂) [( Δ

x̂D( x̂) 2 - 1) 2] (4)

式中: x̂ 表示在真实数据 x 和生成数据 G( z) 之间插值得

到的样本:x̂ = x + (1 - )G( z), 是一个介于 0 和 1 之间

的常数;λ 是惩罚系数。 通过引入梯度惩罚,WGAN-GP
不仅能保持 wasserstein 距离的合理性,还能有效避免梯

度消失问题,从而在生成质量和训练稳定性方面取得了

显著的提升。
1. 3　 基于自编码器的残差特征提取

　 　 为了提高 GAN 的训练效果,可以在数据预处理阶段

引入自编码器进行残差特征提取,图 1 展示了该方法的

训练流程。 首先对正常样本进行重构训练,最小化重构

误差。 接着,使用训练好的自编码器模型对故障样本进

行重构。 最后,计算重构误差,提取故障样本的残差特

征。 训练流程的损失函数为:

LAE = 1
N ∑

N

i = 1
[ f(x i

normal) - x i
normal]

2 (5)

式中: x i
normal 表示第 i 个正常样本;N 表示正常样本的总

数;
 

f(·) 表示自编码器模型的输出。 残差特征的计算公

式为:
R = x fault - f(x fault) (6)

式中: R 表示残差特征;x fault 表示故障样本;
 

f(x fault) 表示

自编码器模型对故障样本的重构数据。

图 1　 基于自编码器的残差特征提取方法

Fig. 1　
 

Autoencoder-based
 

residual
 

feature
 

extraction
 

method

通过自编码器提取的残差特征可以更好地反映故障

样本与正常样本之间的差异,有效捕捉故障模式的关键

特征,减少数据中的噪声和冗余信息,从而提高了 GAN
的生成质量和训练稳定性。 因此,在该研究方法中,采用

自编码器提取的数据残差特征作为 GAN 的训练数据,而
不直接使用原始数据。
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2　 基于一致损失生成对抗网络的故障诊断
方法

2. 1　 一致损失生成对抗网络

　 　 GAN 及其改进在一定程度上解决了数据不平衡问

题,但它们仍然无法充分利用无标签数据。 原因在于传

统 GAN 方法主要依赖于带标签数据进行监督训练,而无

标签数据缺乏明确的分类信息,无法直接参与模型训练,
导致这些数据在传统方法中利用率低下。 在少量带标签

数据及大量无标签数据的实际应用场景中,一致性正则

化是一种有效的方法。 它通过对同一无标签样本施加不

同扰动,使模型在处理这些扰动后的输入时保持相似的

输出,从而在无标签数据上平滑判别边界、增强模型的泛

化能力。 受此启发,在对抗训练框架中加入多尺度一致

性损失,以充分利用无标签数据,提升冷水机组故障诊断

的准确性和鲁棒性。
CLGAN 的结构包括判别器和生成器两部分,判别器

包括初步特征提取层、共享特征提取层和输出层。 在初

步特征提取层,带标签数据和无标签数据分别通过对应

的网络层进行处理,生成初步特征。 共享特征提取层则

对所有数据进行统一处理,提取高层次特征。 为了进一

步指导模型学习不同故障数据的特征,CLGAN 在判别器

的最后引入了一个辅助分类器,用于对真实样本和生成

样本进行有监督的分类。 辅助分类器的输出为样本的类

别预测,用于计算分类损失。
对于带标签数据,其判别损失包含两部分:分类损失

和 Wasserstein 距离损失。 分类判别损失通过交叉熵损失

函数计算,定义为:
LC = Ex ~ p(x) [logP(y x)] + Exf ~ p(xf) [logP(y x f)]

(7)
式中: x 表示来自真实数据分布 P( x) 的样本;x f 表示

来自生成数据分布 P( x f) 的样本;y 表示样本对应的

标签。
Wasserstein 距离的判别损失定义为:
Ldis =- Ex ~ P(x) [D(x)] + Ez ~ Pz

[D(G( z))] +

λE x̂ ~ P( x̂) [( Δ

x̂D( x̂) 2 - 1) 2] (8)
式中: D(x) 表示判别器对真实样本 x的输出;z表示来自

随机分布 Pz 的噪声。
对于无标签数据,CLGAN 在训练的过程中判别器不

仅需要学习区分真实数据和生成数据,还需要在不同层

次上保持无标签数据的一致性。 具体来说,CLGAN 是通

过引入多尺度一致性损失函数实现这一目标的,如图 2
所示。 在冷水机组故障诊断场景中,低层特征往往受到

传感器噪声或环境扰动影响,而更高层特征则逐渐表现

出故障类型的核心差异。 为保证在不同层面都能抑制噪

声干扰、捕捉故障模式,CLGAN 在判别器的多个特征层

(D1,D2,…,DK) 以及输出层上施加一致性约束。 在每轮

训练中,首先将无标签数据输入判别器,对于同一个无标

签样本 x 及其扰动版本 x + η,分别经过判别器得到多尺

度特征 Dk(x) 和 Dk(x + η),并计算对应层的均方误差,
得到多尺度一致性损失 Lconsistency, 定义为:

Lconsistency = ∑
K

k = 1
Ex ~ Punlabeled

[(Dk(x) - Dk(x + η)) 2]

(9)
式中: x 表示来自无标签数据分布 Punlabeled 的样本;Dk(x)
是判别器在第 k 层的输出;η 表示对 x 的随机扰动。 在此

过程中,判别器能够在多种扰动条件下保持特征表征的

一致性,从而提升对复杂工况和噪声的鲁棒性。

图 2　 多尺度一致性损失

Fig. 2　 Diagram
 

of
 

multi-scale
 

consistency
 

loss

综合以上部分,判别器的总损失函数为:
LD = LC + Ldis + Lconsistency (10)
生成器的训练目的是生成与真实数据分布相似的样

本,以欺骗判别器。 生成器的损失函数为:
LG =- Ez ~ Pz

[D(G( z))] (11)
在对无标签数据施加一致性损失后,判别器对输入

扰动的判别能力得到有效增强。 相应地,生成器在对抗

训练过程中需生成更逼真且更具多样性的故障数据,才
能达到对抗训练的平衡状态。 无标签一致性约束与真假

判别对抗,能够进一步提升生成器所生成故障样本的质

量和丰富度,从而为故障诊断模型提供更具代表性的训

练数据。 多尺度一致性损失能够有效提高特征表示的鲁

棒性。
总的来说,CLGAN 将该正则化思想与多尺度特征提

取和生成对抗训练相结合,不仅能充分利用无标签数据,
还能在冷水机组故障诊断这样噪声较多、数据分布复杂

的场景中取得更好的鲁棒性。
2. 2　 故障分类器

　 　 CNN 网络结构具有强大的特征提取能力,通过堆叠

多个卷积层和池化层,CNN 可以逐层提取数据的深层次

特征,在处理高维数据时,能够有效地捕捉数据中的空间

关系和局部特征,因此使用 CNN 作为故障分类器。
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在 CLGAN 训练完成后,使用生成器生成故障数据,
构建一个包含各类故障的平衡数据集。 然后,构建基于

CNN 的故障分类器,使用平衡数据集训练其完成故障诊

断任务。 CNN 故障分类器包含 5 个卷积层,每个卷积层

后接一个 LeakyReLU 激活函数,用于增加网络的非线性

表示能力。 在卷积层后,加入平均池化层,用于减少特征

图的维度,减轻计算负担,同时保留重要特征。 最后,通
过全连接层,将提取到的特征映射到最终的故障分类结

果。 使用交叉熵作为 CNN 的损失函数,其表达式为:
LCNN = Ex ~ p(x) [logP(y x)] (12)

式中: x 表示来自混合了生成样本和真实样本的训练数

据集。
2. 3　 CLGAN 的故障诊断方法

　 　 为了解决故障诊断中数据不平衡带来的精度下降问题,
提出了一种基于 CLGAN 的故障诊断方法。 图 3 展示了所

提方法的流程,可分为两个阶段:离线建模和在线监测。

图 3　 实验流程

Fig. 3　 Flow
 

diagram
 

of
 

experiment

离线建模阶段包含 3 个步骤。 1)提取残差特征,用
于后续模型的训练。 在此步骤中,首先对历史数据进行

最大最小归一化,以保证数据尺度的一致性。 再使用训

练好的自编码器模型计算数据的残差,提取能够反映故

障样本与正常样本之间差异的残差特征。 历史数据按照

是否带有标签分为两部分:带标签数据占少数,用于监督

学习,无标签数据占多数,用于无监督学习。 2) 训练

CLGAN 模型。 在此步骤中,使用带标签的和无标签数据

同时训练 CLGAN,通过一致性损失确保无标签数据在生

成过程中能提供有效信息, 增强模型的泛化能力。
CLGAN 训练完成后,使用生成器生成带标签的故障数

据,与原数据集一起构建类别平衡的新数据集。 3)构建

基于 CNN 的分类网络,并用新数据集训练,最终获得故

障分类模型。
在线监测阶段首先收集冷水机组的在线运行数据,

为了确保与训练数据的一致性,实时数据也经过相同的

最大最小归一化处理。 其次,利用离线阶段训练好的自

编码器模型计算实时数据的残差。 最后,将已计算的残

差特征输入到故障分类模型中,获得最终的诊断结果。

3　 实验结果及讨论

3. 1　 ASHRAE 实验数据集

　 　 1)数据集介绍

本实验数据集源于美国暖通空调工程师协会

( American
 

Society
 

of
 

Heating
 

Refrigerating
 

and
 

Air-
Conditioning

 

Engineers,
 

ASHRAE) RP-1043 研究项目,使
用了一台 90

 

t,316
 

kW 的冷水机组,采用 R134a 制冷

剂[34] 。 项目模拟了冷水机组的正常运行状态及 7 种典

型故障状态,分别为冷凝器水流量下降、蒸发器水流量下

降、制冷剂泄漏、制冷剂过量、润滑油过多、冷凝器结垢、
冷凝剂中有非冷凝物,并利用传感器记录了冷凝水进出

水温度、冷凝器水流量等 64 个过程变量。 上述故障根据

影响范围可分为部件级故障和系统级故障,其中蒸发器

水流量下降、冷凝器水流量下降、冷凝剂中有非冷凝物和

冷凝器结垢属于部件级故障,发生后会引起局部范围内

运行参数的变化。 而冷凝剂填充过量、润滑油过量和冷

凝剂泄漏属于系统级故障,发生后会引起全局参数的

变化。
2)实验设置

首先,从数据集中随机选取 200 个正常状态的样本

作为自编码器的训练数据集。 为了验证所提方法在带标

签故障数据不足情况下的有效性,依据不同的实验条件

对 CLGAN 训练数据集进行划分,具体划分方式如表 1
所示。

根据有标签样本数和无标签样本数的不同,共有

12 种实验设置。 模型训练完毕后,每类故障各生成 200 个

样本,并与有标签样本一起构成 CNN 分类器的训练数据

集。 从每个故障类型和正常状态中随机选取 200 个样本

作为测试数据集。 最后,使用训练好的自编码器提取上

述数据集的残差特征,以进行最终的模型训练和测试。
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　 　 　 　 表 1　 ASHRAE 数据集实验设置

Table
 

1　 Experiment
 

setting
 

on
 

ASHRAE
 

dataset

实验编号
少数类样本个数(每类)

有标签 无标签

1 5 100

2 5 200

3 5 400

4 5 800

5 5 1
 

200

6 5 1
 

600

7 10 100

8 10 200

9 10 400

10 10 800

11 10 1
 

200

12 10 1
 

600

　 　 本实验使用的故障诊断模型参数如表 2 所示,包括

CLGAN 的生成器模型参数、判别器模型参数以及 CNN
故障分类器模型参数 3 个部分。 其中,

 

FC(full
 

connected
 

layer)代表全连接层,LR 表示带泄漏线性整流激活函数

(leaky
 

rectified
 

linear
 

unit,
 

LeakyReLU),Tanh 表示双曲

正切激活函数,Concat 表示特征拼接操作,用于增加特征

的维度,C(convolutional
 

layer)表示卷积层,AvgP( average
 

pooling
 

layer)表示平均池化层,
 

‖表示存在两个并行的

全连接层,它们共享相同的输入特征,各自输出不同的特

征向量,用于描述不同的语义信息。

表 2　 冷水机组故障诊断模型参数设置

Table
 

2　 Parameter
 

setting
 

for
 

fault
 

diagnosis
 

on
 

chiller

生成器 判别器

FC1(256,512)
 

LR 初步特征提取层

FC2(512,512)
 

LR 无标签数据 带标签数据

FC3(512,256)
 

LR FC1(1,64)
 

LR FC1(128,256)
 

LR

FC4(256,128)
 

LR Concat(64,
 

64)

FC5(128,64)
 

Tanh FC2(128,256)
 

LR

CNN 网络 共享特征提取层

C1(1,16,4,2,1)
 

LR FC1(256,128)
 

LR

C2(16,16,4,2,1)
 

LR FC2(128,64)
 

LR

C3(16,16,4,2,1)
 

LR FC3(64,32)
 

LR

C4(32,32,4,2,1)
 

LR 输出层

C5(32,32,4,2,1)
 

LR FC1(32,1) FC1(32,7)

AvgP(1) FC(32,8)

　 　 3)实验结果分析

为了验证 CLGAN 的有效性,首先在无标签样本数

1
 

200 的条件下进行故障诊断实验。 图 4 分别展示了在

有标签样本数为 5 和 10 的情况下的故障诊断准确率。
可以看出,所提方法在有标签样本数很少的条件下都获

得了较高的故障诊断准确率。 具体来说,在有标签样本

数为 5 的情况下,蒸发器水流量下降、制冷剂泄漏和冷凝

剂结垢的故障诊断率都达到了 0. 95 以上,分别为 0. 96、
0. 975 和 0. 955。 当有标签样本数为 10 时,除了润滑油

过多,其余故障状态的诊断准确率都达到了 0. 95 以上。
此外,随着有标签样本数的增加,能够观察到平均故障诊

断率也有明显提升,由 0. 928 增加到 0. 958。 这是因为增

加有标签样本数可以提供更多的监督信息,从而使得生

成对抗网络的生成器和判别器在学习过程中能更有效地

模拟故障数据的真实分布。 有标签样本中包含的确切故

障类型信息有助于判别器更准确地评估生成的样本,从
而引导生成器产生更具代表性和多样性的故障样本。

图 4　 各类故障的诊断准确率(ASHRAE 数据集)
Fig. 4　 Diagnosis

 

accuracy
 

of
 

various
 

fault
 

pattern
 

(ASHRAE
 

dataset)

为了进一步验证 CLGAN 模型在故障诊断中的性能,
图 5 中的混淆矩阵展示了模型在有标签样本数等于 5 和

10 时的具体诊断结果。 混淆矩阵的每一行代表了实际



　 第 1 期 高学金
 

等:基于一致损失生成对抗网络的冷水机组故障诊断 291　　

类别,而每一列代表了预测类别,对角线上的值代表预测

正确的数量,非对角线上的值代表预测错误的数量。

图 5　 不同有标签样本数下的故障诊断混淆矩阵

(ASHRAE 数据集)
Fig. 5　 Confusion

 

matrices
 

of
 

fault
 

diagnosis
 

with
 

different
 

numbers
 

of
 

labeled
 

samples
 

(ASHRAE
 

dataset)

总的来说,混淆矩阵显示了每个类别的预测结果与

真实结果的对比,从而可以直观地观察模型在各个类别

上的表现。 可以看出,该方法对大多数故障类型的诊断

准确性都非常高,这表明 CLGAN
 

模型能够有效地学习并

识别故障数据的特征。 例如,在有标签样本数为 5 的实

验中,大部分故障类型的预测正确数目都接近或达到了

最大值(如蒸发器水流量下降、制冷剂泄漏等),只有少

数类别(如冷凝器水流量下降和润滑油过多)的预测存

在一定误差。 在有标签样本数为 10 的实验中,由于有监

督信息的增加,模型在各类别的误诊断数量都有所减少。
此外,为了进一步研究无标签样本数量对故障诊断

准确率的影响,通过逐步增加无标签样本的数量,观察其

对模型性能的影响。 实验结果如图 6 所示,横坐标为无

标签样本数,纵坐标为故障诊断准确率,图中包括两组数

据,正方形标签和圆形标签的折线分别对应有标签样本

数为 5 和 10 的情况。
从图 6 可以看出,无标签样本数量的增加显著提升

了故障诊断的准确率。 具体来说,当无标签样本数从最

初的 100 增至 400 时,两组实验的故障诊断准确率都有

图 6　 不同无标签样本数下的故障诊断准确率

(ASHRAE 数据集)
Fig. 6　 Fault

 

diagnosis
 

accuracy
 

with
 

different
 

numbers
 

of
 

unlabeled
 

samples
 

(ASHRAE
 

dataset)

明显提升,分别提升了 0. 059 和 0. 034。 然而,当无标签

样本数继续增加时,准确率的增幅逐渐减少,最终在

1
 

600 时到达最大值,分别为 0. 928 和 0. 958。 其原因在

于,由于数据集中带标签样本数较少,导致 CLGAN 对真

实数据分布学习不足,而无标签样本在训练过程中作为

辅助样本,增加其数量可以提供更多的数据信息,使模型

迅速学习并改进其判别能力,从而迫使生成器生成更高

质量的样本。 然而,当无标签样本数量达到一定阈值后,
模型已经学习了数据的主要特征,此时继续增加无标签

样本,其对模型性能的贡献将呈现递减趋势。

图 7　 不同类别上真实特征与生成特征的可视化

(ASHRAE 数据集)
Fig. 7　 Visualization

 

of
 

real
 

and
 

generated
 

features
 

across
 

different
 

categories
 

(ASHRAE
 

dataset)

为了直观地展示生成特征的不变性,图 7 显示了

CLGAN 对应类别的 t 分布-随机邻近嵌入( t-distributed
 

stochastic
 

neighbor
 

embedding,
 

t-SNE ) 可 视 化 结 果。
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t-SNE 是一种广泛使用的可视化技术,适用于高维数据的

降维显示。 该技术通过概率分布的方式将高维数据映射

到二维或三维空间,使得原始数据点间的相对距离得以

保留。 在图 7 中,使用不同的形状来区分不同故障类别

的数据,使用空心标记符号和实心标记符号分别代表生

成特征和真实特征。 例如,圆形标记表示冷凝器水流量

下降,其中空心圆形代表生成的特征数据,而实心圆形代

表真实特征数据。
通过对比可以看到,各故障类别的原始特征与生成

特征在图中的分布具有高度相似性。 CLGAN 生成的样

本与原始样本在特征空间中紧密聚集,这说明生成器能

够有效模拟真实的数据分布,保留了数据的关键特征,从
而在未标签数据上实现了准确的故障诊断。

4)对比实验

为了验证生成特征的有效性,本研究使用原始数据

集训练 CNN 模型进行故障诊断对比实验。 此外,为了验

证 CLGAN 生成故障特征的优势,引入了以下 4 种数据生

成方法及其变体进行相同的数据增强任务。
(1)

 

SMOTE[19] :一种广泛使用的数据增强技术,其
核心思想是通过线性组合在少数类样本之间插入合成的

数据点,从而模拟更多的少数类样本。
(2)

 

WGAN-GP [33] :GAN 基础上的一种改进模型,其
引入的 Wasserstein 距离和梯度惩罚有效解决了 GAN 在

训练过程中遇到模式坍塌和训练不稳定等问题,并改善

了生成样本的多样性和质量。
(3)

 

EDN-WGAN-GP [35] : WGAN-GP 基础上的一种

改进模型,首先使用编解码器( encoder
 

decoder
 

network,
 

EDN)处理原始数据,以提取反映每个变量独立变化的高

质量残差特征,然后再利用这些特征训练 WGAN-GP
网络。

(4)
 

CLGAN-v0:与本研究提出的 CLGAN 具有相同

的模型结构,但仅在判别器的输出层上施加一致性约束。
为确保对比实验的有效性,上述所有方法的卷积池

化结构与 CLGAN 相同,且使用相同的数据集进行训练和

测试,对每类故障均生成 200 个样本。 在 CLGAN 的实验

设置中,每类故障使用 1
 

600 个无标签样本辅助模型

训练。
表 3 展示了各方法在不同条件下的故障诊断总体准

确率。 可以看到,CLGAN 在两种情况下的总体故障诊断

率均远高于其他方法,这说明了 CLGAN 在有标签样本不

足时的有效性。 具体来说,CLGAN 在有标签样本数为 5
和 10 的条件下,故障诊断总体准确率分别为 0. 928 和

0. 958,相比于没有生成模型的 CNN,分别提升了 0. 568
和 0. 386,相比于仅使用有标签样本训练的 EDN-WGAN-
GP,分别提升了 0. 117 和 0. 096。 这表明了 CLGAN 能够

有效利用无标签数据进行诊断。 此外,EDN-WGAN-GP

的准确率比 WGAN-GP 有明显提升,这表明了 EDN 所提

取的残差特征在 GAN 网络训练中的辅助作用。

表 3　 故障诊断对比实验(ASHRAE
 

数据集)
Table

 

3　 Fault
 

diagnosis
 

comparative
 

experiments
  

(ASHRAE
 

dataset)

方法 有标签样本数= 5 有标签样本数= 10
CNN 0. 360 0. 572

SMOTE 0. 652 0. 804
WGAN-GP 0. 789 0. 829

EDN-WGAN-GP 0. 811 0. 862
CLGAN-v0 0. 914 0. 939

CLGAN 0. 928 0. 958

　 　 为验证在判别器的多个尺度上施加一致性损失的必

要性,本节使用 CLGAN-v0 模型进行对比实验。 由表 3
可以看到,CLGAN-v0 的准确率相对 CLGAN 较低,这是

因为若仅在判别器的输出层施加一致性损失,虽然对无

标签数据具有一定的正则化效果,但无法降低中间层对

随机扰动的敏感度,从而限制了生成器在故障数据生成

过程中的多样性和真实性。 从可解释性的角度来看,底
层特征往往刻画传感器信号的细微变化,而高层特征则

体现故障类型的整体模式,CLGAN 能够在不同的语义层

面对同一无标签样本施加类似的判别要求,确保了生成

器在对抗训练过程中能够学习到丰富且准确的故障特征

分布。 对比试验表明,CLGAN 能够有效提高数据利用率

并生成高质量的故障样本,以解决实际应用中冷水机组

历史故障数据不足导致的诊断精度下降的问题。
5)鲁棒性和泛化性分析

实际运行场景中,传感器数据常因测量误差和环境

因素产生噪声,设备的实际负载也会受环境因素的影响

而发生改变,因此本节分别开展鲁棒性和泛化性实验,并
将实验结果汇总于表 4,以对比不同方法在各类干扰下

的诊断效果。

表 4　 鲁棒性和泛化性实验

Table
 

4　 Robustness
 

and
 

generalization
 

experiments

实验条件
故障诊断总体准确率

EDN-WGAN-GP CLGAN

低噪声 0. 854 0. 951
高噪声 0. 801 0. 933
工况 1 0. 795 0. 949
工况 2 0. 787 0. 940
对照组 0. 862 0. 958

　 　 为评估模型在实际复杂场景中的适应能力,通过向

原始数据注入高斯噪声来模拟不同程度的扰动情况,并
在此基础上测试故障诊断的准确率变化。 高斯噪声通常
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被视为最常见的一类随机噪声,其概率分布函数可用

式(13)表示。

p(n) = 1
2πσ

exp - (n - μ) 2

2σ2( ) (13)

式中: n表示噪声随机变量;
 

μ为噪声均值;σ为噪声的标

准差。 在实验中,为模拟无偏移的纯随机扰动,均值设

为 0。 将高斯噪声叠加到原数据 x 上后,就得到:
x′ = x + n (14)

式中: x′ 为加入噪声后的数据。 为了更直观的验证模型

在不同噪声强度下的表现,实验选取了两种标准差水平,
分别为 σ = 0. 01,代表测量精度较高、环境干扰较小的情

况,以及 σ = 0. 05,代表复杂的环境或外部干扰。 在添加

噪声时,对测试集的每条数据都按照 n ~ N(0,σ2) 的方

式进行处理,对照组不做任何处理。
实验结果如表 4 所示,在低噪声条件下,对比方法均

能保持较高的诊断准确率,但 CLGAN 的准确率下降程度

更小,说明其对小幅度噪声更具适应性。 在高噪声条件

下,EDN-WGAN-GP 的准确率明显下降,而 CLGAN 仍能

取得较高的诊断水平,这表明
 

CLGAN
 

面对强噪声干扰

时具有更好的鲁棒性。
冷凝器水温的变化会直接影响机组内部的热交换效

率和运行负载,因而不同水温条件下的系统特征分布往

往出现较大差异。 在本实验中,分别设置了 45℃ 、50℃
和 55℃这 3 种冷凝器水温工况,记为工况 0、1 和 2。 选

用工况 0 的数据进行模型训练,作为对照组。 由表 4 可

以看出,当测试工况从 45℃变为 50℃时,EDN-WGAN-GP
 

的准确率出现下滑,CLGAN
 

尽管也有所下降,但依旧保

持在较高水平,反映出其对温度变化导致的数据分布差

异更具适应能力。 当工况进一步变化至 55℃ 时,EDN-
WGAN-GP

 

的性能下降更为明显,CLGAN
 

仍能取得可观

的诊断结果,仅下降了 0. 018,验证了在不同工况下良好

的泛化性能。
3. 2　 HY-31C 数据集

　 　 1)数据集介绍

HY-31C 数据集由本研究团队收集,HY-31C 型冷水机

组的实验平台如图 8 所示。 平台模拟了冷水机组 3 种不同

的健康状态,即正常状态、蒸发器故障和冷凝器故障。 每

种故障根据发生的严重程度进一步分为两个类别,因此

HY-31C 数据集中共有 5 个类别。 冷水机组的监控数据在

系统运行稳定之后采集,利用传感器采集了冷却泵功率、冷
冻水供水流量和压缩机功率等 39 个过程变量,数据采集间

隔为 30
 

s。
2)实验设置

为了验证基于 CLGAN 的故障诊断方法在 HY-31C
数据集上的有效性,相关实验的设计方式与 ASHRAE 数

据集的实验相同,具体的实验设置如表 5 所示。 其中,训

图 8　 HY-31C 实验平台

Fig. 8　 HY-31C
 

experimental
 

platform

练集中带标签样本且正常状态的样本数为 200,对于少

数类故障数据,每类有标签样本的个数为 5 ~ 10 个,无标

签样本个数为 100 ~ 600 个。 此外,模型参数设置和训练

超参数与 ASHRAE 数据集上的设置相同,在 CLGAN 训

练完毕后,每类故障生成 200 条样本,使用生成样本与原

始样本一起训练故障分类器。

表 5　 HY-31C 数据集实验设置

Table
 

5　 Experiment
 

setting
 

on
 

HY-31C
 

dataset

实验编号
少数类样本个数(每类)

有标签 无标签

1 5 100

2 5 200

3 5 300

4 5 600

5 10 100

6 10 200

7 10 300

8 10 600

　 　 3)实验结果分析

首先使用 HY-31C 数据集对 CLGAN 进行了一系列

故障诊断实验,在实验中每类故障的无标签样本数固定

为 600。 为直观展示数据分布,对不同故障类别进行了

可视化,如图 9 所示。 圆形和正方形标记分别表示蒸发

器故障等级 1 和 2,三角形和菱形标记分别表示冷凝器故

障等级 1 和 2,实心和空心标记分别表示真实数据和生成

数据。
图 10(a)和( b) 分别展示了 CLGAN 在有标签样本

数为 5 和 10 的条件下,各类故障的诊断准确率。 可以看



294　　 仪　 器　 仪　 表　 学　 报 第 4 6 卷

出,当有标签样本数为 5 时,除了蒸发器故障等级 1,其余

故障类型的诊断准确率都达到了 0. 95。 当有标签样本

　 　 　 　

图 9　 不同类别上真实特征与生成特征的可视化

(HY-31C 数据集)
Fig. 9　 Visualization

 

of
 

real
 

and
 

generated
 

features
 

across
 

different
 

categories
 

(HY-31C
 

dataset)

图 10　 各类故障的诊断准确率(HY-31C 数据集)
Fig. 10　 Diagnosis

 

accuracy
 

of
 

various
 

fault
 

pattern
 

(HY-31C
 

dataset)

数增加到 10 时,多数故障类型的诊断准确率都进一步提

高。 图 11 展示了实验中每类故障数据的具体诊断结果,
尽管数据集中带标签的样本量很少,CLGAN 仍获得了较

高的故障诊断准确率,分别为 0. 959 和 0. 975。 当有标签

样本数为 5 时,除了蒸发器故障等级 1 有 24 个样本误分

类,其余故障类型的误诊断数量均< 10。 其原因可能在

于,当故障发生程度较低时,故障之间的特征相似性较

高,因此模型在生成相应的故障样本时标记上了错误的

类别标签。 这也反映在图 9 中,正下方三角形中出现了

少量圆形标记,表示蒸发器故障等级 1 与冷凝器故障等

级 1 的特征相似性较高。

图 11　 不同有标签样本数下的故障诊断混淆矩阵

(HY-31C 数据集)
Fig. 11　 Confusion

 

matrices
 

of
 

fault
 

diagnosis
 

with
 

different
 

numbers
 

of
 

labeled
 

samples
 

(HY-31C
 

dataset)

如图 12 所示,随着参与训练的无标签样本增多,
CLGAN 从无标签样本中学习到的数据特征越多,生成的

故障数据与真实的故障数据相似性越高,其故障诊断准

确率也越高。 具体来说,从当无标签样本数从 100 增至

200 时,两种实验条件下的故障诊断准确率提升明显,之
后增幅逐渐减小,最终达到最高准确率,分别为 0. 975 和

0. 959。 同样的,为了展示 CLGAN 在数据生成方面的优

势,进行了与 ASHRAE 数据集中相同的对比实验,对比

的实验模型包括 CNN、SMOTE、WGAN-GP、EDN-WGAN-
GP 和 CLGAN-v0,具体的对比试验结果如表 6 所示。 从

表中可以看出,CLGAN 在两种无标签样本数的条件下,
故障诊断总体准确率都超过了其他对比模型。 相比于没

有生成模型的 CNN,CLGAN 生成的数据特征显著的提升

了分类器的分类准确率,分别提升了 0. 3 和 0. 256。 在与

其他数据生成模型的对比实验中,CLGAN 也展示了其能
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够有效利用无标签数据进行辅助训练的优势。 此外,相
较于仅在判别器输出层施加一致性约束的 CLGAN-v0 模

型,CLGAN 在有标签样本数为 5 和 10 的两种情况下,故
障诊断总体准确率分别提高了 0. 022 和 0. 023,进一步验

证了 CLGAN 多尺度约束的有效性。

图 12　 不同无标签样本数下的故障诊断准确率

(HY-31C 数据集)
Fig. 12　 Fault

 

diagnosis
 

accuracy
 

with
 

different
 

numbers
 

of
 

unlabeled
 

samples
 

(HY-31C
 

dataset)

表 6　 故障诊断对比实验(HY-31C 数据集)
Table

 

6　 Fault
 

diagnosis
 

comparative
 

experiments
 

(HY-31C
 

dataset)

方法
故障诊断总体准确率

有标签样本数= 5 有标签样本数= 10

CNN 0. 659 0. 719

SMOTE 0. 830 0. 869

WGAN-GP 0. 871 0. 924

EDN-WGAN-GP 0. 896 0. 932

CLGAN-v0 0. 937 0. 952

CLGAN 0. 959 0. 975

4　 结　 　 论

　 　 针对冷水机组历史数据中带标签样本不足而导致模

型诊断精度下降的问题,提出了基于 CLGAN 的冷水机组

故障诊断方法。 CLGAN 通过在判别器中加入一致性损

失函数,能够有效利用无标签数据辅助训练,提高了数据

利用率。 此外,CLGAN 通过在多个尺度上引入一致性损

失,迫使生成器在多个层面上满足判别器的要求,这种多

维度的反馈机制促使生成器在面对输入扰动时,依然能

够生成高质量的样本。 基于 ASHRAE 和 HY-31C 数据集

的验证结果表明,在数据集中仅有少量带标签样本的情

况下,CLGAN 的故障诊断准确率均优于对比方法,表现

出良好的故障诊断性能。
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