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摘　 要:
 

飞行器遥测数据是地面判断卫星在轨状态的唯一来源。 异常检测有助于飞行器运行过程的视情动态决策,并能有效
减少故障。 然而,现有方法主要关注短时变化,难以有效识别集合异常模式。 针对这一问题,提出了一种基于长时间尺度特性
建模优化的飞行器遥测数据集合异常检测方法。 首先,构建时序关联依赖模型,提取遥测数据片段中的高维时序规律并生成预
测结果;然后,利用预测结果与观测数据之间的残差,构建统计模型,提取分布特征并形成异常检测判据;最后,利用迭代预测自
动调整模型输入,提升集合异常检测的鲁棒性。 通过实际飞行器姿态角数据的验证,结果表明,相比 VAE-LSTM 模型,异常片段
的检出率提升了 0. 041,F1 分数提升了 0. 039,证明了该方法在提高检测精度和降低漏检率方面的优势,为卫星视情运维提供可
靠的基础数据支撑。
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Abstract:Aircraft
 

telemetry
 

data
 

are
 

the
 

only
 

source
 

for
 

ground-based
 

assessment
 

of
 

satellite
 

in-orbit
 

status.
 

Anomaly
 

detection
 

facilitates
 

condition-based
 

dynamic
 

decision-making
 

during
 

aircraft
 

operations
 

and
 

effectively
 

reduces
 

failures.
 

However,
 

existing
 

methods
 

primarily
 

focus
 

on
 

short-term
 

variations,
 

making
 

it
 

difficult
 

to
 

identify
 

collective
 

anomaly
 

patterns
 

effectively.
 

To
 

address
 

this
 

issue,
 

this
 

article
 

proposes
 

a
 

collective
 

anomaly
 

detection
 

method
 

for
 

aircraft
 

telemetry
 

data
 

based
 

on
 

long
 

time-scale
 

characteristic
 

modeling
 

optimization.
 

First,
 

a
 

temporal
 

correlation
 

model
 

is
 

formulated
 

to
 

extract
 

high-dimensional
 

patterns
 

from
 

telemetry
 

data
 

segments
 

and
 

generate
 

prediction
 

results.
 

Then,
 

using
 

the
 

residuals
 

between
 

the
 

prediction
 

results
 

and
 

observed
 

data,
 

a
 

statistical
 

model
 

is
 

developed
 

to
 

extract
 

distribution
 

characteristics
 

and
 

establish
 

anomaly
 

detection
 

criteria.
 

Finally,
 

iterative
 

prediction
 

is
 

employed
 

to
 

automatically
 

adjust
 

model
 

inputs,
 

enhancing
 

the
 

robustness
 

of
 

collective
 

anomaly
 

detection.
 

Validation
 

using
 

actual
 

aircraft
 

attitude
 

angle
 

telemetry
 

data
 

shows
 

that,
 

compared
 

with
 

the
 

VAE-LSTM
 

model,
 

the
 

proposed
 

method
 

improves
 

the
 

detection
 

rate
 

of
 

anomaly
 

segments
 

by
 

0. 041
 

and
 

the
 

F1
 

score
 

by
 

0. 039.
 

These
 

results
 

show
 

the
 

method′s
 

advantages
 

in
 

improving
 

detection
 

accuracy
 

and
 

reducing
 

missed
 

detections,
 

providing
 

reliable
 

data
 

support
 

for
 

condition-based
 

satellite
 

operations
 

and
 

maintenance.
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0　 引　 　 言

　 　 随着我国航天事业的快速发展变革,卫星“快速研

制、长时服役”已成为主流趋势[1] 。 根据中国航天科技集

团有限公司[2] 公布的数据,2022 年中国航天共实施 64
次发射任务,发射航天器数量 188 个,2023 年实施 67 次

发射任务,研制发射航天器 221 个,2024 年全年发射次数



　 第 11 期 孙家正
 

等:基于长时间尺度特性建模优化的飞行器遥测数据集合异常检测方法 313　　

预计达到 100 次。 相应地,状态监测和健康管理技术,就
成为卫星在轨视情维护、动态任务规划和在轨延寿及可

靠性提升的关键支撑性技术。
异常是指数据中不符合预期正常行为的一种模

式,而异常检测是指绘制一个表示正常行为的区域,并
将任何不属于该区域的观测值标记为异常的过程[3] 。
卫星遥测数据的异常类型可以分为单点异常、关联异

常、集合异常和多元异常[4] 。 集合异常是指一些单独

的数据点虽然本身并非异常,但当它们作为一个集合

共同出现时,被视为异常。 这些相关联的数据点组成

的集合即被称为集合异常,具体表现方式见 1. 3 节。
目前,卫星遥测数据异常检测的研究[5] 已引起了国内

外学者的广泛关注,对遥测数据进行异常检测的方法

分为 4 大类:基于预设阈值、基于专家系统、基于物理

模型和基于数据驱动的异常检测。
预设阈值检测是传统且广泛使用的异常检测方

法,通常由地面站工作人员手动设置阈值。 美国航空

航天局的容错任务规划体系[6] 为各种遥测参数预定义

阈值,当被监测参数超出范围时即标记异常。 这种方

法操作简单,但针对不同设备需分别设定阈值,对复杂

数据处理效率较低;专家系统通过知识库和推理机制

模拟领域专家进行诊断。 例如美国航空航天公司的航

天器环境异常专家系统[7] ,其单个模块针对单卫星轨

道的航天器进行故障诊断,但专家系统过于依赖固定

规则,对新工况不具备普遍性,难以推广应用;基于物

理模型的异常检测利用系统物理特性,通过模型输出

值与观测值的差异识别异常。 美国科罗拉多大学的

Bennet 等[8] 基于太空垃圾对航天器动力学影响的物理

建模,检测遥测数据中异常。 然而,此类方法通常针对

特定异常原因,通用性较差。
基于数据驱动的异常检测是一种利用数据和算法来

识别异常行为或事件的方法。 这种方法通常涉及收集数

据,然后使用机器学习、深度学习或统计分析等方式来建

立模型,根据标记异常采用的方法可分为基于相似性度

量、基于支持度和基于模型偏差 3 种方法。 基于相似性

度量方法通过测试样本与正常样本的相似程度检测异

常,常用无监督方法有单类支持向量机[9] 、k -均值聚类

算法[10-11] 、孤立森林[12-13] 等。 Shi 等[14] 提出一种无监督

多变量时间序列异常检测框架,针对变量间的相关性和

重要性进行聚类建模。 该类方法对数据质量依赖较高,
且在检测复杂动态时序数据时存在局限。 基于支持度的

方法通过计算测试样本在正常样本中出现的概率来设定

阈值,常用方法有高斯混合模型[15] 、贝叶斯方法[16] 等。
Wang 等[17] 提出了一种融合时间关联历史数据和空间关

联监测数据的高斯混合模型异常检测方法。 此类方法对

未知长度的集合异常适应性较好,但需要将时间序列转

化为离散特征,可能导致信息缺失。 基于模型偏差的方

法通过构建模型,以测试样本与模型输出偏差作为判断

依据, 常用方法有长短期记忆网络[18-19] 、 极限学习

机[20-21] 、自编码器[22-24] 、数字孪生[25-26] 等。 Liu 等[27] 针对

高维数和变量间复杂的相关性而效果不佳的问题,提出

一个基于时间卷积网络的航天器多变量时间序列数据异

常检测框架。 此类方法的优点是测试效率较高,但其检

测性能依赖于模型的准确性和阈值的设定方式。
综合上述方法,不同检测方法的阈值划分各有侧

重:预设阈值和专家系统基于经验规则;物理模型基于

模型输出与观测值差异;数据驱动方法则根据统计量、
概率或预测残差划分。 然而,当前研究主要面临以下

两大挑战:
1)现有异常检测方法较难兼顾短时序卫星遥测数据

和长周期数据,尤其是长时间尺度变化趋势的挖掘能力,
需要一种针对集合异常模式的异常检测模型。

2)在遥测数据的异常检测中,传统异常阈值设定方

法主要依赖领域专家的经验或基于模型提取数据差异特

征进行人为划分,或者简单地使用残差设定阈值。 因此

在处理集合异常时难以应对区间化的异常情况。
Informer 模型[28] 针对长时间尺度特性预测,可以捕

捉输入序列的长距离依赖关系,便于学习长时间尺度特

性序列的内在关联。 因此提出的方法以 Informer 作为时

序模型预测,针对异常模式提取长期数据内在关联,生成

预测结果。 同时,为了解决卫星遥测数据中集合异常模

式的检测难题,构建了以残差分布、残差均值和残差均方

误差为基础的统计模型。 该模型将时序模型的预测结果

与实际观测值的残差作为输入,输出相应的异常检测阈

值,通过此统计模型解决了集合异常模式的判别问题。
此外,提出了迭代预测检验方法。 首先对正常数据

的趋势进行预测,并基于预测结果的误差特征建立统计

模型,确定异常判据的阈值。 随后,对目标数据进行迭代

预测,在识别遥测数据集合异常的过程中,根据检测结果

自动反馈和调整时序预测模型的下一轮输入,从而排除

异常数据对预测结果的干扰。 通过这种迭代预测检验,
不仅实现了长时序的精准预测,还有效确定了异常判别

的标准。

1　 卫星遥测数据分析及异常模式

1. 1　 卫星姿轨控系统工作原理与异常原因

　 　 卫星在轨运行时,传感器获取实时姿态信息,控制计

算机通过姿态控制算法计算调整量,并由执行器完成姿

态调整,例如通过控制力矩陀螺实现滚动、俯仰和偏航。
当遥测数据持续错误时,控制计算机会基于错误数据计

算调整命令,可能导致执行器误操作,加剧异常影响,因
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此需要高效的异常检测方法。 遥测数据出现异常的原因

如下:
1)传感器可能会因故障或环境因素导致测量误差,

从而产生连续的集合异常数据。
2)卫星在轨运行时,会受到外部环境(如太阳辐射、

地磁场、宇宙尘埃等)的影响,这些影响可能会在短时间

内导致传感器数据异常。
1. 2　 卫星姿态角遥测数据

　 　 选取实际卫星的滚动轴姿态角和偏航轴姿态角数据

集进行分析。 滚动轴旋转是指卫星围绕其 X 轴的旋转运

动,通常沿着卫星的长度方向;偏航轴旋转是指卫星围绕

其 Z 轴的旋转运动,通常垂直于卫星的平面。 如果姿态

角数据出现集合异常,可能导致姿态角逐渐偏离预定的

控制参数。 这种缓慢的姿态漂移将直接影响卫星的定位

精度,使其无法准确指向地面目标或其他卫星,从而导致

观测数据产生偏差或失真。 其中滚动轴姿态角样本如

图 1 所示。

图 1　 滚动轴姿态角部分样本

Fig. 1　 Roll
 

axis
 

attitude
 

angle
 

partial
 

sample

图 1 展示了滚动轴姿态角样本 2011 年 2 月 16 日

7 点 56 分~17 日 8 点 55 分期间的变化,样本以分钟为单

位取样,约 1
 

500 个采样点。 可以看出,滚动轴姿态角周

期约为 12
 

h,最大幅值差为 0. 189°。 偏航轴姿态角样本

如图 2 所示。

图 2　 偏航轴姿态角部分样本

Fig. 2　 Yaw
 

axis
 

attitude
 

angle
 

partial
 

sample

图 2 展示了偏航轴姿态角样本 2011 年 4 月 26 日

9 点 23 分~ 27 日 10 点 22 分期间偏航轴姿态角的变化,
样本同样以分钟为单位取样,约 1

 

500 个采样点,与滚动

角样本不同,该样本的周期约为 6
 

h, 最大幅值差为

0. 225°。
实验使用的完整数据集包含单点异常和集合异常 2

种异常类型,数据样本分布情况如表 1 所示。

表 1　 实验数据

Table
 

1　 Experiment
 

data

数据类型 滚动轴姿态角 偏航轴姿态角

样本区间 (0 ~ 6
 

400) (0 ~ 10
 

844)

正常样本区间 (0 ~ 4
 

911) (0 ~ 9
 

150)

异常样本区间 (4
 

912 ~ 6
 

400) (9
 

151 ~ 10
 

844)

1. 3　 卫星遥测数据异常模式

　 　 在卫星运行过程中,受姿态、通信状态及环境条件等

因素的影响,地面接收到的遥测数据可能会出现单点异

常和集合异常等多种类型。 其中,集合异常指的是某些

数据点本身无异常,但作为整体却表现出异常特性。 这

类异常是本文异常检测方法的主要研究对象。 与单点异

常不同,集合异常涉及多个数据点,要求模型能够捕捉数

据的长期依赖关系,对检测方法提出了更高的挑战。 滚

动轴姿态角集合异常如图 3 所示。

图 3　 滚动轴数据集合异常

Fig. 3　 Collective
 

anomaly
 

of
 

roll
 

axis
 

data

如图 3 所示,滚动轴姿态角从 2011 年 2 月 16 日

15 点 48 分~16 日 16 点 13 分出现集合异常,该段数据整

体偏离了正常运行轨迹,表现出异常特性。 偏航轴姿态

角集合异常如图 4 所示。
如图 4 所示,偏航轴姿态角从 2011 年 4 月 26 日 17

点 16 分~26 日 17 点 41 分出现集合异常,该段数据平稳

性显著下降,同时波动变化突出。
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图 4　 偏航轴数据集合异常

Fig. 4　 Collective
 

anomaly
 

of
 

yaw
 

axis
 

data

2　 基于长时间尺度特性建模优化的卫星遥
测数据集合异常检测方法

　 　 在卫星遥测数据中,片段数据的集合异常阈值难以

确定。 为解决这一问题,本文采用了基于长时间尺度特

性建模优化的集合异常检测方法,整个方法分为 3 个主

要部分:时序模型训练、统计模型建立和基于迭代预测的

集合异常检测,流程如图 5 所示。

图 5　 集合异常检测流程

Fig. 5　 Flow
 

chart
 

of
 

collective
 

anomaly
 

detection

在时序模型训练过程中,首先对数据集进行位置编

码并嵌入时间特征,然后通过编码器层和解码器层构建

时序模型。 接着,将无异常的遥测数据样本输入到模型

中以获得预测结果,并进一步获取这些预测结果的误差

特征,将其输入到统计模型中提取异常检测的阈值。 接

下来,使用测试集样本输入到时序模型中进行首轮预测。
对首轮预测结果应用统计模型提取特征,并依据设定的

异常阈值进行判定。 如果判定为异常,则次轮输入将使

用上一轮的预测值;否则,继续使用测试集的观测值作为

输入。 通过这种迭代方式,实现长时间尺度特性的预测,
并完成卫星遥测数据的集合异常检测。
2. 1　 时序模型训练

　 　 时序模型的结构主要分为两部分,即编码器层和解

码器层,模型的工作原理如图 6 所示。

图 6　 时序预测原理

Fig. 6　 Schematic
 

diagram
 

of
 

time
 

series
 

prediction

从图 6 中可以看出,编码器和解码器均包含序列构

造与注意力机制两个主要步骤。 编码器通过输入矩阵 X
(包括姿态角和角速度) 进行卷积处理,实现维度变换,
从而提取多维特征。 为了充分捕捉时间序列的周期性、
趋势性和季节性特征,模型将时间戳编码为特征向量,并
将这些时间特征嵌入处理后的数据中。 训练过程中,通
过并行计算捕获输入序列中的长距离依赖关系,同时采

用随机采样、数据填充和均值赋值等策略优化注意力机

制的计算,最后通过池化操作降低计算复杂度。 解码器

层以标签矩阵 Y0(包括姿态角和角速度)为输入,结合编

码器输出的特征矩阵,将输出的向量 Y1 (姿态角)经线性

变化得到最终预测结果 Y2 (姿态角)。 本节将重点介绍

序列构造与注意力机制的实现细节。
1)序列构造

在时序模型训练过程中,编码器和解码器需要接收

经过预处理的输入数据。 与传统神经网络模型不同,为
了更好地学习卫星遥测数据的内在相关性并适应较长的

输入序列,时序模型对数据进行非顺序化处理。 故需要

用位置编码表示序列中不同位置的信息关系。
(1)位置嵌入

将输入数据的时间戳与数值部分分离,对输入矩阵

X 的内部元素的位置进行编码,奇数位和偶数位的编码

方式如式(1)和(2)所示。
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pe(pos,2i) = sin
pos

10
 

000
2i
d( ) (1)

pe(pos,2i + 1) = cos
pos

10
 

000
2i
d( ) (2)

式中: pos 表示位置向量,i 为数据索引, 取值范围为

0 ≤ 2i < d,d 为模型设置的维度常量。 通过上述过程,
使输入数据存储位置信息,并输入到注意力机制中。

(2)时间戳卷积

将数据的时间戳标签向量 X1 转换为一维卷积层的

输出结果,具体如式(3)所示。

Convld(X1,W) ( i,j) = ∑
Cin-1

m = 0
∑
K-1

k = 0
X1 ( i,m,s. j +k) ∗W( j,m,k) + b j

(3)
式中:变量 i,j 为输出张量的元素,输入张量 X1 的形状为

(N,C in,L in),卷积核 W 的形状为(Cout ,C in,K),输出张量

的形状为(N,Cout ,Lout ),其中 N 为批量大小,Cout 为输出

通道数,Lout 为输出序列长度,K为卷积核大小,b j 表示第 j
个输出通道的偏置项,s 是卷积步幅。

输出序列的长度 Lout 的计算方式如式(4)所示。

Lout =
L in + 2 × padding - K

stride
+ 1é

ë
êê

ù

û
úú (4)

综上所述,时间戳标签 X1 经过卷积处理后,与位置

编码信息一起输入到注意力机制中。 在解码器中,对标

签数据的姿态角和角速度矩阵 Y0 应用类似的卷积操作,
从时间特征中提取有效信息,并与编码器处理后的特征

结合,用于预测结果。
2)注意力机制

通过注意力机制操作,时序模型能够高效捕捉输入

序列中的长距离依赖关系,其核心思想是通过概率抽样

来选择重要的查询键对,从而降低计算复杂度。
为数值特征赋予查询矩阵 Q ( query )、 键矩阵

K(key) 和值矩阵 V (value)。 查询 Q 与 K 之间的关联程

度,将查询向量 q i 与键矩阵K的键向量Ksample 进行内积计

算并形成注意力分数,如式(5) 所示。
Score(Q,Ksample ) = QKT

sample (5)
根据注意力分数选择分数较高的 U 项,计算注意力

权重并对值矩阵 V 求和,如式(6) 和式(7) 所示。

normal( zi) = ezi

∑
n

j = 1
ez j

(6)

atten(Q,K,V) = ∑
j∈U

normal
Score(q i,k j)

dk
( ) v j (7)

式中: zi 为向量 Z 中第 i 个元素,dk 为矩阵的维度。
编码器通过池化操作丢弃权重较低的数据,并将多

次注意力层的输出结果作为最终的编码结果,同时作为

解码器的输入。 在解码器的最后一次注意力机制中,输
出向量 Y1(姿态角张量)经过线性变换后,输出最终结果

的过程如式(8)所示。
Y2 = Y1W + b (8)

式中:张量 Y1 的形状与式(3) 的 X1 相同,权重矩阵W和

偏置向量 b 的形状同样与式(3) 相同。
2. 2　 统计模型建立

　 　 得到时序模型后,将无异常的卫星遥测数据样本输

入到训练好的模型中进行预测,对预测结果进行统计分

布处理并建立统计模型,实现异常阈值的提取。
1)误差特征提取

单次预测的输出结果向量 Ŷ i = ( ŷi1,ŷi2,…,ŷin),其

中 i 为预测次数,n 为单次预测的点数,与之对应的是观

测值 Y i = (y i1,y i2,…,y in),二者作差得到残差矩阵 Eki,
如图 7 所示。

图 7　 误差特征提取

Fig. 7　 Extraction
 

of
 

error
 

feature

对残差矩阵进行特征提取,包括 3 种方法。
(1)残差分布

残差分布能够全面反映数据偏离正常状态的情况,
通过分析整体分布特征,有助于发现异常。 尤其是在多

个数据点同时出现轻微异常时,残差分布可以通过统计

偏离程度和频率,有效识别集合异常的存在。
通过拟合残差矩阵的数据分布,并利用均值和标准

差进行趋势分析,残差分布采用正态分布进行拟合,其概

率密度函数为:

f(x μ,σ 2) = 1

2πσ 2
e
-(x-μ) 2

2σ2 (9)

式中: μ 为正态分布的均值;σ 2 为方差。 通过最大似然

估计计算模型参数,使观测数据出现的概率最大:

μ = 1
n ∑

n

j = 1
r j (10)

σ 2 = 1
n ∑

n

j = 1
( r j - μ) 2 (11)

式中: n为残差矩阵Eki 的样本数,根据式(9) 正态分布的

特性,确定残差分布与标准差的关系。
(2)残差均值处理

残差分布适用于检测整体变化趋势,但对整体性偏
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差的敏感性不足,因此需要引入残差均值处理。 通过计

算所有残差的均值,评估数据的整体偏离程度。 该方法

对趋势性偏移或长期变化敏感,能检测出集合异常中的

持续性偏差,处理过程如式(10)所示。
(3)均方误差处理

由于均值只提供了预测结果的整体平均水平,并没

有考虑预测结果的分布情况,如果预测结果的分布存在

较大的偏差,均值可能无法准确反映预测的准确性,因此

采用 均 方 误 差 ( mean
 

squared
 

error, MSE ) 处 理。 如

式(12)所示:

MSE = 1
n ∑

n

i = 1
(y i - ŷi)

2 (12)

式中: y i 为观测值;ŷi 为预测值。
均方误差在放大显著偏差点影响的同时,能够敏感

地捕捉集合异常中的局部显著偏差,用于快速识别显著

异常点。
2)异常阈值提取

预测残差服从于正态分布,根据式(9) ~ (12) 计算

单次预测结果的残差均值和标准差,并根据均值 μ 和标

准差 σ 设定残差分布的阈值 K, 以检测异常点:
Kh = μ + pσ
K l = μ - pσ

(13)

式中: p 表示正态分布数据偏离均值的程度。
在正态分布中,取 p = 1,2,3 对应的数据覆盖率分别

为 68. 27% 、95. 45%和 99. 73% 。 由于残差分布不一定严

格服从于正态分布,因此将通过实验验证取值合理性。
其中 p 取 1 时适合敏感性较高的场景,可检测轻微异常,
但误报率较高。 p 取 3 时适用于检测显著异常,避免误

报。 p 取 2 时对误报和漏报进行平衡。
2. 3　 基于迭代预测的集合异常检测

　 　 在确定 3 种异常检测阈值后,对遥测数据样本进行

预测,并根据统计模型提取误差特征,判断单次预测结果

是否超出阈值。 若检测到异常,则将下一轮预测的输入

值替换为当前轮次的预测输出值,同时标记异常区间。
预测流程伪代码如表 2 所示。

检测结果正常时,下一轮预测的输入值为:

Xk+1 =
ŷ1
k ŷ2

k … ŷn
k

d1
k+1 d2

k+1 … dn
k+1

{ } (14)

若不存在异常,则使用观测数据继续进行下一轮的

预测,输入值为:

Xk+1 =
y1
k y2

k … yn
k

d1
k+1 d2

k+1 … dn
k+1

{ } (15)

式中: yk 为第 k 轮观测值;ŷk 为第 k 轮预测值;dk+1 为第

k + 1 轮输入参数。

表 2　 迭代预测伪代码

Table
 

2　 Pseudocode
 

of
 

iterative
 

prediction

迭代预测流程

输入:
 

D1:训练集;
 

D2:观测值;
 

L1:测试集长度;
 

L2:单次预测长度;
T1:均方差阈值;

 

T2:残差均值阈值;
 

T3:残差分布阈值;
输出:

 

D3:预测值;
 

M1:均方差;
 

M2:均值误差;
 

M3:误差趋势;
for

 

i= 1
 

→
 

i
 

=
 

L1 / L2
 

do
if

 

i
 

= =
 

1
 

then
/ / 首轮预测使用训练集数据

D3,
 

M1,
 

M2,
 

M3
 

=
 

Informer(D1);
if

 

M1
 

>
 

T1
 

or
 

M2
 

>
 

T2
 

or
 

M3
 

>
 

T3
 

then
/ / 任何一项大于阈值均判定为异常,用观测值预测下轮。
D3,

 

M1,
 

M2,
 

M3
 

=
 

Informer(D2);
else

　 D3,
 

M1,
 

M2,
 

M3
 

=
 

Informer(D3);

3　 实验及结果分析

3. 1　 实验设计及评价指标

　 　 1)实验设置

实验通过正常样本输入时序模型,进行长时间尺度

特性预测,分析模型对数据周期性特征的捕捉能力。 为

此,根据数据周期长度分别选取 24 和 48 点作为输入长

度,进行对比实验,验证时序模型在捕捉长时间关系特性

方面的效果。
单次预测结果将输入统计模型,用于确定异常检测

的阈值,并对统计模型中的参数 p 进行实验验证,以确定

其合理取值。 此外,实验探讨了残差均值、均方误差和残

差分布 3 种统计特征结合使用的必要性,实验数据见

表 1。
2)异常检测与对比分析

在异常样本检测实验中,基于时序模型进行迭代预

测。 通过残差均值、MSE 和残差分布指标,标记异常区

间,并与孤立森林和 VAE-LSTM 方法进行对比分析,从不

同维度评估模型的异常检测能力。
3)评价指标

(1)使用 MSE 作为正常样本预测的评价指标。 MSE
衡量预测值与真实观测值之间的偏差程度,是一种反映

预测结果精度的重要统计量。 MSE 值越小,表示模型对

正常样本的预测结果越精准。 其计算公式已在式(12)
中给出,此处不再赘述。

(2)精确度指检测出的异常样本中真正异常样本的

比例,即正样本中被正确检测为正样本的比例:

Pr = TP
TP + FP

(16)

式中: TP 表示真正例;FP 表示假正例。
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(3)召回率指所有真正异常样本中被正确检测出的

比例,即被检测出的正样本占所有正样本的比例:

Re = TP
TP + FN

(17)

式中: FN 表示假负例。
(4) F1 分数综合考虑精确度和召回率,是精确度和

召回率的调和平均数,公式为:

F1 = 2 × Pr × Re
Pr + Re

(18)

3. 2　 实验结果与分析

　 　 1)正常样本长时间尺度特性预测

实验分别对滚动轴和偏航轴数据进行长时特性预

测,选取 24 和 48 点为输入长度,以 MSE 作为评价指标,
分析单次预测长度对结果的影响,如表 3 所示。

表 3　 遥测数据预测分析

Table
 

3　 Analysis
 

of
 

telemetry
 

data
 

prediction

样本类型 预测长度 / 点 残差均值 均方误差

滚动姿态角

偏航姿态角

24 0. 023
 

9 4. 84×10-6

48 0. 014
 

8 2. 67×10-6

24 0. 012
 

4 5. 52×10-6

48 0. 012
 

9 3. 93×10-6

　 　 从表 3 可以看出,随着预测长度的增加,滚动姿态角

残差均值明显下降,MSE 值显著降低,48 点预测的效果

优于 24 点预测;偏航姿态角残差均值变化不显著,但 48
点预测的 MSE 值低于 24 点预测,说明更长的预测长度

有助于提高预测的准确性。
2)异常样本检测

(1)异常阈值提取

完成正常样本的长时间尺度预测后,利用预测值与

观测值的残差,计算残差均值、残差分布和均方误差,依
据式(9) ~ (13) 建立统计模型,提取阈值。 两种姿态角

数据的阈值分布状况如表 4 所示。

表 4　 异常检测阈值

Table
 

4　 Threshold
 

of
 

anomaly
 

detection

样本类型
预测长

度 / 点
残差平均

数阈值

残差分布

阈值

均方误

差阈值

滚动姿态角

偏航姿态角

24 0. 035
 

8 0. 047
 

6 1. 39×10-5

48 0. 034
 

2 0. 037
 

9 6. 10×10-6

24 0. 023
 

1 0. 039
 

8 2. 37×10-5

48 0. 020
 

6 0. 047
 

6 1. 62×10-5

　 　 表中残差分布阈值由式(13)得出, p 取值为 1,预测

长度根据数据的周期性特征选定:滚动轴姿态角周期约

为 720 点,偏航角周期约为 360 点。 结果显示,滚动角 24
点预测的残差均值和残差分布阈值较高,MSE 也较大;48
点预测时,残差均值和 MSE 显著降低,表明长时序预测

更稳定地捕捉长期变化趋势;偏航角 24 点预测的残差均

值和 MSE 较高;48 点预测虽然残差分布阈值增加,但

MSE 显著降低,显示长时序预测在捕捉偏航角长时间变

化方面更具优势。 综上所述,长时序预测能够减少均方

误差并保持预测稳定性。
(2)异常检测方法

确定阈值后,根据图 5 的流程进行迭代预测,对单次

预测结果进行检测。 若 3 项统计指标中任一项超出阈

值,则判定为异常数据,并标记对应区间为异常区间。 基

于 MSE 的滚动角异常检测结果如图 8 所示。

图 8　 基于均方误差的异常检测结果

Fig. 8　 Anomaly
 

detection
 

results
 

based
 

on
 

MSE

图 8 中横轴为预测次数,每次预测包含 24 个遥测数

据,纵轴为均方误差。 检测结果表明:样本中存在两组异

常区间,其余区间均为正常值。 根据检测结果完成迭代

预测,预测结果如图 9 所示。

图 9　 异常区间标注

Fig. 9　 Anomaly
 

interval
 

labeling

图 9 使用方框标记存在异常的区间,左侧的异常区
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间对应图 8 的第 18 次预测,为集合异常类型,右侧异常

区间对应第 41 次预测,为点异常类型。
(3)验证取值合理性

为证明残差分布阈值中 p的合理取值,p分别取值 1,
2,3 生成不同残差分布阈值,在两类异常样本上进行对

比实验,检测结果如表 5 所示。

表 5　 p 取值对检测结果的影响

Table
 

5　 Influence
 

of
 

p
 

on
 

the
 

detection
 

result

异常样本
评价

标准

残差分布

阈值(p= 1)
残差分布

阈值(p= 2)
残差分布

阈值(p= 3)

滚动轴姿态角 PR 0. 436 0. 375 0. 250

偏航轴姿态角 PR 0. 375 0. 313 0. 313

　 　 从表中结果可以看出,随着 p 取值的增大,异常检测

敏感度逐渐下降,模型捕捉到的异常数量减少。 当 p 取

值为 1 的时候,模型对异常数据的检测效果最佳,检测精

确度较高,后续实验采用 p = 1 为默认取值。
(4)验证 3 种阈值组合选择合理性

通过单独使用残差均值阈值、残差分布阈值、均方误

差阈值,以及 3 种阈值的组合方法,对两类异常样本部分

数据进行检测,检测结果如表 6 所示。

表 6　 阈值检测效果对比

Table
 

6　 Comparison
 

of
 

threshold
 

detection
 

effect

异常样本
评价

标准

残差平

均阈值

残差分布

阈值

均方误

差阈值

组合

阈值

滚动轴姿态角 PR 0. 429 0. 436 0. 643 0. 813

偏航轴姿态角 PR 0. 500 0. 375 0. 615 0. 938

　 　 从结果可知,两种数据的组合检测结果优于任何一

种阈值的独立检测,因此联合使用多种标准能增强异常

检测的鲁棒性和灵敏度。
(5)样本检测结果

基于以上方法,对滚动轴姿态角和偏航轴姿态角样

本进行异常检测,使用 24 点预测、48 点预测、孤立森林

和 VAE-LSTM 方法对比,结果如表 7 所示。
依据数据的周期特性,实验采用 24 点预测和 48 点

预测进行异常检测。 根据表 4 的结论,48 点预测对异常

数据更为敏感,因此在体现模型正确识别能力的召回率

(recall
 

rate,RE)指标中表现更为出色。 然而,在精确度

(precision
 

rate,PR)指标中,由于 48 点预测过于敏感,在
偏航轴数据上的表现不如 24 点预测。 但综合考虑所有

指标,24 和 48 点预测的检测结果均优于孤立森林方法。
与 VAE-LSTM 方法相比,本文方法表现出更强的优

势。 具体而言,24 点预测在偏航轴数据上表现更优,而

　 　 　 　 表 7　 异常检测结果对比

Table
 

7　 Comparison
 

of
 

anomaly
 

detection
 

results

异常样本
评价

标准

24 点

预测

48 点

预测

孤立

森林
VAE-LSTM

滚动轴姿

态角

偏航轴姿

态角

PR 0. 750 0. 813 0. 714 0. 736

RE 0. 712 0. 867 0. 688 0. 766

F1 0. 729 0. 839 0. 701 0. 751

PR 0. 938 0. 625 0. 667 0. 745

RE 0. 833 0. 909 0. 625 0. 788

F1 0. 882 0. 741 0. 645 0. 766

48 点预测在滚动轴数据上占据优势,显示了方法在集合

异常检测方面的更高稳定性和准确性。
与 VAE-LSTM 相比,本方法在精确度指标中平均提

升了 0. 041,在召回率指标中平均提升 0. 053,在二者综

合考虑的 F1 分数指标,本文方法平均提升 0. 039。
综上所述,本文提出的迭代预测方法能够有效完成

长时间尺度特性卫星遥测数据的异常检测,在提高检测

准确性的同时,展现出较高的鲁棒性和稳定性。

4　 结　 　 论

　 　 卫星携带的数据在地球观测、气象预测和通信等领

域具有重要意义。 卫星异常可能导致资源浪费、设备损

坏,甚至与地面失去联系。 因此,卫星异常检测是确保卫

星正常运行和数据质量的关键环节,提高卫星的异常检

测能力至关重要。 为此,本文提出了一种基于长时间尺

度特性建模优化的卫星遥测数据集合异常检测方法。 该

方法结合时序预测模型与统计模型,通过阈值计算获取

异常检测标准,并基于迭代预测的反馈调节输入数据,排
除异常干扰,从而实现集合异常的检测。 通过实际卫星

遥测数据实验验证,该方法能够对长周期数据中的集合

异常进行有效标记,为地面站提供可靠的异常告警信息,
从而支持卫星视情动态决策的实施。

尽管如此,本文的方法仍有不足。 长序列输入虽然

能更全面地捕捉数据的长时间尺度特性变化趋势,但也

使得方法对异常更加敏感,可能不利于精确度的提升。
未来研究将针对这一问题,结合数据分布特性,设计动态

阈值以适应不同场景的异常检测需求;同时,针对不同时

间尺度的数据,优化模型在长短期特性上的表现,提升方

法对复杂时序数据的适应能力。
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