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摘　 要:针对多数基于多视角透视图的鸟瞰图(BEV)生成算法难以实现对语义不一致多状态关联特征的提取,以及模型性能与

复杂度的平衡等问题,提出一种基于轻量级 Transformer 的 BEV 生成模型。 该模型采用端到端的单阶段训练策略,通过建立交

通场景中动态车辆和静态道路信息的关联,滤除生成视图中的噪声。 基于此,一方面设计面向多尺度特征的 Transformer 循环

跨视图转换模块,通过注意力机制实现对输入的位置编码和表征学习,捕捉特征序列中不同位置的依赖关系,提升 BEV 特征的

鲁棒性;另一方面设计面向语义不一致的多状态 BEV 特征融合模块,提取静态道路和动态车辆的关联信息,提升生成 BEV 视

图的精度。 在 NuScenes 数据集上进行实验,结果表明,方法在确保低模型复杂度的前提下,达到了先进的 BEV 视图生成性能。
动态车辆和静态道路的语义分割精度分别达到了 43. 2%和 82. 0% 。
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Abstract:To
 

address
 

semantic
 

inconsistency
 

in
 

multi-state
 

associated
 

feature
 

extraction
 

and
 

balancing
 

model
 

performance
 

with
 

complexity
 

in
 

most
 

multiple
 

perspective
 

view-based
 

bird′s
 

eye
 

view
 

( BEV)
 

generation
 

method,
 

a
 

light-weight
 

Transformer-based
 

BEV
 

generation
 

model
 

is
 

proposed.
 

The
 

method
 

utilizes
 

an
 

end-to-end
 

one-stage
 

training
 

strategy
 

to
 

establish
 

a
 

mutual
 

association
 

between
 

dynamic
 

vehicle
 

and
 

static
 

road
 

information
 

in
 

traffic
 

scenes,
 

effectively
 

filtering
 

out
 

noise
 

in
 

the
 

generated
 

BEV.
 

A
 

Transformer-based
 

recurrent
 

cross-view
 

transformation
 

module
 

for
 

multi-scale
 

features
 

is
 

introduced
 

to
 

perform
 

image
 

encoding
 

and
 

representation
 

learning.
 

This
 

module
 

improves
 

the
 

robustness
 

of
 

the
 

extracted
 

BEV
 

features
 

by
 

capturing
 

the
 

location-dependent
 

relationships
 

in
 

the
 

perspective
 

view
 

(PV)
 

feature
 

sequence.
 

Additionally,
 

a
 

multi-state
 

BEV
 

feature
 

fusion
 

module
 

is
 

designed
 

to
 

address
 

semantic
 

inconsistencies,
 

extracting
 

correlated
 

information
 

between
 

dynamic
 

vehicles
 

and
 

static
 

roads,
 

thus
 

enhancing
 

the
 

performance
 

of
 

the
 

generated
 

BEVs.
 

Experiments
 

on
 

the
 

NuScenes
 

dataset
 

show
 

that
 

this
 

method
 

achieves
 

advanced
 

BEV
 

generation
 

performance
 

with
 

low
 

model
 

complexity,
 

achieving
 

43. 2%
 

and
 

82. 0%
 

semantic
 

segmentation
 

accuracy
 

for
 

dynamic
 

vehicles
 

and
 

static
 

roads,
 

respectively.
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0　 引　 　 言

　 　 鸟瞰图(bird′s
 

eye-view,
 

BEV)因包含目标及周围环

境详细的三维位置和规模信息,在自动驾驶领域得到了

广泛关注[1] 。 BEV 视图一方面可以利用类似激光雷达

等具有深度信息的传感器获得[2] ;另一方面也可以通过

融合多视角车载相机感知图像的方式生成[3] 。 其中,基
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于多视角车载相机的 BEV 生成技术具有成本低、实时性

高等优点,成为了当前获取交通场景 BEV 视图的主流方

式[4-6] 。 然而,车载相机所成图像是以二维特征表征物体

三维信息的透视图( perspective
 

view,
 

PV)。 因此,基于

多视角车载相机的 BEV 生成技术的关键是建立 PV 视图

到 BEV 视图特征的映射关系。
PV 到 BEV 的视图转换方法可以分为基于几何的

方法和基于网络模型的方法。 基于几何的方法是利用

逆透视映射赋予图像深度信息,并针对不同视图之间

的几何关系进行建模[7] ;基于网络模型的方法则是以

数据驱动的方式,隐式地利用相机几何信息进行视图

转换,神经网络充当 PV 和 BEV 之间的映射函数[8] 。
基于网络模型的方法因不依赖目标的 3D 先验和深度

信息,且视图转换精度相对较高,成为了当前 BEV 视图

生成的主流技术。
基于网络模型的视图转换方法又可细分为基于多层

感知机(multi-layer
 

perceptron,
 

MLP)的视图转换和基于

Transformer 的视图转换。 其中,基于 MLP 的方法是通过

学习一个复杂映射函数,将输入映射到具有不同模态、维
度或表示的输出上。 Pan 等[9] 利用两层 MLP 将 PV 特征

扁平化处理,并学习特征图中像素位置之间的关系,基于

该种关系将 PV 特征重塑为 BEV 特征。 Lu 等[10] 利用带

MLP 的编码器-解码器结构,将 PV 视图直接转换到二维

BEV 视图的笛卡尔坐标系中。 编码器将 PV 特征扁平化

处理, 解 码 器 通 过 上 采 样 将 其 重 建 为 BEV 特 征。
Li 等[11] 提出在 PV 向 BEV 转换基础上,再次使用 MLP
将 BEV 逆投影回 PV 以检查特征是否被正确映射。

相较于 MLP,基于 Transformer 的视图转换一方面能

够依据输入动态调整模型对不同区域的关注程度,更好

地适应不同场景变化;另一方面可以采用逆向方式搜索

BEV 下可学习查询所对应的 PV 特征,以更好地捕捉输

入图像的关键信息。 因此,基于 Transformer 生成的 BEV
特征具有更强的环境表征能力和泛化能力。 文献[12]
利用稀疏的 BEV 查询设计 3D 环境感知方法,通过稀疏

查询预测出 3D 参考点,并利用几何信息将参考点投影到

图像平面。 Zhou 等[13] 设计基于相机感知的交叉注意力

模块,隐式地学习 PV 到 BEV 的几何变换。 Li 等[14] 提出

基于时态结构的 BEVFormer 模型,通过预设网格状 BEV
查询与空间域和时间域进行信息交互,并将其聚合为统

一的 BEV 特征。 BEVFormer 在多个基准上达到了先进

的性能,但其参数量和计算开销相对较大。 轻量化的

Transformer 模型具有相对较小的参数量和计算开销。 但

是,该类 BEV 生成模型为提高视图的转换精度,会针对

不同状态目标要素进行独立的特征提取。 这种特征提取

方式因丢失不同状态目标要素之间的关联信息,使得

BEV 视图的转换精度提升有限。

针对上述问题,本文提出一种端到端的基于轻量级

Transformer 的 BEV 生成模型。 首先,利用 EfficientNet[15]

作为特征提取器,提取同一时刻不同视角 PV 视图的多

尺度特征;其次,设计面向多尺度特征的 Transformer 循环

跨 视 图 转 换 模 块 ( Transformer
 

recurrent
 

cross-view
 

transformation
 

module,
 

TRCTM),通过嵌入位置编码的

BEV 查询,将多尺度 PV 视图特征分别聚合至静态道路

和动态车辆的 BEV 视图中;最后,设计面向语义不一致

的多状态 BEV 特征融合模块 ( multi-state
 

BEV
 

feature
 

fusion
 

module,
 

MSFM),通过提取静态道路和动态车辆特

征的关联信息,实现两种状态的 BEV 特征融合。 在

NuScenes[16] 数据集上对比本文方法与其他先进的 BEV
转换方法,验证了本文方法能够在确保模型具有相对较

低的参数量和计算复杂度的同时,有效提高 BEV 视图的

生成精度。

1　 端到端的基于轻量化 Transformer 的 BEV
生成模型架构

1. 1　 网络结构

　 　 本文提出的基于轻量化 Transformer 的 BEV 生成模

型(light-weight
 

Transformer-based
 

perspective
 

view
 

to
 

bird′s
 

eye
 

view,
 

LT-P2B)架构如图 1 所示。 该模型结构包括编

码(特征提取)、视图转换、多状态特征融合和解码 4 个

主要部分。
首先,将同一时刻不同视角的 PV 视图合成一个维

度为 Nview × H × W × C的批量,其中Nview 为车载相机的个

数,H、W 和 C 分别为图像的高度、宽度和深度; 以上述批

量为输入,EfficientNet 为特征提取器,提取同一时刻不同

视角 PV 视图的多尺度特征 F = {Fk}
Nview
k = 1 ,其中Fk 表示第

k 个 PV 视图的多尺度特征;然后,分别构建面向静态道

路和动态车辆的 BEV 查询向量 Qr 和 Qv, 通过面向多尺

度特征的 Transformer 循环跨视图注意力模块,查询 PV
视图多尺度特征 F 中语义和位置信息,得到独立的静态

道路和动态车辆 BEV 特征 Br 和 Bv; 进一步,设计面向语

义不一致的多状态 BEV 特征融合模块,建立静态道路和

动态车辆的 BEV 特征关联,实现两种状态 BEV 视图特

征的空间和语义融合;最后,经解码层细化输出更加精确

的 BEV 视图。
1. 2　 面向多尺度特征的 Transformer 循环跨视图转换模块

　 　 视图转换的目的是实现 PV 视图像素坐标到 BEV 视

图世界坐标的映射转换。 对于任意 BEV 视图的世界坐

标点,利用余弦相似度即可建立该点与 PV 视图像素坐

标点之间的几何关系。 但该方式仅能够建立点与点之间

的映射,缺乏特征序列间的匹配,进而导致视图转换过程
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图 1　 LT-P2B 方法整体架构

Fig. 1　 Overall
 

architecture
 

of
 

LT-P2B
 

method

中缺乏语义信息的对应。 Transformer 利用注意力机制实

现对输入的编码和表征学习,通过捕捉特征序列中不同

位置的依赖关系[17] ,可同时实现语义和位置信息的映

射。 因此,Transformer 模型十分适用于多视角下 PV 视图

到 BEV 视图的转换。 然而,Transformer 的排列不变性导

致其无法学习 PV 与 BEV 之间的位置对应关系。 利用车

载相机本身的几何信息可以有效解决该问题[18] 。 基于

此,本文提出面向多尺度特征的 Transformer 循环跨视图

转换模块,结构如图 2 所示。

图 2　 面向多尺度特征的 Transformer 循环跨视图转换模块

Fig. 2　 Transformer
 

recurrent
 

cross-view
 

transformation
 

module
 

for
 

multi-scale
 

feature

假设编码后输出的某一尺度 PV 视图特征为 f i ∈

RNview×Hi×Wi×Ci,其中 i 表示 PV 视图特征的第 i 个尺度大

小。 利用车载相机的参数信息,将 f i 中像素点集合 P i =
{(mi,n i) | mi = 1,2,…,H i;n i = 1,2,…,W i} 投影至世界

坐标系中对应的位置,形成像素坐标映射至世界坐标系

中的位置集合 D i:
D i = R -1E -1P i (1)

式中: E ∈ R3×3,R ∈ R3×3, 分别表示车载相机的内部参

数和外部参数。 同时,以车辆自身为原点建立 BEV 视图

三维坐标网格 g ∈ RNview×Hg×Wg×3, 用于表示自车周围特定

范围特征。 构建方法如下:1)
 

依据预设 BEV 查询尺寸

(Hg,Wg) 构建以自车位置中心,坐标原点位于自车左下

方的三维网格g′ ∈ RNview×Hg×Wg×3。 其中每个网格坐标点

包含(x,y,z)3 个元素,x ∈ RWg
和 y ∈ RHg

分别对应

[0,Wg] 和[0,Hg] 的等间隔坐标,由于不涉及目标的高

度特征,z 的值始终为 1;2)
 

依据构建的 BEV 网格尺寸

(Hg,Wg),以及该网格需要表征的真实世界中场景尺寸

(Hw,Ww),生成变换矩阵 MV ∈ R3×3, 该矩阵包含世界坐

标映射至 BEV 三维网格的元素缩放比例,以及坐标原点

移至网格中心(自车位置) 的元素平移距离。 具体公式

如下:
g = MV

-1g′

MV =
0 - WB / Ww WB / 2

- HB / Hw 0 HB / 2
0 0 1

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(2)

式中: - HB / Hw 和 - WB / Ww 分别表示世界坐标系中元素

的高度和宽度映射至网格坐标系的缩放比例;WB / 2 和

HB / 2 分别表示坐标原点移至网格中心的元素高度和宽

度平移距离。 基于此,利用共享权重的 1 × 1 卷积分别对
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g 和 D i 中的每个元素进行编码,生成 BEV 视图下的查询

位置编码 φ ∈ RNview×Hg×Wg×Cg, 以及 PV 视图下的位置编码

δ i ∈ RNview×Hi×Wi×Cg。 进一步,将 δ i 嵌入对应的 fi, 得到具

有位置编码信息的 PV 视图特征 ψ i。 利用 3 个并行的全

连接层作为可学习权重 WQi
、WKi 和 WVi 分别与 φi、ψ i 和

f i 相乘:

Qi = WQi
φi,WQ ∈ RCg×nhd (3)

K i = WKiψ i
k,W

K ∈ RCg×nhd (4)

V i = WVi f i
k ,WV ∈ RCg×nhd (5)

式中: nh、d 分别表示本文采用的注意力头数以及每个注

意力头的维度。 为方便对所有视角的 PV 视图特征进行

查询,需要对 Qi、K i 和 V i 进行矩阵变换, 得到 Qi ∈

Rnh×Nview×Hg·Wg×d、K i ∈Rnh×Nview×Hg·Wg×d
和V i ∈Rnh×Nview·Hi·Wi×d。

然后,对 Qi 和 K i 进行矩阵乘法,得到两者相关性矩阵

Wa
i:
Wa

i = Q  KT (6)

式中: Wa
i ∈ Rnh×H

g·Wg×Nview·Hi·Wi

表示 BEV 特征查询与 PV
特征中每个元素之间的相关程度。利用 Softmax 函数将

Wa
i 中的权重元素归一化至(0,1) 内,并将其与 V i 相乘,

实现 BEV 特征中每个元素对 PV 视图特征中最强相关元

素的查询:
A = softmax(Wa)☉V (7)
最后,通过全连接层与 MLP 网络的残差连接得到当

前尺度的 BEV 特征输出 B i:
B i = L(A) + MLP(L(A)) (8)

式中: L(·) 表示全连接层;MLP(·) = L(GELU(L(·))),
GELU(·) 表示 GELU 激活函数。

为实现不同尺度特征的融合,本文将得到的当前尺

度 BEV 特征 B i 作为下一尺度 BEV 查询,循环上述过程

得到最后的 BEV 特征 B。 此外,为实现不同状态的 BEV
特征鲁棒性表征及模型的轻量化设计,本文在该阶段针

对静态道路和动态车辆分别构建 BEV 查询,最后得到两

种不同状态的 BEV 特征图谱。

1. 3　 面向语义不一致的多状态 BEV 视图特征融合模块

　 　 为实现视图转换 Transformer 模型的轻量化设计,在
PV 到 BEV 的跨视图转换阶段,本文针对静态道路和动

态车辆分别提取 BEV 特征。 为实现交通场景下高精度

BEV 视图的构建,需要对静态道路特征和动态车辆特征

进行融合。 然而,两种状态特征之间存在着较大的语义

不一致性,简单的特征级联或元素相加的融合方式会影

响特征之间的关联性。 为解决该问题,本文提出针对语

义不一致多状态 BEV 视图特征融合模块,结构如图 3
所示。

图 3　 面向语义不一致的多状态 BEV 视图特征融合模块

Fig. 3　 Multi-state
 

BEV
 

feature
 

fusion
 

module
 

targeting
 

semantic
 

inconsistency

首先,将面向多尺度特征的 Transformer 循环跨视图

转换模块分别输出的静态道路 BEV 特征 Br ∈ RHg×Wg×Cg

与动态车辆 BEV 特征 Bv ∈ RHg×Wg×Cg 进行级联, 形成

B c ∈ RHg×Wg×2Cg;然后,采用 1 × 1 卷积对 B c 进行降维,

得到 Bd ∈ RHg×Wg×Cg,其中 Cg 为每个通道的初始化学习

权重;进一步,利用通道注意力输出 B r 和 B v 的融合权

重B′ ∈ RHg×Wg×Cg,该权重通过网络的反馈传播实现自

适应学习;最后,分别将 B r、B v 与 B′、1 - B′进行逐元素

相乘后再相加, 得到融合后的 BEV 特征图谱。 融合过

程为:
B′ = Conv1 ×1((Conv1 ×1(Concat(Br,Bv))) × Bd)
B f =B′  Br  (1 -B′)  Bv (9)
由于静态道路特征和动态车辆特征侧重的目标不

同,采用 1×1 卷积和不同的融合权重能够对 BEV 视图特

征进行重新排列,实现语义不一致的静态特征和动态特

征融合精度提升。
基于面向多尺度特征的 Transformer 循环跨视图转换

模块和面向语义不一致的多状态 BEV 视图特征融合模

块的设计,本文采用端到端单阶段的模型训练策略,通过

建立动态车辆和静态道路的特征关联,滤除生成 BEV 视

图中的噪声,进一步提升 BEV 视图精度。

2　 算法实现

　 　 结合上述模型网络结构及子模块描述,本文给出端

到端的基于轻量化 Transformer 的多状态特征融合 BEV
生成算法实现过程,算法实现伪代码如下。
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端到端的基于轻量化 Transformer 的多状态特征融合鸟瞰图

生成算法

Input:
 

多视角图像 {In} 6
n = 1 ,

 

相机内外参{En} 6
n = 1 ,{Rn} 6

n = 1 ,
 

图像尺度数量 Nscale

Output:
 

鸟瞰图 B

1.
 

初始化:鸟瞰图查询 Q = {Qr,Qv},鸟瞰图三维坐标网格

g ∈ [0,1],Ep(R,E,f) 为透视图位置嵌入, 如式 (1),
Eb(R,g) 为鸟瞰图位置嵌入。
/ / 使用 EfficientNet 提取多视角图像特征

2.
 

f = { fi}
Nscale
i = 1 ← EfficientNet(In)

/ / 对多尺度特征进行循环视图转换

3.
  

for i = 1,2,…,Nscale
 do

/ / 对图像特征 f 进行位置嵌入,并投影得到 K
4.

 

K ← project( fi + Ep(Rn,En,fi))
/ / 对图像特征 f 投影得到 V

5.
 

V ← project( fi)
/ / 分别对静态道路和动态车辆进行视图转换

6.
 

for j = r,v do
/ / 对查询进行鸟瞰图位置嵌入

7.
 

　 Qj ← Qj + Eb(R,g)
/ / 计算注意力权重并得到新的查询

8.
 

　 Aj ← softmax(QjKT)V
9.

 

　 Qj ← Linear(Aj) + MLP(Linear(Aj))
10.

 

end
 

for
11. end

 

for
/ / 对 Qr,Qv 进行特征融合,如式(8)

12.
 

B ← Fusion(Qr,Qv)
/ / 对融合后的鸟瞰图特征 B通过解码器上采样得到鸟瞰图

13.
 

B ← Decoder(B)

　 　 1)将同一时刻不同视角的 PV 视图合成维度为 Nview

× H × W × C 的一个批量,并作为模型的输入。
2)利用 EfficientNet 提取两种尺度分别为 Nview ×H1 ×W1 ×

C1 和 Nview ×H2×W2×C2 的 PV 视图特征 f 1 和 f 2。
3)分别针对 f 1 和 f 2 进行投影和特征位置编码,得

到面向多尺度特征的 Transformer 循环跨视图转换模块的

输入 V 和 K; 同时,依据构建 BEV 视图的尺度,初始化静

态道路和动态车辆的 BEV 查询 Qr 和 Qv。
4)利用面向多尺度特征的 Transformer 循环跨视图

转换模块,分别输出针对 f 1 的静态道路和动态车辆 BEV
视图特征。 进一步,将其作为针对 f2 的 BEV 查询,再次

利用该转换模块输出多尺度融合的静态道路和动态车辆

的 BEV 查询 Br 和 Bv。

5)将 Br 和 Bv 输入面向语义不一致的多状态 BEV 视

图特征融合模块,实现两种状态 BEV 视图特征的空间和

语义融合。
6)通过解码层细化输出精确的 BEV 视图。

3　 实验分析

3. 1　 实验环境与数据集

　 　 本文实验的训练和测试过程均基于 PyTorch 深度学

习框架完成。 实验硬件环境为:英特尔 i7-13700K
 

@
 

3. 4
 

GHz
 

CPU 和 NVIDIA
 

RTX
 

4080
 

GPU,显存为 16
 

GB。
每张输入图像尺寸调整为 224×480,采用随机旋转、随机

缩放等方法进行数据增强。 使用 focal 损失函数[19] 和

AdamW 优化器训练模型,批处理大小为 4,设置初始学习

率和权重衰减分别为 4×10-3 和 1 × 10-7,训练网络模型

30 个 epoch。 反向传播时,分别计算针对静态道路和动

态车辆的损失,最后通过损失权重计算总损失。 计算方

式如下:
= λ1 r(Br) + λ 2 v(Bv) (10)

式中: λ 1 和 λ 2 分别表示静态道路和动态车辆的损失权

重; r(Br) 和 v(Bv) 分别表示静态道路和动态车辆的

BEV 特征与对应标签之间的 focal 损失。
模型的训练和测试在 NuScenes 数据集上进行。

NuScenes 数据集包含了不同天气、时间、光照和交通条件

下的 1
 

000 个复杂交通场景。 每个场景持续 20
 

s,每

0. 5 s 采集 1 次,共包含 40 帧数据。 每帧数据中记录了

由 6 个车载相机采集的车辆周围 360°的 PV 视图,以及

校准后的相机内参 E 和外参(R,t) 等数据。 数据集利用

地图信息、激光雷达和车辆姿态等数据,生成分辨率为

200×200 的占用掩模( occupancy
 

mask)作为真值( ground
 

truth)标签,其中对静态道路和动态车辆进行了标注。
3. 2　 评价指标

　 　 复杂交通场景下的 PV 到 BEV 视图的转换实际涉及

不同交通要素的语义分割。 因此,可采用 BEV 视图下语

义分割的性能评价指标评判转换生成 BEV 视图的精度。
本文通过计算模型预测输出和真值标签之间的交并

比(intersection
 

over
 

union,
 

IoU)评估模型性能。 IoU 是表

征算法的轮廓描述能力常用评价指标,被定义为预测和

标签之间交集和并集的面积之比,公式为:

IoU = TP
TP + FP + FN

(11)

式中: TP、FP 和 FN分别表示真阳性、假阳性和假阴性的

数量。 为验证单阶段端到端模型训练的有效性,本文另

外对模型参数量、运算量和推理时间进行评估。
3. 3　 对比实验分析

　 　 为验证本文方法的有效性,将本文方法 LT-P2V 与
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几种 先 进 的 BEV 视 图 生 成 方 法 VPN[9] 、 CVT[13]
 

、
BEVFormer[14] 、 PON[20] 、 OFT[21] 、 FIERY[22] 、 M2BEV[23] 、
MSTFB[24] 以及 PointBEV[25] 进行性能对比实验。 本文从

动态车辆与静态道路的语义分割精度、模型参数量、运算

量和推理时间等方面进行对比,结果如表 1 所示。 从表 1
可以看出,LT-P2V 能够在实现模型轻量化的前提下,提
升 BEV 视图的生成精度。 在语义分割性能方面,本文针

对生成 BEV 视图下的动态车辆和静态道路的分割精度

分别 达 到 了 43. 2% 和 82. 0% 。 相 较 于 性 能 先 进 的

BEVFormer 模型,本文方法的精度提升了 0. 1% 和 0. 3% ,
但是 BEVFormer 模型的参数量和运算复杂度分别是本文

方法的 5. 7 倍和 3 倍。 在模型轻量化方面,本文方法的

模型参数量和运算量分别为 12×106 和 12
 

GB。 相较于

MSTFB 模型,本文方法与其在模型参数量和运算量上性

能相近,但本文方法在生成 BEV 视图下的动态车辆和静

态道路语义分割的精度分别提升了 4. 0%和 5. 2% 。 在模

型效率方面, 本文 方 法 的 推 理 时 间 为 16 ms, 仅 为

BEVFormer 的 0. 06 倍。

表 1　 不同方法性能对比

Table
 

1　 Comparison
 

of
 

different
 

method

方法 主干网络 动态车辆 / % 静态道路 / % 参数量 / ×106 运算量 / GB 推理时间 / ms

VPN[9] ResNet18 31. 0 76. 9 18 62 8

OFT[21] ResNet18 30. 1 71. 7 22 48

PON[20] ResNet50 24. 7 38 90 20

BEVFormer[14] ResNet101 43. 1 80. 7 68. 1 36 259

M2 BEV[23] ResNeXt101 77. 2 47. 6

CVT∗[13] EfficientNetB4 36. 8 74. 3 7(14) 7(14) 11

FIERY∗[22] EfficientNetB4 35. 8 7(14) 15(30) 19

MSTFB[24] EfficientNetB4 39. 2 76. 8 10. 5 21. 67

PonitBEV[25] EfficientNetB4 38. 7 7. 6 59. 3 38. 6

LT-P2B EfficientNetB4 43. 2 82. 0 12 12 16

　 　 注:∗表示该模型需要经过两阶段运行,表中只展示模型针对动态车辆推理时的参数量和运算量;括号内数值表示模型针对动态车辆和静态

道路推理时的参数量和运算量。

　 　 此外,为了直观感知本文方法的性能,本文方法、
PointBEV 和 FIERY 生成的 BEV 视图的可视化结果如

图 4 所示。 其中,本文方法预测的 BEV 视图中可行驶道

路和自身车辆已在图中标注,其余未标注的为预测出的

其他车辆。 在静态道路识别方面,对比本文方法推理结

果与标签可以看出,本文方法在复杂道路场景中预测出

的可行驶道路与原道路基本一致。 在动态车辆识别方

面,图中圆实线标记了本文方法相较于 PointBEV 和

FIERY 算法额外识别出的真阳性车辆,由此可以看出,本
文方法能够实现更加精准的车辆分割,尤其是针对遮挡

非常严重和距离相对较远的车辆。
3. 4　 消融实验

　 　 为了验证本文方法中各子模块( TRCTM 和 MSFM)
及单阶段训练策略的有效性,在 NuScenes 数据集上进行

了消融实验,结果如表 2 所示。 从表 2 可知,采用单阶段

训练策略分别对动态车辆和静态道路的分割精度提升了

4. 9%和 9. 1% 。 由此可见,利用单阶段训练策略实现不

同状态特征融合,能够显著提升生成 BEV 视图的精度。
在单阶段训练策略的基础上,本文继续探究 TRCTM 和

MSFM 两个子模块的性能。 从表 2 可以看出,分别采用

TRCTM 和 MSFM 能够显著提升生成 BEV 视图的精度。
特别地,两个子模块的融合应用可以使生成的 BEV 视图

精度达到最优,分别对动态车辆和静态道路的分割精度

提升了 1. 5%和 2. 1% 。 由此说明,TRCTM 能够有效利用

注意力机制实现对输入图像的编码和表征学习,捕捉特

征序列中不同位置的依赖关系,提升 BEV 视图特征的鲁

棒性提取;MSFM 模块能够针对语义不一致的 BEV 特征

进行融合,实现关联特征的增强,进而提升 BEV 视图的

生成精度。

表 2　 消融实验结果

Table
 

2　 Results
 

of
 

ablation
 

experiment (% )

单阶段训练 TRCTM MSFM 动态车辆 静态道路

36. 8 70. 0

√ 41. 7 79. 1

√ √ 42. 2 81. 5

√ √ 42. 3 80. 2

√ √ √ 43. 2 82. 0
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图 4　 不同方法在 NuScenes 验证集中可视化结果

Fig. 4　 Visualization
 

results
 

of
 

different
 

method
 

on
 

NuScenes

　 　 此外,为了研究 PV 视图下的特征嵌入对视图转换

性能的影响。 本文针对注意力机制中 K 的构建进行了消

融实验,实验结果如表 3 所示。 在 K 的构建过程中仅采

用位置编码时,模型对静态道路和动态车辆的语义分割

精度分别为 81. 6% 和 40. 6% 。 嵌入 PV 视图特征后,模
型针对静态道路和动态车辆的语义分割精度分别提升了

0. 4%和 2. 6% 。 由此可知,采用 PV 视图下的特征位置编

码嵌入得到的 K,能够在生成注意力权重的同时,利用目

标的外观和几何特征对 BEV 和 PV 视图特征的对应关系

进行推理,提升目标的分割精度。

表 3　 特征嵌入对性能的影响

Table
 

3　 The
 

effect
 

of
 

feature
 

embedding
 

for
 

performance
(% )

位置编码 特征嵌入 动态车辆 静态道路

√ 40. 6 81. 6

√ √ 43. 2 82. 0

3. 5　 鲁棒性分析

　 　 为验证提出方法的鲁棒性,分析对比了本文算法与

CVT、PointBEV、FIERY 在远距离车辆感知和车辆被遮挡

情况下的性能表现,结果分别如图 5、6 所示。

图 5　 不同可见性车辆的 IoU 指标

Fig. 5　 The
 

IoU
 

of
 

different
 

visibility
 

vehicles

在车辆遮挡方面,根据数据标签将目标的可见性分

为 4 个等级:车辆严重遮挡(0% ~ 40% )、车辆遮挡(40%
~ 60% )、车辆可见(60% ~ 80% )和车辆高度可见(80% ~
100% )。 从图 5 可以看出,在不同可见性条件下,本文方

法的 IoU 指标均高于其他方法。 以 CVT 为例,在车辆严
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图 6　 不同距离车辆的 IoU 指标

Fig. 6　 The
 

IoU
 

of
 

different
 

distances
 

vehicles

重遮挡时,本文方法的 IoU 指标为 18. 8% ,高于 CVT 的

15. 2% 。 在车辆高度可见时,本文方法的 IoU 达到了

42. 7% ,比 CVT 高了 1. 2% 。
在远距离车辆感知方面,根据车辆与自车距离,将其

分为 5 种不同距离情况:近距离(0 ~ 20 m)、相对近距离

(20 ~ 40 m)、相对远距离( 40 ~ 60 m)、较远距离( 60 ~
80 m)和远距离(80~ 100 m)。 在近距离情况下,本文方法

针对车辆的 IoU 指标为 61. 2%。 虽然识别精度随着距离逐

渐下降,但其性能仍然优于其他模型。 尤其在远距离车辆

检测方法,本文方法高出次优的 PointBEV 大约 4%。
此外,为了研究损失权重 λ1 和 λ2 对模型性能的影

响,本文设置多组 λ1 和 λ2 进行实验, 实验结果如表 4 所

示。 当静态道路损失所占比重增大时,模型对动态车辆

的识别精度从 26. 2%下降到 6% ,且对静态道路的识别精

度没有提升;在动态车辆损失所占比重逐渐增大时,针对

动态车辆的识别精度从 26. 2% 提升至 43. 2% ,且对静态

道路的识别精度几乎没有影响。 综上可知, λ1 和 λ2 的比

值对静态道路识别精度影响较小。 静态道路损失占比的

增加并不会使其精度提升,而动态车辆的识别精度会随着

其损失所占比重增加出现明显提升。 本文取 λ1 = 1,λ2 =
10 进行总损失的计算。 相比于 λ1 / λ2 为 1 和 0. 2 时, 虽然

针对静态道路的识别精度分别下降了 0. 3%和 1. 2%,但针

对动态车辆的识别精度分别提升了 17%和 25. 8%。

表 4　 参数 λ1 和 λ2 对性能的影响

Table
 

4　 The
 

effect
 

of λ1
 and λ2

 for
 

performance

λ1 λ1 动态车辆 / % 静态道路 / %

1 1 26. 2 82. 3

5 1 17. 4 79. 7

10 1 6 81

1 5 32. 8 83. 2

1 10 43. 2 82. 0

4　 结　 　 论

　 　 为有效平衡 BEV 视图生成模型的复杂度和视图生

成精度,本文提出一种端到端的基于轻量级 Transformer
的 BEV 生成模型。 本文首先设计面向多尺度特征的

Transformer 循环跨视图转换模块,利用注意力机制实现

对输入图像的编码和表征学习,捕捉特征序列中不同位

置的依赖关系,提升 BEV 视图特征的鲁棒性提取;然后

利用面向语义不一致多状态 BEV 视图特征融合模块能

够针对语义不一致的 BEV 特征进行融合,实现关联特征

的增强,提升 BEV 视图的生成精度。 在 NuScenes
 

数据集

上进行的实验表明,本文方法能够在提高 BEV 视图生成

精度的同时,有效降低模型参数量和计算复杂度。
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