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摘　 要:针对零故障样本问题,现有方法大多从迁移学习、样本生成等开展研究,然而该类方法依赖相近故障样本,难以保证训

练样本与真实故障信号在数据分布上保持对齐,导致模型泛化性不足。 针对上述问题,提出了基于连续小波变换知识库和 ViT
网络的故障检测方法。 采用了多种母小波函数构建连续小波变换知识库,从不同时-频角度对机械装备监测数据进行分析;设
计了一种基于多模态时-频特征的对比损失函数,实现了 ViT 的有效训练;开发了基于余弦相似性分析的故障检测算法,检测机

械装备各类异常状态。 使用工业机器人实验平台对方法进行验证。 结果表明,所提方法能够在零故障样本下构建高性能的特

征提取网络,并能对各类故障状态进行准确检测。
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Abstract:For
 

the
 

zero-fault
 

sample
 

problem
 

of
 

mechanical
 

equipment,
 

transfer
 

learning-based
 

and
 

data
 

generation-based
 

methods
 

have
 

attracted
 

much
 

attention.
 

However,
 

the
 

methods
 

usually
 

require
 

the
 

support
 

of
 

similar
 

fault
 

samples,
 

which
 

makes
 

it
 

difficult
 

to
 

ensure
 

training
 

data
 

is
 

aligned
 

with
 

the
 

real-world
 

fault
 

sample
 

of
 

mechanical
 

equipment
 

in
 

data
 

distribution.
 

The
 

generalization
 

is
 

insufficient
 

in
 

applications.
 

To
 

address
 

the
 

aforementioned
 

problems,
 

a
 

novel
 

fault
 

detection
 

( FD)
 

method
 

is
 

proposed
 

based
 

on
 

a
 

designed
 

new
 

loss
 

function
 

and
 

vision
 

transformer
 

(ViT).
 

First,
 

the
 

continuous
 

wavelet
 

transform
 

knowledgebase
 

is
 

established
 

by
 

combining
 

three
 

different
 

mother
 

wavelet
 

functions,
 

which
 

are
 

used
 

to
 

analyze
 

the
 

monitored
 

signals
 

of
 

mechanical
 

equipment
 

from
 

different
 

time-frequency
 

perspectives.
 

Secondly,
 

a
 

new
 

contrastive
 

loss
 

function
 

is
 

designed
 

based
 

on
 

different
 

time-frequency
 

features
 

and
 

the
 

cosine
 

similarity
 

analysis
 

to
 

effectively
 

optimize
 

the
 

parameters
 

of
 

a
 

constructed
 

ViT.
 

Finally,
 

a
 

fault
 

detection
 

algorithm
 

is
 

proposed
 

to
 

parse
 

the
 

real-time
 

monitored
 

signals
 

of
 

mechanical
 

equipment
 

to
 

achieve
 

the
 

FD.
 

The
 

proposed
 

FD
 

method
 

is
 

evaluated
 

by
 

the
 

industrial
 

robot
 

test
 

rig.
 

The
 

results
 

show
 

that
 

a
 

deep
 

network-based
 

feature
 

encoder
 

with
 

high-performance
 

feature
 

extraction
 

can
 

be
 

established
 

with
 

zero-fault
 

samples,
 

and
 

accurate
 

fault
 

detection
 

for
 

different
 

fault
 

conditions
 

can
 

also
 

be
 

realized.
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0　 引　 　 言

　 　 故障检测是机械装备智能运维中的关键一环,可及

时感知机械装备的运行状态,避免机械装备发生严重故

障。 现有故障检测方法分为两类,模型驱动与数据驱动。
随着机械装备结构复杂性的增加,模型驱动的故障检测

方法常面临建模困难、检测精度低等挑战。 近年来,数据

驱动的故障检测方法得到了广泛研究,取得了不错应用

表现[1-3] 。
对于数据驱动的故障检测方法,其性能高低取决于

可获得的数据规模与质量。 在充足样本条件下,基于人

工神经网络、支持向量机( support
 

vector
 

machine,SVM)、
自动编码器和卷积神经网络等的故障检测方法明显优于

传统方法[4-8] 。 然而,工程实际中多且全的故障样本集很

难构建,常面临的情形是故障数据样本极少、甚至没有,
数据驱动的故障检测模型在工程实际中难以广泛应用。
针对机械装备因故障样本稀少问题,已开展不少研究,
He 等[9] 提出了一种名为深度传递多小波自动编码器模

型,通过利用迁移学习技术,在故障样本较少的情况下得

到了具有高诊断精度的变速箱故障诊断模型。 Wang 等[10]

提出了一种基于迁移域对抗方法,在目标域故障样本数目

较少,且源域故障类别少于目标域类别的条件下,构建了

高性能的轴承故障诊断模型。 上述方法的核心是引入了

迁移学习思想,建立了一种新的数据学习范式,不仅具有

深度学习在特征表示方面的优势,同时还兼具知识迁移

优势[11] 。 然而,迁移学习要求迁移对象与目标对象之间

的监测数据具有相似性,同时又要求迁移学习后的深度

网络模型对源域和目标域数据兼具良好的深度表征能

力,这使得实际中深度迁移网络模型训练困难。
随着数据生成对抗技术的发展,已涌现出大量通过

生成故障样本来解决深度网络模型训练数据不平衡的问

题。 Dai 等[12] 提出了分类特征生成对抗网络模型,通过

从真实故障样本中学习潜在的分类特征,接着通过结合

轻微噪声来生成故障样本,弥补了机械装备故障样本稀

缺的问题。 Guo 等[13] 提出了基于局部权重共享多新型

生成对抗网络(generative
 

adversarial
 

network,GAN),该网

络包含多组生成器,每组生成器在前几层网络采用了权

值共享,用来保证生成的故障样本不发生漂移,使得生成

的故障样本具有多样性。 基于 GAN 的故障样本生成方

法的关键在于能够生成与真实故障样本相近的样本,能
有效缓解深度网络模型训练样本不平衡的问题。 然而,
工程实际中的机械装备故障发生频率很低,且无法覆盖

所有的故障类型,因此常面临无真实故障样本用于生成

对抗学习的情形。
零样本学习是一项公认具有重大应用价值,但亟需

突破的关键技术。 零样本学习范式最早应用于计算机视

觉任务和自然语言处理等领域[14] 。 受到图像识别领域

零样本学习启发,Chen 等[15] 利用正常状态数据和实验室

其他设备的故障样本,通过拼接两者之间的高维特征,实
现了深度关系网络零故障样本下的有效训练,突破了对

机械装备故障样本的依赖。 然而,机械装备的运行状态

数据具有强时序性,若历史采集的状态数据具有较强代

表性,则离线训练得到的模型有较好表现,反之将存在泛

化性弱,检测精度低甚至完全失效等挑战。 此外,考虑到

机械装备运行工况复杂多变,不同工况下的监测数据存

在数据分布差异,利用离线训练过程无法提前考虑这一

未知因素,导致故障检测模型在线应用时将遭受挑战。
因此,符合工程应用要求的数据驱动故障检测方法不仅

需要具备在零故障样本下建模的能力,还需要具备快速

学习不同工况监测数据的特点,最终实现机械装备全服

役周期内的高精度故障检测。
针对机械装备的故障诊断任务,现已积累了大量信

号分析知识,例如振动信号的高频段多为干扰信息、低频

段蕴含丰富的故障信息、时-频特征与故障状态具有高度

相关性等等[16-17] 。 基于此,为突破零故障样本对数据驱

动方法的限制,本文结合小波变换知识,建立一种故障样

本要求低的深度网络模型自主训练方式,提出机械装备

零样本故障检测方法。 首先,引入多种母小波函数构建

连续小波变换知识库,实现对机械装备正常状态数据的

多角度时-频分析;接着,设计一种基于多种时频数据高

维相似度对比的损失函数,在零故障样本下实现深度网

络模型的有效训练;最后,利用优化后的深度网络模型对

实时监测数据进行状态表征,将其与正常状态表征进行

对比分析,构建相似性检测矩阵,最终依据检测阈值,实
现机械装备故障状态的及时精准检测。

本文引入多种母小波函数构建连续小波变换知识

库,从不同角度解析机械装备的状态监测数据,充分揭示

监测数据蕴含的时-频特征。 基于机械装备连续正常状

态监测数据样本,建立小波变换特征间的相似度对比矩

阵。 基于此,设计了一种全新的损失函数,实现了深度网

络模型零故障样本下的有效训练,突破工程实际中故障

样本不平衡对数据驱动方法的限制。 本文提出的方法实

现了连续小波变换知识与传感数据的深度融合,为如何

联合先验知识与工业大数据的机械装备故障检测方法提

供了一种新思路。

1　 本文方法原理

1. 1　 连续小波变换

　 　 小波变换是一种利用可变大小窗口对信号进行时频

分析的技术[18] 。 相比于窗宽窄、且不能缩放的短时傅里
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叶变换方法,小波基可以实现伸缩,能有效解决时域与频

域分辨率不可兼得的问题。
设 f( t) 为输入信号,对应的连续小波变换操作为将

f( t) 与母小波函数 ψ( t) 进行积分计算:

CWT( f( t)) = ∫+∞

-∞
f( t)·ψ( t)dt (1)

连续小波变换是将母小波函数 ψ 卷积输入信号:

CWT(a,b) = 1
a
∫+∞

-∞
f( t)·ψ(a,b,t)dt (2)

式中:ψa,b( t)为母小波是通过缩放和移位 ψ( t) 衍生获

得;a 为缩放因子;b 为移位因子;CWT( a,b) 表示输入

信号的小波系数,是时-频矩阵中比例与位置的关系。
目前,已存在多种母小波函数,它们能够从不同角度对

输入信号 f( t)进行时频分析,且各自具有优势。 例如,
墨西哥草帽[19] ( Mexican

 

hat,mexh) 函数能对输入信号

的时域和频域同时进行比较好的局部化分析,mexh 函

数为:

ψ(a,b) = - 1
πσ4

1 - a2 + b2

2σ2( ) e -(a2+b2) / 2σ2
(3)

复数 B 样条小波[20] ( complex
 

frequency
 

b-spline,
fbsp)函数具有很好时频光滑分段特性,fbsp 函数为:

B i. 1(u) =
1, u i < u < u i +1

0, 其他{ (4)

B i. k(u) =
u - u i

u i +k+1 - u i
B i,k-1(u) +

u i +k - u
u i +k-1 - u i

B i +1,k-1(u)

(5)
高斯函数[21] ( Gaussian,gaus) 函数能平衡小波变换

时的时间分辨率和频率分辨率,gaus 函数为:

ψ( t) = c dk

dtk
e

- t2

2 　 k = 1,2,…,8 (6)

Morlet 函数[22] 在时间和频率上均具有良好的分辨

率,Morlet 函数为:

ψσ( t) = Cσπ
- 1

4 e
- 1

2 t2

(e iσt - κσ) (7)
1. 2　 Vision

 

transformer(ViT)

　 　 Vision
 

transformer[23] ( ViT) 从 transformer[24] 发展而

来,能像处理自然语言序列一样对图像数据进行深度学

习。 ViT 包括两个关键:1) 将 2-D 图像变成 1-D 序列。
考虑到直接图像像素点作为元素,整个序列长度将异常

的大,因此 ViT 采用对 2-D 图像进行分割的方式得到大

小一致的小图像块,并将每个小图形块作为序列元素。
设输入图像大小为 224×224,如将一个像素点比作一个

元素,那么整个序列长度将高达 50
 

176,而若将一个

16×16 图像块作为一个元素,那么序列长度仅为 196,
显然 ViT 可以应对这种短的序列;2) ViT 的特殊结构,
ViT 是由 N 个相同的层结构组成,每层有两个子层,

第 1 层是多头自注意力机制层( multi-head
 

attention) ,
用于学习特征内部的关系, 第 2 层是前馈层 ( feed-
forward

 

networks,FFN) ,用于对每个输入的向量进行相

同的线性变换。 两个子层采用残差进行连接,并都进

行层归一化操作[25] 。 多头自注意力机制为将查询对 Q
和一组键-值 K-V 对映射至输出,得到一组值的加权

和,接着进行键-值的查询计算给每个值分配权重。 多

头注意力机制包含多组有缩放的点乘操作,用以将输

入映射到不同的子表示空间,使模型可以在不同子表

示空间中关注到不同的位置信息,过程如下:

Attention(Q,K,V) = softmax
QKT

dk
( ) V (8)

式中: dk 为 Q 与 K 矩阵的维度。 矩阵 Q 与 K 的内积除

以 dk 的平方根为矩阵内积的缩放,该操作避免了由内积

过大而导致的 softmax 输出落在梯度较小区域。
多头自注意力机制为:
Multihead(Q,K,V) = con(h1,…,h

2
)WO (9)

h i = Attention(QWQ
i ,KWK

i ,VWV
i ) (10)

式中: WO 为多头注意力机制的权重矩阵。 权重矩阵分别

满足 WQ
i ∈ 的 Rdmodel ×dQ,WQ

k ∈ Rdmodel ×dK,WQ
v ∈ Rdmodel ×dV。

dbmodel 为模型输出,dQ、dK、dV 分别输入 Q、K、V 矩阵的维

度。 concat注意力头的输出进行拼接得到最终输出。
前馈层由两个全连接层组成,各层均使用 ReLU 激

活函数进行数据映射

FFN(x) = max(0,xW1 + b1)W2 + b2 (11)
式中: W1 与W2 为网络权重;b1 与 b2 为网络权重的偏置;
前馈层输入和输出维度都为 dbmodel。

考虑到机械装备绝大数时间都运行在正常状态,很
难获得足够规模的真实故障样本,构建完备的深度网络

模型的训练集。 为摆脱对故障样本的依赖,本文提出连

续小波变换知识库和深度网络编码器联合驱动的故障检

测方法。 优势是不依赖故障样本,只需机械装备的正常

状态数据就可实现深度网络模型训练。 所提方法的整体

架构如图 1 所示,包含两个阶段。 训练阶段如下:首先,
通过滑动窗口从正常状态数据中截取样本,建立训练样

本集 ( s1,s2,…,sm-1,sm);接着,构建连续小波变换知识

库, 利用库中的不同连续小波变换操作对训练样本进行

多角度的时-频解析,获得多种时-频图谱;随后,利用深

度网络编码器对时-频图谱进行状态表征,基于相关性计

算构建对比损失函数;最后,结合前后向传播算法, 利用

训练样本集( s1,s2,…,sm-1,sm) 对深度网络模型进行优

化。 测试阶段如下:首先,利用连续小波变换知识库对待

检测在线状态数据 sx 进行相同连续小波变换操作, 输入

至深度网络编码器中进行状态表征;接着,将待检测数

据的表征与正常状态基准数据的表征进行相关性计
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图 1　 所提方法整体框架

Fig. 1　 Overall
 

framework
 

of
 

the
 

proposed
 

method

算;最后,根据预设的阈值来判别机械装备是否发生

故障。

2　 本文方法

2. 1　 对比损失函数

　 　 现有的数据驱动故障检测方法多依赖深度神经网络

模型进行故障特征提取与模式识别,这类方法关键在于

利用故障状态样本与正常状态样本构建二分类损失函数

训练深度网络。 然而,零故障样本下,只有正常状态样

本,无法构建 0 ~ 1 损失函数,网络训练难以实现。 目前,
尚未见只利用一类样本,构建深度网络模型的方法。

考虑到机械装备实际监测数据具有强时序性的特

点,相连时间窗下的监测数据具有相似性。 此外,由两相

连数据样本高度相似可知,两者连续小波变换后得到的

时频特征也应具有相似性,而利用不同连续小波变换操

作得到的时频特征具有不相关性。 基于上述科学假设,
本文设计了一种全新的对比损失函数。 设两相连正常数

据样本为 sm-1 与 sm, 同时利用连续小波变换知识库对两

者分别进行连续小波变换,以获得多模态的时-频特征。
f m-1

1 ,f m-1
2 ,…,f m-1

n = CWTK( sm-1) (12)
f m

1 ,f m
2 ,…,f m

n = CWTK( sm) (13)
f m
n = cwtn( sm) (14)
CWTK = {cwt1,cwtn,…,cwtn} (15)

式中: CWTK 为构建的连续小波变换知识库;cwtn 为库中

连续小波变换操作;n为连续小波变换操作数目;f为获得

的时频特征。
接着,利用深度网络编码器对模态时频特征进行状

态表征,设特征编码器为 F, 进行不同时-频图谱的状态

表征。
wx = F( f m-1

x )　 x = 1,2,…,n (16)
wx = F( f m

x )　 x = 1,2,…,n (17)

然 后, 利 用 ( w1,w2,…,wn-1,wn) 与 (w1,w2,…,
wn-1,wn) 构建对比矩阵 M:

M =
w1

w1 … w1
wn

︙ ⋱ ︙
wn

w1 … wn
wn

( ) (18)

通过对 wx
wx 进行相关性计算,基于相似性对比结

果,构建相关系数矩阵 Mcc:

Mcc =
cc(w1,w1) … cc(w1,wn)

︙ ⋱ ︙
cc(wn,w1) … cc(wn,wn)

( ) (19)

随后,基于最大相似性假设构建损失函数 loss1:

loss1 = ∑
n

i = 1
cc(w i

w i) (20)

基于最小相似性假设构建损失函数 loss2:

loss2 = ∑
n

i,j = 1
cc(w i

w j),
 

i ≠ j (21)

由对称关系可知,当 i = j 时,矩阵 Mcc 第 i 行中的
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cc(w i
w j) 在该行中应为最大,可得:

T =
1 … 0

︙ ⋱ ︙
0 … 1

( ) (22)

通过对 Mcc 各行进行 argmax 操作,可得类似标签矩

阵:
P = [p1,p2,…,pn]

px = [cc(wx,w1),…,cc(wx,wn)] argmax

(23)

因此,通过对 P 与 T 进行交叉熵计算,构建损失函数

loss3:

loss3 = ∑
M

m
Tm log Pm (24)

最后,通过结合 loss1、loss2、loss3,构造损失函数 loss:
loss = loss2 - loss1 + loss3 (25)

2. 2　 所提方法训练与测试

　 　 所提方法的训练与故障检测流程如图 2 所示。 对于

训练过程,首先从正常状态数据样本集 ( s1,s2,…,sm-1,
sm) 中按序依次选择两两相连的样本对,通过式(11) ~
(24) 构建损失函数 loss。 接着,利用反向梯度传播算法

优化深度网络编码器,目的是使 loss 不断下降。 深度网

络编码器的训练算法伪代码总结如表 1 所示。

图 2　 所提方法训练与故障检测流程

Fig. 2　 The
 

proposed
 

method
 

training
 

and
 

fault
 

detection
 

process

由于 CWTK-ViT 的训练是基于两相连数据样本高度

相似的假设来实施,因此检测过程也依据这一假设来开

展。 将正常数据样本作为基准样本设为 Sb,将待检测样

本设为 Sx。 首先,对 Sb 与 Sx 分别进行多种连续小波变换

分别得到 fb1,fb2,…,fbn 与 fx1,fx2,…,fxn。 接着,通过训练后

的深度网络编码器分别得到 wb
1,wb

2,…,wb
n 与 wx

1,wx
2,…,

wx
n。 随后,基于相关性计算结果构建故障检测矩阵 Mcc

x

如下:

表 1　 ViT 训练算法

Table
 

1　 ViT
 

training
 

algorithm

ViT 训练过程流程伪代码

设正常数据样本集为 S = ( s1 ,s2 ,…,sm-1 ,sm),训练样本为( si-1 ,si),

一共有 int(m / 2)个样本;
设 CWTK = {cwt1 ,cwtn,…,cwtn} 为连续小波变换知识库,n 为库中

包含的连续小波变换操作数目;
设 θ 为深度网络编码器参数;
for

 

epoch
 

in
 

range
 

(Epoch):
　 for

 

( si-1 ,si)
 

in
 

S:

　 　
 

f i-1
1 ,f i-1

2 ,…,f i-1
n = CWTK( si-1 );

　 　
 

f i
1 ,f i

2 ,…,f i
n = CWTK( si);

　 　
 w1 ,w2 ,…,wn = netθ( f

i-1
1 ,f i-1

2 ,…,f i-1
n );

　 　
 

w1 ,w2 ,…,wn = netθ( f
i

1 ,f i
2 ,…,f i

n )

利用式(20)、(21)、(24)、(25)得到损失函数 loss;
利用反向传播算法更新 θ;
当 i = m;

　
 

end
 

for
 

　
 

当 epoch=Epoch 时;
end

 

for
 

　 　 Mcc
x =

cc(wb
1,wx

1) … cc(wb
1,wx

n)
︙ ⋱ ︙

cc(wb
n,w

x
1) … cc(wb

n,w
x
n)

( ) (26)

随后,对 Mcc
x 进行归一化处理,将矩阵中的每一行元

素分别映射至[ -0. 5,0. 5],利用 argmax 操作获得 Mcc
x 每

一行元素的 Hot 编码 Px, 过程如下:
rxm = [cc(wb

m,wx
1),…,cc(wb

m,wx
n)] (27)

vi =
rxm[ i] - min( rxm)

max( rxm) - min( rxm)
- 0. 5 (28)

px
m = [vm1 ,vm2 ,…,vmn ] argmax (29)

Px = [px
1,…,px

m,…,px
n] (30)

最后,考虑到网络优化方向为使得 Mcc 在对角位置

取到最大值,而其他位置取到最小值,因此 px
m 归一化后

各元素之和趋近于 0。 基于此,本文设计阈值 threshold,
当 px

m 满足 abs( sum(px
m)) ≥ threshold 时,检测结果为故

障;当 abs( sum(px
m)) < threshold, 且 Px = [0,1,…,n]

时, 则检测结果为正常状态,否则为故障。 故障检测算

法总结如表 2 所示。

3　 实验分析

3. 1　 试验平台

　 　 为验证本文提出方法的有效性,采用工业机器人试

验平台故障试验数据对提出方法进行验证。 六关节工业

机器人试验平台如图 3 所示,主要由 6 个关节组成,每个
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　 　 　 　 表 2　 所提方法的故障检测算法

Table
 

2　 Fault
 

detection
 

algorithm
 

for
 

the
 

proposed
 

method

故障检测算法伪代码

取 CWTK-ViT 训练时的最后一个样本作为基准样本 sb,设待检数据样

本为 sx,设定阈值为 threshold;

f n = cwtn( s); #连续小波变换

wn = netθ( s); #时频图像进行特征编码

构建异常检测矩阵 Mx;

利用(27 得 rxm,并进行归一化和计算 abs( sum( rx));

执行异常检测:

　
 

if
 

abs( sum(pxm)) ≥ threshold :

Sx 为故障样本;

　
 

else
 

if
 

abs( sum(pxm)) < threshold,
 

Px = [0,1,…,n]:

Sx 为正常样本;

　
 

else:
Sx 为故障样本;

关节由连接轴实现关节转动。 该试验平台主要用于加速

模拟工业机器人退化过程。 具体操作为 6 号关节处加装

额定负载的 150%重量(额定负载 20 kg),以额定速度的

100%进行门字形运动。 一段时间后,试验机器人出现连

接轴 1 抱闸动作不正常、连接轴 2 和 3 有异响、连接轴 5
和 6 减速器油脂泄露。

图 3　 六关节工业机器人试验平台

Fig. 3　 Six-joint
 

industrial
 

robot
 

test
 

bed

3. 2　 验证数据集

　 　 为获取单轴运行故障数据,将退化的 1 轴、2 轴抱闸

故障的伺服电机、3 轴故障减速器和 5 轴故障减速器分

别进行更换,并在单轴运行状态逐个进行故障试验。 试

验时采用采样频率为 10
 

kHz 的振动加速度传感器收集

工业机器人运行状态数据。 一共获得 1 组正常状态监测

数据和 4 组故障状态监测数据。
为验证提出方法在零故障样本条件下的有效性,将

工业机器人 4 种故障状态下的监测数据作为测试样本,
将正常状态下的监测数据作为训练样本。 每个样本均包

含 10
 

000 个振动数据点,训练样本一共 1
 

000 个,测试样

本一共 5
 

000 个。 验证数据集详情如表 3 所示。

表 3　 验证所提方法的数据集详情

Table
 

3　 Details
 

of
 

the
 

dataset
 

to
 

validate
 

the
 

proposed
 

method

运行状态 标签 训练 / 测试样本数

正常状态 正常 1
 

000 / 1
 

000

1 轴抱闸异响 故障
 

1 0 / 1
 

000

2 轴抱闸异响 故障
 

2 0 / 1
 

000

3 轴减速器故障 故障
 

3 0 / 1
 

000

5 轴减速器故障 故障
 

4 0 / 1
 

000

3. 3　 验证结果分析

　 　 考虑到输入经基于 mexh 母小波函数的连续小波变

换后的时域与频域均有很好局部分辨率,而经基于 fbsp
母小波函数的连续小波变换后不同时频信息的分界上具

有光滑样条。 两者能分别从不同角度对训练样本的时频

信息进行分析。 因此,本文选择 mexh 母小波函数与 fbsp
母小波函数组建连续小波变换知识库,分别用于从数据

样本得到时-频图谱,输出的时-频图谱大小为 3×128×
128。

首先,构建基于 ViT 的深度网络编码器,参数设置如

表 4 所示。 利用式( 19)、( 20) 和( 23) 的损失函数优化

ViT。 学习率设为 0. 000 01,训练 epochs 设为 50,训练样

本批次为 2,Threshold 初始值设为 0. 2。 利用训练样本优

化 ViT 网络参数过程中,各损失函数变化情况如图 4(a)
所示。 结果显示训练过程中 loss2 与 loss3 明显下降,loss1

小幅度下降,这表明构建的损失函数实现 ViT 的网络参

数优化。 每个训练 epoch 后所提方法的验证精度如

图 4(b)所示,从结果可知单独使用 loss1 无法有效训练

ViT,单独使用 loss2 与 loss3 故障检测的验证精度相差不

大, 均低于 90% ,当结合 3 个损失函数时,所提方法的验

证精度得到了明显提升,接近 100% 。

表 4　 ViT 参数设置

Table
 

4　 ViT
 

parameter
 

setting

网络描述 参数设置

输入格式 [3,
 

128,
 

128]

Transformer
 

模块数 3

多注意力头数 8

输出格式 [1,
 

128]
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图 4　 设计的损失函数下 ViT 的训练结果

Fig. 4　 Training
 

results
 

of
 

ViT
 

with
 

the
 

designed
 

loss
 

function

　 　 接着,验证连续小波变换知识库中连续小波变换操

作数对所提方法的影响,分别选取 2 种小波母函数和

3 种小波母函数组建连续小波变换知识库。 考虑到 gaus
函数是一种非正交与非双正交的小波函数,与基于 mexh
和 fbsp 函数的连续小波分析对训练样本的时频解析角度

有所不同,gaus 函数可以更好地平衡时域与频域分辨率。
因此,本文将基于 gaus 函数的连续小波变换引入至连续

小波变换知识库中。 为显示连续小波变换知识库中操作

数对所提方法的影响,分别对 2 种连续小波变换知识库

进行验证。 当使用仅使用 mexh 小波与 gaus 小波时,
4

 

000 个故障样本的 10 次检测平均精度为 94. 77% ;当使

用 3 种连续小波变换时,4
 

000 个故障样本的 10 次检测

平均精度为 99. 26% 。 各类故障的 10 次检测结果如图 5
所示。 从结果可知,引入第 3 种连续小波变换能进一

步提升 CWTK-ViT 的故障检测性能,并能够提升故障检

测的稳定性。 从上述讨论可知,理论上连续小波变换

知识库可通过扩充连续小波变换操作数以强化故障检

测性能,然而从构建的对比损失函数可知,连续小波变

换操作数的增加将会使得相关系数矩阵 Mcc 阶数增加,
训练难度将增加。 因此,在应用本文提所出方法时,需

要权衡故障检测性能与模型训练消耗之间的平衡。 例

如,当只应用 2 种小波母函数时,正常状态样本的测试

精度小于 90% 如图 5( a) 所示,因此可考虑引入新的小

波母函数进一步提高所提方法性能如图 5 ( b) 所示。
然而,扩充连续小波知识库后,所提方法将消耗更多计

算资源,模型训练时间将呈指数增长,如表 5 所示。 因

此,建议当对正常状态数据的测试精度满意后,可停止

扩充连续小波知识库。

图 5　 2 种连续小波变换知识库下所提方法 10 次验证结果

Fig. 5　 Ten
 

validation
 

results
 

of
 

the
 

proposed
 

method
 

under
 

two
 

successive
 

wavelets
 

transform
 

knowledge
 

bases

表 5　 ViT 训练时间

Table
 

5　 ViT
 

training
 

time

ViT 训练描述 训练时间 / s

联合 2 种连续小波变换训练 ViT 589. 5

联合 3 种连续小波变换训练 ViT 7
 

256. 2

　 　 其次,利用 t-SNE 技术可视化正常状态样本与故障

状态样本的高维特征,以证明基于本文设计的对比损

失确实能够实现深度网络编码器的有效训练。 正常数

据样本与故障数据样本经深度网络编码器得到的高维

特征可视化结果如图 6 所示。 图 6( a) 、( d) 、( g) 、( j)
表示正常状态样本与故障状态样本均采用了同一种连

续小波变换操作进行时-频特征提取,图 6( a) ~ ( c) 表
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示正常状态样本与一类故障状态样本采用了不同连续

小波变换操作。 由可视化结果可知,选取 mexh 与 fbsp
母小波函数,组建连续小波变换知识库,明显有助于区

分正常状态与故障状态的测试数据样本。 虽然基于

guas 函数的连续小波变换不益于检测故障 1、故障 2 与

故障 4,图 6( c) 、( f) 、( l)所示,但有助于检测出故障 3,
如图 6( i)所示。

图 6　 正常数据样本与故障数据样本不同小波变换后

高维特征可视化

Fig. 6　 Visualization
 

of
 

high-dimensional
 

features
 

after
 

different
 

wavelet
 

transforms
 

for
 

normal
 

and
 

faulty
 

data
 

samples

随后,验证检测阈值设定对所提方法的影响。 由故

障检测过程可知,所提方法可以通过设定检测阈值的大

小来定义故障检测严苛程度,检测阈值越小表示更关注

细微故障状态,检测阈值越大则表示重点关注明显的故

障状态。 本文检测阈值分别选取了 0. 05、0. 1、0. 2、0. 5
进行验证。 在不同检测阈值下,分别对所提方法进行了

了 10 次验证,故障检测结果如表 6 所示。 从对比结果可

知,当检测阈值设的较小时,对故障状态的检测敏感度明

显提升,但也容易导致正常状态误判,如检测阈值设为

0. 05。 当检测阈值设置的较大时,能够明显提升对正常

状态的检测精度,如检测阈值设为 0. 5。 因此,实际应用

时建议根据训练过程中相关系数矩阵的变化情况设定检

测阈值。 此外,在实际中可以通过减小检测阈值,以对微

弱故障状态进行检测,亦可通过增大监测阈值,以减小虚

警率。

表 6　 不同阈值下的检测精度对比

Table
 

6　 Comparison
 

of
 

detection
 

accuracy
 

at
 

different
 

thresholds (% )

故障类型
Threshold =

0. 05
Threshold =

0. 1
Threshold =

0. 2
Threshold =

0. 5

正常状态 67. 5 ±23. 3 80. 5 ±18. 3 83. 5 ±14. 9 94. 2 ±5. 2

故障
 

1 100 ±0 100 ±0 100 ±0 100 ±0

故障
 

2 86. 5 ±8. 6 83. 75 ±9. 8 89. 1 ±8. 3 87. 15 ±7. 4

故障
 

3 100 ±0 100 ±0 100 ±0 100 ±0

故障
 

4 86. 5 ±7. 7 84. 0 ±0 89. 65 ±8. 4 94. 06 ±2. 1

　 　 再者,对比 ViT 与其他几种流行网络的对所提方法

的性能影响, 分别选取 VGG16、 ShuffleNet、 ResNet 与

DenseNet 作为提出方法中的特征编码器,一共构建了

4 个故障检测模型。 每个故障检测模型均进行 10 次验

证,将正常测试样本与故障测试样本的 10 次验证结果分

别与所提方法的验证结果进行对比,以本文基于 ViT 的

故障检测模型的验证结果为基准,与基于其他网络的故

障检测模型的验证结果作差,突出两者之间的性能差异,
验证对比结果如图 7 所示。 通过对结果分析,可得到以

下结论:1)所设计的损失函数均能有效优化各种网络结

构使其具有故障特征提取能力;2)零故障样本下构建的

故障检测方法,能够对工业机器人某些故障进行准确检

测,如基于 VGG16 的检测模型对故障 3 能够实现 100%
检测精度, 对故障 1 的检测准确率为 99. 92% , 基于

ResNet 的检测模型对故障 1 和故障 3 的检测准确率分别

为 99. 96%和 99. 89% 。
最后,将所提零样本故障检测方法与传统基于监督

式学习的故障诊断方法进行对比。 选取了 SVM、线性判

别分析(linear
 

discriminant
 

analysis,LDA)、高斯贝叶斯网

络(Gaussian
 

Bayesian
 

networks,GBN) 和决策树( decision
 

tree,DT)分别用于不同故障类型的检测任务,各种方法

均采用监督式学习方法,即提供 1
 

000 个正常与 1
 

000 个

故障样本训练得到 4 个故障检测模型,接着测试各个模

型的 表 现。 此 外, 利 用 主 成 分 分 析 方 法 ( principal
 

component
 

analysis,PCA)对训练样本进行降维处理,获得

2 维特征与 24 维特征,开展监督式学习建模。 表 7 为各

种基于监督学习的故障检测方法验证结果与本文所提方

法的对比结果。 从结果可知,本文提出的方法在零故障

样本下,能够实现接近基于监督学习最好的故障检测模

型表现,对于无法获得故障样本情形下的故障检测任务

具有巨大潜在价值与意义。
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图 7　 与其他先进特征提取网络的性能对比

Fig. 7　 Performance
 

comparison
 

with
 

other
 

state-of-the-art
 

feature
 

extraction
 

networks

表 7　 与传统基于监督学习的故障诊断方法对比结果
Table

 

7　 Comparison
 

results
 

with
 

traditional
 

supervised
 

learning-based
 

fault
 

diagnosis
 

methods

不同方法
训练精度 /

%
测试精度 /

%
FAR /
4

 

000
MAR /
4

 

000
训练时间 /

s

本文方法 - 93. 92 96 208 7
 

256. 2

PCA(24) +SVM 100 100 0 0 0. 806
 

2

PCA(24) +GMM 100 75. 00 1
 

000 1
 

000 0. 904
 

9

PCA(24) +LAD 100 100 0 0 0. 723
 

4

PCA(24) +GBN 100 100 0 0 0. 791
 

0

PCA(24) +
 

DT 100 100 0 0 0. 923
 

9

PCA(2) +SVM 66. 61 66. 53 2
 

671 0 0. 565
 

0

PCA(2) +GMM 54. 55 54. 64 2
 

636 100 0. 561
 

1

PCA(2) +LAD 74. 55 72. 11 1
 

995 41 0. 482
 

2

PCA(2) +GNB 100 99. 95 0 4 0. 488
 

2

PCA(2) +
 

DT 100 100 0 0 0. 478
 

8

SVM 100 100 0 0 3. 058
 

0

GMM 41. 36 40. 68 1
 

691 3
 

000 99. 10

LAD 100 95. 89 331 3 7. 872

GBN 100 100 0 0 0. 199

DT 100 99. 18 31 34 6. 562

4　 结　 　 论

　 　 本文提出了一种零故障样本下基于多种连续小波变

换和深度网络编码器的机械装备故障检测方法,得到如

下结论。
1)根据不同连续小波变换的时频分析特点,构建了

由 3 种连续小波变换组成的知识库,以从不同角度揭示

机械装备监测数据所蕴含的时-频特征。
2)基于正常状态数据的多种小波时-频特征设计了

一种新的对比损失函数,实现了零故障样本下深度网络

模型的有效训练。 不同于利用迁移与生成数据训练深度

网络模型的方法,本文训练得到的深度网络编码器不需

要考虑迁移或生成数据对网络性能的影响,所得故障检

测模型更具工程应用价值。
3)所提出的 CWTK-ViT 在工业机器人试验数据集上

进行了验证,结果显示 CWTK-ViT 对多种故障状态均能

实现高精度的故障检测。
4)实现了现有小波变换知识与数据驱动模型之间的
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深度融合,为数-模联合驱动的机械装备故障诊断方法提

供了新思路。
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