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摘　 要:针对万能式断路器退化过程的不确定性,考虑到振动信号对机械性能退化的完善表征,提出了一种基于卷积变分自编

码(CVAE)和多头自注意力机制(MSA)的断路器分闸机械机构寿命预测方法。 首先依据断路器不同的事件区间提取参数特

征,再通过 CVAE 挖掘信号成分中的深度特征,将参数特征与深度特征融合得到完备退化特征,最后建立 GRU-MSA 的定量寿

命预测模型,引入了多头自注意力机制,在多个不同表征子空间中捕捉信号的不同依赖关系,对重要的时间步赋予更大的权重。
最后利用 3 台试品的振动信号测量数据对所提断路器分闸机械机构寿命预测方法进行测试,结果表明,所提出的方法在 3 个数

据集中寿命预测均方根误差(RMSE)分别为 141. 46、128. 75 和 134. 16,平均绝对误差( MAE)分别为 112. 17、101. 52 和 106. 22,
预测精度高且稳定性好,相对于其他混合预测模型更具优势。
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Abstract:
 

Arming
 

at
 

the
 

uncertainty
 

of
 

the
 

degradation
 

of
 

conventional
 

circuit
 

breakers
 

and
 

the
 

perfect
 

mechanical
 

degradation
 

characterization
 

by
 

vibration
 

signals,
 

an
 

opening
 

mechanical
 

mechanism
 

life
 

prediction
 

method
 

based
 

on
 

CVAE
 

and
 

MSA
 

mechanism
 

is
 

proposed.
 

Firstly,
 

the
 

parametric
 

features
 

are
 

extracted
 

based
 

on
 

the
 

different
 

event
 

intervals
 

of
 

the
 

circuit
 

breaker.
 

Then,
 

the
 

depth
 

features
 

in
 

the
 

signal
 

components
 

are
 

mined
 

by
 

CVAE,
 

and
 

the
 

parametric
 

features
 

are
 

fused
 

with
 

the
 

depth
 

features
 

to
 

obtain
 

the
 

complete
 

degradation
 

features.
 

Finally,
 

the
 

quantitative
 

life
 

prediction
 

model
 

of
 

the
 

GRU-MSA
 

is
 

formulated,
 

which
 

introduces
 

MSA
 

to
 

capture
 

the
 

different
 

dependencies
 

of
 

signals
 

in
 

several
 

different
 

representation
 

subspaces
 

and
 

assign
 

greater
 

weights
 

to
 

the
 

important
 

time
 

steps.
 

Finally,
 

the
 

proposed
 

method
 

is
 

tested
 

by
 

using
 

the
 

vibration
 

signal
 

measurement
 

data
 

of
 

three
 

test
 

samples.
 

The
 

results
 

show
 

that
 

the
 

proposed
 

method
 

has
 

life
 

prediction
 

RMSE
 

of
 

141. 46,
 

128. 75,
 

and
 

134. 16,
 

and
 

MAE
 

of
 

112. 17,
 

101. 52,
 

and
 

106. 22,
 

respectively.
 

The
 

prediction
 

accuracy
 

is
 

high
 

and
 

the
 

stability
 

is
 

good,
 

which
 

has
 

more
 

advantages
 

compared
 

with
 

other
 

hybrid
 

prediction
 

models.
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0　 引　 　 言

　 　 随着开关电器朝着智能化的方向发展,将智能感知

与先进检测技术运用到开关电器的健康管理中是十分重

要的。 低压万能式断路器作为低压电网运行系统中的关

键设备,当配电系统出现短路、过载和欠压等故障时,断
路器能够快速地切断电路以保障电气设备的性能和安
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全,因此对断路器剩余使用寿命预测,对提高断路器的运

行可靠性具有重要意义。 为贯彻党中央、国务院重大决

策部署,落实“十四五” 智能制造发展规划,由工业和信

息化部等七部门联合制定的《智能检测装备产业发展行

动计划(2023—2025 年)》提出加强智能检测理论方法、
先进检测技术研究,发展故障诊断、可靠性、寿命数据分

析等研究方向[1] 。 为推进质量强国建设,推动中国制造

向中国创造转变,中共中央国务院印发《质量强国建设纲

要》提出加强技术创新、加快大数据、网络、人工智能等新

技术的深度应用[2] 。 因此,基于人工智能的在线监测,预
估设备的健康状态和剩余使用寿命既迎合了当今国家发

展的需要,又能降低设备因故障失效而带来的经济影响

和安全隐患[3] 。
在断路器数据获取方面,李家豪等[4] 通过常规机械

特性测试仪采集断路器动触头位移和分合闸线圈电流计

算出断路器的超程、开距、分闸时间、合闸时间、分闸速

度、合闸速度、弹跳等指标。 刑轩瑀等[5] 通过高速摄像机

采集分闸过程中斥力阀的序列图像,经图像处理得到了

触头分闸速度。 杨秋玉等[6] 采集了断路器的触头超行程

和分闸平均速度用于后续机械寿命评估。 上述研究在一

定程度上提取了断路器的退化特征量,但受到测量方式

的制约,不利于实施在线测量分析。 考虑到振动信号能

够通过在线测量获得动作过程中丰富的机械状态信息。
赵书涛等[7] 提出了一种通过自适应白噪声完整集合经验

模态分解断路器整体振动信号,并将其去噪后与样本熵

相结合的特征提取方法。 万书亭等[8] 对整体振动信号进

行经验小波变换,选择相关系数较大的内禀模态函数

(intrinsic
 

mode
 

function,
 

IMF)重构,提取重构信号的多尺

度熵作为表征断路器状态的特征向量。 Sun 等[9] 进一步

考虑了振动信号的有效成分,通过短时能量双门限法将

有效振动信号区间进行标定,进而利用多通道卷积自编

码器( multi-channel
 

convolutional
 

auto-encoder,
 

MCCAE)
长短期记忆网络( long

 

short-term
 

memory,
 

LSTM)处理断

路器触头的振动信号,进行寿命预测。 上述研究专注于

断路器振动信号的波形特征,既包含参数化波形特征,也
包含深度特征。 但由于测量因素以及个体差异会造成断

路器退化过程的不确定性,这种不确定性影响的消除,需
要结合对宏观退化过程表征能力强的机械特性参数特征

以及对微观退化过程表征能力强的波形特征进行综合分

析。 因此如何利用鲁棒性更强的特征提取器挖掘准确的

振动信号深度波形特征以降低不确定性的影响,并在此

基础上构建能够捕捉多重关系且计算效率更高的寿命预

测模型以实现精准的 RUL 预测是两个急需解决的关键

问题。
针对深层特征的挖掘,周兴康等[10] 引入残差学习机

制训练一维卷积自编码( autoencoder,
 

AE),实现了对齿

轮箱振动信号有效地特征提取。 金晓航等[11] 通过稀疏

AE 学习风电机组高维数据中复杂的内在特征,得到了数

据的降维表示。 肖娜等[12] 提出了一种基于卷积 AE 网络

的航空发动机轴承早期冲击故障特征提取方法。 而自编

码训练模型过于复杂会将训练集中存在的较多不确定因

素的干扰过度拟合,从而导致在测试集上的表现不佳,学
者们提出了变分自编码,通过在损失函数中增加正则化

项以缓解过拟合问题,使模型具有更强的鲁棒性。 任建

亭 等[13] 通 过 深 度 变 分 自 编 码 网 络 ( variational
 

autoencoder,
 

VAE)有效挖掘了风电机组齿轮箱正常运行

状态下环境工况参数与齿轮箱运行状态参数之间复杂的

数据结构特征和数据分布规则。 张聪等[14] 通过建立变

分图自编码模型,对汽轮机、风电转子等高关联耦合分布

式系统的多维多态检测数据进行了特征提取。 向刚

等[15] 提出了一种基于改进的 VAE 算法,利用 LSTM 单元

替换 VAE 中传统的神经元,提取了航天器测试数据间的

时间依赖性和相关性等特征。
针对 高 效 寿 命 定 量 预 测 模 型, 卷 积 神 经 网 络

(convolutional
 

neural
 

network,
 

CNN)、LSTM、门控循环单

元(gate
 

recurrent
 

unit,
 

GRU) 和注意力机制已被广泛应

用[16] 。 随着学者们不断对模型结构进行探索,结合注意

力机制的多模型混合预测的方法逐渐兴起。 Zhao 等[17]

提出了一种多尺度集成深度自注意网络,从多传感器数

据中获得多尺度退化特征, 并利用 ( bidirectional
 

gate
 

recurrent
 

unit,
 

BiGRU)和双向长短期记忆网络(BiLSTM)
预测航空发动机的 RUL。 Sun 等[18] 提出了双注意机制的

LSTM 方法,实现了交流接触器 RUL 的预测。 姚德臣

等[19] 提出了一种融合注意力机制的 GRU 算法,实现了

轴承剩余寿命的预测。 而注意力机制只能学习每个时间

步与其他时间步的单一关系,多头自注意力机制可以并

行学习时间步之间的多种相互作用关系,其表达能力相

比于自注意力机制较强。 陈保家等[20] 提出了一种基于

多头自注意力机制( multi-head
 

self-attention,
 

MSA) 的时

间卷积网络,实现了轴承的 RUL 预测。 聂磊等[21] 通过

MSA 对多个一维 CNN-时序卷积神经网络的输出分别进

行加权处理,拼接后经过全连接输出得到飞机发动机的

RUL。 周哲韬等[22] 通过 MSA 挖掘了输入特征与轴承

RUL 之间的复杂映射关系,解决了轴承 RUL 预测中序列

过长而导致记忆力退化问题。
综上所述,本文提出了一种基于卷积变分自编码

(convolutional
 

variational
 

autoencoder,
 

CVAE) 和 MSA 的

断路器分闸机械机构寿命预测方法。 该方法首先通过短

时能量双门限法对振动事件进行分割,在不同的事件区

间提取参数特征,同时通过 CVAE 挖掘振动信号成分中

的深度特征,将参数特征与深度特征融合得到完备退化

特征,最后建立 GRU-MSA 预测模型,引入多头自注意力
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机制,在多个不同表征子空间中捕捉信号的不同依赖关

系,提高寿命定量预测的精度。

1　 断路器分闸机械机构寿命预测方法

　 　 考虑到分闸动作关系到断路器的分断能力,分闸迟

缓或异常都会影响断路器的正常分断。 且分闸过程涉及

众多结构的联动和碰撞,冲击更强,产生的振动信号蕴含

丰富的机械状态信息,有着非侵入式测量和易于捕捉的

特点,适合用于寿命预测。 因此本文所提出的分闸机械

机构寿命预测方法由振动信号处理、综合特征提取和寿

命预测模型构建 3 部分组成,整体流程如图 1 所示。

图 1　 RUL 预测整体流程

Fig. 1　 The
 

overall
 

process
 

of
 

RUL
 

prediction

首先通过短时能量双门限法对振动事件进行分割,
在不同的事件区间提取参数特征,并通过 CVAE 得到深

度特征,将上述特征融合后得到综合特征,将综合特征输

入到 GRU-MSA 预测模型中,通过 MSA 模块实现进一步

加权,强化关键特征对预测结果的贡献,最后经过全连接

层输出 RUL 预测结果。 通过上述整体流程,可以实现由

实时检测到的振动信号至以剩余操作次数表示的剩余寿

命值的直接映射。
1. 1　 短时能量双门限法分割振动信号

　 　 考虑到振动信号包含不同的振动事件,因此需要进

行区间分割。 断路器分闸振动信号主要是由机构之间的

碰撞产生,不同振动事件的强度存在差异。 考虑到短时

能量法相比于短时过零率更适用于检测幅值变化大的信

号,因此将振动信号进行分帧。 计算每一帧的短时能量,
再设定短时能量门限值,最后通过双门限法进行振动事

件分割。 短时能量为:

E( i) = ∑
L-1

n = 0
[ω(n)·y(( i - 1)·inc + n)] 2 (1)

式中: E( i) 表示第 i 帧的能量;ω(n) 为汉宁窗函数[9] ;y
表示振动信号的幅值;n = 1,2,…,L;i = 1,2,…fn;L 为帧

长;inc 为帧移长度;fn 为分帧后的总帧数。 分割得到的

振动信号可进一步用于后续的综合特征的提取。
1. 2　 振动事件分析综合退化特征

　 　 1)机械特性参数特征

振动信号中含有振动冲击事件,每个事件对应于断

路器相应的机械动作,所以据此可以实现具有工程意义

的机械动作参数特征检测,如机构动作时间 F1 和分闸平

均速度 F2。
F1 = T2 - T1

F2 = l
T3 - T2

ì

î

í

ïï

ïï
(2)

式中: T1 为分励脱扣器的推杆与触发机构碰撞时刻;T2

为动静触头分离时刻;T3 为动触头最大位移结束时刻;l
为动触头最大位移。

2)卷积变分自编码

利用 VAE 编码器对振动信号数据进行非线性变换

将其映射到潜在空间中,从而学习到振动信号的深层抽

象特征。 此外 VAE 较之其他方法通过在损失函数中加

入正则化项以缓解过拟合问题。 VAE 的原理具体如下。
VAE 通过两个神经网络建立两个概率分布模型:

(1)推断网络,用于原始输入数据的变分推断,生成隐变

量的变分概率分布;(2)生成网络,根据隐变量的变分概

率分布,还原生成原始数据的近似概率分布。 VAE 的模

型结构示意图如图 2 所示,经过短时能量双门限法分割

得到的振动信号 x 作为 VAE 模型的输入,Z 为隐藏层变

量,生成模型表示为 p(x Z),推断模型为 q(Z x),隐藏

层变量 Z 是由 p(x) 和一个后验分布 p(Z x) 形成的。

p( z) = ∫p(Z x)p(x) (3)

但后验分布 p(Z x) 无法直接计算。 VAE 通过变分

推断的方法,通过推断模型 q(Z x) 去逼近 p(Z x), 并

用(Kullback-Leibler,
 

KL)散度去衡量这两个分布之间的

相似程度。
DKL(q(Z x( i) ) p(Z x( i) )) =

Eq(Z x( i)) [logq(Z x( i) ) - logp(Z x( i) )] (4)
式中: DKL 为 KL 散度;E 为数学期望函数;x( i) 表示振动

信号 x 的第 i 个采样点数据。
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KL 散度用来判断两个分布之间的相似程度,KL 散

度越小,则分布越相似;反之,则分布偏差大。 对式(4)
变形得到:

logp(x( i) ) - DKL(q(Z x( i) ) p(Z x( i) )) =
Eq(Z x( i)) [logp(x( i) Z)] - DKL(q(Z x( i) ) p(Z)) (5)

图 2　 变分自编码模型示意图

Fig. 2　 Schematic
 

diagram
 

of
 

the
 

VAE
 

model

在给定振动信号 x 后, log
 

p( x(i) ) 是一个固定值,
Eq( z x( i)) [logp(x( i) Z)] 是基于生成模型的数学期望,通
过推导,优化目标可转化为极大化 VAE 的变分下界

(evidence
 

lower
 

bound,
 

ELBO)。
ELBO = Eq(Z x( i)) [logp(x( i) Z)] -

DKL(q(Z x( i) ) p(Z)) (6)
假设潜在变量 Z 服从标准正态分布, 推断模型

q(Z x) 服从均值为 μ,方差为 σ2, 即:
p(Z) ~ N(0,I)　 q(Z x) ~ N(μ,σ2) (7)
结合式(7)可以将式(6)化为:
DKL(q(Z x( i) ) p(Z))=

1
2 ∑ J

j = 1
((σ( i) ) 2 + (μ( i) ) 2 - log(σ( i) ) 2 - 1) (8)

Eq(Z x( i)) [logp(x( i) Z)] =

∑ n

i = 1
x i log(x′i ) + (1 - x i)log(1 - x i) (9)

式中:J 为隐变量 Z 的维度;n 为振动信号 x 的长度; μ( i)

和 σ( i) 为第 i 个采样点数据经过推断模型输出的均值和

方差。
在 VAE 训练过程中,KL 散度的损失权重起到了调

节重构损失和 KL 散度损失之间权衡的作用,以确保模

型在生成数据的多样性和真实性之间找到一个合适的平

衡点,当 KL 散度较小时,模型更加关注重构损失,反之

则会更加关注 KL 散度损失,使生成信号更加多样化。
将最大化的优化目标 ELBO 重写为最小化损失函数形

式,则损失函数计算公式如下:

Loss = - ∑
n

i = 1
x i log(x′i ) + (1 - x i)log(1 - x i)[ ] +

1
2
α·∑

J

j = 1
((σ( i) ) 2 + (μ( i) ) 2 - log(σ( i) ) 2 - 1) (10)

式中: α 表示 KL 散度的权重。 该损失函数由两部分组

成,最小化带有权重的隐变量分布与正态分布之间 KL
散度值,最小化生成数据集与原数据集的交叉熵损失。
两式之和为该 VAE 模型训练时的损失函数。

在该变分自编码中,由于使用了随机采样得到隐层

变量 Z,在网络训练时无法反向传播。 本文采用了“重参

数化技巧”,通过从 N(0,I) 的标准分布中随机采样一个

ε,使用式(10) 结合近似后验分布计算出的均值 μ(x) 和

方差σ2(x), 进行隐藏层变量 Z 的计算,由此解决该网络

无法反向传播的问题。 使用随机梯度下降算法进行优

化,即可对生成模型和推断模型的神经网络内参数进行

更新:
Z = μ(x) + ε·σ(x) (11)
通过以上分析可知,VAE 的“编码器”和“解码器”的

输出都是受参数约束变量的概率密度分布,而不是特定

的数值,因此得到的隐变量更具有表达意义。 然而,若单

纯使用全连接的线性层将使得模型的训练参数和复杂度

十分巨大,而卷积神经网络具有参数共享和稀疏连接的

特点,使得模型中的参数数量大幅减少。 因此本文选择

将卷积神经网络应用在 VAE 的推断模型和生成模型中,
通过 CVAE 提取振动信号的深层特征。
1. 3　 　 多头自注意力机制

　 　 将 CVAE 提取的深度特征 M = [M1,
 

M2,…,
 

MA ],
与参数特征 F = [F1,

 

F2,…,
 

FB]融合,得到综合退化特

征 T= [M1,
 

M2,…,
 

MA,
 

F1,
 

F2,…,
 

FB],其中 A 和 B 分

别为深度特征和参数特征的个数,进一步用于后续 RUL
预测模型的建立。

考虑到断路器振动信号具有时序性,GRU 非常适用

于处理与时间序列高度相关的问题,相比于传统 RNN 以

及 LSTM,GRU 在 RNN 中加入了门控单元,增加了网络

对历史数据的记忆能力。 同时,GRU 采用更新门和重置

门代替了 LSTM 中的输入门、输出门和遗忘门,在减少了

模型参数量和模型复杂度的同时保证了模型的精度,训
练更加稳定。 通过 GRU 可以得到各时间步的深层特征

之间的长期依赖关系。
考虑到断路器分闸机械机构的复杂性以及动作过程

的不确定性　 ,将多头自注意力机制模块置于 GRU 和输

出层之间,如图 3 所示。
多头自注意力机制可以并行计算每个时间步相对于

其他时间步的多种关系,计算效率更高,更能准确地捕捉

输入序列中的特征。 假设 GRU 学习到的不同时间步信

息可以表示为 O = [O1,O2,…,OT] T, 其中 T 表示返回的
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图 3　 GRU-MSA 结构

Fig. 3　 The
 

structure
 

of
 

GRU-MSA

时间步数。 MSA 基于 SA 针对不同的特征量分头学习,
矩阵 Qi、K i、V i 公式如下:

Qi = OWq
i

K i = OWk
i

V i = OWv
i

ì

î

í

ïï

ïï

(12)

式中: Wq
i ,W

k
i ,W

v
i 分别表示在第 i 个注意力头的查询矩

阵,键矩阵和值矩阵。 再计算每个头的不同时间步的重

要性得分,公式如下:

head i = softmax
QiK

T
i

dKi

( ) V i (13)

式中: dKi
表示 K 矩阵的维度。 将取得的结果进行拼接得

到最终的注意力,最后再通过全连接得到多头自注意力

的输出 Yout ,公式如下:
Yout = Concact(head1,head2,…,headh)W

P (14)
式中: WP 表示 MSA 的输出权重矩阵。 通过权重矩阵可

以将多个头的注意力结果进行加权合并,得到一个更全

面,更丰富的向量。

2　 应用实例与测试分析

2. 1　 断路器机械特性测试系统

　 　 断路器机械寿命为抗机械磨损能力,以断路器在需

要维护或者更换机械零件前所能正常运行的无载操作次

数表示。 断路器结构如图 4 所示,其中给出了与分闸动

作过程关联的主要机械部件,本文是对上述部件组成的

断路器主体机械结构进行寿命预测。 其中断路器型号为

DW15-1600,壳架等级额定电流为 1
 

600
 

A,母线额定电

流为 1
 

000
 

A,该类型断路器的操作机构动作形式包括储

能、合闸、分闸 3 个过程。 断路器寿命试验操作循环周期

的时序控制图如图 5 所示, t1 ~ t2 为储能阶段开始及结

束时刻;t3 ~ t4 为合闸阶段开始及结束时刻;t5 ~ t6 为分

闸阶段开始及结束时刻。

图 4　 断路器结构

Fig. 4　 Structure
 

of
 

a
 

CCB

图 5　 机械寿命试验时序控制

Fig. 5　 Time
 

sequence
 

control
 

of
 

mechanical
 

life
 

test

在空载试验状态下,依据断路器相关标准将试验操

作频率定为 20 次 / h,每次试验都进行一次完整的电动储

能、合闸、分闸操作。 所构建的断路器机械特性测量系

统,如图 6 所示。 振动传感器型号为 LC0159,固定于断

路器横梁处。 针对单次分闸操作,通过数据采集卡 USB-
7648A 以 20

 

kHz 的采样频率检测触头换位电压信号、分
励脱扣器线圈电流信号以及横梁处振动信号,信号采样

时长为 0. 15 s,每次采样 3
 

000 个数据点。

图 6　 断路器测试系统

Fig. 6　 Circuit
 

breaker
 

test
 

system
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利用 3 台试品的振动信号测量数据对所提断路器分

闸机械机构寿命预测方法进行测试,考虑到分闸平均速

度过低将直接导致断路器拒分现象,所以选取分闸平均

速度作为机械寿命失效判据,分闸平均速度阈值设定为

5 m / s。 断路器#1,断路器#2 和断路器#3 的分闸机械机

构寿命操作次数分别为 4
 

354、3
 

522 和 3
 

946 次。 确定好

机械寿命总操作次数后,文中所指剩余寿命即为断路器

当前操作次数下对应的剩余操作次数,即总操作次数与

当前操作次数的差值。
2. 2　 基于短时能量双门限法标定动作事件

　 　 图 7 所示为断路器触头换位电压信号,分励脱扣器

线圈电流信号,横梁处振动信号。 结合图 4 的断路器的

分闸机械机构进行动作过程分析。

图 7　 分闸过程测量信号

Fig. 7　 Measurement
 

signals
 

for
 

the
 

opening
 

process

T0 时刻,分励脱扣器线圈开始通电,线圈产生电流,
动铁芯带动推杆运动。 T1 时刻,推杆与触发机构相碰

撞,产生了第 1 次振动,此后操作机构中的脱扣半轴旋

转。 T2 时刻,分闸弹簧的约束被解除,弹簧释能,在分闸

弹簧的作用下,动静触头分开。 T3 时刻,动触头到最大

位移处,产生强烈的振动并通过连接机构传递给主轴和

止停销等支撑和缓冲机构,在反力的作用下,动触头发生

回弹。 T4 和 T5 时刻,动触头再次撞击止停销,并发生第

2 次和第 3 次回弹。 T6 时刻振幅逐渐衰减至最小,以该

时刻作为分闸动作结束标志。
根据不同的振动事件,通过短时能量双门限法将振

动信号划分成不同区间,增强其特征表达,其中窗长选

50,帧移选 10。 再对比不同时刻的短时能量值,设定双

门限法的门限值。 T0 为分闸开始时刻,将短时能量的最

小值设为该事件的门限值。 T1 时刻振动较为微弱,综合

多次测量结果将对应门限值设为 500
 

g2。 T2 时刻动静触

头分开,短时能量值较小,将 5 × 104
 

g2 设为门限值。 而

T3、T4 和 T5 时刻依次出现能量的峰值,将能量的最大值

设为的 T3 门限值,将 6. 7×105
 

g2 和 4. 4×105
 

g2 分别设为

T4 和 T5 门限值,T6 时刻振幅逐渐变小,将对应门限值设

为 1. 6×105
 

g2。 图 8(a) ~ (f)分别对应图 7 的 T1、T2、T3、
T4、T5 和 T6 时刻。 至此,可以获取与分闸动作直接相关

的振动事件区间。

图 8　 振动信号的事件分割

Fig. 8　 Event
 

segmentation
 

of
 

vibration
 

signals

2. 3　 综合退化特征的提取

　 　 1)机械特性参数特征的提取

利用 T1 和 T2 时刻的检测即可获得 F1,利用 T2 和 T3

时刻即可获得 F2。 以上两个参数具有工程意义,是对分

闸动作性能的直接体现。 断路器#1 参数特征随动作次

数的变化趋势如图 9 所示。
F1 随操作次数的增加呈上升趋势,这是由于分励脱

扣器的触发机构以及脱扣半轴在长期磨损下卡涩逐渐加

剧导致的。 F2 呈下降趋势,各断路器分闸机械机构寿命

区间由该参数阈值界定。
2)深度特征提取必要性分析

通过提取参数化指标,可以在宏观层面对设备的退

化过程以及健康状态进行分析,为断路器健康状态的判
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图 9　 断路器#1 参数特征随操作次数的变化趋势

Fig. 9　 Trend
 

of
 

breaker
 

#1
 

parameter
 

characteristics
 

with
 

the
 

number
 

of
 

operations

断起到至关重要的作用。 但需要考虑不确定性以及由性

能退化引发的强冲击性振动信号时间序列之间的附加冲

击度量问题。
对于不确定性问题,一方面在工程实际中,由于环

境、使用条件以及非理想测量仪器等因素的影响,使得对

　 　 　 　

设备的测量信号产生差异;并且不同因素的作用可能是

复杂的、多变的,而且会相互影响;上述因素使得测量得

到的退化数据不可避免地受到影响,造成退化过程的不

确定性,进而影响寿命预测结果的精度[6] 。 另一方面,由
于断路器机械结构较为复杂,在设计、生产以及制造过程

中因公差产生的不确定性因素,会导致同型号设备个体

之间存在差异性。 上述两个方面使得不同断路器个体在

相同退化阶段所采集到的振动信号波形存在着微观上的

差异;造成了断路器的退化过程,除了由参数化特征所体

现的宏观显性趋势之外,还存在微观隐含性和不确定性。
本文断路器#1 为厂家 1 生产,断路器#2 和断路器#3

为厂家 2 生产。 对两个不同个体在同一退化阶段的振动

信号进行对比,如图 10 所示。 对于附加冲击度量问题,
可利用欧氏距离将 2 组寿命前期邻近的振动信号序列、
1 组末期振动信号序列各自经变分模态分解( variational

 

mode
 

decomposition,
 

VMD)得到的 6 个 IMFs 进行差异性

量化分析。

图 10　 不同断路器在同一退化阶段振动信号对比

Fig. 10　 Comparison
 

of
 

vibration
 

signals
 

of
 

different
 

circuit
 

breakers
 

at
 

the
 

same
 

stage
　 　 将分解得到的 IMFs 分割成多个片段,每个片段长度

为 10 个采样点,取其均方根值作为该片段的观测值,利
用观测值将各模态离散为矢量,即可计算各矢量之间的

欧氏距离作为模态之间差异性的量化指标,结果如图 11
与表 1 所示。

图 11　 振动信号序列均方根观测值

Fig. 11　 Root-mean-square
 

observation
 

of
 

vibration
 

signal
 

sequence

　 　 由图 11 可以看出,寿命前期、后期振动信号序列各

模态片段观测值差异比较明显,由表 1 也可以发现,序列

各模态间欧氏距离差距较大,恰恰体现了机械性能退化

在强冲击振动中造成的化附加冲击成分。 而前期两个振

动序列各模态片段观测值差异不明显,欧氏距离小,表明

此时相对于正常情况性能退化附加冲击成分宏观占比

小,不宜采用常规监测量表征附加冲击成分的差异。
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表 1　 振动信号序列间欧氏距离

Table
 

1　 Euclidean
 

distance
 

between
 

vibration
 

signal
 

sequence

模态分量 前后期欧氏距离 前期欧氏距离

IMF1 1
 

238. 63 159. 01

IMF2 1
 

503. 90 160. 49

IMF3 855. 28 278. 55

IMF4 475. 84 133. 36

IMF5 521. 26 91. 99

IMF6 699. 92 52. 54

综上考虑在提取参数特征的同时,挖掘触头动作过程中

的振动序列深度特征,以期提取不同断路器间具有的共

性特征以及凸显振动序列间的微弱附加冲击,从而提高

寿命预测的精度。
3)基于 CVAE 深度特征的提取

T2 ~ T6 区间内振动强烈,信号成分更丰富,包含更

多的机械特性退化信息,选取 T2 ~ T6 振动信号片段提

取深度特征。 采用短时能量双门限法对振动信号进行

区间分割处理,并截取该区间的前 580 个采样点,使此

片段振动信号长度统一,并将其幅值进行归一化。 将

该区间振动信号送入 CVAE 中,其各层参数如表 2 所

示。 主要使用了 1×3 的卷积核进行卷积操作,表 2 中 k
是卷积核的大小,d 是卷积核的数量,s 是步长。 该神经

网络的中间部分激活函数使用 ReLU 函数,生成网络最

后一个非线性层需要考虑到生成信号在[ 0,
 

1] ,使用

Sigmoid 函数。
选择 Adam 算法进行网络参数的优化,学习速率设

置为 0. 001,每次训练的样本批次大小设置为 50。 将训

练迭代次数设置为 150,其中前 50 次 KL 散度的权重 α
设置为 0. 001,随后 50 次的 α 设置为 0. 01,最后 50 次

的 α 设置为 0. 1。 为了直观展示 CVAE 模型的效果,将
CVAE 解码信号与 AE 和 VAE 的解码信号进行对比,其
中,AE 和 VAE 的输入与超参数都与 CVAE 相同,训练

迭代总次数都为 150 次。 3 种模型解码信号对比如

图 12 所示。
可以看出 CVAE 模型已基本将原始振动信号解码还

原。 再引入均方根误差( root
 

mean
 

square
 

error,
 

RMSE)
和平均绝对误差(mean

 

absolute
 

error,
 

MAE)对 3 台断路

器试品振动信号重构前后进行评估。 RMSE 和 MAE 的

定义如下:

RMSE = 1
Q ∑

Q

j = 1
∑

580

i = 1
(Mde

ij - Mkey
ij ) 2 (15)

MAE = 1
Q ∑

Q

j = 1
∑

580

i = 1
Mde

ij - Mkey
ij (16)

表 2　 卷积变分自编码的结构及参数

Table
 

2　 Structure
 

and
 

parameters
 

of
 

CVAE

网络层 参数信息 输出维度

Reshape - (580,1)

Conv1D+ReLU k= 1×3;
 

d= 4;
 

s= 1 (580,4)

Maxpooling k= 1×2;
 

s= 2 (290,4)

Conv1D+ReLU k= 1×3;
 

d= 2;
 

s= 1 (290,2)

Maxpooling k= 1×2;
 

s= 2 (145,2)

Conv1D+ReLU k= 1×3;
 

d= 1;
 

s= 1 (145,1)

Flatten - (145)

Linear+ReLU Get
 

μ andσ (2)

Reparameterization Get
 

z (2)

Linear+ReLU Fully
 

Connected (145)

Reshape - (145,1)

Conv1D+ReLU k= 1×3;
 

d= 2;
 

s= 1 (145,2)

Upsampling k= 1×2;
 

s= 2 (290,2)

Conv1D+ReLU k= 1×3;
 

d= 4;
 

s= 1 (290,4)

Upsampling k= 1×2;
 

s= 2 (580,4)

Conv1D+Sigmoid k= 1×3;
 

d= 1;
 

s= 1 (580,1)

Reshape - (580)

图 12　 解码信号对比结果

Fig. 12　 Decoded
 

signal
 

comparison
 

results

式中:Q 表示断路器的总操作次数; Mde
ij 表示解码振动信

号特征点;Mkey
ij 表示原始振动信号的特征点。 3 个数据集

的重构误差对比结果如表 3 所示,可以看出每个数据集

CVAE 模型重构的 RMSE 和 MAE 都是最小的,其重构能

力更为优秀,因此 CVAE 鲁棒性更强,提取的深度特征更

有代表性。
为了进一步直观体现 CVAE 提取的深度特征,取断

路器试品 3 个不同时期的振动信号,分别为 201 ~ 300 次,
1

 

301 ~ 1
 

400 次,3
 

401 ~ 3
 

500 次,将其输入到 CVAE 中,
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　 　 　 　 表 3　 重构误差对比结果

Table
 

3　 Reconstruction
 

error
 

comparison
 

results

模型 指标
数据集

#1 #2 #3

AE

VAE

CVAE

RMSE 10. 61 9. 16 13. 89

MAE 8. 85 7. 23 11. 63

RMSE 8. 44 8. 58 9. 37

MAE 6. 60 6. 91 7. 72

RMSE 6. 72 5. 79 4. 98

MAE 5. 54 4. 64 3. 97

取深度特征为 2 维,编码结果可视化如图 13(a)和(b)所

示,可以看出,同一试品在不同时期的深度特征存在差

异。 再取 3 个试品都在第 2 个时期的振动信号,将其输

入到 CVAE 中,如图 13(c)所示,可以看出不同试品在同

一时期,其深度特征也存在差异,实现了对图 10、11 所阐

述的退化微观信息以及附加冲击差异的有效表征,弥补

了单纯采用机械特性参数特征对退化过程表征不足的问

题,也证明了提取深度特征的必要性。

图 13　 CVAE 编码信号对比结果

Fig. 13　 Encoded
 

signal
 

comparison
 

results
 

of
 

CVAE

通过 CVAE 提取的深度特征为 M = (M1,M2),通过

式(2) 提取参数特征归一化为 F = (F′1,F′2)。 将参数特

征与深度特征拼接得到融合特征 T = (M1,M2,F′1,F′2)。
该融合特征用于后续 RUL 预测模型的建立。
2. 4　 GRU-MSA 模型的构建及评价指标

　 　 为了深入挖掘时间序列样本的规律,本文采用滑动窗

口方法生成数据集样本。 滑动窗口方法有以下优点。 一

方面,它保留了时间序列相邻元素之间的相关性;另一方

面克服了单步预测精度低的问题。 设一台断路器的总操

作次数为 Q,窗口大小为 W,步长为 S。 每个输入样本可表

示为 X=W×D,其中 D 为特征的数量,输出样本 RUL 标签

可表示为 Rtrue = Q - W - ( j - 1) × S。 为了获得更多样本,
本文选取 W = 5,S = 1,则样本总数为C = Q - 4个。 训练

模型的样本可以描述为((X1,Rtrue
1 ), (X2,Rtrue

2 ),…, (X j,
Rtrue

j ),…,(XC,Rtrue
C )), 损失函数为均方误差(MSE)如下:

MSE = 1
C ∑

C

j = 1
(Rpre

j - R true
j ) 2 (17)

其中第 j 组 RUL 输出的预测值为 Rpre
j 。 本文预测模

型包含两个 GRU,一个 MSA 层和两个全连接层。 GRU
的隐藏单元数分别设置为 64 和 32,两个全连接层的隐藏

单元分别设置为 50 和 1。 此外,在每个网络层后面加入

批归一化( batch
 

normalization,
 

BN),可以减少神经网络

中的内部协变量偏移,使训练深层网络模型更加容易和

稳定,增强了模型的非线性表达能力,最终加快训练速

度。 在训练过程中,通过正向传播计算预测值 Rpre
j 和真

实值 R true
j 之间的 MSE,并利用优化器 Adam 对各层参数

进行反向传播( back
 

propagation,
 

BP),优化学习率设置

为 0. 001,批次大小设置为 50,epochs 设置为 100。 该工

作是在 64 位计算机上实现的,编程工具是“python
 

3. 7”,
使用“TensorFlow

 

2. 0. 0”作为后端。
采用 RMSE 和 MAE 对断路器寿命预测结果进行评

价。 RMSE 和 MAE 越小, 预测精度越高。 不同的是

RMSE 更能反映异常波动,而 MAE 更能反映预测的实际

情况。 RMSE 和 MAE 的定义如下:

RMSE = 1
C ∑

C

j = 1
(Rpre

j - R true
j ) 2 (18)

MAE = 1
C ∑

C

j = 1
Rpre

j - R true
j (19)

2. 5　 不同注意力头数的实验结果与分析

　 　 注意力头数作为一个重要参数,对预测模型的精度

有很大影响。 以断路器#1 为训练集,断路器#2 和断路器

#3 为测试集,通过 GRU-MSA 进行 RUL 预测,其中注意

力头数设置为 1 ~ 10,模型的输入都是融合特征 T,结果

如表 4 和图 14 所示。

图 14　 #2 和#3 预测误差

Fig. 14　 #2
 

and
 

#3
 

prediction
 

errors
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表 4　 不同头数的误差结果
Table

 

4　 Error
 

results
 

for
 

different
 

number
 

of
 

heads

头数
评价

指标

数据集

#1 #2 #3

1

2

3

4

5

6

7

8

9

10

RMSE 243. 86 216. 30 225. 39

MAE 193. 37 170. 55 178. 44

RMSE 231. 78 193. 13 201. 24

MAE 183. 79 152. 28 159. 32

RMSE 203. 71 163. 86 187. 83

MAE 161. 53 129. 21 148. 70

RMSE 181. 88 174. 95 160. 08

MAE 144. 22 137. 95 126. 74

RMSE 158. 50 140. 46 147. 58

MAE 125. 69 110. 75 116. 84

RMSE 141. 46 128. 75 134. 16

MAE 112. 17 101. 52 106. 22

RMSE 165. 35 154. 50 151. 00

MAE 131. 11 121. 82 119. 55

RMSE 148. 54 167. 38 181. 12

MAE 117. 78 131. 98 143. 39

RMSE 176. 83 182. 83 174. 41

MAE 140. 22 144. 16 138. 08

RMSE 198. 05 203. 43 187. 83

MAE 157. 04 160. 40 148. 70

　 　 当注意力头数为 1 时,模型为单头自注意力机制,模
型只能学习每个时间步与其他时间步的单一关系,表达

能力较差,而注意力头数过多时,计算负担较大,且会导

致过拟合,网络模型的性能开始下降。 由表 4 的定量结

果可以发现,当注意力头数为 6 时,模型预测效果最好,
因此将多头注意力机制的头数设置为 6。

为了进一步直观体现 MSA 的效果,以断路器#1 的第

200 次振动信号为例,将 MSA 计算的每个时间步与其他

时间步的权重关系可视化如图 15 所示。 每个头的注意

力对不同时间步的关注程度不同,第 1 个和第 6 个注意

力更关注第 5 个时间步,第 2 个和第 3 个注意力更关注

第 3 个和第 4 个时间步,第 4 个和第 5 个注意力更关注

第 2 个时间步,由此看出,MSA 捕捉到了振动信号的不同

依赖关系,解决了自注意力机制表征能力不足的问题,也
证明了使用 MSA 的必要性。
2. 6　 消融实验结果与分析

　 　 采用交叉验证的方式对 3 台断路器试品进行 RUL
实验,为了验证提取参数特征、深度特征和 MSA

 

3 个模

块的有效性,进行了消融实验。 对比 GRU、参数特征-

图 15　 #1
 

MSA 权重可视化结果

Fig. 15　 #1
 

MSA
 

weight
 

visualization
 

results

GRU、深度特征-GRU、GRU-MSA 和所提方法五种模型的

预测效果,其中 GRU 的参数设置一致,模型的输入都是

T2 ~T6 区间的振动信号。
上述模型在断路器#1 的预测效果如图 16 所示,训

练集为断路器#2。 可以看出,与实际剩余寿命曲线相比,
GRU 的拟合效果最差,参数特征-GRU 的预测结果受退

化不确定性的影响,波动性较大且存在较多异常数据,深
度特征-GRU 一定程度上克服了不确定性的影响,波动

性较小,GRU-MSA 拟合效果较好,但仍有一定波动性,所
提方法拟合效果最好,波动小且异常数据少。 消融实验

结果如表 5 所示,可以发现,所提方法相对于其他预测方

法在断路器#1 的 RMSE 分别降低了 63. 42% 、55. 13% 、
49. 92% 和 30. 40% , MAE 降 低 了 62. 62% 、 54. 39% 、
49. 58%和 30. 18% 。 可以看出每个模块都发挥了至关重

要的作用。
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图 16　 #1 消融预测结果

Fig. 16　 Ablation
 

prediction
 

results
 

of
 

#1

表 5　 消融实验结果

Table
 

5　 Results
 

of
 

ablation
 

experiments

模型 评价指标
数据集

#1 #2 #3

GRU

参数特

征-GRU

深度特

征-GRU

GRU-MSA

Proposed

RMSE 386. 70 341. 34 351. 67

MAE 300. 08 269. 25 271. 52

RMSE 315. 27 271. 00 299. 92

MAE 245. 94 212. 11 234. 43

RMSE 282. 48 237. 74 267. 04

MAE 222. 46 185. 97 208. 68

RMSE 203. 26 194. 02 214. 94

MAE 160. 66 153. 47 170. 26

RMSE 141. 46 128. 75 134. 16

MAE 112. 17 101. 52 106. 22

3　 结　 　 论

　 　 本文着眼于综合退化特征的提取以及寿命定量预测

模型的构建,得出如下结论。
一方面,针对性的提取机械特性参数特征并利用

CVAE 获取深度特征,参数特征体现了断路器整体退化

的宏观显性趋势,深度特征表征了退化的微观隐性信息,
有助于克服退化不确定性影响以及凸显附加冲击成分,
从而获得了兼顾振动信号事件信息以及波形特征的综合

特征,为断路器分闸机械机构寿命预测提供了较为完善

特征提取方法。 另一方面,所建立的 GRU-MSA 定量预

测模型,增强了时间序列中重要信息对预测结果的权重,
有效减少了不确定性的影响。 最终所提 CVAE 和 GRU-
MSA 方法在 3 个数据集中寿命预测 RMSE 分别为

141. 46、128. 75 和 134. 16, MAE 分别为 112. 17、101. 52
和 106. 22,表明该模型具有一定的优势,也证明了所提

方法能够针对性的解决万能式断路器的 RUL 预测任务。
未来随着实验条件以及测试的不断完善与深入,需

要更加深入地挖掘敏感退化特征以及采用迁移学习的方

法提升本文方法的适应性,使预测模型具有更好的泛化

能力。
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