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摘#要!在智能制造背景下&大数据驱动的设备故障预测与健康管理日益受到各界重视’ 深度学习能够在层次结构的特征提取
过程中发现更多的隐藏知识&在领域自适应方面具有良好的数据适应性&近年来逐渐成为设备故障预测与健康管理的研究热
点&并在设备故障诊断和预测中得到了广泛的应用’ 通过系统回顾近年来深度学习在设备故障预测与健康管理中应用&总结(
分类和解释关于这一热点主题的主要文献&讨论了各种体系结构和相关理论’ 在此基础上&阐述了深度学习在设备故障诊断和
预测方面所取得的主要成果(面临的挑战(以及未来的发展趋势&为设备故障预测与健康管理领域选择(设计或实现深度学习架
构&提供明确的方向’
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89引99言

故障 预 测 与 健 康 管 理 $ <0.R*.,6)5,1*I (+126(

81*1R+8+*6& aY]%是在设备故障发生前&对其故障进行
预测&并结合各种可以利用的资源信息&提供一系列的维
修保障措施&通常包括诊断和预防设备故障&预测设备核
心组件的可靠性和剩余使用寿命*&+ ’ 在过去的几十年
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中&有关aY]的研究大幅增加&解决了元件和系统级别
上发生的各种故障’ 随着现代设备系统产生的数据规模
不断增大&装备运行环境日趋复杂&系统元件间的耦合关
联导致各元件状态信息彼此相关’ 这可能产生在设备生
命周期设计阶段没有预料到的故障&并最终导致诊断过
程中出现更高程度的不确定性’ 在此情况下&需要新的
方法来应对新的应用&做出更好的故障预测与健康管理
决策’ 为了日趋复杂的设备健康管理&基于传统技术的
诊断系统正被基于人工智能的诊断系统所取代&从而提
高设备健康管理的效率*%F!+ ’

深度学习的出现归因于计算能力的提高&以及高效
的神经网络深层结构训练方法的提出’ %"&$ 年在图灵
奖得主Y)*6.*等人的努力下&深度学习取得了突破性进
展&开启了具有深度架构的机器学习研究新时代&成为机
器学习领域最具吸引力的研究方向之一*M&A+ ’ 深度学习
体系结构旨在对数据的高层表示进行建模&并通过在层
次结构中堆叠多层信息处理模块来对模式进行分类或者
预测’ 经典的深度学习体系结构如卷积神经网络
$5.*H.2/6).*12*+/012*+6U.0D& ’;;%(堆栈自编码器
$,615D+I 1/6.+*5.I+0& 4Pi%(深度信念网络$ I++< V+2)+3
*+6U.0D& >O;%( 深 度 玻 尔 兹 曼 机 $ I++< V.26W81**
815()*+& >O]% 和 循 环 神 经 网 络 $ 0+5/00+*6*+/012
*+6U.0D& G;;%等&已经成功地应用于计算机视觉(自然
语言处理(图像处理(无人驾驶汽车等领域*&& M+ ’ 由于多
层非线性数据处理单元的深层体系结构具备了对原始数
据进行学习的能力&深度学习已成为设备智能健康管理
的有效工具*@+ ’

%"&M年以来&基于深度学习的 aY]技术日渐成为
本领域的研究热点&深度学习在设备的故障诊断和预测
中得到了广泛的应用’ 到目前为止&已经从最初的机械
设备健康管理扩展到电力系统(电力装置和航空航天设
备等的故障诊断和预测*&+ ’ 关于深度学习在 aY]领域
的应用这一主题的现有论文&主要聚焦于具体的研究领
域*&FM+ ’ 由于有这么多不同的算法和健康监测解决方案&
很难使这些信息系统化呈现’ 这是一个不断发展的研究
领域&因此有必要研究其在 aY]应用中的适用性&以提
高系统的整体弹性或维护(维修和检修活动的潜在成本
效益’

418)0等*&+为 %"&M 年至 %"&E 年间报道的基于深度
学习的故障诊断和预测论文做了一个总结&其中选择了
ML篇论文进行综述)>/TF61*R等*M+针对深度学习在轴承
故障诊断领域的应用进行了综述)G/)等*%+对深度学习
在机器的状态监控领域进行了综述)在中文领域也出现
了部分综述性文章*E+ &产生了显著的影响&这些工作为撰
写本文奠定了坚实的基础’ 本文通过系统地回顾深度学
习在aY]领域中的应用的主要文献&对跨学科应用的设

备健康管理深度学习研究提供一个结构化和广泛的概
述&力求为研究人员和工程师选择(设计或实现深度学习
体系结构提供明确的方向’

:9JKL技术

:=:9基本架构
aY]技术最早由美国军方提出并发展起来&旨在提

高装备的安全性和任务成功性&是提高保障效能和降低
保障费用的重要手段’ 其研究内容包括!状态监测(故障
诊断(故障预测(健康管理和决策(数据通信(传输和表达
等’ 7iii(74?(]7]?4P(PG7;’等国际标准组织发布了
一系列aY]相关标准’ 74?&MME! 标准为 aY]系统整
体功能模块的划分和软件模块的设计提供了指导’ 针对
机器的状态监测和诊断&]7]?4P中的?4PF’O]标准对
74?&MME!标准进行了实现&所定义的 aY]体系的功能
模块如图 &所示!数据采集$>P%(数据处理$>]%(状态
检测$4>%(健康评估$YP%(预兆评估$aP% 和提出建议
$P̂ % *L+ ’

图 &#?4PB’O]F74?&MME!数据处理与信息流
K)R=&#>161<0.5+,,)*R1*I )*3.0816).* 32.U

.3?4PB’O]F74?&MME!

图 &所示 @大功能模块自顶向下形成信息流’ 数据
采集是从部署在装备系统上的各种传感器来源收集相关
数据如振动(声发射(电流(速度(温度等信号’ 数据处理
主要包括数据清洗等策略进行预处理)通过信号处理技
术和降维策略&从原始信号中提取和选择故障敏感特征)
对多传感器信号进行数据融合’ 状态检测模块通过监测
到设备状态数据&进行阈值判断和偏差计算&进行异常检
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测’ 基于前 M 个模块采集处理后的装备状态数据&结合
历史数据&健康评价(预兆评估和提出建议 M 个功能模
块&利用各种诊断和预测等算法对装备当前的健康状况
进行评定*L+ ’

:=;9面临的挑战
aY]技术经过几十年的发展&在降低设备业务成本

和增加正常运行时间方面&取得了长足的进步’ 但是&在
面对复杂系统的健康管理&如何有效地识别已经发生和
即将发生的故障&仍然是aY]技术发展面临的最突出的
重大技术难题之一’

复杂系统的复杂性在于系统结构复杂&变量多&系统
变量间耦合性强(存在高度非线性&且伴随时滞(时变性
等特性’ 诸如飞机(冶金产线(风力发电机(大型电力变
压器(核动力装置这样的复杂系统&由若干个子系统组
成&每个系统又包含了各种元器件’ 要实现健康管理的
对象众多&包含健康信息的状态信号复杂多样&既有动态
的&也有静态的&既有连续的&也有离散的&通常需要多种
故障诊断与预测技术相组合’ 系统的复杂性决定了
aY]技术的复杂程度*!+ ’

复杂系统故障诊断与预测的另外一个挑战就是不确
定性!复杂系统内部及外部环境具有许多未知或不确定
的因素&包括参数和结构存在不确定性& 恶劣工况和干
扰对系统的影响相互耦合&有效表征已知系统信息中的
认知不确定性与测量不确定性&以及信息传递时滞现象
等’ 不确定性在故障诊断和预测是普遍存在’ 为了应对
不确定性问题&不少研究者从不同途径进行了研究&孙强
等*$+从随机性(模糊性(灰性及混合不确定性 ! 个角度对
相关方法进行了归纳!基于随机性的方法如自回归滑动
平均模型(隐 ]10D.H和隐半 ]10D.H模型(O1T+,估计理
论以及证据理论等)基于模糊性的方法如模糊集理论和
模糊神经网络等)基于灰性的方法如灰色理论等&这里的
灰性指的是指信息不完全& 即贫信息(缺乏经验知识的
不确定性)基于混合不确定性的方法如自适应模糊神经
推理系统与高阶粒子滤波结合的故障预测模型等&将随
机性(模糊性(灰性 M种不确定属性相互关联& 结合不同
理论的进行故障预测’ 尽管存在诸多努力&要应对普遍
存在的不确定性问题&处理系统中的各类复杂特性&提高
预测精度&降低报率低&准确定位故障&仍然需要研究者
们不断探索和研究’

应对复杂系统&如何实施和实现 ?4PB’O]体系结
构&组织对象和集成系统是亟待解决的问题*!+ ’ 这受到
健康管理对象自身特殊应用场景限制&如飞机健康管理
系统受机载的重量(空间和资源限制&只能分解成地面系
统和机载系统两部分’ 冶金设备往往受到高温和多存限
制&对数据采集的传感器部署影响非常大’

系统设备状态数据是宝贵的财富&含有丰富的健康

信息&是数据驱动的故障诊断和预测技术基石&其难点在
于由历史数据得到的故障预测模型如何延拓&才能保证
中长期故障预测的准确性’ 而健康信息的获取是 aY]
技术面临的另一难题’ 一些复杂系统&故障机理复杂甚
至难以定位&针对不同的故障模式&如何选择传感器类
型(组织传感网络(优化传感器布置&对采集获取的健康
信息质量密切相关’ 过多的传感器&会给健康管理对象
造成额外的负担&过多的传感器数据也会造成数据冗余&
给特征提取和故障分析带来困难’ 对于一个大的传感器
网络&数据量大也会给传输和处理带来巨大负担’

:=<9智能故障预测与诊断方法
aY]技术将维修保障措施从事后维修和定期维修

推向了视情维修阶段&为了应对各种挑战&以智能推理和
机器学习等技术为代表的智能故障预测与诊断方法被广
泛应用于aY]领域&又有力推进了 aY]技术的发展’
智能故障预测与诊断方法总体上可以分为!&%模型驱动
方法&如基于失效物理模型和基于数学模型等)%%知识驱
动方法&包括专家系统和定性推理等)M%数据驱动方法&
包括统计过程控制(神经网络等机器学习方法’ 图 % 所
示展示了用于aY]的智能故障预测与诊断方法*&F!+ ’

图 %#智能故障预测与诊断方法
K)R=%#7*6+22)R+*5+31/26<0+I)56).* 1*I I)1R*.,),8+6(.I

一般来说&如果可以开发出针对不同故障模型的数
学模型&那么基于模型的方法是更准确和有效的*L+ ’ 但
是&由于实际系统的复杂性和不确定性&很难找到明确的
数学模型’ 基于失效物理模型的方法依赖于系统关键元
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件的失效物理&如磨损(疲劳和老化等&不同元件的失效
物理有不同的失效进程和规律&要掌握关键元件的磨损(
疲劳和老化进程规律&耗资耗时’ 针对复杂系统的健康
管理&模型驱动是重要组成&不可忽视但挑战甚多*&"+ ’

知识驱动方法能否进行高效故障诊断与预测&取决
于是否有完备的专家系统知识库&难以处理没有相关规
则匹配的新故障’ 在运行过程中&专家系统不能从推理
的实例中获得新的知识&并且对一些新奇的故障和系统
设计的一些边缘问题求解具有很强的脆弱性’ 因此&基
于知识的故障诊断与预测技术更适合于定性推理*&"+ ’

设备状态数据包含了设备状态的丰富信息&包括设
备组件间的关系(随机误差等&可以真实地刻画系统性
能’ 实际工程中数学模型获得不经济甚至不可能&同时
专家知识和经验难以有效的表达&在此情况下更多采用
基于数据的技术’ 尤其是复杂系统&数据驱动的健康管
理技术是一种非常实用的方法’ 其基于获取的设备运行
状态数据&提取有意义的特征&在机器学习等算法帮助
下&确定系统是否正常或是否有任何故障症状’ 通过对
故障进行分类&进一步识别故障并确定其严重程度’ 数
据驱动技术通常需要大量准确的历史数据’

近年来&开发了许多数据驱动的健康管理工具和技
术’ 随着计算机处理器性能的提高及其成本的降低&专
家系统(模糊系统和神经网络等人工智能技术逐渐发展
起来’ 基于这些技术&针对设备健康管理领域&开发的人
工智能解决方案的兴趣日益增加’ 与传统的诊断方法相
比&基于智能技术的诊断可以最少的人工帮助提高性能&
可以很容易地扩展和修改&并且可以根据新的数据进行
调整’

在诸多智能技术中&机器学习算法有力推动了数据
驱动的aY]技术发展’ 然而&传统机器学习算法的浅层
结构对特征提取的非线性关系的学习能力非常有限’
418)0等*&+对采用传统机器学习方法进行设备健康管理
的局限性进行了总结!决策树$I+5),).* 60++,%利用先验知
识进行训练&可能存在过拟合&且容易陷入局部最优困
境&忽略属性之间的相关性&对于各类别样本数量不一致
的数据& 信息增益偏向于那些更多数值的特征)随机森
林改进了决策树的性能&在训练速度上还优于支持向量
机&但是偏倚增加&在解决回归问题时&并没有像它在分
类中表现的那么好&对于小数据或者低维数据$特征较少
的数据%&可能不能产生很好的分类)贝叶斯网络
$O1T+,)1* *+6U.0D,%属于概率模型&减少了学习参数&容
易可视化&存在依赖链&但是需要先验知识&学习未知结
构是一个复杂的过程&朴素贝叶斯$ *1�H+O1T+,%算法简
单&要求训练数据少&假设属性之间相互独立&需要知道
先验概率&对输入数据的表达形式很敏感&无法处理基于
特征组合所产生的变化结果)支持向量机故障识别精度

高&抗噪声能力较强&对规模较大数据集有效&属于有监
督学习方式&需要先验知识&但是其核函数的选择不存在
唯一的标准&需要不断试验)传统的神经网络或多层感知
器&为了训练自适应系统&需要对少量的参数进行优化&
易于过拟合&尚未有标准来确定网络结构)以 DF8+1*,为
代表的聚类算法&训练时间短&需要先验知识&即簇数 D
必须事先手动确定)自适应共振理论$1I1<6)H+0+,.*1*5+
6(+.0T%具备非线性聚类建模能力&不太适合函数拟合&需
要适当的数据预处理方案)自组织映射$,+23F.0R1*),)*R
81<,%数据映射很容易解释&能够处理复杂数据集&但是
难以确定将哪些输入权重设置为使用&要求邻近点具有
相似特征)隐式马尔可夫模型属于统计模型&需要先验知
识&建立精确模型需要大量的数据’ 综上所述&不存在一
种可以解决所有问题的算法&要应对 aY]领域的挑战&
还需要研究者们开发新的解决办法&深度学习是一个深
具潜力的工具*@+ ’

;9JKL领域的深度学习模型

深度学习又称深度神经网络$ I++< *+/012*+6U.0D&
>;;%&近年来引起了来自各个领域的研究者越来越多
的关注’ 它采用多个神经层的层次结构&通过逐层处
理从输入数据中提取信息&这种"深#层结构允许它学
习具有多个抽象级别的复杂原始数据的表示’ 从原始
输入开始&>;;自动发现大型数据集中复杂的结构&并
逐层学习有用的特征’ >;;得益于特征学习的特点&
在视觉识别和语言理解中得到了广泛的应用&这种特
征学习能力也成为它的关键优势’ 很明显&>;;特征
学习能力的优势正好满足机械故障诊断中自适应特征
提取方法的要求’ 利用>;;及其特征学习能力进行机
械系统故障诊断具有很大的潜力和迫切的需要*A+ ’ 最
近几年&基于深度学习的设备健康管理正成为本领域
的研究热点’

本文就 %"&M 年 & 月至 %"&$ 年 ! 月期间&在 45)+*5+
I)0+56(7+++e<2.0+和’;\7M 大数据库中&基于如下关键
词检索到期刊杂志文献高达 %""余篇&会议论文高达 !""
余篇! " I++< 2+10*)*R#& " 31/26I)1R*.,),#& " 31/26
I+6+56).* #& "5.*I)6).* 8.*)6.0)*R#& "0+81)*)*R/,+3/2
2)3+#&"深度学习#&"故障诊断#&"剩余寿命预测#’ 本文
以检索到的 %"L篇文献为研究对象&对深度学习在 aY]
领域中的应用进行综述’

如图 M所示为 %"&M 年 & 月Z%"&$ 年 ! 月期间发表
的学术期刊论文时间分布’ %"&M年和 %"&!年&分别只有
&篇出版物’ %"&A年&共计 ! 篇出版物&开始应用 ’;;(
>O;等模型到齿轮箱和轴承的故障诊断’ %"&L 年&是相
关文献发表的高峰&高达 &&! 篇&进入 %"&$ 年&热度未
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减&本年度仅仅过了 M 个月&发表的文献高达 E@ 篇’ 在
英文期刊中总计约 AE个杂志出版了相关论文)在中文期
刊中&有超过 %$个刊物出版了相关学术论文’ 就深度学
习在aY]的应用领域来看&出版物中&旋转机械的健康
管理占据了主导!有 AE 篇论文是关于轴承的健康管理&
%&篇论文是关于齿轮箱的健康管理&其他旋转机械的健
康管理有&E篇论文’ 但是&其应用领域正快速向其他领
域扩展’ 风力涡轮机(电路故障诊断(航空动力系统(化
工过程控制(机床刀具都是重要的应用领域&查阅的 %""
余篇学术论文中&涉及到的领域超过 !" 多种’ 因此&可
以得出结论!在智能制造和工业 !:" 战略推进背景下&基
于深度学习的设备健康管理&当前正处于研究的高峰&正
受到各界重视’

图 M#%"&MZ%"&$年发表论文
K)R=M#a/V2)516).*,I/0)*R%"&MZ%"&$

在aY]领域主要用到的深度学习模型有自编码器(
深度波尔曼兹机(深度信念网(卷积神经网络和循环神经
网络(深度残差网络$ I++< 0+,)I/12*+6U.0D,& >G;%以及
其他一些深度学习模型& 并基于这些模型开发出新的深
度学习架构’ 其中基于卷积神经网络和自编码器开发出
的aY]深度学习模型最多’ 这些基于深度学习的健康
管理模型总体上可以分为采用信号处理对数据进行预处
理的模型(无预处理端对端的黑箱模型(多种算法混合集
成模型等类型&在解决自动提取特征(数据不平衡问题和
训练模型与应用环境工况不一致等问题上卓有成效’ 下
面将分别介绍各个深度学习模型的应用情况’

;=:9卷积神经网络"DII#

’;;是深度学习模型的主要类型之一’ 文献*&&+
首先将’;;应用于设备健康管理’ 在多种工况下&采集
了 &%种复合故障的齿轮箱振动信号&并对其进行频域和
时域处理&形成一个长度为 %A@的特征矢量&然后转化为
一个 &@g&@的矩阵&作为’;;的输入&通过’;;进行齿
轮箱的故障诊断’ 在训练域和测试域保持一致情形下&
达到了 $E:A!的故障识别准确率’ ’;;模型擅长从原
始数据中学习特征’ 最初应用于图像处理&在各种计算

机视觉(自然语言处理和语音识别应用中的也取得了成
功’ 就网络结构来看&经典的 ’;;由卷积层(池化层和
全连接层组成&其结构如图 ! 所示’ 网络层次的顺序通
常为!输入F卷积层F池化层F卷积层F池化层F全连接层F输
出’ 在统计的文献中&有约 A& 篇文献是基于 ’;;及其
变种开发的故障诊断与预测模型’ 在故障特征提取(故
障诊断和设备剩余寿命预测等方面都有应用’ 在解决机
械不平衡故障分类(端对端模型中的数据特征自动提取
上卓有成效’

图 !#典型的’;;结构
K)R=!#’21,,)512’;;;+6U.0D P05()6+56/0+

常规的 ’;;模型需要二维格式的数据’ 受此启
发&一些研究者将设备故障诊断问题转化为图像分类
问题’ Q.*R等*&%+采用时频技术&即 4 变换&将振动信
号传递给图像&然后采用改进的 ’;;对图像进行分类’
该团队还提出了一种新的基于 Q+;+6FA 神经网络的故
障诊断方法*&M+ ’ 该方法通过一种将信号转换为二维图
像的方法&提取转换后的二维图像的特征&消除手工提
取特 征 的 影 响’ S(/ 等*&!+ 将 胶 囊 网 络 $ 51<,/2+
*+6U.0D%和 ’;;相结合&采用短时傅立叶变换将信号
转换为二维图形&将图形数据输入网络&利用两个卷积
层提取更高的信息)然后&在输出特征映射中引入
7*5+<6).*模块&以改善胶囊的非线性’ 该模型的具有很
好的泛化能力’ ‘1*R等*&A+在多传感器数据融合基础
上&将来自多个传感器的振动信号转换为图像&获得不
同故障类型的特征图&然后利用优化的卷积神经网络
进行特征提取&应用于风力试验台和离心泵试验台的
实际诊断实例&分别得到了 $$:!E!和 $E:M%!的预测
精度’
;=;9自编码器及其变种

自编码器是一种经过训练试图将其输入复制到其输
出的神经网络&可以在没有输出或标签向量的帮助下学
习数据的内在特性&属于无监督学习&典型的自编码器结
构如图 A 所示’ 基本的自编码器模型有堆栈自编码器
$,615D+I 1/6.+*5.I+0%( 降 噪 自 编 码 器 $ I+*.),+
1/6.+*5.I+0& >Pi% 和 稀 疏 自 编 码 器 $ ,<10,+1/6.
+*5.I+0%’ 在调查的文献中&高达 @! 篇文献采用了基于
自编码器模型进行设备健康管理’

本文作者曾基于齿轮箱和滚动轴承实验平台&对经
典的堆栈自编码器的性能进行了评估’ 在文献*&@F&E+
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图 A#典型的自编码器结构
K)R=A#’21,,)512Pi*+6U.0D 105()6+56/0+

中&以 !种数据作为自编码器的输入&经过 % 个隐藏层的
自编码器特征学习&最后采用 4.36]1h分类器进行分类!
分别是时序列的诊断信号原始数据&经过时域(频域和小
波域预处理后的预处理数据’ 在训练域和测试域保持一
致情形下&经过预处理后的 4Pi的故障识别正确率高达
$$!’ 而没有处理的原始时序列数据&只有 &A!的正确
率’ 4(+*等*&L+利用傅里叶变换将原始信号转换为幅度
谱&再作为堆叠的压缩自编码器网络的输入&进行了变速
箱和轴承故障诊断实验&诊断正确率均接近 &""!’

为了实现端对端的设备健康管理&从原始振动信号
中自动学习有效特征&研究者们已经开发出了很多基于
Pi的深度学习设备健康管理模型*&$F!&+ ’ 其主要技术路
线有!&%与其他模型进行混合集成’ 文献*&$FM%+都属于
将自编码器结合其他模型开发的混合集成模型’ 这些混
合模型中&充分利用了自编码器优秀的特征学习能力’
%% 加强局部特征学习’ -)1等*MM+通过输入层(局部层(特
征层和输出层来构造局部连接网络&从输入层的局部信
号中局部学习各种有意义的特征&特征层中获得位移不
变的特征&最后识别出输出层的机械健康状况’ M% 采用
优化算法对自编码器模型参数进行优化’ S(1*R等*M!+尝
试采用粒子群算法分别对模型进行自适应的参数法调
优)4(1.等*MA+采用最大熵来设计新的深度自编码器损失
函数&以增强测量的振动信号的特征学习&采用人工鱼群
算法优化自编码器的关键参数’ !% 优化模型&改进数据
预处理技术’ 文献*M@FM$+进行了相关探索’

;=<9受限波尔兹曼机及变种

受限波尔兹曼机 $0+,60)56+I OI6W81** 815()*+&
GO]%是一种两层结构的特殊类型的马尔可夫随机神经
网络&如图 @$1%所示&包含一层可视层$<%和一层隐藏
层$5%’ 在同一层的神经元之间是相互独立的&而在不
同的网络层之间的神经元是相互连接的$双向连接%& 通
常使用具有持久性马尔可夫链的对比分歧算法训练网络
参数’ 基于受限波尔兹曼机&发展出了两种经典的深度
学习神经网络&即深度信念网$I++< V+2)+3*+6,& >O;%和
深度波尔曼兹机$ I++< O.26W81** 815()*+& >O]%’ 如

图 @$V%和 $5% 所示&>O;是通过一次一个地训练
GO]&然后将它们堆叠在彼此之上&以便推断连续的隐
藏层而形成的网络)>O]将 >O;转变为完整的无向图
形模型&将隐藏节点分组为几个隐藏层&约束条件是可
见层仅连接到第一个隐藏层&然后每个隐藏层仅连接
到其下方和上方的层&没有横向连接’ 基于 >O;的设
备健康管理模型&也是本领域最为活跃的模型之一&涉
及的文献达 MM 篇以上&在故障诊断和故障预测都有应
用’ 而基于深度波尔兹曼机的健康管理模型只有文献
*!%F!A+! 篇提及到’ 同自编码器及其变种相类似&沿
着与其他模型进行混合集成(加强局部特征学习(采用
优化算法对模型参数进行优化等方向&结合实际应用&
开展了大量的工作’

图 @#GO](>O;和>O]结构
K)R=@#’21,,)512*+6U.0D 105()6+56/0+.3GO](>O;1*I >O]

;=A9循环神经网络

循环神经网络是一种处理序列数据的深度学习框
架&利用来自过去网络结果的信息来产生输出&每一步的
隐藏状态取决于前一步的隐藏状态’ 由于其时间序列性
质&使其成为设备健康管理系统的理想选择’ 基本的循
环神经网络结构如图 E所示&MN表示时序列输入数据&5N
表示隐藏状态’ 注意箭头方向&序列化数据传给循环神
经网络后&将其转化为隐藏状态序列’ ]&U和 ;分别表
示网络参数’ 与其他深度学习体系结构一样&循环神经
网络也可以扩展为具有多个隐藏层&该层可以将其隐藏
状态连接到多个观测点&并沿序列传播信息’ 长短期记
忆网络$2.*R,(.06F6+088+8.0T*+6U.0D,& Q4N]%和门控
循环单元网络$R16+I 0+5/00+*6/*)6*+6U.0D,& Ĝb;%是其
中两种经典的循环神经网络’ 在调查的文献中&有 L 篇
出版物是基于循环神经网络的设备健康管理&尤其是在
剩余寿命预测方面&循环神经网络是有效工具’ 循环神
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经网络已经被应用于水下推进器故障检测与诊断*!@+ (铁
路轨道线路故障的进行检测与识别*!E+ (刀具磨损预
测*!L+ (齿轮箱故障诊断*!$+ (轴承早期故障检测*!L+ (光伏
阵列故障诊断*!$+ (锂离子电池容量退化估计*A"+ (飞机涡
扇发动机健康监测*A&+等领域’

图 E#基本的循环神经网络结构
K)R=E#’21,,)512*+6U.0D 105()6+56/0+.3G;;

;=R9深度残差网络

深度残差网络是 %"&A年提出的深度卷积网络&在解
决781R+;+6挑战方面&斩获过图像分类(检测(定位 M 项
的冠军’ 其核心动机是在在加深网络的情况下又解决梯
度消失的问题’ 在调查的文献中&存在文献*A%FA!+M 篇
有关深度残差网络的应用’

S(1.等*AM+开发了具有动态加权小波系数的深度残
差网络&将各种频带上的一系列小波包系数作为输入’
开发的深度学习架构中的动态加权层用于优化应用于各
种频带上的小波系数的权重&以便探索特定频带上的一
系列小波系数如何有助于区分变速箱的健康状态&并将
其应用在行星齿轮箱的故障诊断’ 与传统的基于 49]
和;;的故障诊断方法相比较&性能大幅提高’ 在 S(1.
等的另一项工作中*A!+ &在深度残差网络中的进行多个小
波系数级联融合和多个小波系数最大化融合&并从小波
系数的不同集合中获取特征信息用于故障诊断’ 通过行
星齿轮箱故障诊断中的性能比较验证了所开发方法的有
效性’ 汪久根等*A%+将残差网络用于诊断G9减速器的故
障&将一维信号样本转换为二维信号样本&作为残差网络
输入&采用 A折交叉验证&讨论了堆叠方式的改变对残差
网络的分类准确率的影响&并进一步优化了残差网络的
分类效果&通过数据增强优化训练集&提升了残差网络的
分类性能’
;=a9其他深度学习模型

已有的一些论文运用了深度学习建模思想&但没有
明确的说明基于那一种深度学习模型’ 部分工作是在多
层感知器的基础上开发的深度学习模型& 如文
献*AAF@A+&这里做一个简单综述’

Q)等*AA+开发了一种基于深度学习的机械设备故障
分类和退化评估方法&通过小波包分集提取的原始特征
作为输入&使用了多种数据驱动模型来发现故障信息’
\1./610等*A@+开发了一种基于多样化冗余概念的技术&构
建了一个容错体系结构&以加强深度学习模型的安全性’

Q)/等*@&+提出了一种新的带域自适应的深度神经网络模
型用于故障诊断&该模型能够在利用域自适应的同时增
强原始数据的代表性信息&从而能够在目标域上获得较
高的分类精度&并采用了优化策略来优化模型参数’
J1*R等*AE+提出了一种基于深度学习的轴承故障自动分
类方法’ 该方法具有故障信号自动聚类的能力&属于端
对端的模型’ 算法的核心是对小维数据进行>;;训练&
并根据训练后的 >;;测试结果对样本标签进行调整’
‘+)等*AL+提出了一种基于深度神经网络的直接驱动风
力发电机组故障诊断方法’ 该方法结合风力发电机组
的运行机制&消除了监测控制和数据采集中的异常值)
采用传统的随机森林方法对目标变量相关变量的重要
性进行评价)利用剔除异常值的历史健康数据训练深
度神经网络)采用指数加权移动平均控制图确定故障
阈值’ 将在线数据输入经过训练的健康状态下的风力
机深度神经网络模型&将测试误差作为风力机故障报
警的度量指标’ 李川等*@%+提出了一种被称之为次优网
络深度学习模型&并应用于 M>打印机故障诊断&采用
消费品级的姿态传感器采集打印机的健康状态数据’
提出的次优网络深度学习在由预训练和精细调节组成
的传统深度学习基础上&一方面提出预分类方法自适
应确定次优的网络结构参数&另一方面采用精细分类
方法进一步提高故障诊断分类的精度&弥补低成本硬
件精度的不足’ ])1.等*@M+提出了一种使用大型内存
存储和检索深度神经网络&该解决方案可以自动提取
自学习故障特征并同时执行轴承故障诊断和严重性检
测’ 通过最佳地选择输入时频矩阵的滑动框大小来确
定网络的结构’ G..WV+( 等*@!+针对标记样本的稀有性
以及输入空间中过量的未标记样本等现实情况&采用
半监督深度学习算法设计了一个混合框架&通过信息
融合和决策组件进行故障诊断’ J1*R等*@A+提出了深
度网络分析仪&用于移动无线网络中的异常检测’

<9深度学习在故障特征提取方面的应用

特征提取在设备智能故障诊断与故障预测中都起着
至关重要的作用’ 深度学习模型的关键优势在于能够从
原始数据中挖掘出有代表性的信息和敏感特征’

文献*@@+基于深度学习的特征学习&将深度学习在
机械故障诊断中的应用可分为两个阶段&如图 L 所示’
深度学习模型在早期工作中作为一种分类器或特征选择
方法&与应用传统的机器学习方法进行设备故障诊断相
类似!首先采用各种信号分析方法提取特征&提出的特征
作为深度学习模型的输入&进一步提取的特征&最后进行
分类识别’ 这种基于信号分析技术进行预处理&由于其
自动化特征提取低&被称之为手动提取阶段’ 这样的过
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程不仅是一项艰苦而耗时的工作&而且对诊断结果也有
很大影响’

图 L#深度学习在设备健康管理领域应用的两个阶段
K)R=L#NU.,61R+,.36(+1<<2)516).*,.3I++< 2+10*)*R

)* 8+5(1*)51231/26I)1R*.,),

很多研究者们开始将研究的注意力转移到自动提取
特征的方向上来&并取得了很大进展&即深度学习在设备
健康管理领域应用的第 % 个阶段!利用深度学习模型强
大的特征提取能力&自动提取特征的端对端模型’

无论是强大的卷积神经网络模型&还是自编码器(深
度信念网等经典模型&直接从采集到的原始数据中提取
特征&效果并不理想’ -)*R等*@@+重点考察了’;;的振动
信号特征提取能力’ 从原始数据(频谱数据和组合时频
数据 M个角度来测试 ’;;的特征学习的不同性能’ 考
察的 !种不同结构的’;;模型’ 结果表明&’;;能够从
频率数据中更好的自适应地学习特征&并能获得高达
$L:@E!的诊断准确率’ 从原始数据中采用经典的 ’;;
算法进行特征学习&只获得了 L%:M!的诊断准确率’ 作
者团队的工作中*@E+ &采用深度信念网和深度波尔曼兹机
进行齿轮箱的故障诊断&在有信号处理技术作预处理的
前提下&训练域与测试域保持一致的情形下&其故障识别
精度达到了 $L!以上’ 而直接从原始数据中提取特征&
最终的故障识别精度非常低’

要实现从采集的原始数据自动提取特征&提高端对
端的黑箱模型的诊断准确率&需要优化模型’ 很多研究
者取得了卓有成效的工作’ 主要技术路线包括混合集成
其他算法模型(采用优化算法优化模型参数(加强局部特
征学习(优化深度学习模型(改进数据预处理技术等’ 开
发出了很多自动从原始数据中进行特征学习的端对端深
度学习模型&技术日渐成熟’

Y1*等*@L+ 提出了一种将时空模式网络 $,<16).6+F
8<.012<166+0* *+6U.0D&4Na;%方法与卷积神经网络相结
合的新框架$ 4Na;F’;;%&如图 $ 所示’ 该模型最大的
特点是能有效地从不同类型的数据中提取时空特征’ 首
先采用符号动力学滤波 $,T8V.2)5IT*18)5,3)26+0)*R&
4>K%将从不同传感器中采集的信号转换成符号序列)对
于同域信号&采用 >F马尔可夫机 $>F]10D.H815()*+&

>]]%生成状态转移概率矩阵&如图 $ 中 7##所示)对于
跨域信号&采用 e>F马尔可夫机 $e>F]10D.H815()*+&
e>]]%生成状态转移概率矩阵&如图 $中7#(所示&为信
号 #和(间的状态转移概率关联矩阵)然后将生成的状
态转移概率矩阵作为为与 ’;;的输入&进行特征提取’
所采用的’;;模型包括 M个卷积层$A&(A% 和AM%(M 个
池化层 $ !&( !% 和 !M %和 M 个全连接层 $dA&(dA% 和
dAM%’ 应用 4Na;和 ’;;相结合的的数据特征提取过
程避免了人工特征提取&提高了方法的适应性’

图 $#4a;;F’;;框架
K)R=$#K018+U.0D .34a;;F’;;

除了’;;外&在深入学习技术中&自动编码器是机
械信号自动特征提取的另一种潜在工具’ 然而&传统的
自动编码器有两个缺点’ &%在特征提取中&他们可能会
学到相似的特征’ %%学习到的特征具有变化的性质&导
致对机械健康状况的错误分类’ 针对上述不足&-)1
等*@$+提出了一种基于归一化稀疏自编码的局部连接网
络 $2.5125.**+56).* *+6U.0D 5.*,60/56+I VT*.0812)W+I
,<10,+1/6.+*5.I+0&;4PiFQ’;%&分别由归一化稀疏自编
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码网络和局部连接网组成’ 与传统的稀疏自编码相比&
;4Pi有如下不同点! & % 激活函数采用的是 G+Qb
$0+56)3)+I 2)*+10/*)6,%)%%没有考虑偏置)M%采用Q& 范数
$Q& *.08% 替代 \Q散度函数$\QI)H+0R+*5+3/*56).*%)
!%为了学习到机械振动信号中的不同特征&代价函数增
加了软正交约束项’ 在 ;4Pi的训练过程中&它的权重
矩阵实际上是通过软正交性约束进行归一化的’ 这就是
该算法为什么被称规一化的稀疏自动编码器的原因’ 局
部连接网用于学习样本中的局部特征&由输入层(局部
层(特征层和输出层组成’ 如图 &" 所示&采集到的信号
首先被分割成不同的子集)分割后的子集&一部分被随机
选择&构成局部特征训练集&用于训练;4Pi网络’ 训练
好的网络权重矩阵T2.5用作Q’;网络中的输入层与特征
层间的连接权值)样本中每个分割的片段作为 Q’;网络
的输入’ Q’;网络的输入层由 6个子网组成& 6指的是
样本被分割的子集数’ 各样本子集经过在T2.5权值矩阵
作用下&提取出局部特征&采取均值策略$各子集特征加
权均值%&获得样本特征+8’ 通过输入层(局部层(特征层
和输出层来构造局部连接网络&从输入层的局部信号中
局部学习各种有意义的特征&最后识别出输出层的机械
健康状况’

图 &"#;4PiFQ’;框架
K)R=&"#K018+U.0D .3;4PiFQ’;

在自动提取特征方面&除了上述两项代表性工作外&
Q.*R等*E"+还提出通过集成学习提高深度学习模型的泛
化能力&开发了一种新的快照集合卷积神经网络
$4i’;;%&它能在面对新的数据集时自动找到合适的学

习范围’ S(1*R等*M!+尝试采用粒子群算法分别对模型进
行自适应的参数调优&在自动学习特征方面都取得了非
常好的效果’ 该工作将训练集分成若干子集&训练自编
码器&并采用粒子群优化算法进行参数调优&有助于从不
同的故障模式中学习判别特征&实现自动特征提取’
4(1.等*E&+采用最大熵来设计新的深度自编码器损失函
数&以增强测量的振动信号的特征学习&采用人工鱼群算
法来优化自编码器的关键参数’ S(1.等*E%+为模拟电路
故障诊断开发了不依赖于手动特征提取和选择的深度信
念网模型’ N1*R等*EM+使用个体自适应学习速率方法来
选择用于加速下降的合适步长&开发了一种结合;+,6+0.H
动量的自适应调制学习率的深度信念网络&并用于旋转
机械故障诊断’ 1̂.等*E!+将经典的深信度念网络和量子
启发神经网络相结合&集成二者有点构建一个新的模型&
用于飞机燃油系统的故障诊断’ Q)/ 等*EA+开发了一种用
于富电子模拟系统的高斯F伯努利深度信念网的新型故
障诊断应用&可以更有效地捕获原始输出信号中的高阶
语义特征&直接处理模拟电路的原始信号输出’ e)+
等*E@+基于;+,6+0.H矩$*+,6+0.H8.8+*6& ;]%优化的自适
应>O;的端到端故障诊断模型&以频域信号作为模型输
入&用于从旋转机械中提取深层代表特征&同时识别轴承
故障的类型和程度’ S(1*R等*EE+提出了一种基于深度信
念网的特征提取的新型模拟电路初始故障诊断方法’ 在
诊断方案中&深度信念网被用于从测量的时间响应中提
取特征&其中使用粒子群算法优化深度信念网的学习率&
然后利用 49]的对不同的初始故障类进行分类’
]1*I12等*EL+基于深度信念网&开发了一种用于核电站的
热电偶的在线故障检测和分类方法’ Y/ 等*!%+将深度波
尔兹曼机和多粒度扫描森林算法相结合&应用于基于大
数据的工业故障诊断新方法’ 佘博等*E$+提出一种基于
深度卷积变分自编码网络 $ I++< 5.*H.2/6).* H10)16).*12
1/6.+*5.I+0*+6U.0D& >’9Pi;% 的特征提取方法&利用频
谱数据训练深度神经网络&能减少特征提取对人工经验
的依赖和信息的损失&在网络中加入了变化的噪声和调
整学习率&使得网络隐层提取判别性的故障特征&能满足
多故障和变工况的诊断’ 利用自吸式离心泵数据和西储
大学轴承数据进行分析验证&实验结果表明&所提方法能
更准确(更稳定地识别传动部件的各种故障&具有较强的
泛化能力’

综上所述&基于自动提取数据特征的端对端学习模
型&开发出了很多自动从原始数据中进行特征学习的设
备健康管理模型&技术日渐成熟’

A9深度学习在故障诊断方面的应用

某种意义上说&数据驱动的故障诊断本质上属于模
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式识别范畴*L"+ &基于提取的设备状态数据特征&对故障
类型进行分类识别’ 这也是深度学习在 aY]领域中应
用最多的环节’ 在统计的 %"" 余篇文献中&不同类型的
故障的分类识别占据了主导地位’ 通常利用深度学习模
型的特征提取优势&在深度学习模型最后一层&连接一个
分类器如 4.3681h(随机森林(49]等’ 以自编码器(深度
波尔曼兹机(深度信念网(卷积神经网络(循环神经网络(
深度多层感知器和深度残差网络为代表的深度模型&正
迅速被应用于设备故障诊断&并在此基础上开发出了各
种变种’

为了提高故障识别精度&一些优化算法被引入深度
学习模型&优化模型参数’ ]1等*L&+基于判别深度信念
网络$I),50)8)*16)H+I++< V+2)+3*+6U.0D,& >>O;%和蚁群
优化$1*65.2.*T.<6)8)W16).*& P’?%算法&开发出的新方
法被用于预测机器的健康状态!>>O;结合深度信念网
络的优势和反向传播策略的判别能力&通过多层堆叠受
限波尔兹曼机进行贪婪的层层训练&在将特征从高维空
间降维到低维空间时可以很好地保留信息)将 P’?引入
>>O;进行参数优化’ 通过优化&>>O;模型的结构在
没有先验知识的情况下自动确定&并且性能得到增强’
4(1.等*L%+提出了一种新的带局部线性嵌入的连续深信
念网络方法&用于滚动轴承故障检测’ 首先&基于局部线
性嵌入定义新的综合特征指数&以量化滚动轴承性能退
化趋势’ 其次&基于一系列经过训练的连续受限玻尔兹
曼机构建连续深度信念网络 $5.*6)*/./,I++< V+2)+3
*+6U.0D& ’>O;%来模拟振动信号’ 最后&利用遗传算法
$R+*+6)512R.0)6(8& P̂%优化连续深度置信网络的关键参
数&以适应信号特征’ 除此之外&文献*LMFL@+的工作都
利用了优化算法对模型参数进行优化’

A=:9域自适应故障诊断深度学习模型

在早期研究中&并没有考虑域自适应问题’ 通常训
练模型用的数据和测试用数据分布在同一工况下’ 数据
分布处于同域中&尽管开发出的这些深度学习模型&在故
障分类识别精度上可以高达 $$!&但是实际意义并不大’
因为在实际操作中&设备的工作条件不一致&信号采集方
法不同&工作载荷也不同&导致训练数据与测试数据存在
不一致问题&从而带来了较低的诊断精度’

由历史数据得到的故障诊断模型如何延拓&才能保
证中长期故障诊断的准确性&一些研究者已经着手解决
类似问题’ 域自适应$I.81)* 1I1<6)H+& >P%技术就是解
决路线之一&目的是通过学习在多个不同领域数据集中
隐藏的不变知识来减少多个领域之间的差异’ 迁移学习
技术是深具潜力的>P技术之一’ 迁移学习专门针对传
统机器学习要求基于同分布假设&需要大量标注数据的
缺陷&解决实际工作中数据分布差异&标注数据过期问
题&充分利用之前标注好的数据$已有知识%&保证在新

的任务上的模型精度’ 文献*LEF$%+分别将迁移学习技
术引入到了故障诊断领域’

图 &&所示为O)*等*LE+提出的基于特征的迁移学习
故障诊断框架 $3+16/0+FV1,+I 601*,3+0*+/012*+6U.0D&
KN;;%&并应用于滚动轴承智能故障诊断&将实验室机器
中使用的轴承数据包含的故障知识&迁移到实际机器中
的轴承故障诊断’ 包括 ! 个步骤!域划分(特征提取(域
自适应和故障识别’ 采集的数据域被分为源于和目标
域&源域包含有标记的样本以提供诊断知识&而目标域中
的未标记样本通过从源域获得的诊断知识进行分类’ 在
特征提取方面&卷积神经网络被用来从源域和目标域的
数据中提取可转移的特征’ 在此基础上&提出了多层域
自适应和伪标记学习的正则化条件&对卷积神经网络的
参数施加约束&以减小学习到的可转移特征的分布差异
和类间距离’ 首先用一种称为最大平均差异$81h)8/8
8+1* I),50+<1*5T&]]>%的非参数距离度量来度量学习
到的可转移特征的分布差异)然后&将所测得的可传递
特征的分布差异作为向后传播的优化目标&对非线性
特征映射的参数进行训练&最大限度地减小学习到的
可转移特征的分布差异&从而获得具有较小的跨域差
异的特征’ 在故障识别中&利用领域共享分类器&对目
标域中的未标记样本进行正确的分类’ 通过两个实例
验证了 KN;;模型的有效性&即利用实验室使用的电机
轴承和变速箱轴承的数据来识别机车轴承的健康状
态’ 结果表明&在实际情况下&当没有标记数据时&
KN;;模型能够识别真实环境下运行的轴承的健康状
态’ 此外&与其他方法相比&该方法具有更高的分类精
度和更好的传输性能’

此外&文献*$MF$A&@&+还展示了其他的域自适应模
型’ 但是这些方法更多的还停留在实验验证中’ 为了模
拟跨域环境&往往通过改变转速和荷载来模拟各种工况&
用P工况的数据来训练模型&用 O工况的数据来测试
模型’
A=;9数据不平衡故障诊断深度学习模型

一般情况下&深度学习模型的成功很大程度上归因
于海量有标记的数据&在实际情况下&装备在大部分运行
阶段处于正常工作状态&在运行过程中很少发生故障’
由于工作条件的复杂性&对监测数据进行标注需要花费
大量的时间和经费’ 因此&不同健康状况下的数据样本
呈长尾分布&即正常状态的数据样本丰富&而有故障的数
据样本相对稀少’ 数据样本的不平衡分布迫使故障诊断
模型偏向大多数健康状况’ 由此衍生了数据不平衡
问题’

生成对抗性网络 $R+*+016)H+1IH+0,10)12*+6U.0D,&
P̂;4%已被证明能够产生与真实数据相似的人工数据&
并成功地应用于各种图像生成任务中&成为一种有用的
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图 &&#基于特征的迁移学习故障诊断框架
K)R=&&#K+16/0+FV1,+I 601*,3+02+10*)*R31/26

I)1R*.,),3018+U.0D

数据增强工具’ P̂;4 的原理如图 &% 所示&由一个生成
模型$R+*+016.0%和一个判别模型$I),50)8)*16.0%构成’ 生
成模型捕捉真实数据样本的潜在分布&并生成新的数据
样本& 它的目的就是使得自己造样本的能力尽可能强&
强到判别网络没法判断生成的样本是真样本还是假样
本) 判别模型是一个二分类器&判别输入是真实数据还
是生成的样本’ 生成器和判别器二者进行博弈&优化过
程是一个极小极大博弈问题&优化目标是达到纳什均衡&
二者都可以采用深度神经网络’ 为了解决数据不平衡问
题&一些研究者尝试用生成对抗性网络生成故障样本&扩
大样本的大小’ 文献*$@F$$+和*M"+将对抗学习技术引
入&分别构造了不同的深度学习模型’

Y1*等*$@+采用卷积神经网络构造生成器和判别器&
开发一种对抗深度学习框架&比较研究两种机械故障数
据集的模型&证明了该方法的适用性和优越性)‘1*R
等*$E+提出了一种将生成对抗性网络和堆栈去噪自动编
码器$,615D+I I+*.),)*R1/6.+*5.I+0&4>Pi%相结合的故

图 &%#生成对抗网络原理
K)R=&%#45(+816)5.3̂ P;

障诊断方法&具有良好的抗噪声能力&应用于行星变速箱
故障诊断&在小样本情况下具有较好的故障诊断性能’
4(1.等*$L+也采用卷积神经网络构造生成器和判别器&对
生成样本质量的统计特性进行评估&并利用感应电机振
动信号数据集验证了该框架的有效性’ Q)/ 等*M"+提出了
一种对抗性自动编码器&并应用于滚动轴承故障诊断’
该方法在环境噪声和电机负载变化时具有良好的性能和
较高的聚类指标&具有较强的鲁棒性’

除了采用对抗学习来改善样本分布状况外&‘1*R
等*$E+针对化工故障诊断中的数据不平衡问题&提出了一
种改进型的深度神经网络&被称之为 7*50+8+*612F7]>;;
$)*50+8+*612)8V121*5+8.I)3)+I I++< *+/012*+6U.0D%& 采
用了动态增量学习策略&以促进对数据流不平衡的故障
诊断’ 该模型的主要贡献如下!&% 为将不平衡数据问题
转化为平衡分类问题&将主动学习和过采用方法相结合&
改进故障样本的选择和生成方案&动态优化样本生成过
程)%%采用增量模型实现了不平衡数据中的原始知识的
传递&进一步简化了复杂的学习任务’ 7*50+8+*612F
7]>;;模型的流程框架如图 &M 所示’ 图 &M 中 7]F
4]?Ni算法的核心思想是对于少数类样本 #& 随机选择
一个最近邻的样本(& 然后从 # 与 (的连线上随机选取
一个点-作为新的少数类样本&通过增加少数类样本&达
到数据平衡)动态反馈主动学习策略是从诊断模型的角
度挖掘出信息最丰富的样本&并与7]F4]?Ni相结合&进
一步提高数据集质量)所使用的 >;;模型为 4P>i模
型&进行数据特征提取)增量学习的>;;模型动机如下!
在运行过程中&会有新的故障不断产生&为了适应故障模
式的动态增加&>;;模型进行增量学习&K’]$3/WWT
’F8+1*,%技术被用来实现 >;;模型的增量学习’ 与传
统的在静态数据基础上静态学习的模型相比&此模型继
承现有知识和网络层次结构&通过故障的相似性来扩展
诊断模型&适应诊断场景的动态变化’ 该模型被基于伊
斯曼过程$N+**+,,++i1,681* <0.5+,,&Nia%仿真平台产
生的数据集进行了验证&在化学不平衡数据分类方面&具
有显著优势&优于传统的技术方法’
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图 &M#7*50+8+*612F7]>;;模型流程
K)R=&M#K2.U5(106.3)*50+8+*612F7]>;;8.I+2

在上述解决数据不平衡问题方案之外&-)1等*&"&+提
出了一种用于机械故障不平衡分类的深度归一化卷积神
经网络$>;’;;%框架&以解决机械健康状况的不平衡分
布问题’ 在该框架下&采用关系图和权值归一化策略构
造归一化层&改进训练过程&并针对不平衡分类问题提出
了加权最大损失法’ 利用 M个不同不平衡度的轴承数据
集对所提出的 >;’;;进行了验证’ 分类结果表明&
>;’;;不仅比常用的 ’;;学习更好的特征&而且更有
效地解决了不平衡的分类问题’ S(1*R等*LM+提出了一种
用于不平衡分类的进化成本敏感 $+H.2/6).*10T5.,6F
,+*,)6)H+%的深度置信网络$i’4F>O;%’ i’4F>O;使用
自适应差分进化来优化错误分类&将评估测量$即 ^均
值%结合到目标函数中’ 在 AL个基准数据集和实际数据
集上明显优于其他竞争技术’ i’4F>O;可以通过一些
在线学习策略进一步扩展到在线不平衡分类问题’ 所提
出的方法也可以应用于其他深度学习模型’

R9深度学习在故障预测的应用

具有故障预测功能&是aY]系统与传统设备诊断方
法最大的不同点’ 与针对已有故障现象进行诊断得故障
诊断相比&故障预测指的是利用已有的知识&采用预测推
理的方法对可能发生的故障做出判断*L"+ ’ 故障预测与
故障模式的特性有关&就其实现难度来说&对可能发生的
故障预测要高于对已有故障现象进行诊断&尤其是针对
突变类故障&现有方法还很难预测’ 数据驱动的故障预
测技术&利用已掌握的系统故障知识&对运行期间的状态
动态特性数据进行实时监测&将实际运行状态同历史数

据(相关模型相结合&利用预测方法预计一定时间之后的
参数和性能变化趋势’ 最终准确(快速地提供故障预测
信息’ 因此&对可能发生的故障预测内容包括*&"%+ !对于
无故障征兆的情况&根据总体寿命期望值对装备的剩余
寿命预测$0+81)*)*R/,+3/22)3+<0.R*.,6)5,& GbQ%进行预
测&即退化趋势的预测)对于有故障征兆的情况&通过分
析系统内部关系来确定影响因素和容易导致的故障’

剩余寿命预测是深度学习在故障预测领域的应用重
心’ 卷积神经网络(深度信念网(循环神经网络等深度学
习模型已经被用于设备的剩余寿命预测’ P2FI/21)8)
等*&"M+提出了一个混合深度神经网络模型$ (TV0)I I++<
*+/012*+6U.0D& Y>;;%&如图 &! 所示&用于商用航空发
动机的剩余使用寿命预测’ ’;;和长短时记忆神经网
络$2.*R,(.06F6+088+8.0T*+/012*+6U.0D& Q4N]%是构成
Y>;;模型的两个基本模型’ 输入数据分别由两条路径
并行提取特征!一条路径是经由Q4N]网络提取&由 M 个
Q4N]分别叠加而成&前两层Q4N]由 M% 个单元构成&后
一个Q4N]由 @!个单元构成&专注于时序列特征特征提
取’ 另一条路径是经由’;;提取空间特征&由 M 个卷积
层和两个池化层组成&最后通过 M层全连接层&对上述两
条路径提取的特征进行融合&来形成剩余寿命预测目标’
同 !个其他模型相比较&在’F]Pa44 数据的寿命预测方
面&具有显著优势’

图 &!#Y>;;网络框架
K)R=&!#K018+U.0D .3Y>;;

S(1*R等*L@+提出了一种多目标优化的深度信念集成
网 络 $ 8/26).VC+56)H+ I++< V+2)+3*+6U.0D,+*,+8V2+&
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]?>O;i%模型’ 该模型中&采用对比散度算法和 Oa相
结合的传统训练技术逐层贪婪训练 >O;’ 优化 >O;模
型参数包括>O;隐藏层的神经元个数(网络连接权值以
及学习率’ 以>O;模型预测准确性和 >O;模型学习的
多样性为优化目标’ 多目标进化算法被用来优化 >O;
模型’ 最后将通过多目标进化后选择的多个最优 >O;
模型相结合&建立一个集成 >O;模型&用于装备的寿命
预测’ 集成模型中&每一个>O;的权重系数通过差分进
化算法进行了优化’ 美国宇航局商用模块化航空推进系
统仿真数据$’F]Pa44F>161%被用来进行测试验证该模
型’ 实验结果显示&经过优化集成 >O;模型性能大幅
提高’

-1,.*等*L!+开发的 >O;FK;;算法各自利用了 >O;
的学习能力和反馈神经网络$3++IV15D *+/012*+6U.0D,&
K;;%的预测能力优势’ 首先训练 >O;网络&然后用训
练好的>O;网络权值初始化 K;;网络权重&再采用 Oa
算法训练K;;网络’ 该模型被用于;P4P 2̂+** 螺旋锥
齿轮测试设备的预测剩余寿命’ Q)1.等*!A+提出了一种
改进的带正则化项的受限玻尔兹曼机&用于旋转机械的
寿命预测&其正则化项试图最大限度地提高输出特征的
趋势性’ S(1.等*!L+提出了基于局部特征的循环神经网
络 $ 2.5123+16/0+FV1,+I R16+I 0+5/00+*6/*)6*+6U.0D,&
QK̂Gb%&并用于刀具磨损预测(齿轮箱故障诊断和轴承
早期故障检测’ S(1*R等*A"+采用长短时记忆$2.*R,(.06F
6+088+8.0T&Q4N]% 循环神经网络 $0+5/00+*6*+/012
*+6U.0D&G;;%学习锂离子电池容量退化之间的长期依赖
关系’ 采用弹性均方反向传播方法对 Q4N]神经网络进
行自适应优化&并采用漏出技术对其进行寻优过度拟合
的问题’ 所开发的Q4N]G;;能够捕获退化能力之间潜
在的长期依赖关系&并构造一个显式的面向能力的 GbQ
预测器’ ’(+*等*A&+也以 ’F]Pa44 数据为研究对象&开
发了一种基于 Ĝb网络和核主成分分析法 $ D+0*+2
<0)*5)<2+5.8<.*+*61*12T,),& \a’P%的剩余使用寿命预
测模型&该模型包括两个阶段!&%将核主元分析$\a’P%
应用于非线性特征提取)%%利用新开发的被称之为门控
递归单元的递归神经网络对GbQ进行估计’

对于有一定故障征兆的情况&对其故障预测本质上
仍然是一个模式识别问题&适用于故障诊断的深度学习
模型&同样适用于运行中装备的故障预测’ 在风机齿轮
带断裂故障预测的研究中&曹渝昆等*&"!+提出一种基于
Q4N]深度学习神经网络的故障预测方法&并应用基于
某风电厂实际运行数据集的故障预测&能够有效提高风
机齿轮带断裂故障预测的精度’ ‘/ 等*&"A+利用普通
Q4N]神经网络&在复杂的操作工况(模型退化(强噪声等
情况下&充分利用长短时记忆能力& 提出了一种动态差
分技术&从原始健康监测数据中提取新的特征&应用于飞

机涡扇发动机健康监测’ ?2)H)+0等*&"@+将深度学习模型
应用于旋转机械的红外线视频状态监控中&在机械故障
检测和油位预测的工作中&能够非常准确地检测旋转机
械中的多个工况’

在有一定故障征兆的情况下对故障的预测&深度学
习算法是一个强有力的工具&然而在突变类故障预测方
面&还未见有深度学习的应用&无论是采用传统的方法还
是深度学习算法&这都是一个具有挑战性的工作&有待研
究者在未来的工作中来解决’

a9深度学习在复杂系统健康管理中的应用

面向复杂装备系统的健康管理是 aY]系统面临的
主要挑战’ 尽管以齿轮箱和滚动轴承为代表的旋转机械
为应用对象的研究居多&但是一些研究者已经开始将深
度学习应用于风力涡轮机(航空动力系统(化工过程控制
等代表的复杂系统健康管理’ 除此之外&在水下推进器(
数据不完整的废水处理(电源系统(光伏阵列等领域也能
见到深度学习技术的应用’

对于复杂系统健康管理的研究者来说&健康信息的
获取一直是困扰’ 美国宇航局商用模块化航空推进系统
仿真数据$’F]Pa44F>161%为aY]技术在航空系统领域
的应用提供了研究基础’ 在该领域的研究中&前文所述
的P2)等*&"M+ (S(1*R等*L@+以及 ’(+* 等*A&+研究团队&以
’F]Pa44数据为研究对象&在航空发动机寿命预测方面
开发出具有优异的性能模型’ M 个团队开发的模型都属
于混合模型&证明了混合模型是故障诊断和预测的一个
重要发展趋势’ P2)等*&"M+开发的 Y>;;模型特点是将
Q4N]和 ’;;并行提取的特征相融合&在由几种工作条
件和故障模式组成的复杂数据集上有优势&在处理高附
加噪声率$低信噪比值%方面还需要提高)S(1*R等*L@+开
发的多目标进化集成学习方法$]?>O;i%& 将多目标进
化优化算法引入对>O;模型进行参数优化后&集成多个
最优>O;模型&这为未来的研究者挖掘单一的深度学习
模型潜力提供了一个很好的思路’ ’(+* 等*A&+开发的两
阶段模型&在训练时间和预测精度上均优于 Q4N]&能够
为复杂系统的非线性恶化过程提供更好的 GbQ预测’ M
种方案都具有代表性&为非线性退化过程的 GbQ预测提
供了一个有效的的解决途径’

在复杂的工业过程控制领域&依据实际化工反应过
程&美国 i1,681* 化学公司开发了具有开放性和挑战性
的化工模型仿真平台555Nia仿真平台&其产生的数据
具有时变(强耦合和非线性特征&已广泛用于测试复杂工
业过程的控制和故障诊断模型’ Y/ 等*!%+提出了一种新
的基于大数据的工业故障诊断方法&将深度波尔兹曼机
$>O]%与多粒度级联森林$8/26)FR01)*+I ,51**)*R3.0+,6%
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相结合&有效地处理工业故障诊断’ 在该模型中包括 M
个阶段!&%>O]首先被用来将原始数据转换成二进制的
特征数据)%%通过多粒度扫描算法进一步进行特征提取&
多粒度扫描其实是引用了类似’;;的一个滑动窗口&提
取的特征与原始特征向量相比&变换后的特征向量具有
更高的维数和更广的特征表示)M%采用级联森$51,51I+
3.0+,6%算法&经过多个森林多层级联得出预测结果’ 该
算法被应用于 Nia故障诊断数据集的分类问题&并同
49]& GK和\;;M个经典的浅层模型相比&具有明显优
势’ 和>O;算法相比较&也有非常强的竞争力’ 在训练
时间方面&所提出的方法是介于GK和 >O;之间’ 图 &M
所示的7*50+8+*612F7]>;;模型&也是专门针对化工过程
中的数据不平衡问题提供了解决方案’ 此外&‘/ 等*&"E+

将卷积神经网络应用于化工过程故障诊断&也基于 Nia
数据集进行了验证’

风力涡轮机也属于典型的复杂系统’ 调查的 %"" 余
篇文献中&有约 &" 篇文献是关于风电系统的故障诊断’
Q+)等*&"L+提出了一种基于端对端的Q4N]故障诊断框架
模型&直接从多变量时间序列数据中学习特征并捕获长
期依赖关系’ 该模型应用在风力涡轮机的故障诊断中&
能够有效地从原始时间序列信号中进行故障分类&并且
有良好的鲁棒性’ -)1*R等*&"$+针对风力发电机的变速箱
振动信号固有的多尺度特性&提出了一种新的多尺度卷
积神经网络 $8/26),512+5.*H.2/6).*12*+/012*+6U.0D,&
]4’;;%结构&用于同时进行多尺度特征提取和分类’
’(+*R等*M&+提出了一种基于电机转子电流信号分析的风
力发电机传动系变速箱故障诊断方法&构建了由堆叠式
自动编码器和支持向量机组成的深层结构&在双馈异步
发电机风力发电机传动系试验台上验证了该方法的有效
性’ S(1.等*&$+提出了一种基于深度自动编码器的风电
机组运行监控深度学习模型’ 在实际运行中&由于风速
的剧烈变化和扰动&计算出的检测指标总是具有极强分
布&容易引起误报’ 针对该问题&文献*&$+提出了一种
由极值理论确定的自适应阈值&并将其作为异常判断的
准则’ 该方法不仅可以实现故障分量的早期预警&而且
可以利用深度自动编码器残差推断出故障分量的物理位
置’ 最后&通过对某风电机组部件故障实例的分析&验证
了该方法的有效性’

在其它复杂装备系统健康管理研究中& 1̂.等*E!+针
对飞机燃油系统&将经典的深信念网络和量子启发神经
网络结合&开发了一种改进的深度量子神经网络&用于飞
机燃油系统故障诊断’ \)等*&&"+在半导体制造过程的故
障检测与分类$K>’%领域&对传感器信号对制造结果的
预测进行了研究&提出了一种卷积神经网络模型&利用多
变量传感器信号沿时间轴滑动的接收场提取故障特征&
使第一卷积层的输出与原始数据的结构意义相关联&从

而能够定位表示进程故障的变量和时间信息’ 在一个化
学气相沉积过程的实验中进行了验证’ ‘1*R等*&A+提出
了一种基于多传感器数据融合和瓶颈层优化卷积神经网
络&应用于离心泵的故障诊断’ Y1* 等*@L+提出了一种将
时空模式网络与卷积神经网络相结合的新诊断框架&应
用于复杂系统&形成了适应不同工况和不同故障严重程
度的自适应分类’ Q)等*&&&+结合卷积神经网络在特征提
取和自编器分类方面的强大能力&提出了一种混合故障
诊断模型&对脱丙烷精馏过程进行了实例研究’ J1*
等*&&%+提出了设备心电图的概念&开发了一种基于去噪自
动编码器和回归运算的工业设备剩余使用寿命预测算
法’ ‘1*R等*&&M+利用变分自编码器建立了一个不确定非
线性过程的监测框架& 应用于工业造纸机故障诊断’ 在
约束条件下&所学习的潜在变量相互独立’ 该方法提供
了隐变量和残差的密度估计’ 利用密度函数设计合适的
监测指标’

b9评价与讨论

b=:9优势和不足

随着社会的自动化和技术效率的提高&在工业 !:"
背景开展的智能制造&实施更有效的健康监测维护变得
非常重要’ 浏览近年数百篇关于深度学习方法在 aY]
领域的应用&确实提供了足够令人信服的结果&这使其更
具吸引力’

与传统的机器学习方法相比&深度学习模型因为深
层次的体系结构&逐层学习有用特征的学习方式&可以自
动发现大型数据集中蕴含的故障模式特征&从而实现自
动学习特征&不需要专门的特征提取器’ 在故障诊断与
预测的精度方面&要优于 \;;(贝叶斯网络(支持向量机
和传统人工神经网络为代表的经典方法’ 在某些应用场
景&支持向量机和传统人工神经网络的故障诊断与预测
精度能够达到与深度学习模型相当的精度&但是在噪声
环境下的鲁棒性方面&深度学习模型要优于前者’ 除此
之外&传统人工神经网络容易陷入梯度爆炸和过拟合陷
阱&深度学习模型可以有效避免类似问题’ 但是在计算
速度方面&由于深度学习模型的计算复杂性高于支持向
量机和传统人工神经网络&训练的时间方面要多于后者’
深度学习模型本质上是从传统的神经网络发展起来&与
传统的神经网络类似&深度学习模型被视为"黑匣子#&
因此在学习到的特征的物理意义不如 \;;和贝叶斯网
络’ 由于深度学习模型的训练需要大量的数据&因此在
训练样本方面&深度需要海量样本数据&如何应对小样本
情况&这是未来深度学习模型在 aY]领域需要面对的
问题’

就自编码器(深度波尔曼兹机(深度信念网(卷积神
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经网络和循环神经网络代表的几种深度学习模型来看&
卷积神经网络具备强大的特征学习能力&适合多维数据
的特征提取&在故障模式特征学习方面具备优势&但是计
算复杂度较高&就训练时间来看&深度信念网和自编码器
家族又优于卷积神经网络家族)深度信念网和深度波尔
曼兹机都是基于受限波尔曼兹机发展起来的’ 受限波尔
曼兹机本身可视为一种深度学习模型&擅长处理无标签
数据&可以从输入提取重要特征&在降维方面比 a’P更
有效’ 深度信念网擅长处理一维数据&特征学习能力强&
能够稳定的从原始数据中学习到故障特征)深度波尔曼
兹机可以作为很好的生成模型&所有层的参数可以联合
优化&保留了模糊输入包含的不确定信息&较深度信念网
而言&训练时间要慢一些)自编码器简单&易于实现&可多
层堆叠&为无监督学习’ 为了更丰富的特征信息表示&自
编码器易于修改&基于自编码器&开发出来很多种变种模
型&是aY]领域应用最多的深度学习模型之一’ 缺点是
每一层都需要被贪婪地训练&要求大量的训练数据&无法
确定学习到的特征是否是相关的)循环神经网络及其变
种因为其在时序列数据处理方面的优势&在故障部件的
剩余寿命预测方面应用最多’

关于在故障诊断和预测中普遍存在不确定性问题&
在笔者调查的文献中&针对用于训练模型的数据$源域%
和在运行环境中实现故障诊断和预测的目标域数据分布
不一致问题&领域自适应$>P%技术已经被引入深度学习
模型&用来解决或缓解数据的不稳定性问题’ 引入了生
成性对抗性网络的深度对抗学习模型和引入了迁移学习
的深度迁移学习模型&在解决源域和目标域数据分布一
致的问题上卓有成效’ 除此之外&为了应对复杂工况&提
高模型泛化能力&加强局部特征学习(采用优化算法对模
型参数进行优化(改进数据预处理技术(多模态数据融
合(以及多种模型混合集成等技术路线不断融入深度学
习框架&有力提升了模型的泛化能效’ 随着各种技术的
引入&不可避免会增加模型的计算复杂性’ 关于不确定
性问题的研究&已经有很多工作存在&模糊神经网络为此
类问题提供了一定解决方案’ 在具体应用中深度学习模
型在如何避免神经网络类在该类问题中存在的缺陷&还
需要进一步深入研究’
b=;9未来的发展方向

围绕深度学习模型&在这一领域有几个未来的发展
方向’

&%开发泛化能力强的模型’ 大多数应用都是在实验
环境下采集数据’ 实际情况要复杂得多&不确定性因素
也很多’ 由历史数据训练获得故障预测与诊断模型如何
延拓&才能保证中长期故障预测与诊断的准确性&是当前
面临的一大挑战’ 为了提高模型的泛化能力&迁移学习
技术已经被引入&分别构造了不同的域自适应深度学习

模型&在训练数据上也尽可能模拟不同工况&然而针对实
际运用&模型的泛化能力仍然有待加强’

%%为数据不平衡(数据不完整问题提供有效解决方
案’ 装备系统在大部分运行阶段处于正常工作状态&在
运行过程中很少发生故障’ 因此&设备故障的数据样本
比正常情况下的数据样本更难以采集’ 因此&不同健康
状况下的数据样本呈长尾分布&即正常状态的数据样本
丰富&而含有故障的数据样本相对稀少’ 数据样本的不
平衡分布迫使故障诊断模型偏向大多数健康状况’ 针对
类似问题&文献*$@F$$+和*M"+将对抗学习技术引入&分
别构造了不同的深度学习模型&还有其他少量文献
$*&""F&"&+和*LM+%尝试解决&结合实际应用&还需要加
强研究’

M%开发针对小样本的深度学习模型’ 一般意义上&
深度学习模型的训练需要海量数据’ 然而&实际运行的
复杂装备系统的健康信息的获取&并不是一件很轻松的
事情’ 由于历史原因&存在的样本数据往往偏少甚至没
有&而运行中的设备&大部分运行时间都处于正常工作状
态&可以采集到的故障样本数据也是少量’ 如何针对小
样本&开发出相应的深度学习模型&在笔者调查的文献
中&没有针对此问题进行专门研究&是难点&但无法回避’

!%基于深度学习模型的 aY]技术的工程化’ ?4PF
’O]体系结构对aY]技术工程化具有指导意义’ 随着
各种新技术(新算法的应用&aY]系统所需的各种资源
也是不断更新和完善的&应采用怎样的系统结构以适应
这一要求也是需要解决的’ 目前基于深度学习模型的
aY]技术&更多还是停留在实验环境下进行验证&少有
应用在真正的工程应用中&对算法的复杂度&架构的训练
所需的时间(计算能力和可能的处理成本缺乏考虑&将深
度学习模型应用于运行环境中的设备故障预测与健康管
理&当属未来发展方向’

c9结99论

本文对设备健康管理深度学习的相关研究进行了综
述&从文献回顾中认识到&在系统健康监测中应用深度学
习体系结构的兴趣越来越大’ 深度学习已经是设备智能
健康管理领域的研究热点&尤其是在中国范围内&有超过
@"所机构的研究团队在开展相关研究工作&应用在包括
旋转机械在内的 !%个以上的领域’ 自编码器(深度波尔
曼兹机(深度信念网(卷积神经网络和循环神经网络(深
度多层感知器(深度残差网络等深度学习架构都已经广
泛应用于设备健康管理&并基于不同的应用开发出来新
的深度学习架构’ 自动提取数据特征的端对端学习模型
已取得显著成功&域自适应技术被用来解决或缓解数据
的不稳定性问题&迁移学习和生成对抗网络已经被用来
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解决域自适应问题&并取得一定进展&研究者们开始尝试
开发解决数据不平衡问题的深度学习模型’ 针对不确定
性问题(模型的泛化能力问题&尽管已经在尝试解决&但
仍然有很大的空间’ 本文介绍了业界的一些需求和最新
进展&但作者无法完整评估这些方法的有效性’ 尽管如
此&相信深度学习目前仍然是设备智能健康管理领域的
学术前沿方向’
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* A +# î?KKGiJi=Y& 47]?;?& JiiF‘YJiNYi=P31,6
2+10*)*R12R.0)6(83.0I++< V+2)+3*+6,& ;+/012’.8</6&
%""@& &L $E%!&A%EF&AA!=

* @ +#-7PK& Qi7J &̂ Q7;-& +612=>++< *+/012*+6U.0D,! 1
<0.8),)*R 6..23.0 31/265(10156+0),6)5 8)*)*R 1*I
)*6+22)R+*6I)1R*.,),.30.616)*R815()*+0TU)6( 81,,)H+

I161& ]+5(=4T,6=4)R*12a0.5+,,&%"&@& E%FEM! M"MFM&A=
* E +#任浩& 屈剑锋& 柴毅&等=深度学习在故障诊断领域中

的研究现状与挑战*-+=控制与决策& %"&E& M%$L%!

&M!AF&MAL=
Gi;Y& fb-K& ’YP7J& +612=>++< 2+10*)*R3.031/26
I)1R*.,),! N(+,616+.36(+1061*I 5(122+*R+*-+=’.*60.2

1*I >+5),).*&%"&E& M%$L%! &M!AF&MAL=
* L +#蒋觉义&李墦& 曾照洋=故障预测与健康管理标准体

系研究*-+=测控技术&%"&M&M%$&&%!&F$=

-7P;̂ -J& Q7K& Si;̂ SYJ=G+,+105( .* ,61*I10I
105()6+56/0+.3<0.R*.,6)5,1*I (+126( 81*1R+8+*6*-+=
]+1,/0+8+*61*I ’.*60.2N+5(*.2.RT& %"&M& M%$&&%!

&F$=
* $ +#孙强&岳继光=基于不确定性的故障预测方法综

述*-+=控制与决策& %"&!& %$$A%!E@$FEEL=

4b;f& Jbi- =̂G+H)+U.* 31/26<0.R*.,6)58+6(.I,
V1,+I .* /*5+061)*6T*-+=’.*60.21*I >+5),).*& %"&!&

%$$A%! E@$FEEL=

*&"+#王少萍=大型飞机机载系统预测与健康管理关键技

术*-+=航空学报& %"&!& MA$@%!&!A$F&!E%=

‘P;̂ 4Ya=a0.R*.,6)5,1*I (+126( 81*1R+8+*6D+T

6+5(*.2.RT.31)0501361)0V.0*+,T,6+8*-+=P561P+0.F

*1/6)51 +6P,60.*1/6)51 4)*)51& %"&!& MA $ @ %!

&!A$F&!E%=
*&&+#’Yi;SYf& Q7’Y& Gi;{F97;7’7?4=̂ +10V.h31/26

)I+*6)3)516).* 1*I 521,,)3)516).* U)6( 5.*H.2/6).*12*+/012

*+6U.0D,*-+=4(.5D 1*I 9)V016).*& %"&A& %"&A $ %%!

&F&"=

*&%+#Q?;̂ ‘& Q7P;̂ &̂ Q7eJ& +612=P-.)*6+I 4)R*12

P*12T,),1*I ’.*H.2/6).*12;+/012;+6U.0D ]+6(.I 3.0

K1/26>)1R*.,),* ’+= A&,6’7Ga ’.*3+0+*5+ .*

]1*/3156/0)*R4T,6+8,& %"&L&E%!&"L!F&"LE=

*&M+#Q?;̂ ‘&Q7eJ&Q7P;̂ &̂+612=P*+U5.*H.2/6).*12
*+/012 *+6U.0DFV1,+I I161FI0)H+* 31/26 I)1R*.,),

8+6(.I *-+= 7iii N01*,156).*, .* 7*I/,60)12

i2+560.*)5,& %"&L& @A$E%! A$$"FA$$L=

*&!+#SYbSY J& ai;̂ ^ Q& ’Yi; J Y& +612=P

5.*H.2/6).*12*+/012*+6U.0D V1,+I .* 151<,/2+*+6U.0D

U)6( ,60.*RR+*+012)W16).* 3.0V+10)*R31/26I)1R*.,),*-+=

;+/0.5.8</6)*R& %"&$& M%M!@%FEA=

*&A+#‘P;̂ Y f& Q74Y& 4?;̂ QJ& +612=P *.H+2

5.*H.2/6).*12*+/012*+6U.0D V1,+I 31/260+5.R*)6).*
8+6(.I H)1)81R+3/,).* .38/26)H)V016).* ,)R*12,*-+=

’.8</6+0,)* 7*I/,60T& %"&$& &"A! &L%F&$"=

*&@+#’Yi;SYf& >i;̂ 4Y’& ’Yi;e>& +612=>++<

*+/012*+6U.0D,FV1,+I 0.22)*RV+10)*R31/26I)1R*.,),*-+=

])50.+2+560.*)5,G+2)1V)2)6T& %"&E& EA!M%EFMMM=

*&E+#’Yi;SYf&’Yi;e>&Q7’Y&+612=9)V016).*FV1,+I

R+10V.h31/26I)1R*.,),/,)*RI++< *+/012*+6U.0D,*-+=

-./0*12.39)V0.+*R)*++0)*R& %"&E& &$ $!% !%!EAF%!$@=
*&L+#4Yi;’Yf& f7J]& ‘P;̂ -& +612=P* 1/6.816)5

1*I 0.V/,63+16/0+,2+10*)*R8+6(.I 3.00.616)*R815()*+0T

31/26I)1R*.,),V1,+I .* 5.*60156)H+1/6.+*5.I+0*-+=

i*R)*++0)*RP<<2)516).*,.3P06)3)5)127*6+22)R+*5+& %"&L&

E@!&E"F&L!=

*&$+#SYP?Y 4Y& Q7bY Y& Yb‘ -& +612=P*.812T

I+6+56).* 1*I 31/261*12T,),.3U)*I 6/0V)*+5.8<.*+*6,

V1,+I .* I++< 2+10*)*R*+6U.0D*-+=G+*+U1V2+i*+0RT&

%"&L& &%E! L%AFLM!=
*%"+#‘P;̂ -G& Q74Y]& P;SY& +612=O165(F*.0812)W+I



%%%## 仪#器#仪#表#学#报 第 ! " 卷

I++< *+/012*+6U.0D,3.015()+H)*R31,6)*6+22)R+*631/26
I)1R*.,),.3815()*+,*-+=;+/0.5.8</6)*R& %"&$& M%$!

AMF@A=

*%&+#Gi;Q& 4b;Jf& ’b7-& +612=O+10)*R0+81)*)*R

/,+3/22)3+<0+I)56).* V1,+I .* I++< 1/6.+*5.I+01*I I++<

*+/012*+6U.0D,*-+=-./0*12.3]1*/3156/0)*R4T,6+8,&

%"&L& !L!E&FEE=

*%%+#SYP;̂ 4YY& 4b;SYSY&Q?;̂ -J&+612=>T*18)5

5.*I)6).* 8.*)6.0)*R3.0M><0)*6+0,VT/,)*R+00.03/,).*
.38/26)<2+,<10,+1/6.F+*5.I+0,*-+=’.8</6+0,)*

7*I/,60T& %"&$& &"A! &@!F&E@=

*%M+#]P4& ’YbKQ=i*,+8V2+I++< 2+10*)*RFV1,+I 31/26

I)1R*.,),.30.6.0V+10)*R,T,6+8,*-+=’.8</6+0,)*

7*I/,60T& %"&$& &"A! &!MF&A%=

*%!+# P̂?SY& ]P’O& Qb?J &̂ +612=7]P(+126( ,616+

+H12/16).* /,)*RI++< 3+16/0+2+10*)*RU)6( X/1*6/8

*+/012*+6U.0D*-+=i*R)*++0)*RP<<2)516).*,.3P06)3)5)12

7*6+22)R+*5+& %"&L& E@! &&$F&%$=
*%A+#PY]i>Y?P&‘?;̂ ]Q>& ;P;>7P\=7*6+22)R+*6

5.*I)6).* 8.*)6.0)*R8+6(.I 3.0V+10)*R31/26,30.8()R(2T

5.8<0+,,+I 8+1,/0+8+*6,/,)*R,<10,+.H+0F5.8<2+6+

3+16/0+,*-+=]+5(1*)5124T,6+8,1*I 4)R*12a0.5+,,)*R&

%"&L& $$! !A$F!EE=

*%@+#4YP?Y>& -7P;̂ Y\& Q7ef& +612=7*6+22)R+*631/26

I)1R*.,),.30.22)*RV+10)*R/,)*RI++< U1H+2+61/6.F

+*5.I+0U)6( +h60+8+2+10*)*R815()*+*-+=\*.U2+IR+F

O1,+I 4T,6+8,& %"&L& &!"!&F&!=
*%E+#ebQ& ’P?]J& 4?;̂ OJ& +612=?<+*F5)05/)631/26

I)1R*.,),.3<.U+00+56)3)+0/,)*R,<10,+1/6.+*5.I+0

V1,+I I++< *+/012*+6U.0D*-+=;+/0.5.8</6)*R& %"&L&

M&&!&F&"=

*%L+#KP;eb&N4ia‘&N4iQJ&+612=G.22+0V+10)*R31/26

I)1R*.,),/,)*R,615D+I I+*.),)*R1/6.+*5.I+0)* I++<

2+10*)*R1*I R16( – R+H152/,6+0)*R12R.0)6(8 U)6(./6

<0)*5)<125.8<.*+*61*12T,),1*I I16121V+2*-+=P<<2)+I
4.36’.8</6)*R-./0*12& %"&L& EM!L$LF$&M=

*%$+#Q7J& ’Yi;̂ &̂ Q7b’Y& +612=46/IT.* <21*+610T

R+10 31/26 I)1R*.,), V1,+I .* H10)16).*12 8.I+

I+5.8<.,)6).* 1*I I++< *+/012 *+6U.0D, * -+=

]+1,/0+8+*6& %"&L& &M"!$!F&"!=

*M"+#Q7bY& SY?b-SY& ebJY& +612=b*,/<+0H),+I 31/26

I)1R*.,),.30.22)*RV+10F)*R,/,)*R1I++< *+/012*+6U.0D

V1,+I .* R+*+016)H+ 1IH+0,10)12 *+6U.0D, * -+=

;+/0.5.8</6)*R& %"&L& M&A! !&%F!%!=
*M&+#’Yi;̂ KSY& ‘P;̂ -& fbQJ& +612=G.6.0F5/00+*6F

V1,+I 31/26I)1R*.,),3.0>K7̂ U)*I 6/0V)*+I0)H+601)*
R+10V.h+, /,)*R 30+X/+*5T 1*12T,), 1*I 1 I++<

521,,)3)+0*-+= 7iii N01*,156).*, .* 7*I/,60T

P<<2)516).*,& %"&L& A!$%%! &"@%F&"E&=

*M%+#4b;->& JP;’YY& ‘i;-N& +612=7*6+22)R+*6

V+10)*R31/26I)1R*.,),8+6(.I 5.8V)*)*R5.8<0+,,+I I161

15X/),)6).* 1*I I++< 2+10*)*R*-+=7iiiN01*,156).*,.*

7*,60/8+*616).* 1*I ]+1,/0+8+*6& %"&L& @E $ & %!

&LAF&$A=
*MM+#-7PK& Qi7J &̂ b̂? Q& +612=P *+/012*+6U.0D

5.*,60/56+I VTI++< 2+10*)*R6+5(*)X/+1*I )6,1<<2)516).*

6. )*6+22)R+*6 31/26 I)1R*.,), .3 815()*+,* -+=

;+/0.5.8</6)*R& %"&L& %E%!@&$F@%L=

*M!+#SYP;̂ JJ& Q7eJ& P̂?Q& +612=P*+U,/V,+6

V1,+I I++< 3+16/0+2+10*)*R8+6(.I 3.0)*6+22)R+*631/26

I)1R*.,), .3 V+10)*R* -+= ih<+06 4T,6+8, ‘)6(

P<<2)516).*,& %"&L& &&"!&%AF&!%=

*MA+#4YP?Y>& -7P;̂ Y\&SYP?Y‘& +612=P*.H+2
I++< 1/6.+*5.I+03+16/0+2+10*)*R8+6(.I 3.00.616)*R

815()*+0T31/26I)1R*.,),*-+=]+5(1*)5124T,6+8,1*I

4)R*12a0.5+,,)*R& %"&E& $A! &LEF%"!=

*M@+#]i;̂ S& SYP;eJ& Q7-& +612=P* +*(1*5+8+*6

I+*.),)*R 1/6.+*5.I+0 3.0 0.22)*R V+10)*R 31/26

I)1R*.,),*-+=]+1,/0+8+*6& %"&L& &M"!!!LF!A!=

*ME+#SYP;̂ JJ& Q7eJ& P̂?Q& +612=78V121*5+I I161

31/26I)1R*.,),.30.616)*R815()*+0T/,)*R,T*6(+6)5

.H+0,18<2)*R1*I 3+16/0+ 2+10*)*R* -+=-./0*12.3
]1*/3156/0)*R4T,6+8,& %"&L& !L!M!FA"=

*ML+#‘i;Q& P̂?Q& Q7eJ& +612=P*+UI++< 601*,3+0

2+10*)*R V1,+I .* ,<10,+ 1/6.F+*5.I+0 3.0 31/26

I)1R*.,),*-+=7iiiN01*,156).*,.* 4T,6+8,& ]1*& 1*I

’TV+0*+6)5,! 4T,6+8,& %"&$& !$$&%!&M@F&!!=

*M$+#f7J]& 4Yi;’Yf& ‘P;̂ >& +612=4615D+I ,<10,+

1/6.+*5.I+0FV1,+I I++< *+6U.0D 3.031/26I)1R*.,),.3

0.616)*R815()*+0T*-+=7iiiP55+,,& %"&E& A!&A"@@F
&A"E$=

*!"+#袁莉芬& 宁暑光& 何 怡 刚& 等=基 于 改 进 4PiF

4?KN]Pe的模拟电路故障诊断方法*-+=电子测量与

仪器学报& %"&L& M%$E%!M@F!A=

JbP;QK&;7;̂ 4Y &̂YiJ &̂+612=K1/26I)1R*.,),

8+6(.I 3.01*12.R5)05/)6V1,+I .* )8<0.H+I 4PiF

4?KN]Pe*-+=-./0*12.3i2+560.*)5]+1,/0+8+*61*I

7*,60/8+*616).*& %"&L& M% $E%!M@F!A=

*!&+#蒋爱国& 符培伦& 谷明& 等=基于多模态堆叠自动编码
器的感应电机故障诊断*-+=电子测量与仪器学报&



#第 $期 陈志强 等!深度学习在设备故障预测与健康管理中的应用 %%M##

%"&L& M%$L%!&EF%M=
-7P;̂ P &̂ KbaQ& b̂]& +612=7*I/56).* 8.6.031/26

I)1R*.,),V1,+I .* 8/26)8.I12,615D+I 1/6.F+*5.I+0*-+=

-./0*12.3i2+560.*)5]+1,/0+8+*61*I 7*,60/8+*616).*&

%"&L& M%$L%!&EF%M=

*!%+#Yb^SY& Q7YK& e7PJf& +612=PI++< O.26W81**

815()*+1*I 8/26)FR01)*+I ,51**)*R3.0+,6+*,+8V2+

5.221V.016)H+8+6(.I 1*I )6,1<<2)516).* 6.)*I/,60)1231/26

I)1R*.,),*-+=’.8</6+0,)* 7*I/,60T& %"&L& &""!
%LEF%$@=

*!M+#Q7’Y& Gi;iF97;7’7?4& Ĝ?9iGS& +612=̂ +10V.h
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