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摘　 要:迁移学习作为一种解决领域间分布差异的有效技术,近年来在故障诊断领域得到了越来越多的关注。 然而,现有的旋

转机械故障诊断方法在迁移学习过程中,通常未能充分考虑不同样本对诊断结果的影响。 此外,传统的边缘分布对齐方法在减

小源域与目标域数据之间分布差异方面的效果也不够理想,在很大程度上限制了迁移学习方法在实际应用中的有效性。 针对

以上问题,提出一种基于动态校准与联合分布对齐的旋转机械跨工况故障诊断方法。 首先,该方法构建动态校准残差网络

(DCRN)作为特征提取层,该层通过设计动态校准结构,根据不同样本的权重进行调整,增强网络的特征表达能力;其次,设计

域自适应层并提出一种新的联合分布对齐机制(JDAM),该机制在进行特征对齐时,充分考虑了源域与目标域数据之间的边缘

分布差异和条件分布差异,使得网络模型在源域上学习到的知识可以有效迁移到目标域上,从而显著提升目标任务的性能;最
后使用 I-Softmax 函数优化分类器,使网络能够更好地识别不同状态的故障。 使用美国凯斯西储大学轴承数据集、MFS 轴承数

据集与滚轴齿轮数据集进行实验验证,在跨工况与变噪声条件下,所提方法的平均准确率分别为 96. 50% 、96. 87% 和 94. 72% ,
表明所提方法具有较高的故障诊断准确率和良好的泛化能力。
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Abstract:Transfer
 

learning,
 

as
 

an
 

effective
 

technique
 

to
 

address
 

distributional
 

differences
 

between
 

domains,
 

has
 

received
 

increasing
 

interest
 

in
 

the
 

field
 

of
 

fault
 

diagnosis
 

in
 

recent
 

years.
 

However,
 

the
 

existing
 

rotating
 

machinery
 

fault
 

diagnosis
 

methods
 

usually
 

fail
 

to
 

adequately
 

consider
 

the
 

impact
 

of
 

different
 

samples
 

on
 

the
 

diagnostic
 

results
 

during
 

the
 

transfer
 

learning
 

process.
 

In
 

addition,
 

the
 

traditional
 

edge
 

distribution
 

alignment
 

method
 

is
 

not
 

effective
 

enough
 

in
 

reducing
 

the
 

distribution
 

differences
 

between
 

source
 

and
 

target
 

domains
 

data,
 

which
 

largely
 

limits
 

the
 

practical
 

effectiveness
 

of
 

transfer
 

learning
 

methods.
 

Aiming
 

at
 

the
 

above
 

problems,
 

a
 

rolling
 

bearing
 

fault
 

diagnosis
 

method
 

based
 

on
 

dynamic
 

calibration
 

and
 

joint
 

distribution
 

alignment
 

is
 

proposed.
 

Firstly,
 

the
 

dynamically
 

calibrated
 

residual
 

network
 

(DCRN)
 

is
 

constructed
 

as
 

the
 

feature
 

extraction
 

layer,
 

which
 

enhances
 

the
 

feature
 

expression
 

capability
 

of
 

the
 

network
 

by
 

designing
 

a
 

dynamic
 

calibration
 

structure
 

and
 

adjusting
 

the
 

weights
 

according
 

to
 

different
 

samples.
 

Secondly,
 

the
 

domain
 

adaptive
 

layer
 

is
 

designed
 

and
 

a
 

new
 

joint
 

distribution
 

alignment
 

mechanism
 

( JDAM )
 

is
 

proposed.
 

This
 

mechanism
 

gives
 

full
 

consideration
 

to
 

the
 

edge
 

distribution
 

differences
 

and
 

condition
 

distribution
 

differences
 

between
 

the
 

data
 

of
 

the
 

source
 

and
 

target
 

domains
 

during
 

feature
 

alignment,
 

enabling
 

the
 

effective
 

transfer
 

of
 

knowledge
 

learned
 

in
 

the
 

source
 

domain
 

to
 

the
 

target
 

domain
 

and
 

significantly
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improving
 

the
 

performance
 

of
 

the
 

target
 

task.
 

Finally,
 

the
 

I-Softmax
 

function
 

is
 

used
 

to
 

optimize
 

the
 

classifier,
 

allowing
 

the
 

network
 

to
 

better
 

identify
 

the
 

faults
 

in
 

different
 

states.
 

Experimental
 

validation
 

was
 

given
 

using
 

the
 

Case
 

Western
 

Reserve
 

University
 

bearing
 

dataset,
 

the
 

MFS
 

Bearing
 

dataset
 

and
 

the
 

roller
 

gear
 

dataset.
 

Under
 

cross-domain
 

and
 

variable
 

noise
 

conditions,
 

the
 

proposed
 

method
 

achieved
 

average
 

accuracies
 

of
 

96. 50% ,
 

96. 87% ,
 

and
 

94. 72% ,
 

respectively,
 

demonstrating
 

high
 

fault
 

diagnosis
 

accuracy
 

and
 

good
 

generalization
 

capability.
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0　 引　 　 言

　 　 滚动轴承与齿轮是大型旋转机械设备的重要组成部

分[1-2] ,在实际工业中,应用范围广泛且使用条件苛刻,导
致它们成为旋转机械设备中最容易发生故障的零部件。
据不完全统计,旋转机械设备的故障中约有 30% ~ 40%
是由滚动轴承与齿轮引起的[3-4] 。 因此,为了确保旋转机

械设备的正常运行和企业的安全生产,对这些零部件的

运行状态进行及时有效的诊断十分必要。
传统的旋转机械故障诊断方法由于受到人工选择特

征的限制,在进行诊断任务时存在极大的不确定性[5-6] 。
而深度学习方法可以从原始数据中自适应地提取故障特

征,克服了传统方法依赖人工先验知识的局限,取得了较

好的诊断效果[7-8] 。 赵小强等[9] 通过设计多尺度非对称

卷积模块和胶囊全连接层,在实现最大化提取特征的同

时减少特征信息在空间上的丢失,有效提高了诊断准确

率。 梁浩鹏等[10] 提出一种小样本下的旋转机械故障诊

断方法, 该方法利用格拉姆角差场 ( Gramian
 

angular
 

difference
 

field,
 

GADF) 变换将一维信号编码为二维图

像,并通过数据增强策略扩充样本,然后设计了位置注意

力机制 ( positional
 

attention
 

module,
 

PAM ), 最后建立

PAM-Resnet 网络模型完成故障诊断。 上述方法虽然取

得了令人满意的诊断效果,但是它们都是建立在有标记

数据的前提下,而在实际工业生产过程中,想要获得有标

记的数据是十分困难的。 因此,如何在无标记数据的情

况下获得较好的故障诊断效果十分重要。
迁移学习通过学习源域数据的知识,将其迁移到目

标域任务中,能够解决无标记数据下旋转机械的故障诊

断问题[11] 。 王进花等[12] 提出一种多域适应神经网络的

故障诊断方法,利用小波包分解和重构对原始信号进行

处理, 并使 用 多 核 最 大 均 值 差 异 算 法 ( multi
 

kernel
 

maxinum
 

mean
 

discrepancies,
 

MK-MMD)对输入特征值进

行差异计算,完成无标签数据的故障诊断。 朱朋等[13] 利

用连续小波变换将一维信号转化为二维特征图,并提出

残差通道注意力弱共享网络模型提取故障特征,使用局

部最 大 均 值 差 异 ( local
 

maximum
 

mean
 

discrepancy,
 

LMMD)匹配源域和目标域的分布差异,在变转速下取得

了较好的诊断效果。 以上方法在解决无标签数据问题上

均有不错的表现,但是它们并没有考虑不同样本对诊断

效果的影响,而且均采用单一的度量函数匹配源域和目

标域的差异,限制了模型在无标记数据下的故障诊断

能力。
因此,为了解决不同样本对诊断效果的影响以及单

一度量函数不能很好地匹配源域和目标域差异的问题,
本文提出一种基于动态校准与联合分布对齐机制的旋转

机械跨工况故障诊断方法。 首先构建动态校准残差网络

(dynamically
 

calibrated
 

residual
 

network,
 

DCRN),利用动

态校准结构获取不同样本的权重,提高网络的特征提取

能力,然后设计域自适应层并提出一种联合分布对齐机

制(joint
 

distribution
 

alignment
 

mechanism,
 

JDAM),从边缘

分布差异和条件分布差异两方面进行考量,有效减小源

域和目标域数据之间的差异,增强网络在目标任务上的

性能。 最后使用 I-Softmax 代替 Softmax 进行分类输出,
提升网络的故障识别能力。 使用美国凯斯西储大学轴承

数据集、MFS 轴承数据集和滚轴齿轮数据集进行实验验

证,结果表明,所提方法在跨工况条件下具有很强的故障

识别能力和良好的泛化能力。

1　 相关理论

1. 1　 问题描述

　 　 基于深度学习的旋转机械故障诊断方法能够从振动

信号中自适应地提取故障特征,避免了人工选择特征的

局限,从而取得较好的诊断效果。 但是这种方法大多建

立在拥有足量标记的数据之上,在实际工业生产过程中,
想要获取足量有标记的故障数据非常困难,因此在无标

记数据的情况下,基于深度学习的故障诊断方法无法有

效完成故障识别。 而迁移学习通过学习有标记的源域数

据,将学习到的知识迁移到未标记的目标域任务上,能够

有效解决未标记数据的故障诊断问题。
假如有一个带标签的源域数据集 ψs = {Xs,Ys},Xs 表

示源域的样本数据,Ys 表示源域样本对应的标签,一个无

标签的目标域数据集 φ t = {X t},X t 表示目标域的样本数

据,源域和目标域数据对应的概率分布分别为 Pψ(x,y)
和 Pφ(x,y),且 Pψ(x,y) ≠ Pφ(x,y), 迁移学习的目的是

利用特征提取器学习到的源域数据知识,将其迁移到目

标域任务上,提高目标域的分类精度。 由于源域数据和
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目标域数据的概率分布不同,需要通过域自适应方法来

尽可能地缩小源域和目标域数据的分布差异,而后通过

反向传播,最小化联合损失函数,以此来完成故障诊断。
域自适应过程的示意图如图 1 所示。

图 1　 域自适应过程

Fig. 1　 Domain
 

adaptive
 

process

1. 2　 边缘分布对齐

　 　 为了减少源域和目标域之间的分布差异,需要相应

的测试统计量来衡量分布差异,最常用的统计量是最大

均值差异( MMD) [14] ,然而该统计量并未考虑源域和目

标域之间的边缘分布差异,不能捕捉到细粒度信息,导致

迁移效果较差,因此,本文引入 LMMD[15] 来衡量源域和

目标域之间的边缘分布差异,LMMD 的数学表达式为:

Lc =
1
C ∑

C

c = 1
∑
xsi∈ψs

wsc
i γ(xs

i) - ∑
xtj∈φt

w tc
j γ(x t

j)
2

H
(1)

式中: wsc
i 和 w tc

j 表示属于类别 c的 xs
i 和 x t

j 的权重;C 表示

故障类别的个数; · 2
H 表示再生希尔伯特空间。

源域数据拥有标签, 因此属于类别 c的权重 wsc
i 可以

通过源域标签的独热编码来计算,然而目标域数据没有

标签,无法直接进行计算,因此本文通过伪标签策略来计

算 w tc
j , 分为如下两步:
1)将目标域的输出特征向量通过 Softmax 函数生成

伪标签 y tc
j , 其数学表达式为:

y tc
j =

y ic

∑
(xi,yi)∈(ψ,φ)

y ic

(2)

2)利用伪标签 y tc
j 计算目标域中每个样本属于类别 c

的权重 w tc
j 。

这样就可以得到目标域数据的权重,进而计算出源

域数据与目标域数据之间的边缘分布差异。

2　 基于动态校准和联合分布对齐的故障诊
断方法

2. 1　 动态校准残差块

　 　 在使用域自适应方法解决旋转机械故障诊断问题

时,通常使用差异度量函数来调整源域与目标域之间的

分布差异,以此来提高故障诊断的性能。 但是源域和目

标域的各个样本之间均存在差异,它们对网络的性能都

存在或大或小的影响,而现有方法大多只考虑源域和目

标域数据之间的差异,而忽略了两域中每个样本对网络

性能的影响。 为此,本文提出一种动态校准结构,以此来

动态平衡各样本的权重,使网络更好地学习故障特征。
动态校准的结构如图 2 所示。

图 2　 动态校准结构

Fig. 2　 Structure
 

of
 

dynamic
 

calibration

假设输入为 X,其大小为 C × H, 首先通过一个平均

池化层、两个线性层、一个 ReLU 层和一个 Softmax 层,得
到动态矩阵 τ i, 过程如下:

τ i = fsoftmax(ε( fReLU(ε(δ(X))))) (3)
式中: δ(·) 表示平均池化层;ε(·) 表示线性层;

 

fReLU(·)
表示 ReLU 激活函数;

 

fsoftmax(·) 表示 Softmax 层。
然后,使用一个 1×1 的卷积核对输入 X 进行卷积操

作,获取静态矩阵 w i,将动态矩阵 τ i 和静态矩阵 w i 进行

线性组合,得到动态调整矩阵 Wd(x) 为:

Wd(x) = ∑
C

i = 1
τ i·w i (4)

最后使用一个 3×3 的卷积核对输入 X 进行特征提

取,得到静态卷积核矩阵 Ws(x)。 动态矩阵 τ i 可以看作

是动态调整矩阵在相应权重子空间中的投影,而这些投

影依赖于输入样本,因此,静态卷积核矩阵 w i 和动态调

整矩阵 τ i 的线性组合形成了动态校准结构的动态权重

W(x) 为:
W(x) = Ws(x) + Wd(x) (5)
在动态校准结构的基础上,本文设计了动态校准残

差块( dynamically
 

calibrated
 

residual
 

block,
 

DCRB),其结

构如图 3 所示,其主要由两个动态校准结构、两个池化层

和一条跳跃连接线构成。
2. 2　 DCRN 网络结构

　 　 为了有效提高故障诊断的分类精度,本文使用卷积

层和 DCRB 来构建 DCRN 网络。 使用卷积层的目的在于
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图 3　 动态校准残差块结构

Fig. 3　 Structure
 

of
 

the
 

dynamic
 

calibration
 

residual
 

block

调整特征信息的通道数,促进各通道之间信息的交互。
为了确定最佳的网络结构,本文从分类精度、收敛批次和

模型损失 3 个指标出发,通过设置卷积层的数量 n 和

DCRB 的数量 m 来确定网络的结构,结果如表 1 所示。

表 1　 结构数量对分类性能的影响

Table
 

1　 Effect
 

of
 

number
 

of
 

structures
 

on
 

classification
 

performance

指标 n=m= 1 n=m= 2 n=m= 3

分类精度 / % 100 100 99. 58

收敛批次 160 61 92

模型损失 0. 083
 

2 0. 002
 

2 0. 013
 

9

　 　 从表 1 可以看出,在 n=m = 1 和 n =m = 2 时,模型的

分类精度均达到 100% ,但是在 n = m = 1 时,其收敛速度

和模型损失均高于 n=m= 2,这可能是因为 n=m = 1 时模

型较为简单,导致模型无法快速捕捉到数据中的复杂关

系;当 n=m= 3 时,分类精度为 99. 58% ,虽然收敛速度和

模型损失低于 n = m = 1,但是高于 n = m = 2,这可能是

n=m= 3 时模型较为复杂,出现了过拟合现象,导致分类

精度下降。 因此,本文最终选择卷积层和 DCRB 的数量

均为 2,DCRN 的结构如图 4 所示。

图 4　 动态校准残差网络结构

Fig. 4　 Structure
 

of
 

dynamic
 

calibration
 

residual
 

network

2. 3　 联合分布对齐机制

　 　 在现有的迁移学习故障诊断方法中,绝大部分都是

在分类层利用差异度量函数进行源域和目标域的分布对

齐,而忽略了中间特征的分布对齐,因此,本文提出一种

联合分布对齐机制来缩小源域和目标域数据之间的特征

差异,从而获得更好的分类效果。 联合分布对齐机制主

要由两部分组成:边缘分布对齐和条件分布对齐。 其中

本文利用 LMMD 度量函数缩小源域和目标域中间向量

的边缘分布差异,而对于源域和目标域输出向量的条件

分布对齐,本文提出一种新的度量函数:条件均值差异函

数 CDA。
假如源域和目标域分别有 c 个类别,首先将源域和

目标域的输出向量划分为 c 个类别, 其中源域类别为

{ s1,…,sc},目标域类别为{ t1,…,tc}。
然后对于每个类别,通过 MMD 来计算源域和目标

域相同类别间的差异值,MMD 的平方被定义为:

MMD2( si,t i) = 1
n2
s
∑
ns

i = 1
∑

ns

j = 1
K(S i,S j) +

1
n2
t
∑

nt

i = 1
∑

nt

j = 1
K(T i,T j) - 2

nsn t
∑
ns

i = 1
∑

nt

j = 1
K(S i,T j) (6)

式中: ns 和 n t 分别表示源域的样本数量和目标域的样本

数量;K(·,·) 表示高斯核函数。
最后将 c 个类别的 MMD 值进行平均作为条件均值

差异的损失值,过程表达式为:

Lcda = 1
c ∑

c

i = 0
MMD i( si,t i) (7)

本文将边缘分布差异和条件分布差异进行线性结

合,构成联合分布对齐机制,充分减小源域和目标域数据

间的分布差异。 联合分布对齐机制的表达式为:
LJDAM = α·L lmmd + β·Lcda (8)

式中: L lmmd 表示源域和目标域数据中间特征向量的

LMMD 损失; Lcda 表示源域和目标域输出向量的 CDA 损

失; α 和 β 分别为边缘分布系数和条件分布系数。
因此本文所提网络模型的损失函数由两部分组成。
1)源域和目标域的分类损失 Lc 。
2)源域和目标域数据间的联合分布对齐损失

LJDAM。
则最终的损失函数为:
L total = Lc + LJDAM = Lc + α·L lmmd + β·Lcda (9)

2. 4　 I-Softmax 函数

　 　 在多分类任务中,故障数据经过特征提取后通常会

通过 Softmax 函数对各类故障进行分类,然而,Softmax 函

数由于概率偏差、忽略类别间关系等问题导致分类效果

有限。 Quan 等[16] 提出了 I-Softmax 函数,通过引入角度

处理的方式对 Softmax 进行优化,其数学表达式为:
Ly =

- 1
n ∑

n

i = 1
log

eF
i(c) / m-k

eF
i(c) / m-k + ∑

j≠c
eF

i( j)( ) , F i(c) > 0

- 1
n ∑

n

i = 1
log

emF
i(c) -k

emF
i(c) -k + ∑

j≠c
eF

i( j)( ) , F i(c) ≤ 0

ì

î

í

ï
ï
ïï

ï
ï
ï

(10)
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式中: Fi 表示特征提取器输出的特征向量;Fi(c) 和 Fi(j)
分别表示与输入信息和其他元素的标签索引所对应的第 c
个元素; n 表示特征向量的数量;k 和m 为控制决策边界的

超参数。 当 m= 1 和 k= 0 时,I-Softmax 就等于 Softmax。
Softmax 的输出可以通过余弦相似性分解为角度和

幅度分量:
F i(c) = WT

c Z
i = ‖Wc‖·‖Z i‖·cos θ c (11)

式中: Z i 表示倒数第 2 个全连接层的特征向量;Wc 表示

最后两个全连接层之间第 c 个权重向量;θ ∈ [ - π, π]
表示 Wc 和 Z i 之间的夹角。

在多分类任务中,假如有 [0,1,2,…,i,…,c] 个类

别,某个样本特征为 Z,若要使 Z 归属为 i 类, 则 Softmax

损失必须满足式(12)。
WT

i Z > WT
j Z (12)

然而,Softmax 不能保持严格的决策边界,影响了它

的紧致性和可分性,因此,为了使 I-Softmax 获得更好的

决策边界,必须满足式(13)。
WT

i Z > WT
i Z / m - k > WT

j Z, WT
i Z > 0

WT
i Z > WT

i Zhm - k > WT
j Z, WT

i Z ≤ 0{ (13)

显然,I-Softmax 损失比 Softmax 损失对类别 i 具有更

严格的决策标准,能够更好的实现类别归属。
2. 5　 网络框架

　 　 本文所提方法的网络框架如图 5 所示。

图 5　 网络框架

Fig. 5　 Network
 

framework

　 　 源域数据和目标域数据首先通过特征提取层得到源

域和目标域的中间特征向量;然后将源域和目标域的中

间特征向量输入到域自适应层中得到源域和目标域的对

应输出,并使用目标域的输出获取目标域的伪标签,进一

步利用 LMMD 和 CDA 分别计算源域和目标域数据的边

缘分布对齐损失和条件分布对齐损失,并与源域和目标

域的分类损失联合形成整个模型的总损失;最后通过反

向传播更新网络参数,完成目标域的故障诊断。
本文所提方法的网络结构参数如表 2 所示。

表 2　 结构参数

Table
 

2　 Structural
 

parameters

结构名称 卷积核 步长 通道数 输出

特征提取层

域自适应层

分类层

卷积层 1 3 2 16 (16,1
 

024)

DCRB1 3、3 2、2 16 (16,256)

卷积层 2 3 2 64 (64,128)

DCRB2 3、3 2、2 64 (64,32)

平均池化层 - - - 64

全连接层 1 - - - 16

全连接层 2 - - - 4

I-Softmax - - - 4

3　 实验验证

3. 1　 超参数设置

　 　 在超参数设置中,主要考虑的超参数为边缘分布系

数和条件分布系数,本文从分类精度和收敛批次两个指

标出发,经过多次实验,发现当边缘分布系数和条件分布

系数分别为 0. 1 和 0. 5 时,所提方法的准确率最高,因此

本文将边缘分布系数和条件分布系数设置为 0. 1 和 0. 5。
在训练过程中,本文使用 Adam 优化算法进行反向传播,
更新网络参数,其中 Adam 算法的初始学习率为 0. 000 1,
衰减率为 0. 9,每批训练样本设置为 256,迭代批次为

500,本文所有的实验数据均为重复 5 次相应实验的平

均值。
3. 2　 数据处理

　 　 为了方便比较源域数据和目标域数据之间的差异,
本文对源域数据和目标域数据进行 Z-score 归一化[17] 处

理。 Z-score 归一化可以将数据映射到相同尺度上,不会

因为某些数值的取值范围比其它数据大而导致不必要的

偏差,这种标准化的方式也可以帮助保留数据的统计特

征,有利于保持数据内在结构的原始状态。 Z-score 归一
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化过程为:

Xnorm =
X - Xmean

σ
(14)

式中: Xnorm 为归一化后的数据;X 为原始数据;Xmean 为原

始数据的平均值;σ 为原始数据的标准差。
3. 3　 对比方法

　 　 为了验证所提方法的优越性,本文选用与跨工况迁

移学习相关的对比方法,分别为 DAN[18] 、MSDAM[19] 和

CNN-DA[20] 。 其中 DAN 采用卷积神经网络进行特征征

取,并使用多核 MMD 来减小源域与目标域数据间的差

异;MSDAM 搭建多尺度卷积神经网络捕获具有细粒度信

息的多尺度特征,然后使用 LMMD 来完成子域的适配,
削弱不同工况下同类故障的差异;CNN-DA 在卷积神经

网络的首尾添加通道注意力机制来动态分配不同通道的

权重,使用多核 MMD 减小两域之间的差异,完成跨工况

故障诊断。
3. 4　 美国凯斯西储大学轴承数据集

　 　 美国凯斯西储大学轴承数据集的试验台如图 6 所

示,该试验台主要由电动机、扭矩传感器、电子控制器和

功率测试计组成。 实验的轴承型号为 SKF6205,采样频

率为 12 和 48
 

kHz,采集了负载为 0、1、2 和 3
 

HP(1
 

HP≈
0. 746

 

kW)4 种工况下的轴承数据,每种工况下,本文选

取 4 种轴承状态进行实验,分别为正常状态( NF)、滚动

体故障(RF)、内圈故障(IF)和外圈故障( OF),每种状态

的样本数为 150,每个样本的样本点为 2
 

048。 以其中一

种工况为源域数据,其余 3 种工况为目标域数据,按照

7 ∶ 3的比例划分训练集和测试集。 具体的划分情况如

表 3 所示。

图 6　 凯斯西储大学数据集试验台

Fig. 6　 Data
 

set
 

test
 

bed
 

for
 

Case
 

Western
 

Reserve
 

University

1)
 

噪声环境下跨工况实验结果及分析

在实际工业过程中,旋转机械经常受到噪声的干扰,
因此,为了模拟真实的工业运行环境,本文在原始信号中

分别加入信噪比(signal-to-noise
 

ratio,
 

SNR)为 0、-2、-4、
-6 和-8

 

dB 的高斯白噪声,原始信号和加入不同噪声的

波形如图 7 所示。 由图 7 可知,随着信噪比的减小,波形

　 　 　 　 表 3　 凯斯西储大学数据集详细划分

Table
 

3　 Detailed
 

division
 

of
 

Case
 

Western
 

Reserve
 

University
 

dataset

数据集
转速

/ ( r·min-1 )
采样频率

/ kHz
负载

/ HP
轴承状

态类型

训练样本 / 测
试样本

A 1
 

797 12 0 NF、RF、IF、OF 420 / 180

B 1
 

772 12 1 NF、RF、IF、OF 420 / 180

C 1
 

750 12 2 NF、RF、IF、OF 420 / 180

D 1
 

730 12 3 NF、RF、IF、OF 420 / 180

图的幅值波动增大,也就是说,信噪比越小,噪声对原始

信号的干扰越大。

图 7　 原始信号和加入不同噪声的波形

Fig. 7　 Waveforms
 

of
 

the
 

original
 

signal
 

and
 

the
 

addition
 

of
 

different
 

noises

为了验证所提方法在跨工况条件下的优越性,实验

使用美国凯斯西储大学轴承数据集进行实验,以-4、-6
和-8

 

dB 下的数据为实验数据,以一种工况为源域数据,
其余 3 种工况为目标域数据,共 12 组迁移任务,其中 A-B
表示以数据集 A 为源域数据,数据集 B 为目标域数据进

行迁移,其他任务编号类似。 本文方法的实验结果如

图 8 所示。
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图 8　 不同噪声下所提方法的跨工况故障诊断结果

Fig. 8　 Cross-case
 

fault
 

diagnosis
 

results
 

of
 

the
 

proposed
 

method
 

under
 

different
 

noises

　 　 由图 8 可知,在-8
 

dB 的强噪声条件下,所提方法在

所有迁移任务中的故障诊断准确率均超过 90% ,其平均

准确率达到 91. 77% 。 随着噪声的减弱,各种迁移任务的

准确率开始上升,在-6 和-4
 

dB 时,所提方法的准确率

分别为 96. 50%和 99. 57% ,表明本文方法在强噪声条件

下进行跨工况迁移任务具有较强的故障诊断能力。
为了有效说明所提方法的先进性,本文以-6

 

dB 条

件下的故障数据进行 12 组迁移实验,并与 3 种方法进行

对比,其结果如图 9 所示。
从图 9 可以看出,在 SNR = -6

 

dB 时,DAN、MSDAM、
CNN-DA 和本文所提方法的平均准确率分别为 78. 31% 、
95. 39% 、95. 03%和 96. 50% 。 DAN 由于特征提取网络简

单,而故障信号受到强噪声的干扰,它无法从复杂信号中

提取有效的故障特征,所以 DAN 在噪声环境下跨工况诊

断效果较差;MSDAM 和 CNN-DA 分别利用多尺度残差神

经网络和带通道注意力的卷积神经网络进行特征提取,
较一般卷积神经网络而言,更容易从复杂信号中提取故

障信息,而且这两种方法分别使用 LMMD 和 MK-MMD 来

弱化源域和目标域之间的分布差异,可以有效提高故障

　 　 　 　

图 9　 不同方法的故障诊断结果

Fig. 9　 Fault
 

diagnosis
 

results
 

of
 

different
 

methods

诊断效果;本文所提方法使用动态校准结构对输入的不

同样本进行重新加权,并使用联合分布对齐机制平衡源

域和目标域之间的差异,因此在跨工况条件下能有效提

高诊断准确性。

2)
 

混淆矩阵实验结果及分析

为了进一步验证所提方法的故障诊断能力,实验选

取-8、-6、-4 和-2
 

dB 下的 A-B 迁移任务,使用混淆矩阵

对所提方法的诊断结果进行可视化,结果如图 10 所示。

图 10　 不同噪声下所提方法的故障诊断结果

Fig. 10　 Fault
 

diagnosis
 

results
 

of
 

the
 

proposed
 

method
 

under
 

different
 

noises
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　 　 由图 10 可知,当 SNR = - 8
 

dB 时,由于噪声干扰较

大,4 类故障中仅有 OF 状态分类完全正确,其余 3 种轴

承状态均出现不同程度的误分现象,故障诊断准确率为

91. 67% 。 随着信噪比的增加,噪声对原始信号的干扰效

果减 弱, 所 提 方 法 的 故 障 诊 断 准 确 率 逐 渐 提 高,
在 SNR= -6

 

dB 和 SNR= -4
 

dB 时,故障诊断准确率分别

为 97. 78%和 99. 44% 。 特别地,当 SNR = -2
 

dB 时,4 类

状态被完全识别,准确率达到 100% ,表明所提方法具有

较强的故障诊断能力。
3)

 

消融实验

为了验证所提方法各部分的性能,实验设置了 4 种

网络结构,分别为 Letnet5-JDAM、 DCRN-LMMD、 DCRN-
CDA 和 DCRN。 其中 Letnet5-JDAM 使用 Letnet5 网络代

替 DCRN 网络进行特征提取,并使用 JDAM 进行联合分

布对齐;DCRN-LMMD 仅使用 LMMD 进行边缘分布对齐;
DCRN-CDA 仅使用 CDA 进行条件分布对齐;DCRN 只使

用 DCRN 网络进行特征提取,不进行任何的分布对齐。
本文选用 C-B 迁移任务进行实验,实验结果如表 4 所示。

表 4　 不同网络结构的故障诊断效果

Table
 

4　 Fault
 

diagnosis
 

effect
 

of
 

different
 

network
 

structures

不同方法
准确率 / %

-8
 

dB -6
 

dB -4
 

dB -2
 

dB 0
 

dB

平均准

确率 / %

Letnet5-JDAM 77. 08 87. 78 97. 78 99. 44 100 92. 42

DCRN-LMMD 88. 75 97. 33 99. 04 99. 92 100 97. 01

DCRN-CDA 86. 83 97. 85 99. 52 99. 98 100 96. 84

DCRN 85. 36 96. 97 99. 38 99. 63 100 96. 23

本文方法 90. 67 98. 89 99. 76 100 100 97. 86

　 　 从表 4 可知,Letnet5-JDAM 的平均故障诊断准确率

为 92. 42% ,低于其他方法,这是因为 Letnet5 仅使用卷积

操作来提取故障特征,未考虑不同样本对诊断效果的影

　 　 　 　

响,导致该网络不能很好地挖掘故障样本的特征信息,造
成中间特征向量特征信息较少,即使使用联合分布对齐

机制也无法有效提高故障诊断准确率; DCRN-LMMD、
DCRN-CDA 和 DCRN 的平均故障诊断准确率分别为

97. 01% 、96. 84%和 96. 23% ,这 3 种方法虽然使用 DCRN
网络对不同样本的权重进行动态校准,但是均采用单一

分布对齐机制或未采用分布对齐机制,导致源域和目标

域在特征空间的映射向量无法充分缩小差距,因此,模型

在分类时由于源域与目标域数据差异较大从而使得故障

诊断能力不佳;所提方法的平均准确率为 97. 86% ,这是

因为所提方法既使用 DCRN 网络动态校准不同样本的权

重,又使用 JDAM 对源域和目标域的边缘分布和条件分

布进行对齐,有效提高了模型的故障诊断能力。
3. 5　 MFS 轴承数据集

　 　 MFS 轴承数据集是在 Spectrum
 

Quest
 

Incorporated
(SQI)公司生产的 MFS 试验台中获取的,实验平台如

图 11 所示,主要由驱动端、加速度传感器、交流电机、交
流控制器和信号采集器等组成。

图 11　 MFS 实验平台

Fig. 11　 Experimental
 

platform
 

for
 

MFS

测试数据采用驱动端轴承数据,包括 4 种故障状态,
分别为滚动体故障、内圈故障、外圈故障和复合故障,如
图 12 所示。

图 12　 不同故障状态的滚动轴承

Fig. 12　 Rolling
 

bearings
 

in
 

different
 

fault
 

states

　 　 在转速为 1
 

130、1
 

251、1
 

348 和 1
 

449
 

r / min 时收集

4 种工况下的数据构建数据集,加载负荷均为 5. 1 kg,采
样频率为 15. 6

 

kHz,本实验选择 3 种工况进行实验,
MFS 轴承数据集的具体划分情况如表 5 所示。
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表 5　 MFS 轴承数据集具体划分

Table
 

5　 Specific
 

divisions
 

of
 

the
 

MFS
 

bearing
 

dataset

数据集 采样频率 / kHz 转速 / ( r·min-1 ) 故障类型 训练样本 / 测试样本

E 15. 6 1
 

130

F 15. 6 1
 

251

G 15. 6 1
 

348

滚动体故障、内圈故障、外圈故障和复合故障

420 / 180

420 / 180

420 / 180

　 　 1)
 

噪声环境下跨工况实验结果及分析

为了进一步验证所提方法的优越性能,本实验在

MFS 轴承数据集中分别加入-4、-2 和 0
 

dB 的高斯白噪

声,以此来模拟更真实的工业环境,本实验以一种工况下

的数据为源域数据,其他 3 种工况下的数据为目标域数

据,实验结果如表 6 所示。

表 6　 不同噪声下所提方法的跨工况故障诊断结果

Table
 

8　 Cross-operational
 

fault
 

diagnosis
 

results
 

of
 

the
 

proposed
 

method
 

under
 

different
 

noises

不同噪声

/ dB

故障诊断准确率 / %

E-F E-G F-E F-G G-E G-F

平均准

确率 / %

-4 95. 22 79. 21 94. 44 83. 33 80. 56 78. 64 85. 23

-2 96. 90 87. 71 95. 64 87. 22 95. 61 96. 42 93. 25

0 98. 81 92. 19 98. 04 95. 95 97. 78 98. 33 96. 87

　 　 由表 6 可知,在-4、-2 和 0
 

dB 的噪声干扰下,所提

方法的平均准确率分别为 85. 23% 、93. 25% 和 96. 87% ,
这表明所提方法在噪声干扰下进行跨工况迁移任务具有

较高的故障诊断准确率和优秀的泛化能力。
2)

 

可视化实验结果及分析

为了更清晰地体现所提方法的优越性,本实验利用

T-SNE 技术对-4
 

dB 时 4 种方法的 E-F 迁移任务实验结

果进行可视化,其结果如图 13 所示。
从图 13 可以看出,DAN 和 CNN-DA 出现大范围误

分现象,这主要是因为 MFS 轴承数据本身较为复杂,且
在原始数据中添加了-4

 

dB 的强噪声,使得实验数据表

现出很强的非线性和复杂性,导致这两种方法的故障诊

断效果很差;MSDAM 虽然也出现了较大范围的误分,但
是其分类效果优于 DAN 和 CNN-DA,表明 MSDAM 的泛

化能力较强;本文所提方法中仅有少部分故障出现误分

　 　 　 　

图 13　 不同方法故障诊断结果可视化图

Fig. 13　 Visualization
 

of
 

fault
 

diagnosis
 

results
 

of
 

different
 

methods

现象,4 类故障基本分离,表明所提方法不仅具有较高的

特征提取能力,也具有良好的泛化能力,但是,由于数据

具有强非线性和复杂性,使得同类故障之间的聚集性和

不同类故障间的分离性不佳。
3. 6　 滚轴齿轮数据集

　 　 滚轴齿轮箱数据集是在滚轴齿轮故障模拟试验平台

中获取的,实验平台如图 14 所示,主要包括三相交流异

步电机、加负载装置、不同故障种类齿轮、皮带传送机构、
单机齿轮箱、往复机构、变频控制器、传感器、DHDAS 动

态信号采集分析系统和终端设备。
实验待测对象为锥齿轮,锥齿轮的故障状态分别为

全齿断裂故障、小端断半齿故障、大端断半齿故障、均匀

磨损故障和正常状态共 5 种不同的锥齿轮状态,如图 15
所示。

为了研究锥齿轮的故障识别,本文实验台在主轴上

安装不同状态的锥齿轮,通过变频控制器控制电机频率,
电机的运行频率分别设置为 20、30 和 40

 

Hz,在相同的电

机频率上,通过加载装置给锥齿轮加载分别为 0、1、2 和
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图 14　 滚轴齿轮故障模拟实验平台

Fig. 14　 Experimental
 

platform
 

for
 

simulation
 

of
 

roller
 

gear
 

failure

　 　 　 　

3
 

HP 共 4 种不同的工况,通过 x 轴方向和 y 轴方向的

加速度传感器采集信号,通过 DHDAS 动态信号采集分

析系统和终端设备分别采集和记录数据。 本文选择的

实验数据为 20
 

Hz 时 y 轴方向加速度传感器采集的振

动信号,选择的工况为 0、1 和 2
 

HP,选择的故障状态

为:全齿断裂故障、小端断半齿故障、大端断半齿故障

和均匀磨损故障,滚轴齿轮箱数据集的具体划分情况

如表 7 所示。
1)

 

泛化能力实验结果及分析

为了验证所提方法的泛化能力,本实验使用滚轴齿

轮箱数据集进行实验。 以一种工况为源域数据,其余

两种工况为目标域数据,共 6 组迁移任务,E-F 表示以数据

集 E 为源域数据,数据集 F 为目标域数据,其他编号类似。
并与其他 3 种方法进行对比,实验结果如表 8 所示。

图 15　 不同状态的锥齿轮

Fig. 15　 Bevel
 

gears
 

in
 

different
 

states

表 7　 滚轴齿轮数据集划分情况

Table
 

7　 Division
 

of
 

the
 

rolling
 

gear
 

dataset

数据集 工况负载 / HP 采样频率 / Hz 齿轮状态类型 训练样本 / 测试样本

E 0 20

F 1 20

G 2 20

全齿断裂、小端断半齿、大端断半齿、均匀磨损

420 / 180

420 / 180

420 / 180

表 8　 不同方法的跨工况故障诊断结果

Table
 

8　 Cross-operational
 

fault
 

diagnosis
 

results
 

of
 

different
 

methods

不同方法
诊断准确率 / %

E-F E-G F-E F-G G-E G-F

平均准

确率 / %

DAN 57. 95 49. 76 60. 72 58. 96 48. 91 56. 78 55. 51

MSDAM 93. 98 85. 76 96. 42 89. 32 97. 94 93. 46 92. 81

CNN-DA 75. 56 65. 78 78. 94 82. 43 73. 24 69. 36 74. 22

本文方法 96. 67 87. 05 98. 89 94. 11 98. 83 92. 79 94. 72

　 　 从表 8 可以看出,在使用滚轴齿轮箱数据集后,4 种

方法的跨工况故障诊断效果均出现下降,这是因为滚轴

齿轮箱数据集中各种工况下的故障数据分布差异较大,
即使使用分布对齐也难以消除源域与目标域之间的巨大

差异。 在 4 种方法中,DAN 由于特征提取网络简单,且
仅使用 MK-MMD 削弱两域之间的差异,导致泛化能力较

弱,其平均准确率仅为 55. 51% ;MSDAM 通过多尺度残差

网络提取故障信息的细粒度特征,且使用 LMMD 减小两

域的差异,因此该方法的平均准确率达到 92. 81% ;CNN-
DA 通过在特征提取网络中使用通道注意力机制,有效地

捕捉到更重要的故障特征,并在域自适应层使用 MK-
MMD 消除源域和目标域之间的差异,但是其平均准确率

仅为 74. 22% ,表明其泛化能力较差;本文所提方法不仅

使用动态校准残差网络调整各样本的权重,还利用联合

分布对齐方法减小源域和目标域之间的分布差异,使得
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所提方法的泛化能力得到显著提升,其平均准确率达到

94. 72% 。
2)

 

T-SNE 可视化实验结果及分析

为了直观地展示所提方法的故障诊断能力,实验使

用 T-SNE 对所提方法的 6 种迁移任务的分类结果进行可

视化,其结果如图 16 所示。

图 16　 不同迁移任务的可视化图

Fig. 16　 Visualization
 

of
 

different
 

transfer
 

tasks

　 　 从图 16 可以看出,在 E-G 迁移任务中,有 3 类故障

出现相互混叠现象;而在其他 5 类迁移任务中,虽然仍有

少部分故障出现误分,但是从整体趋势来看,4 种故障基

本完全分离,表明所提方法在跨工况条件下具有较高的

分类能力。

4　 结　 　 论

　 　 为了解决迁移学习特征提取过程中未考虑不同样本

对诊断结果的影响以及边缘分布对齐无法有效减小源域

和目标域数据之间的差异问题,本文提出了一种基于动

态校准和联合分布对齐的旋转机械跨工况故障诊断方

法,得出如下结论。
1)本文通过构建动态校准结构,对每个样本的权重

进行重新加权,有效地解决了不同样本对故障诊断的影

响。 在动态校准结构的基础上,进一步构建动态校准残

差网络,利用动态校准结构和残差连接充分提取源域和

目标域数据的故障信息,有利于分类器更好的识别各类

故障。
2)本文设计了一种新的联合分布对齐方式,摒弃了

传统迁移学习仅使用边缘分布对齐来减小源域和目标域

数据之间的差异。 通过在特征提取层和域自适应层后分

别使用 LMMD 和 CDA 减小源域和目标域数据间的差异,
并对边缘分布损失和条件分布损失进行加权,缩小源域

和目标域数据之间的差异,有效提高了跨工况条件下的

故障诊断准确率。
3)本文使用美国凯斯西储大学轴承数据集、MFS

轴承数据集与滚轴齿轮数据集进行实验验证,结果表

明,在 3 个数据集中所提方 法 的 平 均 准 确 率 达 到

96. 50% 、96. 87% 和 94. 72% ,说明所提方法在跨工况

迁移任务中具有较高的故障诊断性能和较好的泛化

能力。
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