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摘　 要:本文针对不同运行状态数据差异度小、数据易受强噪声干扰而且具有多工序的流程工业过程,提出了一种基于分层分

块堆叠状态相关降噪自编码器(HMSPDAE)的过程运行状态评价方法。 首先,根据工艺特性对全流程进行层次结构划分。 然

后,提出一种堆叠状态相关降噪自编码器模型,用于提取各个子工序及全流程过程数据中与运行状态密切相关的深层特征,进
而建立基于 HMSPDAE 的全流程评价模型。 所提方法可以有效降低模型复杂度、增强模型的可解释性。 最后,以湿法冶金过程

为背景进行仿真验证,结果表明 HMSPDAE 在两个不同实验中的评价准确率分别达到 99. 5%和 99. 38% ,均优于其他方法,验证

了所提方法的有效性和优越性。
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Abstract:In
 

this
 

article,
 

a
 

hierarchical
 

multi-block
 

stacked
 

performance-relevant
 

denoising
 

auto-encoder
 

( HMSPDAE)
 

is
 

proposed
 

to
 

evaluate
 

the
 

process
 

operating
 

performance
 

for
 

plant-wide
 

industrial
 

processes
 

with
 

multiple
 

sub-processes,
 

low
 

data
 

difference
 

among
 

different
 

operating
 

performances,
 

and
 

strong
 

noise
 

interference.
 

First,
 

the
 

whole
 

process
 

is
 

divided
 

into
 

a
 

hierarchical
 

structure
 

according
 

to
 

the
 

process
 

characteristics.
 

Then,
 

a
 

method
 

of
 

stacked
 

performance-relevant
 

denoising
 

auto-encoder
 

is
 

proposed
 

to
 

extract
 

the
 

performance-relevant
 

deep
 

features
 

from
 

the
 

process
 

data
 

which
 

are
 

used
 

to
 

realize
 

the
 

operating
 

performance
 

assessment
 

of
 

each
 

sub-
process

 

as
 

well
 

as
 

the
 

whole
 

process.
 

In
 

further,
 

a
 

HMSPDAE-based
 

whole-process
 

evaluation
 

model
 

is
 

formulated.
 

The
 

proposed
 

method
 

can
 

effectively
 

reduce
 

the
 

model
 

complexity
 

and
 

enhance
 

the
 

interpretability
 

of
 

the
 

model.
 

Finally,
 

simulation
 

experiments
 

are
 

conducted
 

in
 

the
 

wet
 

metallurgical
 

process.
 

The
 

results
 

show
 

that
 

the
 

assessment
 

accuracy
 

of
 

HMSPDAE
 

reaches
 

99. 5%
 

and
 

99. 38%
 

in
 

two
 

different
 

experiments,
 

which
 

are
 

both
 

better
 

than
 

other
 

methods.
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0　 引　 　 言

　 　 为了获得优质产品和更好的经济效益,近年来面向

工业生产过程的运行状态评价受到了越来越多的关

注[1-3] 。 过程运行状态评价是指在保证生产过程正常运

行的基础上,对实际生产运行状态进行更加精细的划分

和识别,获得如优、良、中、差等评价结果,并据此调整与

优化生产运行,保证生产过程能够运行在较好的状态。
这有助于提升产品质量和企业的经济效益,具有重要的

理论价值和现实意义。
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近年来,针对工业过程运行状态评价问题,相关学者

做了广泛的研究。 考虑到实际工业数据中包含大量与运

行状态无关的信息,Liu 等[4] 提出基于优性相关变异信息

的运行状态评价方法,从过程数据中提取与运行状态紧

密相关的信息,消除无关信息的干扰,提高了评价结果的

准确性。 针对多模态工业过程,Lin 等[5] 提出了基于稳定

模态的中心马氏距离的评价方法;邹筱瑜等[6] 提出了一

种基于贝叶斯推理和高斯混合模型的评价方法,有效避

免了模态划分问题。 为了进一步提高模型的可解释性,
Zou 等[7] 提出了一种将主成分分析和动态因果图相结合

的评价方法。 对于非高斯分布数据,Liu 等[8] 提出了一种

状态相关独立成分分析的过程运行状态评价方法。 此

外,Chu 等[9-10] 提出了最小成本建模和改进的鲁棒全核潜

变量投影算法,以解决过程变量间呈非线相关的复杂工

业过程运行状态评价问题。 为分析过程数据中的动态特

性,Zou 等[11] 采用典型变量分析和慢特征分析相结合的

方法,对工业过程进行细致的运行状态评价。 为建立稳

定可靠的评价模型,禇菲等[12] 在稀疏降噪自编码器模型

中引入综合经济指标,迫使模型学习与综合经济指标相

关的数据特征,提高了评价结果的准确性。 然而,上述评

价方法未考虑多个子工序间的共同作用对全流程运行状

态的影响,并不适合流程工业过程的运行状态评价。
流程工业过程具有多变量、多工序、机理复杂等特

点。 由于不同子过程之间相互影响、相互制约,且过程变

量间具有复杂的非线性相关关系,如不加区分地将全部

过程变量直接用来建立一个复杂的全流程评价模型,不
仅精度上难以保证,而且不考虑一系列的中间工艺不利

于精准定位非优原因,导致模型可解释性变差。 为了简

化流程工业过程研究的复杂度,Westerhuis 等[13] 提出了

一种基于一定规则将一个长流程拆分为多个层次和子块

的方法。 其主要内容是将过程变量集合分割为若干个不

相交的过程变量子集合,从而获得关于流程工业过程的

局部和全局的信息。 人们利用这种方法解决了变量选

择[14] 、过程监测[15] 、优化[16] 等问题。 Liu 等[17] 和 Zou
等[18] 分别将这种方法应用于流程工业过程的运行状态

评价中,在简化了问题求解规模的同时,获得了令人满意

的评价结果。 然而,从模型结构来看,上述评价方法均属

于浅层特征提取和评价方法。 当不同状态等级数据之间

的差异度较小时,浅层模型只进行了一次特征提取,对变

量间复杂非线性关系的表示能力有限且泛化能力较差,
难以提取不同状态等级下更具区分度的深层本质特征,
影响评价结果的准确性。

近年来,深度学习[19-20] 作为机器学习的一个重要分

支受到了广泛关注。 深度学习模型是一种利用多层神经

网络来从数据中自动学习特征和规律的算法,通过多层

的非线性映射来发现数据的内在结构和表达,无须具备

特征设计知识以及关于研究对象的先验知识。 深度学习

模型自动提取反映问题本质的深层特征,为不同状态等

级的准确区分提供了重要的技术支持。 目前,常见的深

度学 习 算 法 主 要 包 括 堆 叠 自 编 码 器 ( stacked
 

auto-
encoder,

 

SAE) [21] 、卷积神经网络[22] 、长短期记忆网络[23]

等。 其中,基于卓越的非线性处理能力和能够揭示高维

数据中的低维结构的出色性能,SAE 及其相关模型被广

泛用于解决工业软测量[24-25] ,故障诊断[26] ,运行状态评

价[27-28] 等问题。 Yuan 等[25] 将质量信息引入到传统 SAE
中有监督地指导特征提取,提出了基于堆叠有监督自编

码器的质量预测方法。 为了有效利用多源监测数据,蒋
爱国等[26] 提出了一种多模态堆叠自编码器模型,融合了

多传感器信息,实现了电机故障的有效识别。 为了克服

噪声数据的影响,Vincent
 

等[29] 提出了堆叠降噪自编码

器( stacked
 

denoising
 

auto-encoder,
 

SDAE),提升了 SAE
从噪声干扰数据中提取本质特征的能力。 在过程运行状

态评价方面,为了提升了评价模型的鲁棒性,Bu 等[27] 提

出了一种堆叠稀疏降噪自编码器的方法。 然而,该方法

在特征提取时,由于未考虑所提特征与过程运行状态的

相关性,在一定程度上影响了评价结果的准确性。
实际工业数据中,并非所有过程信息都与过程运行

状态密切相关,那些与运行状态无关的信息不仅模糊了

不同状态等级数据特征之间的差异度、无助于状态等级

的精准区分,还会影响评价方法的灵敏性和准确性。 此

外,为了增强评价模型对噪声数据的抗干扰能力,需要一

种具有鲁棒性的深层特征提取方法,以提高评价结果的

准确性和可靠性。 本文提出一种基于分层分块堆叠状态

相关 降 噪 自 编 码 器 ( hierarchical
 

multiblock
 

stacked
 

performance-relevant
 

denoising
 

auto-encoder,
 

HMSPDAE )
的流程工业过程运行状态评价方法。 首先,针对流程工

业过程的多工序、多变量、同一工序内变量耦合程度高、
不同工序间变量耦合程度低的特点,对全流程进行层次

结构分解,划分为工序层和全流程层,从而降低问题分析

的难度,提高模型的可解释性。 然后,分别建立基于堆叠

状态相关降噪自编码器 ( stacked
 

performance-relevant
 

denoising
 

auto-encoder,
 

SPDAE) 的各个子工序和全流程

运行状态评价模型,实现基于 HMSPDAE 的全流程运行

状态评价。 本文的主要贡献包括:
 

1)
 

提出了一种状态

相关降噪自编码器网络模型,在原始自编码器模型的基

础上,在预训练过程中同时引入了状态等级标签和数据

损坏环节;
 

2)
 

为了提取状态相关的深层特征,通过逐层

堆叠多个状态相关的自编码器,构建了具备深层特征提

取能力的 SPDAE 模型;
 

3)
 

提出了一种基于 HMSPDAE
的流程工业过程运行状态评价方法,为解决流程工业过

程运行状态评价中非线性和噪声干扰的问题提供了一种

新途径。
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1　 预备知识

1. 1　 降噪自编码器

　 　 自编码器( auto-encoder,
 

AE)是包含一个隐含层的

前馈无监督神经网络,通过编码器在隐含层提取输入

数据的特征,再用该特征通过解码器重构原始的输入

数据,并通过优化化原始输入数据与重构数据之间的

均方误差,优化网络参数,从而获得输入数据最优的特

征表达。
降噪自编码器( denoising

 

auto-encoder,
 

DAE) 是 AE
的一种衍生模型,其目的是提高 AE 对噪声数据的鲁棒

性和泛化能力。 相比于 AE,DAE 在特征提取之前增加

了对原始输入数据的损坏环节,包括向原始输入数据中

加入高斯噪声或随机置零等。 将“损坏” 的输入数据送

入编码器,然后再通过解码器重构原始输入数据,从而建

立更具鲁棒性的特征提取模型。 DAE 的网络结构如图 1
所示。

图 1　 DAE 的示意图

Fig. 1　 Schematic
 

diagram
 

of
 

DAE

DAE 的编码过程为:
h = f(Wx̂ + b) (1)

其中, f(·) 为编码器激活函数,W ∈ RMh×Mx 和 b ∈

RMh 分别为输入层到隐含层权重矩阵和偏置向量,Mx 是

变量个数,Mh 表示隐含层的节点数,x∈RMx 和 x̂∈RMx 分

别表示原始输入数据和损坏后的输入数据,h ∈ RMh 为隐

含层提取的特征向量。
DAE 的解码过程为:
x = g( Wh + b) (2)

其中, g(·) 为解码器激活函数,W ∈ RMx×Mh 和 b ∈

RMx 分别为隐含层到输出层的权重矩阵和偏置向量,x ∈

RMx 表示原始数据的重构向量。
对于包含 N个样本的数据集 X = [x1,x2,…,xN] T ∈

RN×Mx, 重构后的数据与原始输入数据之间的均方差可表

示为:

JDAE = 1
2N∑

N

n = 1
xn - xn

2 (3)

其中,xn 和 xn 分别为 X 中的第 n 个样本及其重构。
网 络 参 数 的 优 化 需 要 利 用 反 向 传 播 ( back

 

propagation,
 

BP)算法,通过不断迭代进行参数更新,减小

重构误差,最终得到鲁棒的原始高维数据的低维特征

表示。
1. 2　 堆叠降噪自编码器

　 　 SDAE 是一种深度神经网络,它通过将多个 DAE 进

行堆叠,实现了逐层的特征学习。 它的训练过程包含无

监督预训练(pretraining)和整体反向微调( fine-tuning)两

个阶段。 预训练时,SDAE 将前一个 DAE 提取的隐含层

特征作为下一个 DAE 的原始输入数据,参与下一个 DAE
的训练,逐层完成对每一个 DAE 的预训练。 反向微调

时,将预训练得到的每一个 DAE 的编码器参数保留下

来,作为 SDAE 的初始化参数,再利用 BP 算法对整个网

络进行反向微调,优化网络所有参数。
假设一个 SDAE 网络包含 K个隐含层,将第 k层被损

坏后的输入记作 Ĥk-1 = [ ĥk-1
1 ,ĥk-1

2 ,…,ĥk-1
N ],其隐层特征

记为Hk = [hk
1,hk

2,…,hk
N],输出为重构的 k - 1 层的隐层

特征,记作 Hk-1 = [hk-1
1 ,hk-1

2 ,…,hk-1
N ]。 则第 k 个 DAE

预训练过程可表示为:
hk

n = f(Wk ĥk-1
n + bk) (4)

hk-1
n = g( Wkhk

n + bk) (5)
其中, n = 1,2,…,N,k = 1,2,…,K, {Wk,bk} 和

{ Wk,bk} 分别为第 k 个 DAE 的编码器和解码器参数。
按式(3) 计算损失函数,利用 BP 算法进行参数更

新,并据此方式完成全部 DAE 的预训练。
为了优化网络性能,在良好的初始参数下,进行反向

微调,微调过程以有监督的方式进行。 对于一个分类任

务,通过在 SDAE 网络最后添加一个分类层,以 SDAE 提

取的第 K 层特征 hK 作为输入预测原始数据的分类标签,
基于交叉熵损失函数优化模型参数。

2　 堆叠状态相关降噪自编码器

2. 1　 状态相关 DAE 模型

　 　 虽然 DAE 具有从损坏数据中提取原始输入数据的

特征的能力,但由于 DAE 以无监督的方式进行训练,并
不专注于不同状态等级信息的特征表示,导致所提特征

中容易包含与运行状态无关的干扰信息,对评价结果的

准确性产生不利的影响。 面对此问题,本文提出一种状

态相关降噪自编码器(performance-relevant
 

denoising
 

auto-
encoder,

 

PDAE)。 与 DAE 相同,PDAE 也包含一层隐含
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层,且在输入层之前增加对数据的“损坏”环节。 区别在

于,PDAE 在输出层重构原始输入数据的同时,还依据隐

含层特征对数据所属状态等级进行分类,这样设计的网

络模型能够在提取原始数据本质特征的同时兼顾运行状

态相关的特征信息,更利于准确区分不同状态等级。
PDAE 的结构如图 2 所示。

图 2　 PDAE 的结构示意图

Fig. 2　 Architecture
 

diagram
 

of
 

PDAE

PDAE 的编码和解码过程如下:
h = f(Wx̂ + b) (6)
x = g( Whh + bh) (7)
y = Softmax( Wyh + by) (8)

其中, W∈RMh×Mx 和 b∈RMh 分别为编码器权重矩阵

和偏置向量,Wh ∈ RMx×Mh,bh ∈ RMx,Wy ∈ Rnclass×Mh,by ∈

Rnclass 分别为解码器重构原始输入和预测状态等级标签

的参数,Mx,Mh,nclass 分别表示变量个数,隐含层节点数

以及状态等级个数,y 是实际状态等级标签, 采用 one-hot
编码的形式, y 是模型输出的状态等级标签,f(·) 和

g(·) 为激活函数, 通常选用 sigmoid、Tanh 和 ReLU 等函

数。 SoftMax 函数的输出为样本属于每个状态等级的后

验概率,具体表示如下:

Softmax(x) =

p(y = 1 x;θS)
p(y = 2 x;θS)
　 　 　 ︙
p(y = nclass x;θS)

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

=

1

∑
nclass

n = 1
eθ

T
nx

eθ
T
1x

eθ
4
2x

︙

e
θT
nclass

x

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

(9)

其中, θS = {θ1,θ2,…,θnclass
} 是模型参数,p(y =

c x;θS),c = 1,2,…,nclass,为 x 属于第 c 类的后验概率。

构造 PDAE 的损失函数如下:

JPDAE = J1 + J2 = 1
2N∑

N

n = 1

xn - xn
2 - 1

N ∑
N

n = 1
yn log yn

(10)
其中, yn 为第 n个样本的真实标签,yn 为第 n个样本

的预测标签;J1 = ∑
N

n = 1

xn - xn
2 / 2N 是输入数据的重构

损失,用于衡量原始样本与重构样本之间的重构误差;

J2 =- ∑
N

n = 1
yn logyn / N 是评价结果的交叉熵分类损失。

2. 2　 SPDAE 模型

　 　 鉴于单个 PDAE 模型无法充分学习高维输入数据中

的状态相关深层特征,因此采用逐层堆叠的方法将多个

PDAE 模型组合成深层的 SPDAE 网络。 通过逐层传递和

提炼信息,使网络具备更强大的能力,更好地学习和表达

状态相关的深层特征。 SPDAE 的网络结构如图 3 所示。

图 3　 SPDAE 的网络训练示意图

Fig. 3　 Training
 

diagram
 

of
 

SPDAE

首先,用输入数据 X 和状态等级标签 Y 对第一个

PDAE
 

(PDAE
 

1)
 

进行预训练。 获得第一层状态相关特

征 H1 = [h1
1,h1

2,…,h1
N],其中 h1

n 表示从 xn 中提取的状态

相关特征。 X = [x1,x2,…,xN] 和 Y1 = [ y1
1,y1

2,…,y1
N] 分

别表示 PDAE1 重构的原始数据和 PDAE1 预测的等级标

签。 将 PDAE1 的参数集记为 {W1,b1;W1
h,b1

h;W1
y,b1

y},
其中{W1,b1} 表示编码器参数,{ W1

h,b1
h} 表示解码器中

重构原始数据的参数,{ W1
y,b1

y} 表示解码器中预测状态

等级标签的参数。 然后,利用第一层状态相关特征 H1 和

状态等级标签 Y 对 PDAE2 进行预训练。
假设前 k -1 个 PDAE 完成了预训练,将第 k - 1 层状

态相关特征为 Hk-1 = [hk-1
1 ,hk-1

2 ,…,hk-1
N ] 用于 PDAE

 

k
的预训练。 PDAEk 的输入层、隐含层和输出层之间的关

系如下:
hk

n = f(Wk ĥk-1
n + bk) (11)
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ĥk-1
n = g( Wk

hh
k
n + bk

h) (12)
yk
n = Softmax( Wk

yh
k
n + bk

y) (13)

其中, k = 1,2,…,K;ĥk-1
n 为损坏后的 hk-1

n 。 值得注

意的是 h0
n = xn,即为原始数据,相应的 ĥ0

n 即为原始数据

损坏后的样本。 Hk-1 = [hk-1
1 ,hk-1

2 ,…,hk-1
n ] 表示对第 k

层输入数据的重构值,Yk = [ yk
1,yk

2,…,yk
N] 是 PDAEk 预

测的状态等级标签。 PDAEk 的参数集记为 {Wk,bk;Wk
h,

bk
h;Wk

y,bk
y}。

PDAEk 的损失函数如下:

Jk
PDAE = 1

2N∑
N

n = 1

hk-1
n - hk-1

n
2 - 1

N ∑
N

n = 1
yn log yk

n (14)

当全部 PDAE 完成预训练后, 保留编码器参数

{W1,b1;W2,b2;…;WK,bK} 作为 SPDAE 网络的初始参

数。 经过逐层堆层,与运行状态相关的重要特征随着网

络层数的增加被进一步地凝练和提取。 在 SPDAE 网络

的顶层添加一个 SoftMax 分类层,并对整个模型进行反向

微调。 微调之前,分类层的参数 WF 和 bF 随机初始化。
随后利用 BP 算法优化 SPDAE 网络的参数。 微调过程的

损失函数为:

JSPDAE =- 1
N ∑

N

n = 1
yn log yn (15)

3　 基于 HMSPDAE 的流程工业过程运行状态
评价

　 　 对于全流程工业过程,同一子工序内,过程变量之间

的相互影响和相互依赖较为显著。 而在不同子工序之

间,由于操作和条件的变化,过程变量之间的相关关系相

对较弱。 如果对全流程进行评价建模时不加区分地处

理,会带来一些问题。 首先,由于工序众多,直接对全流

程进行建模不利于提取子工序内部的关键特征。 其次,
全流程模型需要处理大量的输入变量和复杂的相互关

系,导致模型的训练和预测过程变得更加复杂,而且难以

清晰解释模型对于特定子工序或变量的影响和决策依

据。 因此,本文提出一种基于 HMSPDAE 的全流程过程

运行状态评价方法。 该方法根据全流程工艺设计和机

理,对其进行合理的层次结构划分,分别建立子工序层和

全流程层评价模型。 基于 HMSPDAE 的全流程过程运行

状态评价具体可分为离线建模和在线评价 2 个步骤。
3. 1　 基于 HMSPDAE 的离线建模

　 　 对流程工业过程进行层次结构分解,划分为全流程

层和工序层。 工序层中,根据生产环节或设备之间关联

性强弱划分成不同子工序,分别建立基于 SPDAE 的子工

序评价模型,提取不同子工序内与运行状态相关的深层

特征,实现对各个子工序的运行状态评价。 之后,考虑各

子工序间的相互影响,融合各子工序提取的特征,建立基

于 SPDAE 的全流程层评价模型。 HMSPDAE 建模流程

如图 4 所示。

图 4　 HMSPDAE 建模流程

Fig. 4　 Modeling
 

flow
 

of
 

HMSPDAE

假设流程工业过程被划分为 Q 个子工序。 首先,建
立子工序层的评价模型。 将每个子工序的过程数据表示

为 Xq = [x1,q,x2,q,…,xN,q] ∈ RN×Mq,q = 1,2,…,Q,其中

∑
Q

q = 1
Mq = Mx。 将 Xq 和实际状态等级标签 Y 作为输入, 采

用 SPDAE 对各个子工序分别建立评价模型,SPDAE 网

络编码器参数 θq,q = 1,2,…,Q 即为子工序评价模型的

参数。
然后,建立全流程层评价模型。 将各个子工序提取

的状态相关特征融合为 H = [H1,H2,…,HQ] ∈ RN×Mh,

Mh =∑
Q

q = 1
Mh,q,其中Mh,q 为第 q个子工序 SPDAE 模型最后

一个隐含层的节点数。 将融合后的特征H以及实际状态

等级标签 Y 作为输入, 利用 SPDAE 建立全流程层评价

模型。
3. 2　 基于 HMSPDAE 的在线评价

　 　 对于在线数据 xnew,将对应于第 q 个子工序的数据

xnew,q,q = 1,2,…,Q,输入到第 q 个子工序的 SPDAE 评价

模型中,得到:
h1

new,q = f(W1
qxnew,q + b1

q) (16)
h2

new,q = f(W2
qh

1
new,q + b2

q) (17)
　 　 　 　 ︙

hKq
new,q = f(WKq

q hKq-1
new,q + bKq

q ) (18)
ynew,q = Softmax(WF

q h
Kq
new,q + bF

q ) (19)

其中, θq = {W1
q,b

1
q;W

2
q,b

2
q;…;WKq

q ,bKq
q ;WF

q ,bF
q } 是

第 q个子工序评价模型参数集,Kq 表示第 q个子工序评价

模型的隐含层数。
第 q 个子工序的评价结果为ynew,q 中最大元素的索

引,即:
Resultnew,q = argmax{c ynew,q,c,c = 1,2,…,nclass}

(20)
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其中, ynew,q,c 是ynew,q 中第 c 个元素。
进一步地,将各个子工序提取的最后一个隐含层特

征合并为 hnew = [hK1
new,1,hK2

new,2,…,hKQ
new,Q],并将 hnew 输入到

全流程层 SPDAE 评价模型中,得到:
h1

new = f(W1hnew + b1) (21)
h2

new = f(W2h1
new + b2) (22)

　 　 　 　 ︙
hK′

new = f(WK′hK′
new + bK′) (23)

ynew = Softmax(WF′hK′
new + bF′) (24)

Resultnew = argmax{c ynew,c,c = 1,2,…,nclass} (25)
其中, θ = {W1,b1;W2,b2;…;WK′,bK′;WF′,bF′} 是

全流程层评价模型参数集,K′ 为全流程层评价模型的隐

含层数。
若全流程层评价为优,则认为当前过程运行状态是

令人满意的;若全流程层评价结果为非优,则需进一步查

看各个子工序的运行状态,并根据子工序评价结果判断

导致全流程运行状态非优的具体子工序。

4　 湿法冶金过程中的仿真验证

4. 1　 工艺过程简介

　 　 湿法冶金是一个复杂的化工过程,伴随固、液混合,
受到许多因素的影响。 该过程的反应机理极其复杂,反
应涉及力学、物理学、化学等过程,并伴有随机因素。 金

湿法冶金全流程主要包括一浸一洗子工序、二浸二洗子

工序和锌粉置换子工序。 生产过程中,首先对富集后的

金精矿进行调浆处理。 然后,将矿浆依次注入一浸一洗

子工序的 4 个浸出槽中,同时加入氰化钠和氧气。 精矿

中的金在每个浸出槽里与氰化钠发生浸出反应,氧提供

氧化还原电位来促进反应,实现精矿中的金和杂质的分

离。 之后,将矿浆送入压滤机中,溢流含金氰络离子的溶

液流入锌粉置换子工序,产出的滤饼经调浆处理后送往

二浸二洗子工序。 二浸二洗子工序的工艺机理与一浸一

洗子工序相同,其目的是进一步分离精矿中剩余的金与

杂质,两浸两洗的工艺设置保证了黄金的浸出率。 在锌

粉置换子工序中,含金氰络离子的溶液与锌粉发生置换

反应,并经过板框压滤机的固液分离,形成金泥,从而实

现金精矿的分离和富集。 本文用于运行状态评价的过程

变量列于表 1。
4. 2　 离线建模

　 　 从历史生产数据库中采集用于模型训练和在线测试

的样本共计 2
 

564 个,其中训练集包含 2
 

164 个样本,涵
盖“差”、“一般”、“良”、“次优”、“优” 5 个状态等级,相
对应的状态等级标签为 1、2、3、4、5。 离线建立网络模型

时,进一步将训练集按照 4 ∶ 1的比例进行划分,前者用

　 　 　 　 表 1　 过程变量

Table
 

1　 Process
 

variables

序号 工序 过程变量 单位

1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

一浸一洗

矿浆浓度 w. t.
 

%

第一浸出槽氰化钠流量 mL·min
 -1

第二浸出槽氰化钠流量 mL·min
 -1

第四浸出槽氰化钠流量 mL·min
 -1

第一浸出槽空气流量 m3·h-1

第二浸出槽空气流量 m3·h-1

第三浸出槽空气流量 m3·h-1
 

第四浸出槽空气流量 m3·h
 -1

第一浸出槽溶解氧浓度 mg·L-1

第一浸出槽氰根离子浓度 mg·L-1

第四浸出槽氰根离子浓度 mg·L-1

浸出槽一上方氰化氢气体浓度 mg·L-1

立式压滤机给料压力 MPa

立式压滤机挤压压力 MPa

立式压滤机液压压力 MPa

16

17

18

19

20

21

22

23

24

25

26

27

28

29

30

二浸二洗

矿浆浓度 w. t.
 

%

第一浸出槽氰化钠流量 mL·min
 -1

第二浸出槽氰化钠流量 mL·min-1

第四浸出槽氰化钠流量 mL·min-1

第一浸出槽空气流量 m3·h
 -1

第二浸出槽空气流量 m3·h
 -1

第三浸出槽空气流量 m3·h-1

第四浸出槽空气流量 m3·h-1

第一浸出槽溶解氧浓度 mg·L-1

第一浸出槽氰根离子浓度 mg·L-1

第四浸出槽氰根离子浓度 mg·L
 -1

浸出槽一上方氰化氢气体浓度 mg·L
 -1

立式压滤机给料压力 MPa

立式压滤机挤压压力 MPa

立式压滤机液压压力 MPa

31

32

33

34

35

锌粉置换

脱氧塔压力 KPa

贵液金氰络合物浓度 mg·L-1

贫液金氰络合物浓度 mg·L-1

锌粉添加量 Kg·h-1

板框压滤机液压压力 MPa

于模型训练,后者用于模型校验,以确定合适的网络超参

数。 训练过程中,首先对数据进行标准化预处理,预处理

后的数据具有零均值和单位方差。 然后,采用随机置零
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的方式对数据进行损坏,损坏比例设为 20% 。 最后,根据

生产工艺,将训练数据划分为 3 个子数据集,分别对应一

浸一洗子工序、二浸二洗子工序、锌粉置换子工序,用于

建立基于 SPDAE 的子工序及全流程层评价模型。
仿真实验环境为, 软件平台: PyCharm

 

2021. 1. 1,
Python3. 8; 硬 件 平 台: CPU:

 

Intel
 

i5-11300H
 

(3. 10
 

GHz);RAM:16. 0
 

GB;操作系统:Windows
 

10。
由于深度神经网络的拓扑结构和超参数对于网络

的性能有很大的影响,根据模型在验证集上的测试结

果,确定了各子工序及全流程层评价模型的超参数如

表 2 所示。

表 2　 HMSPDAE 的超参数

Table
 

2　 Hyperparameters
 

of
 

HMSPDAE

子工序或全流程层 参数名称 参数值

一浸一洗

二浸二洗

输入层节点数 15

第一个隐含层节点数 12

第二个隐含层节点数 9

第三个隐含层节点数 5

输出层节点数 5

预训练学习率 0. 03

微调学习率 0. 015

锌粉置换

输入层节点数 5

隐含层节点数 4

输出层节点数 5

学习率 0. 015

全流程层

输入层节点数 14

第一个隐含层节点数 11

第二个隐含层节点数 8

第三个隐含层节点数 5

输出层节点数 5

预训练学习率 0. 045

微调学习率 0. 01

共用参数

Batch
 

Size 16

预训练 Epoch 100

微调 Epoch 150

　 　 图 5 展示了预训练后,微调过程中的交叉熵损失

和验证集评价准确率的变化。 从 3 个子工序和全流

程层的训练过程来看,网络在第 60 轮就已经接近收

敛。 其中,锌粉置换子工序训练效果相对略差,这是

由于锌粉置换子工序的过程变量中与运行状态相关

的变量相对较少,导致该子工序评价模型训练起来相

对困难。

图 6 为微调后各个子工序以及全流程层所提取的特

征的 t-SNE 可视化结果。 可以看出,HMSPDAE 提取出的

深层特征可以较好区分不同的状态等级,展现了其强大

的特征提取能力。

图 5　 微调过程

Fig. 5　 Fine
 

tuning
 

process

图 6　 深层特征的 t-SNE 可视化

Fig. 6　 t-SNE
 

visualization
 

of
 

deep
 

features

4. 3　 在线评价

　 　 为了说明本文所提 HMSPDAE 网络的有效性和优越

性,另 外 选 取 分 层 分 块 SDAE ( hierarchical
 

multiblock
 

SDAE,
 

HMSDAE)、分层分块 SAE( hierarchical
 

multiblock
 

SAE,
 

HMSAE)以及针对全流程只建立一个评价模型的

SPDAE 网络进行对比实验。 HMSDAE 和 HMSAE 中各个

子工序和全流程层评价模型的网络结构与 HMSPDAE 相

同,SPDAE 的输入层、3 个隐含层和输出层节点分别为

35、25、15、10 和 5,其余超参数与 HMSPDAE 全流程层评

价模型超参数相同。
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测试集的 400 个样本中涵盖两种不同情况下的测试

数据,分别由 200 个样本构成。 实验一中,前 80 个采样

时刻的过程运行状态均为优,但从第 81 个采样时刻开

始,由于一浸一洗子工序中氰化钠流量减小,使得矿浆中

氰根离子浓度降低,导致浸出率偏低,过程运行状态由优

转向一般。 图 7 为上述评价方法针对实验一的在线评价

结果,从图 7 中可以看到,大部分方法可以在第 81 个时

刻左右识别出过程运行状态由优转变为一般,进一步地

分析子工序的评价结果,发现一浸一洗子工序的运行状

态同样在第 81 个采样时刻左右由优转变为一般,而其他

子工序运行状态保持为优,说明全流程的非优运行状态

是由一浸一洗子工序导致的,在线评价结果与实际情况

相符。 表 3 所示为不同方法在各个子工序及全流程层的

评价准确率。 从表 3 中可以看出,HMSPDAE 模型无论

在全流程层还是各个子工序的评价中,其准确率均高于

其他方法,平均值可达到 99. 5% 。
实验 2 中,全流程在前 80 个采样时刻运行状态也为

优,但从第 81 个时刻开始,由于二浸二洗子工序的空气

流量降低,使得矿浆中溶解氧浓度不足,影响二浸二洗子

　 　 　 　

图 7　 实验 1 在线评价结果

Fig. 7　 Online
 

assessment
 

results
 

of
 

experiment
 

1

表 3　 实验 1 的评价结果比较

Table
 

3　 Assessment
 

results
 

comparisons
 

on
 

experiment
 

1
%

工序 HMSPDAE HMSDAE HMSAE SPDAE

一浸一洗 99. 50 98. 00 99. 00 -

二浸二洗 99. 00 99. 00 96. 00 -

锌粉置换 99. 50 98. 50 97. 00 -

全流程层 100. 00 100. 00 99. 00 99. 00

平均值 99. 50 98. 88 97. 75 -

工序的浸出率,导致过程运行状态由优转向次优,对应的

在线评价结果如图 8 所示。 与在实验 1 中的表现类似,
实验 2 中 4 种评价方法也能在第 81 个时刻左右识别出

全流程层和子工序运行状态的转变。 表 4 为不同方法在

各个子工序及全流程层的评价准确率。 从中可以看出,
HMSPDAE 模型无论在全流程层还是各个子工序的评价

中,均表现出最优的性能。

图 8　 实验 2 在线评价结果

Fig. 8　 Online
 

assessment
 

results
 

of
 

experiment
 

2
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表 4　 实验 2 的评价结果比较

Table
 

4　 Assessment
 

results
 

comparisons
 

on
 

experiment
 

2
%

工序 HMSPDAE HMSDAE HMSAE SPDAE

一浸一洗 99. 00 98. 00 98. 00 -

二浸二洗 99. 50 98. 50 97. 00 -

锌粉置换 99. 00 98. 00 97. 50 -

全流程层 100. 00 99. 00 98. 50 99. 50

平均值 99. 38 98. 38 97. 75 -

　 　 从实验 1 和 2 的比较结果来看,由于 HMSPDAE 采

用了分层分块的建模方式,建模过程中需先对各个子工

序中的特征进行压缩和提炼,融合后再建立全流程层评

价模型,使得所建立的评价模型比单纯基于 SPDAE 的全

流程评价模型能够更加精准的表征和描述不同状态等级

的本质特征,从而获取更加准确的评价结果,且可以精准

定位导致运行状态非优的子工序,提高了评价结果的可

解释性。 另外,与 HMSDAE 相比,由于 HMSPDAE 着眼

于状态相关特征的提取,进一步提炼了有助于区分不同

运行状态的关键特征,使得其获得更准确的评价结果。
与 HMSAE 相比,HMSPDAE 不仅进行了状态相关特征的

提取而且在训练过程中还引入了损坏环节,进一步提升

了模型对噪声数据的抗干扰能力。 将测试数据按 20% 随

机置零后,全流程层的平均评价准确率在两个实验下分

别达到了 99. 5%和 99. 38% ,优于其他方法。

5　 结　 　 论

　 　 本文针对流程工业过程提出了一种分层分块的堆叠

状态相关降噪自编码器,以提取过程数据的深层特征并

建立流程工业过程运行状态评价模型。 实施过程中,采
取分层分块的思想,首先对流程工业过程进行层次结构

的划分,分为多个子工序,并利用 SPDAE 分别建立各个

子工序的评价模型。 然后,再将子工序提取的特征进行

融合,利用 SPDAE 建立全流程层评价模型。 最后,以金

湿法冶金过程为背景,分别与 HMSDAE、HMSAE 和单纯

利用 SPDAE 建立的全流程评价模型相比较,HMSPDAE
在不同实验下均能获得最高的平均评价准确率,验证了

所提方法的有效性和优越性。
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