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摘　 要:利用深度学习方法提高风功率超短期预测精度能够给电力系统日内机组组合、超短期经济调度、和电力备用安排提

供更精确的风功率预测结果,对进一步提高电力系统运行的安全性和经济性具有重要意义。 本文针对当前深度学习特征提

取模块对时序曲线中的隐式特征和趋势变化的相似性提取不充分的问题,提出一种基于对比学习辅助训练的超短期风功率

预测模型,主要包括输入模块、特征提取模块、对比学习辅助模块和回归模块。 该模型通过自监督的对比学习算法自主生成

正负样本、并以拉开正负样本的映射空间距离为目标来辅助训练特征提取模块的网络参数,使得特征提取模块的映射结果

中包含了输入信息相似性的隐式特征,进而减少数据冗余信息、增强样本关联性,最终提高风功率预测精度。 实验结果表

明,对比学习方法的平均绝对误差比长短期记忆网络和轻量梯度提升机方法分别下降了 19. 9% 和 6. 5% ,有效提高了风功率

预测精度。
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Abstract:The
 

accuracy
 

improvement
 

of
 

ultra-short-term
 

wind
 

power
 

forecast
 

with
 

deep
 

learning
 

methods
 

is
 

of
 

great
 

significance
 

for
 

intraday
 

unit
 

commitment,
 

ultra-short-term
 

economic
 

dispatch,
 

and
 

reserve
 

scheduling
 

of
 

the
 

power
 

systems,
 

which
 

can
 

further
 

enhance
 

the
 

safety
 

and
 

efficiency.
 

To
 

address
 

the
 

problem
 

in
 

the
 

existing
 

feature
 

extraction
 

models
 

that
 

the
 

similarity
 

of
 

implicit
 

features
 

and
 

changing
 

trends
 

in
 

time
 

series
 

curves
 

have
 

not
 

been
 

adequately
 

extracted,
 

this
 

article
 

proposes
 

an
 

ultra-short-term
 

wind
 

power
 

forecast
 

model
 

based
 

on
 

contrastive
 

learning-assisted
 

training,
 

which
 

mainly
 

consists
 

of
 

an
 

input
 

encoding
 

module,
 

a
 

feature
 

extraction
 

module,
 

a
 

contrastive
 

learning
 

module,
 

and
 

a
 

regression
 

module.
 

The
 

self-supervised
 

contrastive
 

learning
 

module
 

autonomously
 

generates
 

positive
 

and
 

negative
 

samples
 

and
 

enlarges
 

the
 

distance
 

between
 

the
 

positive
 

and
 

negative
 

samples
 

in
 

the
 

projection
 

space,
 

which
 

help
 

to
 

extract
 

the
 

implicit
 

features
 

of
 

the
 

similarity
 

of
 

the
 

input
 

information.
 

In
 

this
 

way,
 

the
 

redundant
 

information
 

is
 

reduced,
 

the
 

sample
 

correlation
 

is
 

enhanced,
 

and
 

the
 

accuracy
 

of
 

wind
 

power
 

forecast
 

is
 

ultimately
 

improved.
  

Compared
 

with
 

LSTM
 

and
 

Lightgbm
 

methods,
 

experimental
 

results
 

show
 

that
 

the
 

mean
 

absolute
 

error
 

of
 

the
 

proposed
 

method
 

is
 

decreased
 

by
 

19. 9%
 

and
 

6. 5% ,
 

which
 

effectively
 

increase
 

the
 

wind
 

power
 

prediction
 

accuracy.
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0　 引　 　 言

　 　 近年来,风电迅速发展,已渐渐由补充能源转变为战

略替代能源。 然而,风电的不确定性对电力系统可靠运

行和经济调度带来巨大的挑战。 因此,提高风电功率预

测精度,对于电力系统安全经济运行具有重要意义[1] 。
其中,超短期预测通常指对风电场未来 1 ~ 4

 

h 以内的输

出功率进行预测,对于电力系统实时调度和安全防控具

有重要的实际意义。
作为一种典型的时间序列预测问题,业内已有大量

学者研究了超短期风功率预测问题[3-11] 。 文献[2]提出

了基于灰色关联分析的风功率超短期预测方法, 文

献[3-5]分别研究了基于经验模态分解和小波分解的风

功率预测和处理方法。 随着大数据和人工智能技术的发

展,机器学习方法也被大量应用于风功率预测领域。 文

献[6-7]提出了基于广义神经和支持向量机的短期风功

率预 测 方 法; 文 献 [ 8 ] 提 出 了 基 于 卷 积 神 经 网 络

(convolutional
 

neural
 

network,
 

CNN) 和长短期记忆网络

(long
 

short-term
 

memory,
 

LSTM) 的风功率预测模型;文
献[9]提出了基于多元注意力( multi-head

 

attention)框架

与引导式监督学习的风功率超短期预测模型;文献[10]
提 出 了 结 合 LSTM 和 时 域 卷 积 网 络

 

( temporal
 

convolutional
 

network,
 

TCN) 的风功率预测方法;采用微

软提出的基于决策树的轻量梯度提升机( light
 

gradient
 

boosting
 

machine,
 

Lightgbm ), 文 献 [ 11 ] 提 出 了 基 于

Lightgbm 的风功率概率预测方法。
风功率的变化过程是一个自然物理过程,不同时段

的变化趋势可能存在较强的相似性;并且这种变化趋势

的相似性大多能从输入信息的相似性上反映出来,并用

来辅助预测任务。 在风功率预测领域,目前已有许多利

用相似性特征提高预测精度的工作。 例如:文献[12-13]
提出采用统计、指标计算、聚类等方法筛选出具有相似性

的风功率历史数据作为训练样本,进而进行网络训练;文
献[14]提出先用深度学习进行预测、再找相似历史数据

进行修正的方法;文献[15]提出对气象信息的相似性进

行聚类、进而采用神经网络的风功率预测模型。 此外,相
似性信息也被经常用于辅助电力负荷预测[16-17] 。 然而,
目前对于相似性信息的利用主要着眼于辅助“ 样本选

取”和“预测后校正” 这两个过程的工作,而对“特征提

取”这一过程仍然大多基于传统的网络结构单元,如

CNN、LSTM 等。 这些网络主要关注局部和周期性特征,
对历史数据中的相似趋势信息和样本关联性特征关注不

多;并且整个训练过程完全以风功率实际值作为正向引

导来监督训练,其结果容易受到真实数据中的冗余细节

和噪声的影响,产生局部过拟合现象,影响预测准确性。

对比学习(contrastive
 

learning)作为一种典型的自监

督学习方法, 能够辅助特征提取模块捕捉相似性特

征[18] 。 对比学习的核心思想是自动构造相似实例(正样

本)和不相似实例(负样本) 来辅助训练特征提取模型。
训练过程以拉开正负样本在高维映射空间中的距离为目

标,使得样本映射到高维空间中的分布更好地反映出样

本的隐式特征,从而更好地支持下游任务(如分类、预测

等)。 2018 年起,对比学习在自然语言处理和图像处理

领域上已经取得了很大进展, 包括 CPC、 SimCLR[19] 、
MoCo、SimCSE 等对比学习算法模型, InfoNCE[19]

 

、 NCE
 

loss[20] 等损失函数模型,以及基于对比学习的图像特征

提取、聚类、自然语言数据增强等具体应用研究[18] 。 在

自然语言处理领域,对比学习的优势体现在自然语言本

身经常出现重复和相似段落,通过对比学习能够让相似

语义的特征分布更加聚集,不相似语义的特征分布更加

远离,而整体的语义分布则更加均匀。 对于时间序列而

言,当通过特征提取将样本编码为向量矩阵后,其抽象形

式和图像、自然语言编码类似,因而也可以采用对比学习

辅助训练特征提取过程。 目前,已有相关文献将对比学

习方法用于时间序列预测,例如:文献[21] 提出了一种

通用的适用于时间序列的对比学习方法;文献[22]提出

了一种考虑季节变化趋势的对比学习时间序列预测模

型,并在 5 个时间序列预测问题上进行了测试并取得了

较好的效果;文献[23]采用对比学习进行了股票趋势预

测。 然而,文献[21-22]均为面向通用的时间序列的对比

学习预测模型,缺少针对风功率预测问题的适用性研究。
因而,需要针对风功率数据特征,开展适合风功率预测的

对比学习模型结构、正负样例生成方法、和损失函数模型

等相关研究。
为此,本文将对比学习方法引入超短期风功率预测

模型,采用对比学习算法辅助特征提取模块的训练,使其

能够更好地捕捉风功率时序曲线中的隐式特征和趋势变

化的相似性,进而减少数据冗余信息、增强样本关联性,
最终提高风功率预测精度。 具体而言,该模型首先将不

同高度的风速、风向、风功率等历史数据通过输入模块转

化成矩阵向量;然后建立由 LSTM、CNN 和注意力机制构

成的特征提取模块,并通过对比学习辅助训练优化特征

提取模块的网络参数;最后利用回归模型将提取到的高

维特征转化为风功率预测结果。

1　 模型框架和训练思路

　 　 在超短期风功率预测中,常规的深度学习方法大多

采用监督学习算法,通过降低风功率实际值和预测值的

偏差,整体训练深度学习模型;在此过程中,其特征提取

模块和网络中的其他部分是同时训练的。 相比于常规模
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型,本模型的核心区别是增加了对比学习辅助模块,并采

用该模块对特征提取模块的参数进行自监督学习、采用

风功率实际值对回归模块进行监督学习。 具体而言,本
模型的整体框架如图 1 所示,包括 4 个部分:输入模块、
特征提取模块、对比学习辅助模块和回归模块。 其中,
“输入模块”将输入数据进行编码,包括预测时间点前若

干时段不同高度的风速、风向、风功率等数据;“特征提取

模块”可以采用常见的深度学习模型,如 LSTM、CNN 等;
“对比学习辅助模块”主要用于优化“特征提取模块”的

网络参数;“回归模块”用于拟合和输出超短期风功率预

测结果,一般可采用 FFN、LSTM 模型实现。

图 1　 模型整体框架

Fig. 1　 Framework
 

of
 

the
 

proposed
 

model

“对比学习辅助模块”的建模思想是:首先对经过特

征提取后的特征向量进行数据增强,得到正负样本集合;
进而以对比学习损失函数为目标来训练“ 特征提取模

块”的网络参数,从而拉开正负样本的映射空间距离,使
得相似的样本在映射空间中更加接近,不相似的样本在

映射空间中更加远离,其工作原理示意图如图 2 所示。
其中,风功率中具有某种相似性的段落如黑色和灰

色曲线所示,其映射到高维空间(如球体)后变成高维空

间的向量。 如果采用常规的特征提取方法,这些向量在

映射空间的距离可能较远,其样本之间的相似关系则被

特征提取的过程给湮灭了。 并且,由于高维输入时序数

据中的隐式特征和相似关系是多样的,因而也很难预先

通过简单地计算相似性指标来发现。 对比学习的方法是

以原样本为基础,采用特定方法生成正负样本,并以拉开

正负样本之间的距离为目标来优化特征提取模型的参

数,这样能够使得特征提取模型自主地发掘不同的隐式

相似特征。
由于增加了“对比学习辅助模块”,本模型不能采用

常规深度学习模型的端到端( end-to-end)训练方式,需要

将训练过程分为两步。 1)通过“输入模块”将时间信息、
风功率、不同高度的风向和风速等数据转化为矩阵形式

输入给“特征提取模块”,并采用自监督学习的“对比学

习辅助模块”对“特征提取模块” 的参数进行优化训练;
2)在步骤 1)

 

“特征提取模块”训练完成后,采用“回归模

图 2　 对比学习建模原理示意图

Fig. 2　 Schematic
 

diagram
 

of
 

the
 

contrastive
 

learning
 

assisted
 

training
 

process

块”对提取到的特征进行有监督学习的回归训练。 在执

行预测任务时,将需要已知信息提供给“输入模块”,然
后经过“特征提取模块”和“回归模块”,最终输出风功率

预测结果。

2　 数据源及输入参数选取

　 　 数据是深度学习模型的基础。 本文使用了中国北方

某风电场从 2019 年 1 月 1 日~2020 年 12 月 31 日共两年

的实测数据,分辨率为 1
 

h。 本文采用了预测前 36
 

h 地

面以上 10
 

m 处、30
 

m、风力涡轮机轮毂处的风向、风速和

风功率测量值作为输入,输出为未来 1 ~ 4
 

h 的风功率预

测结果。 数据整体分为训练集、验证集和测试集。 本文

选择 2019 年 1 月 1 日~2020 年 10 月 31 日的数据为训练

集,2020 年 11 月 1 日到 2020 年 12 月 17 日的数据为验

证集,2020 年 12 月 18 日 ~ 2020 年 12 月 31 日的数据为

测试集。

3　 模型结构

3. 1　 模型整体结构

　 　 本文提出的超短期风电功率预测模型整体结构如

图 3 所示,由输入模块、特征提取模块、对比学习辅助模

块和回归模块组成。
输入模块:根据本文数据源的具体情况,本模型的训

练输入包括:时间信息,预测时间点前 1 ~ 36
 

h 的 4 个高

度(10、30、70 m、风力涡轮机轮毂处)的风速和风向,预测

时间点前 1 ~ 36
 

h 的实测风功率。 其中,时间变量拆分为
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图 3　 超短期风电功率预测的对比学习框架

Fig. 3　 The
 

framework
 

of
 

representation
 

learning
 

for
 

short
 

term
 

wind
 

power
 

forecasting

年、月、日和小时 4 个变量,从而更好地反映周期性和季

节性,并采用 word2vec 量化,通过一键编码和映射层嵌入

到一个矩阵中。
特征提取模块:特征提取模块本身的网络形式较为

灵活,实际应用时可以根据计算能力和速度要求自主选

择常见的网络模型,如 LSTM、CNN 等。 本模型中借鉴了

目前应用较多的
 

LSTM-CNN 模型[8] ,并加入了注意力机

制。 其中, LSTM 网络是一种改进的循环神经网络

( recurrent
 

neural
 

network,
 

RNN),常用于时间序列特征提

取。 一般情况下,不同高度的风速和风向对风力的影响

具有时间上的滞后性,而 LSTM 具有反馈连接,并针对传

统 RNN 可能存在的梯度消失问题进行了改进,增强了处

理长时间序列的能力。 经过 LSTM 后,数据进入由 CNN
构成残差网络和 Attention 等模块。 本文采用重复多个相

同的残差模块的方式,方便控制模型复杂度。 其中,CNN
用于提取时间序列的局部信息,Attention 用于区分输入

信息的重要性和关联性。 具体来说,由于 LSTM 只能关

注时间序列 t∈T 之前的信息,且不能区分信息的重要

性;CNN 模型只计算时间 t ∈ T 上的局部窗口信息,且忽

略了不同窗口之间的关联性;注意力机制(attention)则是

模仿人类的注意力机制而提出的办法,对输入的每个元

素采用不同的权重参数,从而自发地关注所需要的信息,
抑制其它无用的信息,因此也被纳入本文的特征提取

模型。

对比学习辅助模块:对比学习模块是一种自监督算

法,其核心关键在于正负样本的生成方法和对比损失函

数的构造方法,其详细模型将在 3. 3 节中介绍。
回归模块:回归模块通常可以采用多种形式。 为了

评估对比学习辅助训练的特征提取结果对于不同回归模

型的适应能力,本文建立了前馈神经网络( feed
 

forward
 

networks,FFN)和 LSTM 两个回归模型,并分别实现了整

体预测功能。 本文将所提出的基于对比学习辅助训练的

方法 命 名 为 对 比 学 习 辅 助 训 练 ( contrastive
 

learning
 

assisted
 

training,CLAT),分别与 FFN 和 LSTM 两种回归

模型配合后命名为 CLATF 和 CLATL。
本文模型的数据处理方式如图 4 所示。 在输入模块

部分,对原始数据序列(如各高度风速、风向、风功率等)
通过滑动窗口生成若干相同长度的序列,然后随机选择

N 条序列 X1,X2,…,XN 构成一个 batch 集合。 对于一个

batch,对其中的各条序列进行特征提取,能够得到 N 个

映射后的高维向量 Y1,Y2,…,YN。 对映射后的向量进行

数据增强,得到额外N个高维向量 Y +
1 ,Y +

2 ,…,Y +
N , 再选取

其中的部分向量构成正负样本集合。

图 4　 数据处理方式

Fig. 4　 The
 

data
 

processing
 

method

3. 2　 特征提取模块

　 　 特征提取模块由 LSTM、若干个残差模块、Attention
和 FFN 构成。 每个残差模块主要由 CNN 组成,并包含

1×1 卷积层的直连(shortcut)。
1)

 

LSTM[24] :LSTM 是一种改进的循环神经网络,具
有常规神经网络的重复模块链结构,被广泛用于风电、光
伏等时间序列预测问题,其基本神经元包括遗忘门、输入

门和输出门,分别决定了需要丢弃、更新、和输出的信息;
各门控结构均含有一个 sigmoid

 

激活函数和一个点乘

操作。
2)

 

CNN[25] :CNN 的基本结构包括卷积层和池化层,
主要用于提取时间序列的局部信息。 本模型中,首先通

过一个滑动窗口将多维信息分成多个固定窗口的片段作

为 CNN 的输入,然后提取每个片段的信息来获得局部

信息。
3)

 

Attention[26] :注意力机制可以获得一个序列和另

一个序列之间的权重,并在全局信息之间建立关联。 具

体来说,本文中的序列是指经过 LSTM 和 CNN 获得的特

征向量,权重是高维空间中两个序列之间的相似度矩阵,
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其计算方法公式如式(1)和(2)所示。
Q = f(Wqx + bq)
K = f(Wkx + bk)
V = f(Wvx + bv)

ì

î

í

ïï

ïï

(1)

Attention(Q,K,V) = softmax
QKT

dk
( ) V (2)

式中:x 是 CNN 模型的输出,Wq,Wk,
 

Wv 是每个特征的

权重,bq,bk,bv 是偏置量,dk 是 K 的维数,f 是激活函数。
3. 3　 对比学习模块

　 　 对比学习模块是一种自监督算法,其核心关键在于

正负样本的生成方法和对比损失函数的构造方法。
1)

 

正负样本生成

图像和自然语言处理领域已经积累了大量生成正负

样本的方法[27-29] 。 例如,图像中经常采用旋转、翻转、裁
剪、颜色抖动(jitter)等策略构造正样本,自然语言处理中

通过删词、替换、回译、随机丢失( dropout)等方法生成正

样本。 这种通过对已有数据添加微小改动或从已有数据

创建合成新数据的方法, 可以统称为数据增强 ( data
 

augmentation,
 

DA)方法[30-31] 。
针对时间序列问题,本文在经过特征映射后的矩阵

上叠加采用了常用的数据增强技术来产生正样本。 具体

而言,对于形如 Yn(y1,…,y t -1,y t,y t +1,…,yT) 的序列,随
机采取以下一步或几步操作, 其计算过程如算法 1 所

示。 (1) 滞后 / 超前操作:将每个 y t 随机地将其替换为

y t -1,y t,y t +1 中任意一个;(2) 幅值抖动操作:将每个 y t 随

机地加入少量高斯白噪声;(3)时间抖动操作:采用 jitter
函数,可以看作添加时间上的噪声;(4) dropout 操作,相
当于把 FFN 中部分隐节点以一定概率停止工作,通常在

深度学习中用于增加输出多样性、减少过拟合。 在随机

地进行了上述操作后,得到的序列记为 Y +
n ,并与 Yn 和构

成一个正样本对(positive
 

pair)。 对于一个包含 N 条序列

的 batch,经过特征提取后包含 N 条 Yn 序列;每一条 Yn 经

　 　 　 　
算法 1

输入:
 

Yn(y1 ,…,yt-1 ,yt,yt+1 ,…,yT)

输出:
 

Y +
n (y +

1 ,…,y +
t-1 ,y +

t ,y +
t+1 ,…,y +

T )

(1)
 

For
 

t= 0
 

to
 

T
 

do
(2)

 

　
 

随机采取以下一步或几步操作:
(3)

 

　
 

y +
t ←

 

random
 

( yt-1 ,yt,yt+1 )

(4)
 

　
 

y +
t ← yt +

 

noise

(5)
 

　
 

y +
t ←

 

jitter
 

( yt )

(6)
 

　
 

y +
t ←

 

dropout
 

( yt )

(7)
 

返回 正样本 Y +
n (y +

1 ,…,y +
t-1 ,y +

t ,y +
t+1 ,…,y +

T )

过相同的数据增强后, 可以生成一条 Y +
n , 因而一个 batch

最终包含的 Yn 和 Y +
n 序列共有 2N 个,如图 4 所示。

对应其中一个序列,例如 Yn,它与自己的 Y +
n 构成正

样本对,并可以和其他所有 Yk 及 Y +
k (k ≠ n )构成负样本

对(negative
 

pairs)。 为了防止负样本中碰巧存在与 Yn 相

似的序列、并减少负样本的个数,本文没有直接采用将所

有其他的 Yk 及 Y +
k (k ≠ n) 都放入负样本集合中, 而是采

用 DTW 算法[32] 进一步筛选负样本,其计算过程如算法 2
所示。

算法 2

输入:
 

Yn
 and

 

Y +
n

输出:
 

{Y -
n,k}

(1)
 

For
 

k
 

=
 

0
 

to
 

N
 

do
(2)　

 

分值 1
 

= 　 DTW( Yn,Yk)n ≠ k

(3)　
 

分值 2
 

= 　 DTW( Yn,Y +
k )n ≠ k

(4)对所有 k 对应的分值 1 和 2 进行排序

(5)选择 K 个分值较小的序列构成负样本集合 {Y -
n,k}

(6)返回 负样本集合 {Y -
n,k}

　 　 2)
 

对比损失函数(contrastive
 

loss)
对比损失函数表征了正负样本之间的距离,通过优

化对比损失函数能够优化特征提取模块的网络参数。 常

用的对比损失函数大多基于互信息概念而建立,包括

NCE
 

loss[20] , InfoNCE[19] , ProtoNCE[33] 及一系列变种函

数[18] 。 本文采用的是目前最常用的 InfoNCE 损失函数,
并由于在生成负样本后本模型采用了 DTW 算法对负样

本进行了筛选,因此对分母进行了部分调整,其具体形式

如式(3)所示,旨在最大化所有正样本对之间的相似性

并最小化所有负样本对之间的相似性。 其中,相似性的

常见度量方法包括欧几里得距离和余弦相似度等,这里

采用余弦相似度,其具体计算方法如式(4)所示。

min l = - ∑
N

n = 1
log

exp[ sim(Yn,Y
+
n ) / τ]

∑
K

k = 1
exp[ sim(Yn,Y

-
n,k) / τ]( ) (3)

sim(u,v) = uTv / ‖u‖‖v‖ (4)
式中: (Yn,Y

+
n ) 为正样本对, 而(Yn,Y

-
n,k) 为负样本对,

sim 为余弦相似度; τ 是温度超参数。
3. 4　 超参数设置

　 　 超参数设置主要包括网络超参数和训练超参数。 在

网络超参数方面,本文的输入数据是 36
 

h 不同高度的风

速、风向等,整体数据量不大,为了防止过拟合,网络规模

不宜过大;同时为了充分提取数据深层特征,本文在模型

训练过程中,对部分超参数在其常见范围内进行了若干
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尝试,最终设置的超参数如表 1 所示。 在训练超参数方

面,综合考虑训练时间和预测精度需要,本文采用均匀分

布初始化函数(uniform)对网络参数进行初始化,选择批

样本数量(batch
 

size)为 128,采用学习率衰减的 Adam 方

法作为训练优化器,学习率为 2×10-5。 此外,为了评价本

文所提模型的预测性能, 本文将所提出的方法 与

Lightgbm[11] 和 LSTM[24] 的预测结果进行对比,对比模型

所采用的超参数如表 2 所示。

表 1　 本文模型超参数

Table
 

1　 Model
 

hyperparameters
 

of
 

the
 

proposed
 

model

模块 网络单元 参数

特征提取模块

对比学习

辅助模块

回归模块

LSTM
隐藏层节点个数= 128

 

隐藏层层数= 2

残差网络

残差网络个数= 3
 

dropout 比例= 0. 1
 

CNN 卷积核 1×2,步长= 1

Attention 单元数= 128

对比损失函数 温度参数温度参数 τ= 0. 1

FFN
隐藏层节点个数为 64
激活函数 ReLU
损失函数 MSE

LSTM
隐藏层节点个数为 128
隐藏层层数为 2
损失函数 MSE

表 2　 性能比较模型的超参数

Table
 

2　 Hyperparameters
 

of
 

performance
 

comparison
 

models

模型名称 超参数

LSTM
隐藏层节点个数=

 

128;
 

隐藏层层数= 2;
 

学习率
 

=
 

2×10-5 ;
 

损失函数 MSE

Lightgbm
弱分类器数目= 200;

 

最大深度 = 30;
 

学习率
 

=
 

2×

10-5 ;损失函数 MSE

3. 5　 训练过程分析

　 　 本文给出的两种基于对比学习辅助训练的风功率预

测模型(CLATF 和 CLATL)具有相同的特征提取模块和

不同的回归模块。 图 5 给出了 CLATF 和 CLATL 两种方

法的训练损失函数。 可以看出,随着训练轮数增加,损失

函数均快速下降。 具体而言,CLATF 大约在 200 轮左右

趋于收敛,CLATL 方法大约在 400 轮最优趋于收敛。 本

文选取训练 400 轮的模型作为最终的预测模型。

图 5　 模型训练损失函数

Fig. 5　 Training
 

loss
 

function

4　 模型性能评价

4. 1　 评价指标

　 　 为了评估风功率预测模型的性能,本文采用以下评

价指标:均方根误差( root
 

mean
 

square
 

error,
 

RMSE)、平
均绝对误差 ( mean

 

absolute
 

error,
 

MAE) 和决定系数

(R2) [34] ,其定义如式(5) ~ (7)所示。

RMSE = 1
Ns

∑
Ns

n = 1
(yn -

 

ŷn)
2 (5)

MAE = 1
Ns

∑
Ns

n = 1
yn -

 

ŷn (6)

R2 =
∑
Ns

n = 1
(yn - y)(y -

 

ŷn)

∑
Ns

n = 1
(yn - y) 2 ∑

Ns

n = 1
(y -

 

ŷn)
2( )

2

(7)

其中, Ns 为风电序列的时间长度,yn 为第 n个样本的

真实值,
 

ŷn 为第 n 个样本的模型预测值,y 真实值的平均

值,y 是预测值的平均值。

4. 2　 预测结果分析

　 　 不同模型在测试数据集上的评价指标结果如表 3 所

示,其中 48
 

h 的预测结果如图 6 所示。 为了比较不同模

型的预测指标。 可以看出,对于不同预测方法,CLATF 和

CLATL 整体预测误差较小、回归拟合性能较好。 具体来

看,在预测误差 RMSE 方面,对比学习方法相比于 LSTM
平均下降 14. 0% ,相比 Lightgbm 平均下降 3. 6% ;在预测

误差 MAE 方面,对比学习方法相比于 LSTM 平均下降

19. 9% ,相比 Lightgbm 平均下降 6. 5% ,总体预测精度提

升显著;在回归指标方面,对比学习方法相比于 LSTM 平

均提升 5. 8% ,相比 Lightgbm 平均提升 18. 8% ,拟合效果

提升明显。
对比不同提前时间长度的预测结果可以看出,各个

模型都在提前 1 h 预测精度和回归效果相对最好;随着

预测时间尺度增加,预测精度和回归精度会有所降低。
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　 　 　 　 表 3　 不同模型的表现

Table
 

3　 Performance
 

of
 

different
 

models

指标 提前预测小时 LSTM Lightgbm CLATF CLATL

RMSE

MAE

R2

1
 

h 10. 08 10. 28 9. 15 9. 05

2
 

h 14. 67 13. 07 13. 22 13. 09

3
 

h 17. 41 14. 38 15. 00 14. 03

4
 

h 19. 39 16. 41 15. 17 16. 09

1
 

h 6. 45 7. 33 5. 81 6. 41

2
 

h 10. 23 8. 88 8. 49 8. 55

3
 

h 13. 14 9. 90 10. 05 9. 69

4
 

h 15. 12 10. 68 9. 70 10. 70

1
 

h 0. 84 0. 86 0. 87 0. 88

2
 

h 0. 76 0. 68 0. 79 0. 80

3
 

h 0. 72 0. 60 0. 75 0. 76

4
 

h 0. 67 0. 49 0. 73 0. 74

图 6　 提前 1~ 4
 

h 不同模型的风电功率预测曲线

Fig. 6　 Wind
 

power
 

prediction
 

curves
 

of
 

different
 

models
 

in
 

1~ 4
 

h
 

ahead

并且,在不同时间尺度上,对比学习方法的回归精度相比

于 LSTM 和 Lightgbm 均有显著提升,且提升程度随着预

测时间尺度增加而进一步扩大,整体效果呈现出良好的

稳定性;在不同时间尺度的预测精度方面,对比学习在各

个时间尺度的预测精度相比 LSTM 都有较为显著的优

势,相比 Lightgbm 在 1 和 4
 

h 尺度上具有一定优势。 综

上所述,对比学习在超短期风电功率预测方面,在预测精

度和回归效果上相比于对照模型均有显著的改善,且部

分指标在较长时间尺度预测上依然具有稳定且扩大的

优势。

5　 结　 　 论

　 　 针对当前深度学习风功率预测方法中的特征提取模

块对历史数据中的相似趋势信息和样本关联性特征关注

较少的问题,本文提出了一种基于对比学习辅助训练的

超短期风功率预测方法,主要结论包括:
1)本文提出了一种基于对比学习辅助训练的超短期

风功率预测方法,利用对比学习算法优化特征提取模块

参数,能够更好地捕捉风功率时序曲线中的隐式特征和

趋势变化的相似性,进而减少数据冗余信息、增强样本关

联性,最终提高风功率预测精度。
2)本方法相比于在“样本选取”和“预测后校正”中

考虑相似性特征的风功率预测方法,能够在特征提取模

块中更好地捕捉风功率时序曲线的相似性信息;相比于

应用于图像处理、自然语言处理等领域的对比学习方法,
本文建立了适合风功率预测的对比学习模型结构、正负

样本生成方法和损失函数模型。
3)基于实际数据的预测结果表明,基于对比学习辅

助训练的特征提取模块与回归模块配合,能够有效提高

风功率预测精度和回归拟合性能。 相比于 LSTM 和

Lightgbm,对比学习方法的预测误差 RMSE 指标分别下降

14. 0%和 3. 6% ,MAE 指标分别下降 19. 9% 和 6. 5% ,预
测精度提升显著。
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