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摘　 要:针对实际工程中因故障样本数据稀少而导致模型识别准确率不高的问题,提出了一种基于自校正卷积神经网络( SC-
CNN)的滚动轴承故障诊断模型,并将其应用于小样本条件下的故障识别研究。 首先,为减少不同信号的数据分布差异,在每个

卷积层后添加 BN 算法;其次,利用自校正卷积学习信号的多尺度特征,提高模型获取有用故障特征的能力;然后,引入通道自

注意力机制,建立通道特征信息之间的相关性,用于突出故障特征并抑制数据过拟合;再将少量训练样本输入到模型中进行学

习;最后,将各类不同条件下的故障信号输入到训练好的 SC-CNN 模型进行识别分类,并在两个数据集上进行实验验证。 结果

表明,所提模型在信噪比为-4
 

dB 的强噪声环境下,识别准确率分别为 98. 64%和 99. 83% ,在变工况条件下,识别准确率分别为

94. 37%和 99. 64% ,验证了 SC-CNN 模型在小样本条件下具有较强的鲁棒性和泛化性能。
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Abstract:The
 

model
 

recognition
 

accuracy
 

is
 

low
 

due
 

to
 

the
 

scarcity
 

of
 

fault
 

sample
 

data
 

in
 

practical
 

engineering.
 

To
 

address
 

this
 

issue,
 

a
 

rolling
 

bearing
 

fault
 

diagnosis
 

model
 

based
 

on
 

the
 

self-calibrated
 

convolutional
 

neural
 

network
 

( SC-CNN)
 

is
 

proposed
 

and
 

applied
 

to
 

fault
 

identification
 

under
 

the
 

condition
 

of
 

small
 

samples.
 

Firstly,
 

the
 

BN
 

algorithm
 

is
 

added
 

after
 

each
 

convolutional
 

layer
 

to
 

reduce
 

the
 

data
 

distribution
 

difference
 

of
 

different
 

signals.
 

Secondly,
 

the
 

self-calibrated
 

convolution
 

is
 

adopted
 

to
 

learn
 

the
 

multi-scale
 

features
 

of
 

the
 

signal
 

to
 

improve
 

the
 

ability
 

of
 

the
 

model
 

to
 

obtain
 

useful
 

fault
 

features.
 

Then,
 

the
 

channel
 

self-attention
 

mechanism
 

is
 

introduced
 

to
 

establish
 

the
 

correlation
 

between
 

channel
 

feature
 

information
 

to
 

highlight
 

the
 

fault
 

features
 

and
 

suppress
 

data
 

overfitting.
 

Further,
 

a
 

small
 

number
 

of
 

training
 

samples
 

are
 

fed
 

into
 

the
 

model
 

for
 

learning.
 

Finally,
 

the
 

fault
 

signals
 

under
 

various
 

conditions
 

are
 

taken
 

as
 

the
 

input
 

of
 

the
 

trained
 

SC-CNN
 

model
 

for
 

identification
 

and
 

classification.
 

Evaluation
 

experiments
 

are
 

implemented
 

on
 

two
 

datasets.
 

Results
 

show
 

that
 

the
 

recognition
 

accuracy
 

values
 

of
 

the
 

proposed
 

model
 

are
 

98. 64%
 

and
 

99. 83%
 

under
 

strong
 

noise
 

environment
 

with
 

SNR
 

of
 

-4
 

dB.
 

Those
 

two
 

values
 

are
 

94. 37%
 

and
 

99. 64%
 

under
 

variable
 

working
 

conditions.
 

Results
 

show
 

that
 

the
 

SC-CNN
 

model
 

has
 

strong
 

robustness
 

and
 

generalization
 

performance
 

under
 

small
 

sample
 

condition.
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0　 引　 　 言

　 　 滚动轴承是现代旋转机械的核心零部件,同时也是

故障高发的零部件之一。 滚动轴承的故障可能会导致整

个机械设备的损坏,造成大量的经济损失[1] 。 因此实现

滚动轴承故障状态的精准识别,对,保持设备运行的稳定

性和避免不必要的安全隐患具有重要意义。
随着故障分类识别技术的深入发展,学者们提出了

各种智能故障识别方法[2-3] ,其中深度学习因其强大的自

动特征提取能力而备受青睐。 Zhang 等[4] 利用带有宽卷

积核的深度卷积神经网络( convolutional
 

neural
 

network,
CNN)进行滚动轴承故障识别,有效地提高了故障识别模

型的抗噪性。 康守强等[5] 提出了一种改进的深度 Q 网

络,在应对数据不平衡和跨负载工况时的滚动轴承故障

识别中都有较好的表现。 尽管以上研究在故障识别领域

取得了较好的效果,但均在样本量充足的数据集上进行

实验验证。 而在实际工程中,设备长期处于正常工作状

态,收集大量带有故障的数据样本往往十分耗时且代价

昂贵,因此,对涉及小样本问题的故障识别方法研究迫在

眉睫。
近年来,小样本问题受到了许多学者的关注,并取得

了一定成果。 杨光友等[6] 利用自适应辅助分类器生成对

抗 网 络 ( self-adaptive
 

auxiliary
 

classifier
 

GAN, SA-
ACGAN),通过生成故障数据的方式来扩充样本量,在多

个数据集上验证了该方法的有效性。 Zhang 等[7] 设计了

一种深度半监督网络,通过无标签样本配合有标签样本

的方式,提高了故障分类模型的识别性能。 陈仁祥等[8]

将自适应流行正则化的迁移学习( transfer
 

learning,TL)
应用于滚动轴承故障分类领域,可有效应对不同工况下

的复杂数据分布差异。 Shao 等[9] 提出了一种基于深度

迁移学习的对抗性领域适应方法,利用最大平均差异和

域混淆函数,实现了跨领域滚动轴承故障识别。 上述方

法虽然在小样本问题上有较好的表现,但其自身还存在

一些问题,生成对抗网络训练困难,容易导致模型梯度消

失问题,而迁移学习难以衡量源域和目标域之间的数据

分布差异,存在负迁移现象。
基于上述分析,本文提出了一种自校正卷积神经网

络(self-calibrated
 

convolution
 

neural
 

network,SC-CNN),并
将其应用于小样本滚动轴承故障识别。 首先,在每个卷

积层后添加 BN 算法,以减少不同信号的分布差异;其
次,利用自校正卷积加强模型的多尺度特征学习能力;然
后,引入通道自注意力机制,用于突出故障特征并抑制数

据过拟合;最后,通过模拟实际工程的噪声环境和变工况

下的滚动轴承故障类型识别实验,证明了所提方法的有

效性。

1　 相关理论

1. 1　 卷积神经网络原理

　 　 1)卷积层

卷积层是 CNN 的核心,主要起到特征提取的作用,
卷积层的运算可表示为:

X l = f(Wl∗X l -1 + b l) (1)
式中: X l 表示第 l层的输出特征;Wl 表示卷积核中待优化

的权重张量;b l 表示第 l 层的偏置项;∗ 表示卷积操作;
f(·) 表示 ReLU 激活函数。

2)池化层

池化层的主要作用是对特征进行下采样同时防止数

据过拟合,最大池化的操作可表示为:
y i = down(x,h)[ i] = h(x( i -1)K+1:iK) (2)

式中: h(x) = max(x);K 表示池化窗口宽度;x 和 y 分别

表示池化的输入和输出;down(·) 表示下采样函数;
down(x,h)[ i] 表示 down(x,h) 的第 i 个元素。

3)全局平均池化层

全局平均池化是对最后一个输出特征取全局平均

值,能够学习到全面的网络特征信息,如式(3)所示[10] 。

ŷi = ∑
N

n = 1

1
K ∑

tK

t = ( t -1)K+1
y i( t)( ) (3)

式中: y i( t) 表示前一最大池化层第 i个输出特征中第 t个
神经元的值;N 表示前一层输出特征的个数;K 表示池化

窗口宽度。
4)Adam 优化算法

本文选用 Adam 自适应优化器作为模型优化参数的

算法,通过动态调整梯度的一阶矩估计和二阶矩估计求

得参数的最优解。 梯度一阶矩估计和二阶矩估计如

式(4)、(5)所示[11] 。
u t = α 1u t -1 + (1 - α 1)g t (4)
v t = α 2v t -1 + (1 - α 2)g2

t (5)
式中: u t 和 v t 分别表示梯度的一阶矩估计和二阶矩估

计;g t 表示第 t步的一阶梯度;α 1,α 2 ∈ [0,1) 表示衰减常

数,初始化 u0 和 v0 均为零向量,更新过程对 u t 和 v t 的偏

差修正后如式(6)、(7) 所示。

û t =
u t

1 - α t
1

(6)

v̂t =
v t

1 - α t
2

(7)

故 Adam 的更新规则如式(8)所示。

θ t +1 = θ t -
η

ε + v t

☉û t (8)

式中: θ t 和 θ t +1 分别表示第 t步和第 t + 1 步的权重;☉ 表
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示向量的对应元素相乘;ε 表示保证数值稳定的常数项;
η 表示全局学习率。
1. 2　 自校正卷积

　 　 考虑到输入数据内在的多尺度特性,自校正卷积

(self-calibrated
 

convolution,SCConv)对传统卷积的特征转

换过程进行了改进,在不增加额外参数和复杂性的情况

下提高模型的整体性能[12] 。 SCConv 通过在两个不同的

尺度空间中进行卷积特征转换的方式,以提高模型在小

样本条件下的故障特征提取能力,分别为原始尺度空间

和具有较小分辨率的自校正尺度空间,自校正卷积的具

体步骤可分为如下 5 步。
步骤 1)将输入特征按通道数拆分成相等的两部分,

记为 {X i}
2
i = 1。

步骤 2)将卷积核 K 拆分成维度相同的 4 部分,记为

{K i}
4
i = 1。
步骤 3)对原始尺度特征空间进行处理,对输入特征

X1 经过 K1 卷积得到特征 Y1。
步骤 4)对自校正尺度空间进行处理,将特征 X2 输

入到两个分辨率不同的通道中。 在输入特征的宽度方向

上缩小 r 倍以减小分辨率,并通过平均池化对输入特征

X2 进行下采样转换为低维嵌入来校正高分辨率部分卷

积核的卷积变换。 模型在分辨率较小的尺度上的特征进

行特征提取,减少故障特征信息周围无用信息的干扰,在
样本量较小的情况下提高模型对有用故障信息的提取能

力。 然后对提取的特征进行卷积和上采样, 再进行

Sigmoid 函数计算后输出,对 Sigmoid 计算的输出和 K3 卷

积提取后的特征进行校正,最后对校正后的特征实行 K4

卷积 得 到 自 校 正 部 分 的 输 出 特 征 Y2, 其 操 作 如

式(9) ~ (12)所示。
T = avgpoolr(X2) (9)
X2 = up(T∗K2) (10)

Y2 = X2
∗K3·σ(X2 + X2) =

X2
∗K3

1 + exp( - (X2 + X
 

2))
(11)

Y2 = Y2∗K4 (12)
式中: avgpool(·) 表示平均池化;r 表示下采样率;up(·)
表示上采样;σ 表示 Sigmoid 激活函数,以增加模型的非

线性。
步骤 5)融合两个尺度空间输出特征 Y1 和 Y2,得到

最终输出特征 Y。
SCConv 通过自校正操作可对多尺度空间信息进行

编码,且仅考虑每个空间位置周围的信息,避免了来自无

关区域信息的污染。 因此,SCConv 可以有效地扩大卷积

层的感受野,在故障样本较少时,提高模型获取有用故障

特征信息的能力。

1. 3　 通道自注意力机制

　 　 CNN 的卷积层具有权值共享和局部连接的特性,却
未考虑各通道特征信息之间的相关性,导致难以充分提

取轴承的故障特征[13] ,为此,本文引入通道自注意力机

制( channel
 

self-attention
 

mechanism,CSAM)。 不同卷积

核提取到的特征对分类结果的贡献度有明显差异,CSAM
的引入使得模型可以自适应地调整各通道之间的特征响

应从而建立通道之间的依赖关系,选择性地赋予信号中

具有相似特征的信息更大的权重,捕捉更有效的特征

信息[14] 。
1)将经过前一层卷积得到的特征 X 与其转置 XT 相

乘得到维度为 RC×C 的权重矩阵,再经过 Softmax 层得到

通道相关性矩阵 M:

M ji =
exp(X i·X j)

∑
C

i = 1
exp(X i·X j)

(13)

式中: C 为表示特征 X 的通道数;M ji 表示第 i 个通道对

第 j 个通道的影响之间的相关性,两个通道特征向量越

相似,在特征空间分布中距离就越近,则 M ji 越大, 这样

便突出了相似特征之间的关系。
2)将 M 和 X 做矩阵相乘得到通道自注意力矩阵。
3)CSAM 的输出 Q 为通道自注意力矩阵与原始通道

特征矩阵的加权和,如式(14)所示。

Q j = β∑
C

i = 1
exp(m ji·X j) + X j (14)

式中: β 为赋予通道自注意力矩阵的权重系数,其初始值

为 0,然后逐渐学习到更大的权重。

2　 SC-CNN 模型的构建与故障识别方法

　 　 本文提出了一种自校正卷积神经网络模型用于小样

本下的滚动轴承故障识别,结构如图 1 所示。 原始一维

振动信号首先经过宽核卷积模块,用于削弱环境干扰对

捕捉有用特征的影响;紧接着进入可学习多尺度空间特

征的自校正卷积模块,加强模型对信号多尺度特征的学

习能力;然后经过考虑各通道信息相关性的通道自注意

力模块,通过对相似特征赋予更大权重的方式凸显出故

障特征;再通过深层卷积模块继续提取信号的深层抽象

特征;最后经过全局平均池化层和 Dropout 层实现对故障

的识别分类。 其中模型每一个卷积后添加了 BN 用于减

少信号在不同工况下的数据分布差异。
采用 SC-CNN 的滚动轴承故障识别方法的基本流程

如下:在模型的训练阶段,将已知故障类型的训练样本输

入到模型中进行预训练,通过 Softmax 分类器进行误差的

反向传播,使用 Adam 自适应优化器更新网络参数,使损

失函数的值达到最小,完成模型的训练;在模型的故障识
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别阶段,采用已训练好的 SC-CNN 模型对未知故障类型

的测试样本进行特征提取,最后输入 Softmax 分类器实现

故障分类并得出测试准确率。

图 1　 自校正卷积神经网络结构

Fig. 1　 Structure
 

diagram
 

of
 

the
 

self-calibrated
 

convolution
 

neural
 

networks

3　 实验数据集构建

　 　 本文实验数据集 1 为凯斯西储大学轴承实验数据中

心测得的数据[15] ,轴承型号为 6205-2RS,轴承故障可分

为内圈、外圈和滚动体故障。 选取试验台驱动端轴承在

载荷为 1 ~ 3
 

hp(1
 

hp = 735
 

W)3 种工况下工作时采集的

故障振动信号,信号采样频率为 12
 

kHz,采样时间为

10 s,故障直径分别为 0. 18、0. 36 和 0. 54 mm,另外包括

正常轴承共计 10 种故障类型,故障深度均为 0. 28 mm,
根据负载不同可分为 F1、F2 和 F3 这 3 种数据集。

数据集 2 为本实验室故障模拟实验台采集的数据,
MFS 实验台如图 2 所示。 故障轴承型号为 ER-16K 的深

沟球轴承,如图 3 所示,轴承故障位置为内圈故障、外圈

故障和滚动体故障。 数据集 2 采集了轴承转速分别为

1
 

200、1
 

300 和 1
 

400
 

r / min 三种不同工况下的振动信号,
信号采样频率为 15. 3

 

kHz,采样时间为 8 s。 实验所用轴

承内、外圈故障宽度和滚动体故障孔径分别为 1. 2 和

1. 8 mm,故障深度均为 0. 25 mm,共计 6 种故障类型,根
据转速不同可制作成 F4、F5 和 F6 这 3 种数据集。 将各

状态振动信号以 2
 

048 个采样点,采用重叠采样的方式

随机截取故障数据样本。

图 2　 MFS 滚动轴承故障模拟实验台

Fig. 2　 MFS
 

rolling
 

bearing
 

fault
 

simulation
 

experiment
 

test
 

rig

图 3　 滚动轴承故障部位

Fig. 3　 Failure
 

location
 

of
 

rolling
 

bearing

4　 实验验证与分析

　 　 设置 SC-CNN 模型的网络参数 Batch
 

Size = 8,epoch =
30,初始学习率为 1 × 10-4,自校正卷积模块中下采样

率为 4,每个卷积层均采用 ReLU 激活函数,结构参数设

置如表 1 所示,如[96,1,64]表示宽核卷积层的卷积核大

小为 96×1,输入通道数为 64;2
 

048×128 表示输出特征长

2
 

048,输出通道数为 128,其中所有卷积层的步长均为

1×1。 所有实验结果均取 10 次实验的平均值。

表 1　 SC-CNN 模型的结构参数

Table
 

1　 The
 

structural
 

parameters
 

of
 

SC-CNN

网络层 结构参数 输出尺寸

Conv-1 [96,1,64] 2
 

048×64

MaxP-1 [2,1,64] 1
 

024×64

SCConv

[5,1,32]
[5,1,32]
[5,1,32]
[5,1,32]

4
 

096×32

Conv-2 [5,1,128] 4
 

096×128

MaxP-2 [2,1,128] 2
 

048×128

GlobalAvgP units= 128,activation=ReLU

Dropout rate= 0. 5

Output units= 10 / 6,activation=Softmax

4. 1　 模型验证

　 　 1)训练样本量对模型识别性能的影响分析

在实际工况中,旋转机械大部分时间都处于正常工

作状态,故障数据通常是有限的。 本文设置训练集每类

样本量分别为 8、16、24、40 和 80,测试集样本量均为

100,以验证带故障信息的训练样本量对本文所提方法的

故障识别效果的影响,实验在数据集 F1 和数据集 F4 上

进行,结果如表 2 所示。
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表 2　 训练样本量对识别准确率的影响

Table
 

2　 The
 

effect
 

of
 

training
 

sample
 

sizes
 

onrecognition
 

accuracy

数据集 数据集 F1 数据集 F4

样本量 识别准确率 / % 标准差 识别准确率 / % 标准差

8 99. 89 0. 14 99. 97 0. 08

16 99. 93 0. 10 100 0

24 100 0 100 0

40 100 0 100 0

80 100 0 100 0

　 　 从表 2 可以看出,数据集 F1 在训练样本量为 8 时,识
别准确率已达到 99. 89%,随着训练样本量的增加,模型的

识别准确率也随着增加并逐渐稳定,当样本量为 24 时,识
别准确率均达到 100%;数据集 F4 在训练样本量为 8 时的

识别准确率高达 99. 97%,当训练样本量为 16 时,识别准确

率达到 100%,且处于稳定状态。 说明在小样本情况下,
SC-CNN 模型在两个数据集上均能清晰地识别出故障类

型。 故在后续实验中,数据集 1 训练样本量取 24,数据集 2
训练样本量取 16,测试集样本量均设置为 100。

2)模型的有效性验证

为验证本文所提模型在小样本故障识别中的优势,
与 4 种典型深度学习故障识别模型进行对比分析,其中

A 表示本文所提 SC-CNN 模型; B 表示 MBDS-CNN 模

型[16] ,是一种多分支神经网络模型,该模型利用深度可

分离卷积,避免了传统模型在网络深度增加时易引起过

拟合的问题,在样本量充足时获得了较好的抗噪性;C 表

示 ACNN 模型[17] ,是一种抗干扰模型,该模型将注意力

机制引入到各个特征提取层中,并在训练集中添加高斯

白噪声来增加模型的鲁棒性,同时具有出色的泛化能力;
D 表示 WDCNN 模型[4] ,该模型的第 1 个卷积层中,选用

宽核卷积来过滤噪声,在强噪声环境中表现出良好的变

负载适应性;E 表示一种改进的 LeNet-5 模型[18] ,该模型

通过在每个卷积层后添加 BN 层来减少输入的分布差

异,在实验室数据集中取得了较好的泛化性能。 以上所

有模型的超参数设置均相同,实验在数据集 F1 和 F4 上

进行,结果如表 3 所示。
从表 3 可以看出,在两个数据集中,本文方法均能完

全识别出滚动轴承故障类型,且保持稳定。 其他方法不

能很好地适应故障种类和缺陷程度的变化,在稳定性上

也存在欠缺,如模型 C 在数据集 F1 上的表现强于模型

B,但在数据集 F4 上却不如模型 B,而 SC-CNN 模型在两

个数据集中的识别准确率均达到了 100% 。
为进一步考察 SC-CNN 模型识别故障类型的优越

性,引入混淆矩阵对数据集 F4 的识别结果进行量化分

析,如图 4 所示。

表 3　 不同模型的故障识别准确率

Table
 

3　 Fault
 

identification
 

accuracy
 

of
 

differentmodels

数据集 数据集 F1 数据集 F4

模型 识别准确率 / % 标准差 识别准确率 / % 标准差

A 100. 00 0 100 0

B 98. 62 0. 40 99. 53 0. 28

C 99. 35 0. 09 98. 43 0. 74

D 94. 92 0. 76 77. 87 1. 16

E 92. 31 0. 72 89. 00 0. 58

图 4　 不同模型故障分类结果的混淆矩阵

Fig. 4　 Confusion
 

matrixes
 

of
 

fault
 

classification
 

results
 

of
 

different
 

model

　 　 由图 4 可知,只有本文所提模型能够完全区分出故

障类型,其他模型均不同程度误判,尤其是模型 D 和

E,对多种故障产生了较大程度的错分,已不能够较好

地完成故障分类任务。 以上说明了 SC-CNN 模型在小

样本条件下对轴承不同类型的故障具有强大的识别分

类能力。
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4. 2　 抗噪性分析

　 　 在工业现场采集到的信号往往会受到噪声的污染,导
致信号中的故障信息被淹没。 为提高模型的抗干扰能力

同时抑制数据过拟合,本文将通过在训练集中添加信噪比

-4~4
 

dB 的高斯白噪声来模拟受噪声干扰的工作环境。
并对 5 种深度学习故障识别模型进行对比分析,实验在数

据集 F1 和 F4 上进行验证,实验结果如图 5、6 所示。

图 5　 不同模型在噪声环境下的识别效果(数据集 F1)
Fig. 5　 Recognition

 

effect
 

of
 

different
 

models
 

in
 

noisy
 

environment(dataset
 

F1)

图 6　 不同模型在噪声环境下的识别效果(数据集 F4)
Fig. 6　 Recognition

 

effect
 

of
 

different
 

models
 

in
 

noisy
 

environment(dataset
 

F4)

由图 5 可知,在信噪比为-4 ~ 4
 

dB 的噪声环境下,本
文模型的故障识别效果均为最佳。 尤其是在信噪比为

-4
 

dB 的强噪声环境中,本文所提 SC-CNN 模型的故障

识别准确率达到 98. 64% ,其他 4 种常用模型的识别准确

率均低于 90% ;随着信噪比的增加,各模型的故障识别能

力也随之增加,在信噪比为 4
 

dB 的噪声环境中,模型 B
和 C 的识别准确率均达到 97% 以上,其中具有强抗干扰

性的模型 C 的识别准确率为 98. 54% ,但依然比本文所提

模型低 1. 41% 。 由图 6 可知,在信噪比为-4
 

dB 的强噪

声环境下,只有本文模型的识别准确率在 90%以上,且高

达 99. 83% ;当信噪比上升为 0
 

dB 时,模型 B 和 C 也达到

90%以上,而 SC-CNN 模型的识别准确率已达到 100% ,
分别比模型 B 和 C 高 2. 45% 和 9. 05% ;随着信噪比的持

续增加,当信噪比为 4
 

dB 时,模型 B 和 C 的识别准确率

也达到 97% 以上,但仍然比模型 A 低 1. 33% 和 2. 82% ;
而模型 D 和 E 的分类效果虽然有所增强,但明显不如本

文所提模型。
为了进一步分析本文模型在受到强噪声干扰时的识

别性能,采用箱型图来说明模型识别性能的稳定性,实验

在信噪比为-4dB 的噪声环境下进行,结果如图 7 所示。
本文所提出的 SC-CNN 模型在强噪声环境下具有较好的

识别效果,并且方差较小。 除了模型 C 的识别准确率表

现出较小方差,其他模型在识别效果都不够稳定,模型 E
在数据集 F4 中还伴有异常值的出现。 综上所述,在小样

本条件下,本文所提出的 SC-CNN 模型能显著提高模型

在受到噪声污染时故障识别能力的鲁棒性,且在不同轴

承型号和故障类型中均有较好的适应性。

图 7　 不同模型在信噪比为-4
 

dB 环境下的识别效果箱型图
Fig. 7　 Boxplots

 

diagram
 

of
 

recognition
 

effect
 

of
 

different
 

models
 

in
 

the
 

environment
 

of
 

SNR = -4
 

dB

4. 3　 泛化性能分析

　 　 机械设备的运行工况复杂多变,测得信号的特征存

在明显差异,为验证 SC-CNN 模型在变工况条件下识别

轴承损伤程度的能力,设置了泛化性能实验,分别与 4 种

常用的故障识别模型进行对比分析,并在两个数据集上

分别进行验证,实验结果如表 4、5 所示。 其中 F1→F2 表

示数据集 F1 用于模型训练,数据集 F2 用于模型测试。
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表 4　 不同模型在跨负载工况下的识别效果(数据集 1)
Table

 

4　 Identification
 

effect
 

of
 

different
 

models
 

undercross-load
 

conditions(dataset1)

模型 A B C D E

实验工况 识别准确率 / %

F1→F2 99. 88 98. 51 99. 33 88. 82 90. 94

F1→F3 97. 98 89. 60 92. 57 87. 03 77. 02

F2→F1 93. 32 88. 92 93. 17 89. 66 82. 03

F2→F3 99. 75 86. 68 99. 14 87. 54 78. 44

F3→F1 85. 17 79. 43 84. 01 74. 14 77. 48

F3→F2 90. 09 79. 65 83. 20 79. 04 76. 43

平均值 94. 37 87. 13 91. 90 84. 37 80. 39

表 5　 不同模型在变转速工况下的识别效果(数据集 2)
Table

 

5　 Identification
 

effect
 

of
 

different
 

models
 

under
variable

 

speed
 

conditions(dataset2)

模型 A B C D E

实验工况 识别准确率 / %

F4→F5 100 99. 90 95. 50 74. 42 88. 22

F4→F6 98. 70 98. 35 82. 11 80. 40 91. 50

F5→F4 100 99. 60 98. 17 81. 93 78. 75

F5→F6 100 99. 85 96. 12 78. 72 88. 18

F6→F4 99. 15 96. 88 94. 55 81. 68 81. 97

F6→F5 100 99. 82 97. 05 78. 72 93. 32

平均值 99. 64 99. 07 93. 92 79. 31 86. 99

　 　 从表 4 可以看出,本文所提出的 SC-CNN 模型在 6
种跨负载工况中的平均识别准确率为 94. 37% ,在 5 种

故障识别模型中效果最好。 模型 C 是 4 种常用模型中

表现最好的,其平均识别准确率为 91. 90% ,但依然比

本文模型低 2. 47% ,对比分析模型 A 和 C 分别在 6 种

工况下的识别性能,所有工况下模型 C 的识别准确率

均不如模型 A。 模型 E 是所有模型中故障识别性能最

差的,仅为 80. 39% ,比模型 A 低了 13. 98% 。 从表 5 可

以看出,SC-CNN 模型在 6 种变转速工况中的表现仍然

是 5 种故障识别模型中表现最好的,其平均识别准确

率高达 99. 64% 。 模型 B 是 4 种常用模型中分类效果

最佳的,其平均识别准确率达到 99. 07% ,但比 SC-CNN
模型低 0. 57% ,对比分析模型 A 和 B 分别在 6 种工况

下的故障分类能力,所有工况下模型 A 的识别效果均

优于模型 B。 而模型 D 的识别准确率仅为 79. 31% ,在
所有模型中表现最差。

此外,为充分验证自校正卷积对提高模型泛化性能

的有效性,以本文所提模型作为主干网络,对是否使用

SCConv 模块等 3 种方法进行对比分析,其中模型 A1 将

SCConv 模块替换为标准卷积,模型 A2 为去除 SCConv 模

块,3 种模型的网络结构参数均相同,实验结果如图 8 所

示。 在所有变工况条件下,模型 A 的识别准确率均高于

模型 A1 和模型 A2,同时,模型 A1 的识别准确率均高于

模型 A2,说明了标准卷积有利于提高模型泛化性能,例
如,在 F3→F1 工况下,模型 A 的识别准确率比模型 A1
高 4. 95% ,比模型 A2 高 5. 17% ;在 F4→F6 工况下,模型

A 的识别准确率比模型 A1 高 0. 58% , 比模型 A2 高

2. 95% 。 以上验证了自校正卷积在提高模型变工况适应

能力上的有效性。

图 8　 不同模型在变工况条件下的识别效果

Fig. 8　 Identification
 

effect
 

of
 

different
 

models
 

under
 

variable
 

working
 

conditions

经过上述分析,在小样本条件下,本文所提出的 SC-
CNN 模型具有优异的变工况自适应能力,在跨负载和变

转速工况下均有良好的表现,说明引入的自校正卷积可

有效提高模型的泛化性能。

5　 结　 　 论

　 　 本文提出了一种基于自校正卷积神经网络的滚动

轴承故障识别模型,并在两个数据集中的小样本条件

下均取得了优越的表现。 相较于其他常用的深度学习

故障识别模型,SC-CNN 具有更好的故障识别能力和稳
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定性,为实际工业中的故障分类任务提供了新的思路。
所提 SC-CNN 模型在信噪比为- 4

 

dB 的强噪声环境下

对各类轴承故障进行识别分类,在两个故障数据集上

的识别准确率分别达到 98. 64% 和 99. 83% ,显著提高

了滚动轴承故障识别的抗干扰能力。 在跨负载和变转

速工况下, 所提 模 型 的 平 均 识 别 准 确 率 分 别 可 达

94. 37% 和 99. 64% ,提高了滚动轴承故障识别的变工

况自适应能力。 与其他常用的深度学习模型相比,
SC-CNN 模型在受到强噪声污染和变工况下具有更好

的鲁棒性和泛化性能。
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