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摘　 要:数据驱动的深度学习方法在高压断路器机械故障诊断中取得了一定的成效,然而这些方法实现优异性能的前提是可获

取海量训练样本,在现场数据匮乏场景下其诊断性能明显下降。 为此,提出了一种新颖的特征融合度量学习模型用于现场小样

本高压断路器机械故障诊断。 首先构建了特征融合卷积神经网络,有效提升了可鉴别特征提取能力。 然后以 K 近邻算法作为

度量学习器实现小样本数据的匹配和分类。 最后通过改进中心损失进一步提升特征表示的分辨能力,并通过情景训练从实验

室构建的大样本集中学习可迁移知识。 实验结果表明,本文方法在每类支持集样本数为 5 时便可达到 94. 58% 的诊断精度,相
对于卷积神经网络提升了 63. 71% 。 同时,得益于情景训练方式本文方法有效避免了非平衡样本的问题。
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Abstract:The
 

data-driven
 

deep
 

learning
 

methods
 

have
 

achieved
 

excellent
 

performance
 

in
 

the
 

mechanical
 

fault
 

diagnosis
 

of
 

high-voltage
 

circuit
 

breakers.
 

However,
 

the
 

premise
 

of
 

these
 

methods
 

to
 

achieve
 

excellent
 

performance
 

is
 

the
 

ability
 

to
 

obtain
 

massive
 

training
 

samples.
 

The
 

diagnostic
 

performance
 

is
 

severely
 

degraded
 

in
 

scenarios
 

where
 

field
 

data
 

are
 

scarce.
 

To
 

address
 

this
 

issue,
 

this
 

article
 

proposes
 

a
 

novel
 

feature
 

fusion
 

metric
 

learning
 

model
 

for
 

mechanical
 

fault
 

diagnosis
 

of
 

field
 

high-voltage
 

circuit
 

breakers.
 

First,
 

a
 

feature
 

fusion
 

convolutional
 

neural
 

network
 

is
 

established,
 

which
 

effectively
 

improves
 

the
 

ability
 

to
 

extract
 

discriminative
 

features.
 

Then,
 

the
 

K-nearest
 

neighbor
 

algorithm
 

is
 

used
 

as
 

the
 

metric
 

learner
 

to
 

realize
 

the
 

matching
 

and
 

classification
 

of
 

few-shot.
 

Finally,
 

the
 

discriminative
 

ability
 

of
 

feature
 

representation
 

is
 

further
 

improved
 

by
 

improving
 

the
 

center
 

loss.
 

And
 

the
 

transferable
 

knowledge
 

is
 

learned
 

from
 

the
 

large
 

sample
 

set
 

constructed
 

in
 

the
 

laboratory
 

through
 

episodic
 

training.
 

Experimental
 

results
 

show
 

that
 

the
 

proposed
 

method
 

can
 

achieve
 

the
 

diagnosis
 

accuracy
 

of
 

94. 58%
 

when
 

the
 

number
 

of
 

samples
 

in
 

each
 

type
 

of
 

support
 

set
 

is
 

5.
 

It
 

is
 

63. 71%
 

higher
 

than
 

that
 

of
 

the
 

convolutional
 

neural
 

network.
 

In
 

addition,
 

the
 

proposed
 

method
 

benefits
 

from
 

the
 

episodic
 

training
 

method,
 

which
 

effectively
 

avoids
 

the
 

problem
 

of
 

unbalanced
 

samples.
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0　 引　 　 言

　 　 作为电力系统中的重要保护和控制设备,高压断路

器的运行状态直接关乎着整个电网的安全稳定[1] 。 然而

在分闸、合闸和储能等操动状态下,断路器部件动作产生

强烈的冲击,易引发铁芯卡涩、合闸弹簧疲劳、分闸弹簧

疲劳等多种形式故障[2] 。 为此加强对高压断路器机械状

态监测和故障诊断具有重要意义。 目前,高压断路器机

械故障诊断可采用分合闸线圈电流、行程曲线、振动、声
音等信号进行[3] 。 由于振动信号蕴含大量机械部件状态

信息,利用非侵入式振动信号辨识断路器机械状态的方
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法得到广泛研究。 为此,本文采用机械振动信号对高压

断路器机械故障进行诊断。
在基于振动信号分析的高压断路器机械故障诊断研

究中,数据驱动的故障诊断方法通过挖掘故障样本与故

障类型间的映射关系而取得了优异的性能。 传统数据驱

动故障诊断方法先通过特征工程构建故障表征特征而后

通过分类器进行故障分类[4-5] 。 然而特征工程依赖专家

经验且上述方法泛化能力不强[6-7] 。
随着人工智能技术的发展,卷积神经网络因能够自

动学习故障特征与故障类型之间的非线性关系而备受关

注。 尤其是其强大的自动特征提取和优异的分类能力在

高压断路器故障诊断上取得了显著效果[8-9] 。 然而,目前

构建的卷积神经网络都是在可获取海量样本的前提下进

行的,随着样本量减小模型性能下降严重。 现场运行中

的高压断路器由于其故障概率和动作频率极低,且与实

验室不同,现场运行中的高压断路器不可能人为设置故

障获取样本。 因此,现场获取到的某些工况模式下的高

压断路器故障样本极其稀少,实际高压断路器故障诊断

为小样本分类问题。
针对现场数据匮乏的小样本故障诊断问题,目前的

主要解决思路分为两个方面,一方面是扩充数据[10] ,不
仅代价高昂,而且获取数据多为正常数据,难以获取有效

的故障样本;另一方面则是依靠小样本学习方法来实现,
主要包括迁移学习和元学习两种。 迁移学习虽然能够提

升分类精度[11-13] ,但是其对源域数据的依赖严重。 元学

习作为一种如何获得学习能力而不是学习本身的学习,
只需简单的调整即可适应实际工业场景中的新任务[14] 。
其中基于度量的元学习方法通过测量查询集与支持集样

本之间的距离,能够实现小样本分类,在变压器故障诊

断[15] 、轴承故障诊断[16] 和数据匮乏下的防窃电检测[17]

领域取得了优异的效果。
受启发于度量元学习,本文提出了特征融合度量学

习模型用于现场小样本高压断路器机械故障诊断。 首先

构建了特征融合卷积神经网络作为特征提取器来自动捕

捉高压断路器故障可鉴别信息。 然后,开发最近邻匹配

网络作为度量分类器,对现场小样本高压断路器故障进

行分类。 通过情景训练和改进中心损失函数,实现特征

融合度量学习模型在现场小样本上的训练和诊断。 在样

本匮乏条件下,特征融合度量学习模型能够实现现场小

样本高压断路器机械故障的高精度、鲁棒诊断。

1　 特征融合度量学习

　 　 为实现小样本下高压断路器故障的高精度、鲁棒诊

断,本文引入了特征融合度量学习,在诊断模型构建过程

中需要解决以下两个关键问题:1)设计能够捕捉高压断

路器故障可鉴别特征的特征提取器;2)开发一个能够有

效对现场小样本下高压断路器故障分类的度量分类器。
在特征提取器设计过程中,本文提出了一种特征融合卷

积神经网络,并引入了中心损失函数[18] 来形成鲁棒的特

征空间分布。 在度量分类器设计过程中,本文采用最近

邻匹配网络来实现高压断路器机械故障分类。 在训练过

程中采用情景训练[19] 的方式,利用单个振动信号样本的

属性信息和故障信号样本组的相似性信息来实现小样本

高压断路器机械故障的有效诊断。 本文所构建的特征融

合度量学习模型如图 1 所示。

1. 1　 特征融合卷积神经网络

　 　 为尽可能提取高压断路器机械故障信号的可鉴别特

征,本文构建特征融合卷积神经网络作为特征提取器,其
主要包括特征提取模块和特征融合模块两个部分组成。
在特征提取过程中,为避免现场小样本条件下的过拟合

问题,本文以带有 4 个卷积层的卷积神经网络作为特征

提取器 fϕ,其与原型网络[20] 中的特征提取器结构相同并

通过反向传播来优化。
本文所提出的特征融合模块由高阶集成和关键区域

定位两个部分组成。 高阶集成能够捕捉高压断路器同一

类别故障中更为相似的特征和不同类别故障之间有区别

的特征。 假设 X∈RK×M×N 为卷积层输出特征图,其中

x∈X 是一个特定区域 p∈M×N 的 K 维描述符。 X 的高

阶统计量的线性预测 W 可以表示为:

f(X) = < W,∑
x∈X

ϕ(x) > (1)

其中, ∑
x∈X

ϕ(x) 为由齐次多项式核[18] 表征的高阶统

计量。 在如图 1 所示的特征融合操作中,本文集成了二

阶表示来捕获特征之间更复杂的高阶关系。 之后,通过

全局平均池化(GAP) [21] 来进一步聚合特性。

图 1　 特征融合度量学习模型

Fig. 1　 Feature
 

fusion
 

metric
 

learning
 

model

关键区域定位能够发现目标之间的相似区域来提升

模型小样本学习能力。 在训练过程中, fϕ 可以通过 Grad-
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CAM[22] 生成图像的关键区域,即:

Lc
Grad-CAM = ReLU ∑

k
ac
kA

K( ) (2)

其中, αc
k 为类别 c的第 k个特征图的权重,αc

k 可通过

下式计算:

ac
k =

1
Z ∑

i
∑

j

∂yc

∂Ak
ij

(3)

其中, Z 为特征图中的像素数,yc 为类别 c 对应的分

类评分,Ak
ij 为第 k 个特征图中 i,j 位置的像素值。

1. 2　 度量学习

　 　 度量学习模块主要是利用一个类别中所有故障样本

的深度特征描述来构造故障分类的局部特征空间。 考虑

到振动样本的离散性,本文采用 K 近邻算法[23] 获得查询

集样本与支持集中该类别样本的空间距离,实现现场小

样本下高压断路器故障诊断。
具体来说,查询集 Q 中的每个样本 q 由特征提取器

处理得到 fϕ(q)。 依次查找 x i 在类别 c中的 K 个最近邻,
得到 x j

i,( j = 1,…,K)。 然后,计算每个最近邻 x j
i 和 x i 之

间的距离,最后将 m 个局部特征的距离与其 K 个最近邻

相加,以获得与类别 c 匹配的查询集 Q 上样本 q 的相

似度:

g( f(q),c) = ∑
m

i = 1
∑

K

j = 1
cos(x j

i,x i) (4)

两个向量夹角的余弦值用来衡量它们之间的相关

性。 余弦距离可以降低对绝对值的敏感性,适用于离散

数据之间距离的测量。 向量 x j
i 和 x i 的余弦相似度可以计

算如下:

cos(x j
i,x i) =

x j
i·x i

x j
i · x i

(5)

1. 3　 训练过程

　 　 为获得优异的特征融合度量学习模型实现现场小样

本下高压断路器故障诊断,本文以情景训练机制进行模

型训练。 情景训练机制[16] 已被证明是一种从训练数据

集中学习可转移知识的有效方法。 具体来说,网络通过

C个任务进行训练。 对于每个任务,有支持集S和查询集

Q 两个输入,每个样本的特征信息通过特征提取器处理

得到,并根据度量学习模块将其与正确的类别进行匹

配。 为提升高压断路器故障特征表示的分辨能力,本文

引入中心损失来进行模型训练。 中心损失能够同时学习

每个类的深度特征的中心,并惩罚深度特征与其对应的

类中心之间的距离,其计算可表示如下:

c =
1
2 ∑

n

i
‖zi - ck‖

2 (6)

其中, zi = fϕ(x i) 为从 x i 中提取的深度特征,ck 表示

第 k 个类别中心的深度特征。

考虑到高压断路器故障类别之间的差异是非常小

的,仅将特征向量引入类中心,难以形成良好的分布。 为

形成鲁棒嵌入空间分布,本文在中心损失中对难以接近

中心的样本加入惩罚项,改进后的中心损失函数如下:
s = c + β N (7)

其中, β 为平衡因数。 N 是没有被分类到正确的类

中心的样本的负对数概率。 N 可以表示如下:

N =- log
exp( - E(zk,ck))

∑ k∈K
exp( - E(zk,ck))

(8)

zk = Avg ∑
xi∈x

fϕ(x i)( ) 是每个批次包含的第 k 类平均

特征向量,E(·) 为余弦距离。

2　 特征融合度量学习高压断路器故障诊断
流程

　 　 本文构建了特征融合度量学习模型用于现场高压断

路器故障诊断。 本文方法的整体框架如图 2 所示,主要

包括数据集构建与划分、模型构建与训练、模型测试与部

署 3 个部分组成。 具体流程如下。

图 2　 本文方法的整体框架

Fig. 2　 The
 

overall
 

structure
 

of
 

the
 

proposed
 

method

1)数据集构建与划分:在构建训练数据集的过程中,
以实验室数据作为训练集,以现场数据作为测试集。 根

据小样本学习数据集的设置形式,随机选取 C-way
 

k-shot
的支持集 S和查询集Q。 为了训练出更好的特征融合度

量学习模型,还需要将数据进行归一化处理。
2)模型构建与训练:首先构建如图 1 所示的特征融

合度量学习,并对参数进行初始化。 然后以情景训练机

制对模型进行训练。 在模型训练过程中,支持集 S 用于

训练故障分类模型,查询集 Q 用于评估模型的性能。
3)模型测试与部署:用上述训练好的模型进行小样

本高压断路器故障诊断。 此时测试集中的支持集 S 作为

目标集的支撑实现查询集 Q 的分类,并将模型部署到现

有高压断路器在线监测软件平台以实现故障诊断。
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3　 案例分析

3. 1　 数据获取

　 　 为验证本文方法的有效性,首先在实验室内搭建基

于 ZN63A-12 真空断路器的故障模拟系统以获取训练数

据集,如图 3 所示。 压电加速度传感器安装在断路器横

梁上,用于振动信号采集,型号为 YD111 T,灵敏度为

10. 06
 

mV / g,可测范围为±5. 00 g( g = 9. 8 m / s2 ),最大输

出电压为 5
 

V。 数据采集单元采用 NI 公司生产的多功能

设备(USB-6211),其更新速度为 250
 

KS / s。

图 3　 故障模拟系统

Fig. 3　 Fault
 

simulation
 

system
本文在该平台上模拟了 3 种典型的机械故障:铁芯

卡涩、合闸弹簧疲劳和分闸弹簧疲劳。 对每一类故障采

集 200 个样本。 同时,采集正常状态 200 个样本。 4 种机

械状态信号在多台样机上获得,典型信号如图 4 所示。

图 4　 4 种机械状态信号

Fig. 4　 Four
 

mechanical
 

status
 

signals

　 　 为验证本文方法在现场小样本高压断路器故障诊断

中的性能,本文利用某电力公司多年积累的现场运行中

的断路器机械故障数据作为测试集进行验证。 通过预处

理,得到 4 种机械状态信号各 40 组。
3. 2　 结果验证与分析

　 　 为验证本文提出的特征融合度量学习(feature
 

fusion
 

metric
 

learning,
 

F2ML)模型的优势,与特征融合卷积神经

网络(feature
 

fusion
 

convolutional
 

neural
 

network,
 

F2CNN)、
以传统卷积神经网络为特征提取器的度量学习( metric

 

learning,
 

ML)、级联微调迁移学习[24] ( fine-tuning
 

transfer
 

learning,
 

FTL ), 域 适 应 迁 移 学 习[8] ( domain
 

adaptive
 

transfer
 

learning,
 

DATL)等主流方法进行对比。 本文使用

Adam 优化[25]对所有模型进行训练。 在训练过程中设置学

习率为 0. 000 1,小样本学习任务的查询样本数为 25,最大

迭代次数为 100。 本文实验均以 Pytorch 为框架,在配备

NVIDIA
 

RTX3080-Ti
 

12
 

GB
 

GPU,i9-10850K
 

CPU 和 32
 

GB
 

RAM 的计算机上进行。 为消除参数初始化误差的影响,训
练模型取 10 次的平均值作为最终结果。

图 5 给出了随着 β 变化模型诊断精度变化曲线。 从

曲线中可以看出,在 β = 0 时,模型的诊断性能并不理

想。 由于 β = 0 时对应的损失函数与中心损失相同,由此

可见中心损失对于小样本分类问题不是一个好的选择。
而改进后的中心损失能够提升模型的诊断性能,从图中

可以看出 β 的取值范围在 0. 4 ~ 0. 6 之间模型能取得最

佳性能,综合考量本文 β 值设置为 0. 5。

图 5　 随着 β 变化模型诊断精度变化曲线

Fig. 5　 Curve
 

of
 

model
 

diagnosis
 

accuracy
 

with
 

β
 

change
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图 6 给出了不同损失函数下模型的二维可视化结

果,通过颜色和形状区分不同的故障类别。 从图 6 可以

看出改进中心损失可以快速形成每个类的集群。 另外,
从故障样本的聚类结果上来看,改进中心损失函数使得

相同类别故障更紧密地聚集在一起,而不同类别故障之

间的距离更疏远。 因此,中心损失能够获得更鲁棒的特

征空间分布。 表 1 给出不同损失函数下的精度,由表 1
可以看出,改进中心损失在高压断路器故障诊断任务上

表现得更好,相对于其他方法明显提升。

图 6　 二维可视化结果

Fig. 6　 Two-dimensional
 

visualization
 

results

表 1　 不同损失函数下的高压断路器故障诊断精度

Table
 

1　 Fault
 

diagnosis
 

accuracy
 

of
 

high
 

voltage
 

circuit
 

breaker
 

under
 

different
 

loss
 

functions

损失函数
精度 / %

1-shot 5-shot 20-shot

交叉熵损失 68. 95 93. 89 94. 26

中心损失 69. 29 94. 17 94. 45

改进中心损失 69. 65 94. 58 94. 95

　 　 表 2 给出在不同支持集下各种方法的高压断路器故

障诊断结果。 从表 2 中可以看出,在 1-shot 时 F2ML 相对

于 F2CNN、 ML、 FTL 和 DATL 分 别 提 升 了 38. 06% 、
1. 86% 、37. 87% 、 和 11. 8% ; 在 5-shot 时 F2ML 相对于

F2CNN、ML、FTL 和 DATL 分别提升了 63. 71% 、3. 31% 、
32. 99%和 13. 73% 。 随着支撑集数量继续增加,诊断精

度的提升不再明显。 考虑到断路器故障概率和动作频率

低,样本十分匮乏,支撑集数量较小时的高精度诊断的意

义更大,为此本文后续以 5-shot 为基础进行分析与验证。

另外从 F2ML 和 ML 的对比中看出,特征融合能够有效提

升故障诊断精度,这与其能够从高压断路器故障信号中

获取更有分辨力的信息有关。 通过与 F2CNN 的对比,可
以看出传统训练方法难以实现小样本高压断路器故障的

准确诊断。 与迁移学习策略相比,度量学习方法能够显

著提升现场小样本下高压断路器机械故障诊断精度,样
本数量越小,其优势越明显。

表 2　 不同支持集下各种方法的高压断路器故障诊断结果

Table
 

2　 Fault
 

diagnosis
 

results
 

of
 

high
 

voltage
 

circuit
 

breaker
 

by
 

various
 

methods
 

under
 

different
 

support
 

sets

方法
精度 / %

1-shot 5-shot 20-shot

F2ML 69. 65 94. 58 94. 95

F2CNN 31. 59 30. 87 30. 98

ML 67. 79 91. 27 91. 63

FTL 31. 78 61. 59 72. 67

DATL 57. 85 80. 85 90. 98

　 　 图 7 给出了各种方法在 10 次训练后的箱形图和散

点图。 由图 7 中可以看出,F2ML 除了具有最高精度外,
箱形图的宽度、中位数等均最小,说明其波动也最小,意
味着其具有更强的鲁棒性。 而 F2CNN 直接在现场小样

本上训练,其诊断精度在 30%左右波动,此时其处于盲猜

状态。 迁移学习方法也能够提升故障诊断精度,但是其

效果不如本文方法明显,且鲁棒性弱于本文方法。

图 7　 10 次训练后的箱形图和散点图

Fig. 7　 Box
 

plot
 

and
 

scatter
 

plot
 

of
 

10
 

training
 

sessions

为了验证各种方法对每类缺陷的诊断结果,图 8 给

出了其混淆矩阵。 0,1,2 和 3 分别表示铁芯卡涩、合闸

弹簧疲劳、分闸弹簧疲劳和正常等 4 种状态。 混淆矩

阵中的对角线为每类缺陷的诊断准确率。 可以看出,
本文方法对每一类缺陷的诊断准确率均最高,进一步
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验证了其优越性。 另外,本文对单一故障类型的最低

诊断准确率达 90% ,明显高于其他方法,充分体现其优

越性。

图 8　 各种方法的混淆矩阵

Fig. 8　 Confusion
 

matrixes
 

of
 

different
 

methods

由于实际运行中的高压断路器多处于正常状态,
获取到的数据多为非平衡数据。 为验证本文方法在非

平衡小样本下的性能,构建了如表 3 所示的非平衡样

本。 图 9 给出了各种方法在上述非平衡样本上的故障

诊断结果。 可以看出,F2ML 和 ML 的诊断精度几乎不

变,这得益于情景训练方式。 即诊断过程中严格按照

C-way
 

k-shot 的形式进行,每个训练任务都是在整个样

本上的随机采样,有效避免了非平衡样本的问题。 而

迁移学习是以传统的监督训练方式进行的,受限于卷

积神经网络对非平衡样本的敏感性,随着样本非平衡

率的增加则故障诊断性能下降越发明显。 这体现了本

文方法的优越性,也为现场高压断路器故障诊断提供

了可行方案。

表 3　 本文所构建的非平衡样本

Table
 

3　 The
 

unbalanced
 

sample
 

constructed
 

in
 

this
 

article

数据集
训练集 测试集

正常样本 故障样本 正常样本 故障样本

1 200 200 40 40

2 400 200 80 40

3 800 200 160 40

4 1
 

200 200 240 40

5 2
 

000 200 400 40

图 9　 各种方法在非平衡数据集上的故障诊断结果

Fig. 9　 Fault
 

diagnosis
 

results
 

of
 

different
 

methods
 

on
 

unbalanced
 

datasets

4　 结　 　 论

　 　 针对现场数据匮乏的问题,本文提出了用于现场高

压断路器机械故障诊断的特征融合度量学习方法,并利

用现场数据验证了其优越性,主要结论如下:
1)特征融合度量学习能够有效实现现场小样本下高

压断路器机械故障的高精度、鲁棒诊断,在支撑集样本数

量为 5 时诊断精度已达到 94. 58% ,明显优于迁移学习等

其他方法。 为现场数据匮乏场景下的高压断路器机械故

障诊断提供了可行方案。
2)度量学习的引入,能够在有限的支撑样本下实现

小样本数据的匹配和分类。 这种非参数的分类器有效避

免了过拟合,解决了神经网络分类器在小样本场景下难

以训练出高精度、鲁棒模型的问题。
3)以情景训练方法对特征融合度量学习进行训练,

能够从训练数据集中学习可迁移知识,实现小样本数据

的可靠诊断。 另外,由于其严格按照 C-way
 

k-shot 的形式

进行训练,直接避免了非平衡样本的问题。
4)特征融合和改进中心损失的引入,有效提升了高

压断路器机械故障诊断的精度和鲁棒性。 特征融合可有

效提取高压断路器机械故障信号的可鉴别特征,提升了

模型小样本学习能力。 而改进中心损失能够同时学习每

个类的深度特征的中心,并惩罚深度特征与其对应的类

中心之间的距离,有效提升了特征表示的分辨能力。
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