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摘　 要:超声内检测是油气管道缺陷的主要检测方式之一,目前超声内检测在工业小样本的情况下存在缺陷识别边界定位不准

的问题。 本文提出了一种基于多维度选择性搜索的小样本缺陷识别方法,该方法首先对超声回波进行特征提取,其中包含使用

基于孤立森林的回波特征点提取,和基于自然断点法的特征点聚类;其次提出了风险相似性度量方法,并使用梯度提升树建立

波形特征和风险程度的回归模型;然后将多维度缺陷相似性信息融合在选择性搜索算法中,实现小样本缺陷识别;最后使用异

常分数等区域风险度量指标实现缺陷边界的精准定位。 实验结果表明,本文设计的基于多维度选择性搜索的小样本缺陷识别

方法的查全率和查准率分别高达 95. 08%和 85. 46% ,能有效解决超声信号缺陷识别边界定位不准的问题。
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Abstract:
 

Ultrasonic
 

internal
 

inspection
 

is
 

one
 

of
 

the
 

main
 

defect
 

detection
 

methods
 

for
 

the
 

oil
 

and
 

gas
 

pipeline.
 

At
 

present,
 

the
 

location
 

of
 

the
 

defect
 

boundary
 

is
 

inaccurate
 

in
 

the
 

case
 

of
 

small
 

industrial
 

samples
 

for
 

ultrasonic
 

internal
 

inspection.
 

This
 

article
 

proposes
 

a
 

small
 

sample
 

defect
 

recognition
 

method
 

based
 

on
 

multi-dimensional
 

selective
 

search.
 

Firstly,
 

ultrasonic
 

echo
 

features
 

are
 

extracted
 

by
 

two
 

steps,
 

which
 

are
 

feature
 

point
 

extraction
 

based
 

on
 

isolated
 

forest
 

and
 

feature
 

point
 

clustering
 

based
 

on
 

the
 

natural
 

breaks
 

classification
 

method.
 

Secondly,
 

the
 

risk
 

similarity
 

measurement
 

method
 

is
 

proposed.
 

A
 

regression
 

model
 

of
 

waveform
 

characteristics
 

and
 

risk
 

degree
 

is
 

formulated
 

by
 

the
 

boosting
 

tree.
 

Thirdly,
 

multi-dimensional
 

defect
 

similarity
 

is
 

integrated
 

information
 

into
 

a
 

selective
 

search
 

algorithm
 

to
 

realize
 

small
 

sample
 

defect
 

identification.
 

Finally,
 

regional
 

risk
 

metrics
 

such
 

as
 

anomaly
 

scores
 

are
 

used
 

to
 

achieve
 

precise
 

positioning
 

of
 

defect
 

boundaries.
 

Experimental
 

results
 

show
 

that
 

the
 

recall
 

and
 

precision
 

of
 

the
 

small
 

sample
 

defect
 

recognition
 

method
 

based
 

on
 

multi-
dimensional

 

selective
 

search
 

are
 

95. 08%
 

and
 

85. 46% ,
 

which
 

can
 

effectively
 

solve
 

the
 

problem
 

of
 

inaccurate
 

positioning
 

of
 

the
 

ultrasonic
 

signal
 

defect
 

boundary
 

detection.
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0　 引　 　 言

　 　 近年来,国家经济在快速发展,能源需求的国际

竞争日益激烈,石油、天然气作为重要的能源,对国家

建设和人民生活提升发挥着不可或缺的作用。 管道

运输是油气运输的主要方式,保证管道安全运行变得

至关重要 [ 1] 。
然而管道运输的工作条件十分恶劣,在各种因素的

影响下,易出现腐蚀和裂纹情况,甚至发生因管道破损造

成油气泄露[2] 。 油气的泄露不仅会造成巨大的经济损

失,而且对生态环境会造成严重污染。 所以对油气管道

进行定期的无损检测十分重要,使油气运输的安全性得

到保证[3] 。
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超声检测作为无损检测中重要的一种技术[4] ,能够检

测出管道内部细微缺陷,同时能够对缺陷尺寸进行测量,
对缺陷进行定位分析,准确反映出管道的腐蚀和裂纹情

况。 超声检测被广泛应用于管道缺陷检测中,通过对超声

内检测数据进行分析即可实现对管道缺陷的识别[5] 。 目

前,许多科研工作者围绕着缺陷识别做了大量的研究工

作,主要包括基于图像学处理方法和深度学习方法。
图像学处理方法中,文献[6] 提出了一种基于多形

态成分分析的方法,该方法利用多纹理特征对遥感图像

进行了有效的分类。 文献[7]提出了一种纹理特征的提

取方法,通过该纹理特征有效地识别了轴承保持架歪斜

缺陷。 文献[8]提出了一种基于信息融合的铁谱图像磨

粒识别方法,该方法在滤波基础上提取了二值图像形态

特征,识别准确率得到有效提升。 基于图像学的处理方

法多数可以解决小样本缺陷识别问题,但无法有效解决

缺陷边界定位精度低的问题。 然而在超声信号缺陷检测

中,缺陷边界定位极为重要。
在深度学习方法中,文献[9] 提出了一种端到端的

钢铁表明缺陷识别方法。 该方法将卷积神经网络提出的

多尺度特征进行融合,融合后的特征包含了更多的缺陷

位置信息, 对缺陷位置检测有很强的指导作用。 文

献[10]提出了一种基于随机森林的缺陷识别方法,该方

法使用抽象特征替代原始的显性特征进行训练,实验结

果显示该方法具有很高的缺陷检测准确度。 文献[11]
提出了一种深度卷积神经网络级联结构,利用提出的网

络结构将缺陷检测转换成两级目标检测问题,有效地解

决了缺陷识别和定位问题。
上述用于缺陷检测的深度学习方法都需要大量的训

练样本。 然而在实际超声信号中,由于管道多数情况下

是健康的,因此缺陷样本是很少的。 在只有少量样本的

情况下,深度网络往往无法被训练完备,以至于在缺陷识

别或边界检测中误差很大。 针对工业小样本问题,很多

学者也做了深入研究。
文献[12]提出了一种基于自监督的小样本缺陷检

测方法。 该方法将视觉表示后的信号输入到使用

SIMCLR 预训练后的模型中,实现准确的缺陷检测。 文

献[13]提出了一种基于高斯概率分布回归模型的条件

三元组缺陷识别方法,该方法在工业小样本缺陷识别中

有很好的结果。 文献[14] 提出了一种基于注意力机制

的生成对抗网络,用于小样本红外图像检测,实验结果相

比于原始深度网络有很高的提升。
基于这些小样本缺陷识别研究方法,本文提出了

一种基于多维度选择性搜索的小样本缺陷识别方法,
解决了在单个尺寸管道少量缺陷样本情况下,缺陷边

界定位精度低的问题。 该方法在选择性搜索的基础

上,提出了风险相似性度量方法,用异常分数等区域

风险度量指标,实现缺陷边界的精确定位。 本文的主

要创新如下:
1)提出了一种基于多维度选择性搜索的缺陷识别方

法。 该方法通过对多种缺陷相似度信息的融合,实现对

候选区域的合并,增强缺陷识别及定位的准确性。
2)提出了一种缺陷风险相似性的度量方法。 该方法

通过对风险评估模型的训练,建立不同缺陷之间相似性

评估,有效增强候选区域合并能力,提高缺陷定位的

精度。

1　 超声检测原理

　 　 超声波是超声探头压电晶片在电脉冲的激励下所产

生的一种机械波,具备声波所具有的反射、折射和散射等

属性,具有穿透力强的特点[15] 。
超声检测原理是利用材料内部缺陷声学性质发生

变化的特点来探测材料的内部缺陷。 由于超声波在不

同的介质界面上传播时,部分能量将被反射和折射[16] ,
如果被测物体存在缺陷,超声波在缺陷表面会发生反

射,其反射波到达传感器时间与正常管壁处不同,利用

这一特点,通过对接收到的超声信号进行分析处理,即
可完成对缺陷的定性定量分析。 超声检测原理如图 1
所示。

图 1　 超声检测原理图

Fig. 1　 Schematic
 

diagram
 

of
 

ultrasonic
 

detection

由图 1 可知,与无缺陷位置相比,缺陷处二次回波 F
和一次回波 T 的距离更短,即管壁厚度更小,因此可以对

管壁进行多阵列检测,根据不同管壁厚度产生的波形信

号特征来实现管道缺陷的定性定量分析。

2　 整体方法介绍

　 　 本文提出了一种基于多维度选择性搜索的小样本缺

陷识别方法,该方法主要包含两部分内容,分别是基于孤

立森林的回波特征提取和基于多维度选择性搜索的缺陷

识别方法,算法整体流程如图 2 所示。
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图 2　 算法整体流程图

Fig. 2　 Algorithm
 

overall
 

flow
 

chart

在基于孤立森林的回波特征提取中,首先使用孤立

森林去除异常点并提取超声回波特征点,然后使用自然

断点法对提取的峰值特征进行聚类,并通过聚类结果来

计算壁厚。 在基于多维度选择性搜索的缺陷识别中,首
先使用提取的回波特征和样本标签训练一个特征提升

树。 并且根据信号临近区域危险程度无突变原则,提出

了风险相似性度量方法,为不同子区域合并增加一维重

要信息。 其次使用梯度提升树建立波形特征和风险程度

的回归模型;然后将多维度缺陷相似性信息(包括颜色、
纹理、尺寸、兼容和风险相似度)融合在选择性搜索算法

中,为实现精准的小样本缺陷识别和定位提供了充足的

信息;最后使用异常分数等区域风险度量指标实现缺陷

边界的精准定位。

3　 超声回波特征提取

　 　 超声回波特征提取主要包括基于孤立森林的回波特征

点提取和基于自然断点法的特征点聚类两部分。 孤立森林

法主要通过对多个随机数的训练完成对特征点的检测,若直

接对特征点计算特征值,余波的特征点可能会影响特征值的

确定,从而在缺陷识别中产生严重的误检问题,影响缺陷识

别精度。 自然断点法的应用很好的解决了这一问题,通过

对特征点的聚类,从而准确计算出各类特征值。
3. 1　 基于孤立森林的回波特征点提取

　 　 对超声每个采样时刻所有通道的数据分别构造孤立

森林,不同的森林扮演不同时刻超声回波峰值特征提取

的专家。
使用孤立森林对超声检测数据 Xm×n×l 进行特征提

取,步骤如下:
1)遍历每个采样时刻,循环执行以下步骤:
(1)

 

提取当前采样时刻所有通道的数据 Xm×n;

X =

x11 x12 x13 … x1n

x21 x22 x23 … x2n

x31 x32 x33 … x3n

︙ ⋱ ︙
xm1 xm2 xm3 … xmn

é

ë

ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
úú

(1)

(2)
 

指定孤立树数量 t 和下采样样本大小 Ψ, 训练

孤立森林;
2)循环结束,得到孤立森林集合{iForestk |1≤k≤l};
3)遍历每个超声波形 X l = [x1,x2,…,x l],对于每个

采样时刻 k 的信号值 Xk, 使用对应的孤立森林模型

iForestk 进行预测, 得到波形对应的预测值 Y l = [y1,
y2,…,yk,…,y l],yk ∈ { - 1,1},1 ≤ k ≤ l, 从而得到超

声回波特征点。
3. 2　 基于自然断点法的特征点聚类

　 　 超声波在管道内外壁的回波信号强度会发生快速衰

减,信号在不同回波之间的采样区域强度很弱,有明显的

分界线,即同一次回波会集中在连续的一段采样时间内。
利用这个特点,对超声信号强度较大的采样时刻进行聚

类,聚类后同一回波范围内的采样时间会被划分为同一

类,也就对不同次管道内外壁的超声回波划分了区域,从
而寻找到回波峰值点位置。 超声回波特征点聚类示意图

如图 3 所示。
自然断点法主要包含以下步骤:
1)

 

确定聚类个数 K。 计算公式如式(2)所示。

num = T × s × v
W t

+ 1 (2)

其中, T 为超声检测器采样周期,s 为采样次数,v 为

超声在钢管管壁中的传播速度,W t 为壁厚。
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图 3　 超声回波特征点聚类示意图

Fig. 3　 Diagram
 

of
 

ultrasonic
 

echo
 

feature
 

point
 

clustering

2)
 

确定聚类采样区域。 根据超声在管壁回波处信

号强烈,其他区域信号平稳,即超声波形的能量主要集中

在回波位置的特点,选择强度最大的 m 个采样时刻

{ t1,t2,…,tm m ≥ K} 并且满足式(3)所示条件。

∑
tm

t = t1

f 2( t)

∑
n

t = 1
f 2( t)

≥ T1 (3)

其中, T1 为超声管壁回波信号能量在总能量中的比

例阈值,在实际计算过程中,通常令 T1 = 90% 。
3)

 

自然断点法聚类分析。 根据管道设计壁厚,计算

得到最大聚类个数如式(4)所示。

Kmin = T × s × v
Wtde

+ 1 (4)

其中, Wtde 为当前管道设计壁厚。
由超声反射原理可知, K 次回波的中心区域应该是

两两等间距的。 利用这个特点,首先将步骤 2) 筛选出的

m 个采样点使用自然断点法聚 K = Kmin 类,得到聚类中心

c1,c2,c3,…,cKmin
, 判断:

T2 ≤
ck+1 - ck
ck - ck-1

≤ T3 (5)

其中, k = 2,3,…,K - 1;T2、T3 为比例阈值。
如果聚类中心满足式( 5),则认为超声有 K 次回

波。 否则,将聚类次数加 1,直到聚类中心满足式(5) 或

达到最大聚类次数为止,此时,前两次聚类中心 c1,c2 为

超声信号的一、二次回波。
4)

 

计算特征。 由步骤 3)可知管道内壁和外壁回波

时刻分别为 c1 和 c2, 则可计算出各种等特征值。

4　 基于多维度选择性搜索的小样本缺陷识
别方法

4. 1　 风险评估模型建立

　 　 1)
 

训练样本建立

超声波形中包含了多种特征参数,可以真实的反应

出波形特点,选取波形均值、波形方差、信号能量、信号面

积、一次波峰峰值、二次波峰峰值、一次波峰位置、二次波

峰位置、波峰衰减系数、峰峰距离、回波数量共 11 个参数

作为特征参数,以提升缺陷识别的准确率。
确定了模型的特征参数后,以每个采样点的危险程

度作为标签:

y i,j =
Lossi,j
Wt

,
 

y i,j ∈ [0,1] (6)

其中, Lossi,j 为采样点( i,j) 的金属损失,Wt 为管道

正常壁厚。
2)

 

训练风险评估模型

提升树( boosting
 

tree) 是以决策树为基函数的线性

组合对函数或数据进行拟合的集成模型,本文使用的提

升树是由多个二叉回归树集成而成的。 定义提升树的模

型为:
f(x) = fM(x) (7)
损失函数为:
L = (y - f(x)) 2 (8)
本文使用随机梯度下降法来最小化损失函数,完成

对模型参数的训练。
根据内检测的采样里程间隔和传感器轴向分布,按

同等分布网格对人工标定的缺陷区域进行搜索,将采样

波形与管壁实测金属损失对应,计算每个点的危险程度。
4. 2　 多维度特征相似度融合

　 　 除了颜色、纹理、尺寸和兼容 4 个相似度以外,特提

出第 5 种相似度:风险相似度,会同前 4 种相似度并经加

权后,得到总的相似度,以灰度图为例,具体如下:
1)

 

颜色相似度

采用 L1 范数方法对数据进行归一化,建立全部超声

数据的 bins = n直方图,进而各个子块的分布直方图具体

为:C i = {c1
i ,c

2
i ,…,cni }, 各子块之间颜色相似度为:

Scolor( ri,r j) = ∑
n

k = 1
min(cki ,c

k
j ) (9)

其中, ri 和 r j 代表着两个不同子块。 如若两子块进

行合并,得到合并后的子块 t, 对应的灰度分布直方图为:

C t =
size( ri) × C i + size( r j) × C j

size( ri) + size( r j)
(10)

2)
 

纹理相似度

采用尺度不变特征转换,采用 L1 范数方法对数据进

行归一化,在 8 个方向上做高斯微分,建立各子块纹理相

似度数据的 bins = n直方图,进而各子块得到相应的纹理

分布直方图为:

S texture( ri,r j) = ∑
2n

k = 1
min( tki ,t

k
j ) (11)

3)
 

尺寸相似度

若只采用颜色和纹理两种相似度进行子块的合并,
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易出现小尺寸的子块被大尺寸子块吞并的现象,导致候

选区域的均匀性得不到保证以及出现嵌套问题。 针对这

一问题,为小尺寸子块赋予较大的权重,各子块对应的尺

寸相似度为:

Ssize( ri,r j) = 1 -
size( ri) + size( r j)

size ( image)
(12)

其中, size ( image) 为输入图像尺寸。
4)

 

兼容相似度

对于两个要合并的子块来说,在颜色、纹理、尺寸

3 个维度上相似度高,易出现距离较远的两个子块发生

合并问题。 针对这一问题,特引出兼容相似度:

S fill( ri,r j) = 1 -
size(BB ij) - size( ri) - size( r j)

size
 

( image)
(13)

其中, BB ij 是能框住子块 ri 和 r j 的最小矩形区域。
5)

 

风险相似度

考虑到管道缺陷的形成主要受自然环境持续腐蚀的

影响,对于一个缺陷区域内两个位置的危险程度变化趋

势是相近的,利用这一规律,将风险相似度引入到合并子

块的规则中。 因此,建立各子块危险程度数据的 bins = n
直方图,各子块得到相应的风险分布直方图, 具体为:
D i = {d1

i ,d
2
i ,…,dn

i }, 各子块间颜色相似度为:

Srisk( ri,r j) = ∑
n

k = 1
min(dk

i ,d
k
j ) (14)

两个不同子块进行合并时,考虑上述 5 种相似度,并
进行相似度融合,进而得到最终的相似度为:

S( ri,r j) = a1Scolor( ri,r j) + a2S texture( ri,r j) +
a3Ssize( ri,r j) + a4S fill( ri,r j) + a5Srisk( ri,r j) (15)

其中, a i ∈ {0,1}, 表示是否使用该相似度。
4. 3　 缺陷候选区域搜索

　 　 缺陷候选区域搜索首先利用基于图的贪心聚类算

法将原始图像分割多个小块,即初始化原始区域,然后

使用贪心思想,在候选分割块里选择相似度最高的两

个小块进行合并,直到只剩下一块区域为止,最后将每

一步产生的合并小块保存下来,组成可能存在的目标

候选区域。
在本文中首先通过风险评估模型得到风险数组,

对风险数组进行颜色空间转换,将输入数据转换为常

见的颜色空间,从不同的角度体现目标区域的特点,常
用的颜色空间有 RGB、灰度空间 I,rgI( 归一化 RGB 通

道 rg 通道加上强度) 、Lab、rgb(归一化 RGB) 、C、HSV、
HSV 的 H 通道。 然后将原始数据分割成各个候选子

块,综合考虑颜色、纹理、尺寸、兼容、风险这 5 个相似

度,最后根据相似度最高的两个子块进行合并的原则,
合并至只有一块区域,得到缺陷候选区域集合 W =
{W1 ,W2 ,…,WN} 。

4. 4　 区域筛选

　 　 由于改进选择性搜索算法得到的候选区域可能存在

“回”字形嵌套、交叠和非缺陷区域,所以需要对候选区

域进行筛选,除常规的缺陷长宽比、候选区域最小尺寸等

规则外,主要筛选规则如下:
1)

 

异常分数

对于每个候选区域而言,其对应的风险数据反应了

管道异常的真实情况,因此可以提取该区域的平均管道

危险程度作为候选区域的异常分数,分数越高说明候选

区域越危险,其定义为:

SWk
= 1
mk × nk

∑
mk

i = 1
∑
nk

j = 1
Risk ij (16)

其中, mk 和 nk 分别为第 k个候选区域的窗体宽度和

高度。 然后选取候选区域异常分数大于 λ 1 的区域作为

候选区域,其中 0 ≤ λ 1 ≤ 1,得到缺陷候选区域集合W =

{W1′,W2′,…,WN′}。
2)

 

边界精确

经过异常分数筛选之后,对于每个缺陷区域而言,可
能存在多个候选区域相互交叠。 因此,为了获取最合适

的候选区域,使用空间交并比来衡量两个候选区域的重

叠情况,其定义为:

IOU =
s(W i′ ∩ W j′)
s(W i′ ∪ W j′)

(17)

其中, s(·) 表示缺陷候选区域的面积。 如果两个候

选区域的空间交并比大于 λ 2,则剔除异常分数低的候选

区域,保留异常分数大的区域作为真实候选区域,最后得

到缺陷候选区域集合 W = {W1″,W2″,…,WN″}。
3)

 

边界放缩

经过边界精确筛选之后,对于每个缺陷而言,最多只

存在一个包含缺陷位置的候选区域,但是可能由于初始

化分割子块时,缺陷位置的候选区域可能不完全包含缺

陷或者还包括了除缺陷外的正常管壁位置。 因此,为了

进一步获取最合适的缺陷区域,再次利用波形风险数组

对候选区域边界进行放缩。 若候选区域 Wk″ 的边界在数

据中的位置分别为 lk,rk,uk 和 dk,首先对边界进行收缩,
以左边界 lk 为例,若:

∑
lk+1

i = lk

∑
uk

j = dk

Risk(i,j)

size(lk,lk + 1,dk,uk)
< λ3 ×

∑
rk

i = lk

∑
uk

j = dk

Risk(i,j)

size(lk,rk,dk,uk)
(18)

则将候选区域 Wk″ 的边界更新为 lk + 1,rk,uk 和 dk,
其中,λ 3 为缩放倍数,size(·) 表示所在区域大小。 同理,
可对其它边界进行收缩。
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由于候选区域可能不完全包含缺陷,因此需要对边

界进行试探扩张,以左边界为例,若:

∑
lk

i = lk-1
∑
uk

j = dk

Risk(i,j)

size(lk - 1,lk,dk,uk)
> λ4 ×

∑
rk

i = lk

∑
uk

j = dk

Risk(i,j)

size(lk,rk,dk,uk)
(19)

则将候选区域 Wk″的边界扩张为 lk - 1,rk,uk 和 dk,
λ4 为缩放倍数。 同理,可对其它边界进行扩张。 将所有候

选区域按以上规则筛选后,得到最终的缺陷目标位置区域。

5　 实验结果与分析

5. 1　 试验环境描述

　 　 仿真所采用的超声数据是超声内检测器经实际测量

得到,管道实验场如图 4 所示。 管道全长为 42. 7
 

m,由
12 根 12 寸的管道组成,管道直径为 273

 

mm,壁厚为

12. 7
 

mm,整个管道共包含 51 个缺陷。 超声内检测器带

有 128 个传感器,采样间隔为 6. 70
 

mm。

图 4　 管道实验场

Fig. 4　 Experimental
 

platform
 

of
 

pipe

缺陷根据其长宽共分为 7 类,分别为一般金属损失,
坑状金属损失,轴向凹沟,环向凹沟,孔,轴向凹槽和环向

凹槽。
缺陷识别精度的评判采用查准率( Precision)、查全

率(Recall)和 F1 值 3 种分类评价指标,具体定义如下:

Precision = TP
FP + TP

(20)

Recall = TP
FN + TP

(21)

F1 = 2·Precision·Recall
Precision + Recall

(22)

其中, TP 代表正例被正确分为正例的样本数,在本

文中为包含人工标定缺陷的检出区域数量;FP 代表负例

被错误分为正例的样本数,在本文中为不包含人工标定

缺陷的检出区域数量;FN 代表正例被错误分成负例的样

本数,在本文中为未检出的人工标定缺陷数量。
5. 2　 实验结果分析

　 　 为了充分验证本文方法的可行性,因此采用了多次

实验并进行测试,具体实验验证分为以下 5 个方面:
1)

 

特征提取方法评估

图 5 给出了管段有缺陷位置和无缺陷位置峰峰值特

征计算结果。

图 5　 无缺陷位置和缺陷位置的峰峰值特征计算结果

Fig. 5　 Results
 

of
 

feature
 

of
 

defect
 

free
 

position
 

and
 

defect
 

position

基于孤立森林和自然断点法的特征提取方法的提出

和应用能够准确确定各种特征值,避免余波特征点对特

征提取的干扰。 因此,该算法在实测超声数据中具有很

强的应用价值。
2)

 

波形风险评估

使用制作的数据集,通过网格搜索和 10 折交叉验证

得到梯度提升树模型最佳参数,为了衡量梯度提升树对

管道采样点的危险程度预测效果,利用平均绝对误差

(mean
 

absolute
 

error,
 

MAE )、 均方根误差 ( root
 

mean
 

square
 

error,
 

RMSE)和决定系数(R2)来评价该算法的拟

合效果。
梯度提升树算法在训练集和测试集上的 MAE 和

RMSE 指标都很小,并且 R2 指标都接近 1,表示模型拟合

效果很好。 整体来看,梯度提升树模型在未出现过拟合

的情况下,能够满足后续选择性搜索算法的数据精度

要求。
3)

 

候选区域搜索

使用选择性搜索和多维度选择性搜索算法对同一个

含缺陷管段进行搜索,有效性对比结果如表 1 所示。

表 1　 选择性搜索算法改进前后的有效性对比

Table
 

1　 Comparison
 

of
 

effectiveness
 

of
 

selective
 

search
 

algorithm
 

before
 

and
 

after
 

improvement

方法 阈值
候选区域

数量

包含缺陷

数量
有效性 / %

原始选择

性搜索

多维度选

择性搜索

K = 30 215 22 10. 23

K = 60 210 20 9. 52

K = 90 201 19 9. 45

K = 30 64 23 35. 94

K = 60 64 22 34. 38

K = 90 62 22 35. 48
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　 　 由表 1 可知,相比于原始的选择性搜索算法,针对超

声数据特点引入了风险相似度的多维度选择性搜索算法

在减少生成候选区域数量的基础上保证了含缺陷候选区

域的数量,提高了搜索的有效性。
4)

 

区域筛选

为经过缺陷长宽比为 50、候选区域最小尺寸为 5、异常

分数阈值为 0. 1 和边缘精确规则筛选后的有效性对比。
由表 2 可知,对候选区域根据超声数据特点设计的

规则筛选后,在减少候选区域数量的基础上保证了含缺

陷候选区域的数量,极大提高了缺陷的搜索准确率。

表 2　 缺陷区域筛选前后的有效性对比

Table
 

2　 Effectiveness
 

comparison
 

of
 

defect
 

areas
 

before
 

and
 

after
 

screening

方法 阈值
候选区域

数量

包含缺陷

数量
有效性 / %

筛选前

筛选后

K = 30 64 23 35. 94

K = 60 64 22 34. 38

K = 90 62 22 35. 48

K = 30 24 21 87. 50

K = 60 24 21 87. 50

K = 90 23 21 91. 30

　 　 5)
 

与其他超声缺陷识别方法的对比

为了能够验证多维度选择性搜索缺陷识别方法的有

效性,特将其与基于形态学图像处理的缺陷识别方法进

行对比,本节分别从计算时间、缺陷识别精度和边界定位

精度来评价算法的缺陷识别效果,以下分别用方法 1、方
法 2 表示基于形态学图像处理的缺陷识别方法和基于多

维度选择性搜索的缺陷识别方法。
(1)

 

计算时间

两种算法在超声数据集上随里程变化的时间消耗曲

线如图 6 所示。

图 6　 算法时间对比

Fig. 6　 Comparison
 

of
 

algorithm
 

time

由图 6 可知,方法 2 的时间复杂度高于方法 1,原因

主要体现在风险评估时对波形特征的提取、对风险的预

测等方面。
(2)

 

识别精度

就目前现有的 3 类超声数据集样本,对多维度选择

性搜索缺陷识别方法和基于形态学图像处理的缺陷识别

方法识别精度做对比,缺陷识别结果如表 3 所示。 在本

文中人工标定的缺陷数量表示为 FN + TP,检出区域缺

陷数量用公式表示为FP + TP,实际包含缺陷数量表示为

TP。 为了便于比较方法的有效性,两种方法的查全率、
查准率和 F1 值分别取各缺陷对应指标计算结果的平

均值。

表 3　 两种缺陷识别方法结果对比

Table
 

3　 Comparison
 

of
 

two
 

defect
 

recognition
 

methods

方法 缺陷类型

人工标定

缺陷数量

( FN + TP)

检出区域

缺陷数量

(FP + TP)

实际包含

缺陷数量

(TP)

形态学图

像处理

多维度选

择性搜索

所有损失 51 63 46

一般金属损失 15 18 14

坑状金属损失 28 35 25

轴向凹沟 8 10 7

所有损失 51 57 48

一般金属损失 15 16 14

坑状金属损失 28 32 26

轴向凹沟 8 9 8

　 　 对应的评价指标计算结果如图 7 所示。 由图 7 可

知,方法 1 的查全率、查准率和 F1 值分别为 90. 08% 、
73. 06%和 80. 67% ;方法 2 的查全率、查准率和 F1 值分

别为 95. 08% 、85. 46%和 90. 00% 。 从整体和缺陷类型分

析,后者在查全率、查准率和 F1 值方面都要强于前者。
因此表明多维度选择性搜索方法检测精度更高,误检率

更低。
(3)

 

边界定位精度

应用两种算法分别确定缺陷区域后,对缺陷区域进

行反演即得到缺陷的长度和宽度,并将结果与人工标定

数据做对比,应用 MAE 和 RMSE 评价指标得到各类缺陷

长度和宽度误差如图 8 所示。
可知,无论从整体或缺陷类型分析,在边界长度定位

精度方面,方法 2 优于方法 1
 

53% ,在宽度方面,方法 2
较方法 1 有 30%的性能提升。

结果表明,多维度选择性搜索在边界定位精度上有

着更突出的检测能力,在实际检测中样本量不足的情况

下,缺陷的检测效果有着显著的提升。
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图 7　 算法缺陷识别效果对比

Fig. 7　 Comparison
 

of
 

defect
 

recognition
 

of
 

different
 

algorithms

图 8　 缺陷识别边界精度对比图

Fig. 8　 Comparison
 

of
 

boundary
 

accuracy
 

of
 

defect
 

detection

6　 结　 　 论

　 　 针对超声数据内检测小样本缺陷识别定位不准确问

题,本文提出了一种基于多维度选择性搜索的小样本缺

陷识别方法。 该方法首先通过孤立森林和自然断点法提

取超声回波进行特征提取。 然后将提出的缺陷风险相似

性度量值等 5 种相似性信息融合到选择性搜索方法

　 　 　 　 表 4　 两种方法缺陷识别结果各指标对比

Table
 

4　 Comparison
 

of
 

each
 

index
 

of
 

defect
 

recognition
 

results
 

of
 

two
 

methods

方法 缺陷类型
长度

MAE
长度

RMSE
宽度

MAE
宽度

RMSE

形态学图

像处理

多维度选

择性搜索

所有损失 10. 42 11. 76 9. 32 11. 26

一般金属损失 12. 13 13. 76 9. 57 12. 66

坑状金属损失 9. 19 9. 95 8. 84 10. 29

轴向凹沟 11. 42 13. 32 10. 53 11. 61

所有损失 4. 93 6. 14 6. 56 8. 03

一般金属损失 5. 23 6. 04 3. 83 6. 20

坑状金属损失 4. 99 6. 30 7. 22 8. 31

轴向凹沟 4. 16 8. 77 9. 21 9. 77

中,通过一系列候选区域合并和筛选机制准确识别并定

位超声缺陷。 最后进行大量的对比实验。 实验结果表

明,在小样本超声信号缺陷识别中,提出的方法可准确识

别并定位缺陷信号,效果优于其他对比方法。 证明了所

提方法在超声缺陷识别及定位中的有效性。
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