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摘　 要:旋转机械复合故障与单一故障样本间相关性高易造成错分类,且旋转机械转速往往不同,进一步加剧了旋转机械复合

故障诊断的难度。 针对上述问题,提出一维深度子领域适配的不同转速下旋转机械复合故障诊断方法。 首先,以旋转机械复合

故障的频域信号作为网络的输入,最大程度保留信号特征;其次,搭建领域共享的一维卷积神经网络,对不同转速下旋转机械复

合故障的频域信号特征进行学习;然后,添加局部最大均值差异形成子领域适配层,对齐每对子领域分布以避免单一故障和复

合故障的特征混合,并通过最小化局部最大均值差异值缩小两域子领域特征分布差异,以减少不同转速所带来的干扰;最后,在
子领域适配层后添加 softmax 分类层,实现对目标数据的故障状态识别。 通过不同转速旋转机械复合故障诊断实验证明了所提

方法的有效性。
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Abstract:The
 

high
 

correlation
 

between
 

single
 

fault
 

and
 

composite
 

fault
 

samples,
 

resulting
 

in
 

misclassification.
 

Moreover,
 

rotating
 

machinery
 

often
 

works
 

at
 

different
 

speeds,
 

which
 

further
 

increases
 

the
 

difficulty
 

of
 

composite
 

fault
 

diagnosis
 

of
 

rotating
 

machinery.
 

Aiming
 

at
 

the
 

above
 

problems,
 

a
 

composite
 

fault
 

diagnosis
 

method
 

of
 

rotating
 

machinery
 

at
 

different
 

speeds
 

with
 

one-dimensional
 

depth
 

subdomain
 

adaptation
 

was
 

proposed.
 

Firstly,
 

frequency
 

domain
 

signals
 

of
 

composite
 

faults
 

of
 

rotating
 

machinery
 

are
 

used
 

as
 

the
 

input
 

of
 

the
 

network
 

to
 

get
 

rid
 

of
 

the
 

dependence
 

on
 

signal
 

processing
 

and
 

professional
 

knowledge;
 

Secondly,
 

a
 

domain
 

shared
 

one-
dimensional

 

convolutional
 

neural
 

network
 

was
 

built
 

to
 

learn
 

the
 

frequency
 

domain
 

signal
 

characteristics
 

of
 

composite
 

faults
 

of
 

rotating
 

machinery
 

at
 

different
 

speeds;
 

Then,
 

the
 

local
 

maximum
 

mean
 

difference
 

is
 

added
 

to
 

form
 

the
 

sub-domain
 

adaptation
 

layer,
 

which
 

aligns
 

each
 

pair
 

of
 

sub-domain
 

distribution
 

to
 

avoid
 

the
 

feature
 

mixing
 

of
 

single
 

fault
 

and
 

compound
 

fault,
 

and
 

reduces
 

the
 

feature
 

distribution
 

difference
 

of
 

the
 

two
 

subdomains
 

by
 

minimizing
 

the
 

local
 

maximum
 

mean
 

difference
 

to
 

reduce
 

the
 

interference
 

caused
 

by
 

different
 

speeds.
 

Finally,
 

softmax
 

classification
 

layer
 

is
 

added
 

after
 

the
 

sub-domain
 

adaptation
 

layer
 

to
 

realize
 

fault
 

state
 

identification
 

of
 

the
 

target
 

data.
 

The
 

effectiveness
 

of
 

the
 

proposed
 

method
 

is
 

proved
 

by
 

the
 

composite
 

fault
 

diagnosis
 

experiments
 

of
 

rotating
 

machinery
 

at
 

different
 

speeds.
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0　 引　 　 言

旋转机械广泛应用于风力发电、石油化工、钢铁

铸造厂和造纸厂等行业,随着其愈加大型化、复杂化,
复合故障发生的几率也随之增大 [ 1] 。 目前国内外学

者对于旋转机械复合故障诊断已有大量的研究。 如

王华庆等 [ 2] 提出了一种双约束非负矩阵分解的复合

故障信号分离方法。 向玲等 [ 3] 提出了基于自适应最

大相关峭度解卷积的风力发电机轴承复合故障特征

提取的方法。 Wang 等 [ 4] 利用双树复小波变换成功地

分离了旋转机械的多个故障特征。 上述方法采用信

号处理方法对复合故障进行分离,依赖于人的经验,
在处理大量数据时耗时耗力。 因此,Xue 等 [ 5] 采用深

度卷积神经网络对复合故障自提取特征,然后利用

SVM 进行分类,避免了人工提取特征的不足。 但该方

法致力于同转速下的复合故障诊断,未考虑不同转速

下复合故障诊断问题。
目前,深度迁移学习已成为新兴研究方向,其基

本思路是在特征提取层和分类层之间加入自适配层,
使得源域和目标域数据分布更加接近 [ 6] 。 深度迁移

学习可以自动地提取更具表现力的特征,以及满足了

实际应用中的端到端需求。 于洋等 [ 7] 提出了一种基

于长短时记忆网络与迁移学习相结合的故障诊断方

法。 Zhao 等 [ 8] 提出了一种基于深度多尺度卷积神经

网络的迁移学习框架进行滚动轴承智能诊断; Wang
等 [ 9] 使用可变形卷积神经网络结合深长短期记忆的

迁移学习策略进行滚动轴承的故障诊断。 上述方法

将深度迁移思想用于旋转机械故障诊断取得了较好

的诊断效果,但采取的都是对齐全局域偏移 [ 10] 方式,
即对齐全局的源域和目标域分布,而不考虑两个域的

子领域之间的关系。 然而旋转机械复合故障与单一

故障样本间相关性高,若采用全局适配,易造成单一

故障与复合故障间错分类。
综上所述,提出一维深度子领域适配( one

 

dimen-
sional

 

deep
 

subdomain
 

adaption,
 

1dDSA) 的不同转速下

旋转机械复合故障诊断方法。 以原始频谱数据作为输

入,最大程度保留信号特征;其次,搭建领域共享的一

维卷积神经网络,从源自不同转速的旋转机械复合故

障的数据中提取故障特征;然后,利用局部最大均值差

异( local
 

maximum
 

mean
 

discrepancy,
 

LMMD) 对齐两域

子领域分布,有效避免单一故障和复合故障的特征混

合,并通过最小化局部最大均值差异值以减少不同转

速所带来的干扰;最后,通过 softmax 分类层对目标数据

进行故障状态识别。

1　 一维深度子领域适配网络

子领域适配的思想如图 1 所示,与全局适配方法不同,
1dDSA 通过在端到端深度学习模型中集成深度特征学习和

特征适配,不仅对全局源域和目标域分布进行对齐,而且对

相关子领域的分布进行对齐。 如图 2 所示,1dDSA 主要由两

个部分组成:特征提取模块和子领域适配模块。

图 1　 方法图

Fig. 1　 The
 

flow
 

chart
 

of
 

method

图 2　 1dDSA 结构

Fig. 2　 The
 

structure
 

of
 

1dDSA

1. 1　 特征提取模块

特征提取模块主要由一维卷积神经网络构成,其中,
包含 3 个卷积层,卷积核个数分别为 16、32 和 64,卷积核

的大小均为 3×3;3 个池化层,池化区域均为 2×2,且均采

用最大值池化方式;1 个全连接层。
1. 2　 子领域适配模块

在无监督域自适配中,给定 ns 标记样本的源域 DS =

{(xs
i,y

s
i)} ns

i = 1(y
s
i ∈ RC 是一个表示标记 xs

i 的向量,例如

ys
ij = 1 表示 xs

i 属于第 j类,其中 C为类别个数),给定 n t 未

标记样本的目标域
 

D t = {x t
j}

nt
j = 1。 传统的深度迁移学习

主要使用具有全局域适配损失的适配层来共同学习表

示。 其形式表示为:

min
f

1
ns

∑
ns

i = 1
J( f(xs

i),ys
i) + λd̂(p,q) (1)
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其中, J(·,·) 是交叉熵损失函数,d̂(p,q) 是领域适配

损失。 λ > 0 是域适配损失和分类损失的权衡参数。
子域适配的目的是对齐具有相同标签的样本的相关

子域的分布,结合分类损失和子域适配损失,将子域适配

损失方法表示为:

min
f

1
ns

∑
ns

i = 1
J( f(xs

i),ys
i) + λEc[ d̂(p(c) ,q(c) )] (2)

其中, Ec[·] 表示期望,为了计算式(2)中相关子域

分布的差异,引入 LMMD,可以表示为:
dH(p,q)  Ec Ep(c) [ϕ(xs) - Eq(c) [ϕ(x t)] 2

H (3)
其中, · H 是再生核希尔伯特空间,xs 和 x t 是 DS 和

D t 中的实例,p(c) 和 p(c) 是DS
(c) 和D t

(c) 的分布。 通过最

小化式(3),同一类别内相关子域的分布将会被拉近。
根据权重 wc 假设每个样本属于每个类, 然后建立了

式(3) 的无偏估计:

d̂H(p,q) = 1
C ∑

C

c = 1
∑
xi∈DS

wsc
i ϕ(xsi) - ∑

xj∈Dt

wtc
j ϕ(xtj)

2

H
(4)

其中, d̂H(p,q) 是 dH(p,q) 的无偏估计,wsc
i 和 w tc

j 表

示属于 c 类的 xs
i 和 x t

j 的权重,注意,∑
ns

i = 1
wsc

i 和∑
nt

j = 1
w tc

i 都等

于 1, ∑
xi∈D

wc
iϕ(x i) 是类别 c 的加权和, 计算样本 x i 的

wc
i 为:

wc
i =

y ic

∑ (x j,y j)∈D
y ic

(5)

其中, y ic 是向量 y i 的第 c个元素。 为了适配特征层,
给定源域Ds 有 ns 标记和目标域D t 未标记的 n t,深层网络

在 l 层中生成的激活为{ zsli } ns
i = 1 和{ ztlj } nt

j = 1。 另外,不能直

接计算 ϕ(·),然后将式(4) 重新表示为:

d̂ l(p,q) = 1
C ∑

C

c = 1
[∑

ns

i = 1
∑
ns

j = 1
wsc

i w
sc
j k( zsli ,zslj ) +

∑
nt

i = 1
∑

nt

j = 1
w tc

i w
tc
j k( ztli ,ztlj ) - 2∑

ns

i = 1
∑

nt

j = 1
wsc

i w
tc
j k( zsli ,ztlj ) ] (6)

其中, zl 为第 l( l ∈ L = {1,2,3,…, L }) 激活,
式(6) 可以直接作为式(1) 的自适应损失。
1. 3　 一维深度子领域适配模型的训练

所提模型 1dDSA 训练过程中,需要满足两个优化目

标:1)最小化特征提取模块在源域数据上的分类损失;
2)最小化源域数据与目标域数据深层次特征知识相关子

域分布的差异。 因此,优化目标函数可以表达为:

min
f

1
ns

∑
ns

i = 1
J( f(xs

i),ys
i) + λ∑

l∈L
d̂ l(p,q) (7)

A-distance[10] 定义为 dA = 2(1 - 2C), 其中  表示分

类器的泛化误差,利用 AL-distance 来估计子域分布差异。
首先,将类别 c 的 dA 定义为 dAc

= 2(1 - 2C),其中 C 是

分类器在不同领域对同一类进行训练时的泛化误差。 然

后,我们定义:

dAL
= E[dAc

] = 2E(1 - 2C) = 2∑
C

c = 1
p(c)(1 - 2C)

(8)
其中, E[·] 表示数学期望,p(c) 表示类别 c 在目标

域中的概率。

2　 一维深度子领域适配的不同转速下旋转
机械复合故障诊断流程

　 　 所提出的基于一维深度子领域适配的不同转速下旋

转机械复合故障诊断方法流程如图 3 所示,具体步骤

如下:
1)获取复合故障的频谱信息,并构建频谱数据集。
2)初始化 1dDSA 网络参数,以批量的方式将训练集

(源域)和测试集(目标域)输入到 1dDSA 中。
3)利用领域共享的一维卷积神经网络提取出有标签

训练集 A 和无标签训练集 B 的深层特征。
4)利用 LMMD 将所提取的深层特征进行子领域适

配,有效避免复合故障的特征混合,并通过最小化 LMMD
值以减小不同转速所带来的分布差异。

5)得到训练好的诊断模型,输入测试集 B,利用

softmax 分类层输出诊断结果,完成不同转速下旋转机械

复合故障的诊断。

图 3　 方法流程

Fig. 3　 The
 

flow
 

of
 

method

3　 实验数据与分析

3. 1　 实验数据

本节实验以低速声发射( acoustic
 

emission,AE)数据

来验证所提方法的有效性,实验数据来自机械故障综合

模拟实验台,主要由电机、联轴器、滚动轴承、传动轴等组
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成,如图 4 所示。 将 AE 传感器涂上耦合剂并置于轴承

座上,采用胶带其固定。 实验轴承为 er-12k 型深沟球轴

承,节径 28. 90
 

mm,包含 8 个滚动体,接触角 9. 08°。 如

图 5 所示,使用电火花加工技术在轴承的内圈、外圈、滚
动体上布置单点故障,故障直径约为 0. 1

 

mm,深度约为

0. 2
 

mm。 V 型裂纹轴的裂纹深度约 5
 

mm。 模拟 7 种故

障,如表 1 所示。

图 4　 实验台

Fig. 4　 The
 

experimental
 

station

图 5　 故障类型

Fig. 5　 The
 

fault
 

types

表 1　 故障类型

Table
 

1　 The
 

fault
 

Types

故障类型 编号

正常轴承 N

外圈故障 O

内圈故障 I

滚动体故障 B

外圈故障+裂纹轴 OV

内圈故障+裂纹轴 IV

滚动体故障+裂纹轴 BV

　 　 采集时转速分别为 A 工况: 60
 

r / min, B 工况:
80

 

r / min,C 工况:100
 

r / min,加载负荷均为 5
 

kg,采样频

率为 1
 

000
 

kHz,采样时间为 10
 

s,每种故障信号采样

4 次,以减小数据采集系统中的随机误差。

3. 2　 数据分析

限于篇幅,仅展示图 6 几种故障的时域和频域图。
可以看出,相较于时域信号,频谱所表达的信息更多。 观

察图 6(a)和(c),不同转速的外圈故障具有相似的谱结

构,随着转速升高其幅值也随之增大。 综上表明,频谱特

征可以很好的表征旋转机械复合故障,且因傅里叶变换

的可逆性,频谱可以充分保留原始数据中的信息,因此本

文以原始频谱作为输入。

图 6　 时域和频域图

Fig. 6　 Time
 

domain
 

and
 

frequency
 

domain
 

diagrams

3. 3　 单一故障与复合故障互相关分析

复合故障信号与单一故障不同,复合故障存在特征

混合,往往各单一故障也伴随在复合故障之中,导致单一

故障和复合故障之间存在相似特征[11] 。 本节实验以故

障类型 O、OV、I 和 IV 为例,分析单一故障与复合故障频

谱特征的相关性。 图 7 为单一故障与复合故障频谱信号

的互相关系数,3 种转速下 I 和 IV、O 和 OV 的互相关系

数都在 0. 7 左右,显著相关,若采用全局适配方法,容易

将单一故障和复合故障错分类。

图 7　 单一故障与复合故障互相关

Fig. 7　 Single
 

fault
 

and
 

compound
 

fault
 

cross
 

correlation
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3. 4　 建立数据集

从采集到的声发射数据中以 2
 

048 个点截取样本,
然后对每个样本进行快速傅里叶变换实现时域到频域的

转换,每个频谱样本长度为 1
 

024。 从每类频谱样本中随

机选取 200 个样本,每种工况共 1
 

400 个样本作为训练数

据集。 随机选取 50 个样本,7 类故障共 350 个样本作为

测试数据集。 实验采用一种工况有标签数据和另一种工

况无标签数据混合训练的方式,以 A→B 工况为例,训练

数据为有标签训练集 A 和无标签训练集 B 构成,测试数

据为测试集 B,其中 A→B 表示工况 A
 

的数据做为训练

去测试工况 B 的数据。

4　 实验结果与分析

经前期实验, 1dDSA 使用小批量随机梯度下降

(stochastic
 

gradient
 

descent,SGD),动量设置为 0. 9,为减

少网络计算成本,在使用 SGD 的时候对学习率进行如下

调整: ρθ = ρ0 / (1 + αθβ),其中 θ是训练过程中从0 ~ 1 的

线性变化,ρ0 = 0. 01,β = 0. 75。 采用变化适配因子:
2 / (1+exp( -10×k)) -1,其中 k 为当前训练的次数与总训

练次数的比值。
4. 1　 迁移学习方法对比实验

为验证所提方法的有效性,将所提方法与二维深度

子领域适配(2dDSA)、一维 CNN(1dCNN)、全局域适配

方法 DAN[12] 、 TCA[13] 和文献 [ 5] 方法进行对比,其中

2dDSA 结合文献[14] 将原始频域信号转化为二维图像

的方法,构造 32×32 大小的二维图像作为输入。 1dCNN
和 DAN 与所提方法具有相同的网络结构,输入为一维原

始频谱,TCA 输入为人工提取时域和频域共 28 维特征,
基分类器采用 KNN。 为减小随机初始化待训练参数对

提出方法的迁移诊断结果的影响,每种工况重复验证
 

10 次取平均值并计算标准差。 统计结果如表 2 所示,所
提方法平均诊断精度达到了 94. 8% ,表明所提方法在低

速旋转机械复合故障诊断中是可行的,然而 2dDSA 平均

诊断精度仅为 78. 7% ,这是因为该方法的输入是将一维

频谱通过截断重构成二维图像,造成了特征损失。

表 2　 不同方法诊断精度

Table
 

2　 Diagnostic
 

accuracy
 

of
 

different
 

methods %

方法 / 工况 A→B A→C B→A B→C C→A C→B C→C 平均

1dDSA 95±0. 43 91±1. 36 96±0. 47 94±1. 45 94±1. 34 96±0. 58 98±0. 36 94. 8

2dDSA 75±2. 54 66±5. 30 85±2. 59 80±2. 78 71±3. 45 83±1. 78 91±2. 29 78. 7

1dCNN 81±3. 73 75±4. 48 81±5. 78 76±3. 40 77±6. 07 84±9. 28 94±0. 96 81. 1

DAN 86±1. 79 77±2. 10 87±2. 76 82±2. 34 78±2. 67 89±2. 35 93±0. 84 84. 6

TCA 35. 7 25. 4 38. 6 30. 7 32. 9 37. 7 63. 3 37. 9

文献[5]方法 83. 4 73. 1 76. 3 83. 4 76. 3 84. 0 98. 2 82. 1

　 　 进一步观察表 2,TCA 方法效果最差,平均诊断精度

仅为 37. 9% ,究其原因是人工提取的浅层时域频域特征

并不能有效表征低速复合故障,从而导致迁移识别结果

不佳。 1dCNN 的平均诊断精度为 81. 1% ,其中 C→C 工

况,1dCNN 的诊断精度达到了 94% ,这说明深度学习可以

挖掘低速旋转机械复合故障的深层特征,从而到达较好的

诊断效果,但同工况下的诊断精度依然低于所提方法,表
明所提方法引入的子领域思想可以避免单一故障与复合

故障的特征混合所带来的干扰,从而提升诊断精度。 不同

转速下的迁移故障诊断实验,1dCNN 表现乏力,整体识别

精度低于全局域适配方法 DAN,这表明进行特征适配是有

必要的,但 DAN 的平均诊断精度仅为 84. 6%,究其原因是

复合故障存在特征混合,全局域适配方法会混淆单一故障

和复合故障的特征而导致无法准确适配两域分布。 文

献[5]方法 C→C 工况的诊断精度到达了 98. 2%,表明该方

法可以有效提取复合故障数据特征,但平均诊断精度仅为

82. 1%,究其原因是该方法需要训练数据与测试数据具有

相同的分布。 而所提方法通过对训练样本和测试样本的

子领域对齐,可以有效避免复合故障的特征混合所带来的

干扰,从而提高复合故障诊断精度。
4. 2　 迁移结果可视化

为直观分析所提方法对于旋转机械复合故障诊断精

度的影响机制,可视化不同转速数据的特征知识,以

B→A 工况实验为例,通过 t 分布随机邻近嵌入算法[15] 将

源域 B 和目标域 A 的特征值映射为二维空间,然后在二

维空间内可视化源域和目标域的特征分布。
如图 8 所示,TCA 效果最差,表明浅层特征不能有效

表征低速旋转机械复合故障的不同故障状态。 1dCNN
虽展现出一定的特征表征能力,但训练集和测试集所处

的空间位置距离较远,且出现特征混合现象。 文献[5]
方法训练集的几种故障几乎分开,但测试集并没有与训

练集覆盖,表明该方法能有效提取复合故障数据特征,但
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不具备分布适配功能,当存在转速差异时,该方法的诊断

性能下降。

图 8　 特征可视化

Fig. 8　 The
 

feature
 

visualization

对比图 8(c)和( d)并结合图 9(图 9 为所提方法与

全局域适配 DAN 方法测试集的混淆矩阵),
 

DAN 展现出

一定的特征对齐能力,但单一故障与复合故障之间错分

类较多,DAN 未考虑两域子领域的分布对齐,导致了各

类别之间的互相干扰。 所提方法特征的训练集和测试集

在 7 种故障状态下的特征分布更加容易区分,且训练集

和测试集在不同故障状态数据的特征分布处于几乎相似

的空间位置,表明证明所提方法在低速旋转机械复合故

障诊断中是有效的。

图 9　 混淆矩阵

Fig. 9　 The
 

confusion
 

matrix

4. 3　 全局域概率密度分析与子领域概率密度分析

图 10 为不同方法的全局概率密度,不难看出,所提

方法训练集与测试集几乎重合在一起,效果最好。 TCA
可以拉近两域数据分布差异,但由于人工特征不能有效

表征低速旋转机械复合故障特征,导致识别结果不高。
1dCNN 和文献[5]方法不能缩小两域分布差异,DAN 在

一定程度上缩小了两域分布,但效果不佳。
以 I、IV 和 OV 为例分析 DAN 和所提方法的子领域概

率密度分布情况。 图 11 可以看出,文献[5]方法的子领域

图 10　 全局概率密度

Fig. 10　 Probability
 

density
 

maps
 

of
 

the
 

whole
 

area

图 11　 子领域概率密度图

Fig. 11　 Probability
 

density
 

maps
 

of
 

subdomains

分布都没有被拉近,DAN 的子领域概率分布在一定程度上

被拉近,但效果不佳,这是因为 DAN 在全局适配中容易混

淆复合故障与单一故障,从而造成适配效果不佳。 所提方

法对每个子领域分别对齐,拉近了子领域的特征分布,同
时也避免了复合故障与单一故障之间的混淆。

图 12 为 B→A 工况经 1dDSA 和 DAN 适配后数据集

A 子领域之间的互相关图,如图 12( c)和( d)可知,全局

适配之后,单一故障和复合故障特征的相关系数都达到

了 0. 6 以上,仍然显著相关。 如图 12( a)和( b)所示,子
领域适配之后,单一故障与复合故障类别之间的相关性

明显减小,相关系数均小于 0. 4,使得其更容易区分,从
而大大提高了诊断精度。
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图 12　 互相关

Fig. 12　 Cross-correlation

5　 结　 　 论

提出了基于一维深度子领域适配的不同转速下旋转

机械复合故障诊断方法,以原始频谱作为输入,利用领域

共享一维卷积神经网络提取出旋转机械复合故障的深层

特征,然后通过子领域适配模块,避免单一故障和复合故

障的特征混合给故障诊断带来的影响,减少不同转速数

据的分布差异,并在数据集上进行了对比验证,通过实验

对比证明:1)子领域方法可以有效避免单一故障与复合

故障之间的错分类;2)可以有效对齐不同转速下每种故

障状态的特征,通过拉近子领域的数据分布以达到整体

较好的适配效果;3)以原始频谱作为输入,可以实现端到

端的旋转机械复合故障诊断。
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