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摘　 要:情感脑机接口旨在提供一种人与设备情感沟通的通道,情感脑电识别是其中最为基础和关键的环节。 为了自适应地选

择个体最优的空间电极和频段组合以实现情感脑电特征优化和分类效果提升,本文提出一种新的自适应优化空频微分熵

(AOSFDE)特征,设计了基于相对熵的情感脑电空间电极重要性度量方法,根据导联重要性进行空间电极选择,通过稀疏回归

算法对多重局部空间-频域内的微分熵特征进行优化选择。 采用上海交通大学情感脑电数据集 SEED 进行实验分析,结果表明

本文提出的 AOSFDE 方法可以有效提高识别准确率,针对 15 名被试者的积极 / 消极、积极 / 中性、中性 / 消极这三个情绪二分类

场景平均准确率分别达到 91. 8% 、93. 3%和 85. 1% ,为情感脑电识别研究提供了新的思路和方法。
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Abstract:The
 

affective
 

brain-computer
 

interface
 

( ABCI)
 

aims
 

to
 

provide
 

a
 

channel
 

for
 

emotional
 

communication
 

between
 

people
 

and
 

external
 

devices.
 

Emotion
 

electroencephalography
 

(EEG)
 

recognition
 

is
 

the
 

most
 

basic
 

and
 

key
 

part
 

of
 

the
 

ABCI
 

system.
 

To
 

adaptively
 

select
 

the
 

optimal
 

combination
 

of
 

spatial
 

electrodes
 

and
 

frequency
 

bands
 

to
 

optimize
 

the
 

emotion
 

EEG
 

feature
 

and
 

improve
 

the
 

classification
 

effectiveness,
 

an
 

adaptive
 

optimized
 

spatial-frequency
 

differential
 

entropy
 

( AOSFDE)
 

feature
 

is
 

proposed.
 

We
 

design
 

an
 

importance
 

measurement
 

method
 

of
 

spatial
 

electrodes
 

based
 

on
 

the
 

relative
 

entropy.
 

According
 

to
 

the
 

importance
 

of
 

various
 

spatial
 

electrodes,
 

the
 

most
 

important
 

spatial
 

electrodes
 

are
 

selected
 

automatically.
 

The
 

sparse
 

regression
 

algorithm
 

is
 

used
 

to
 

optimize
 

the
 

differential
 

entropy
 

features
 

in
 

multiple
 

local
 

spatial-frequency
 

domains.
 

The
 

emotion
 

EEG
 

database
 

(SEED)
 

provided
 

by
 

Shanghai
 

Jiao
 

Tong
 

University
 

is
 

utilized
 

for
 

experimental
 

analysis.
 

Results
 

show
 

that
 

the
 

proposed
 

AOSFDE
 

method
 

can
 

effectively
 

improve
 

the
 

recognition
 

accuracy.
 

For
 

15
 

subjects
 

in
 

this
 

dataset,
 

the
 

average
 

recognition
 

accuracy
 

values
 

of
 

positive / negative,
 

positive / neutral
 

and
 

neutral / negative
 

binary
 

emotional
 

classifications
 

are
 

91. 8% ,
 

93. 3%
 

and
 

85. 1% ,
 

respectively.
 

The
 

proposed
 

algorithm
 

provides
 

a
 

new
 

idea
 

and
 

method
 

for
 

emotion
 

EEG
 

recognition.
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0　 引　 　 言

情感是一种由有意识或无意识地感知外部物体或情

境而引发的心理和生理过程[1] 。 1997 年,美国麻省理工

学院的 Picard 教授提出了“情感计算”的概念,其核心理

念是赋予计算机感知、理解、表达和响应人的情感的能

力。 情感识别是情感计算中最为基础和关键的环节,是
人工智能及人机交互等领域的重要研究内容[2] ,在医疗

护理、虚拟现实游戏、交通安全等方面具有重要的应用前

景[3-4] 。 传统的情感识别方法基本上是利用听觉和视觉

属性来推测人类的情绪反应,例如语言、面部表情和肢体

手势等,但这些外部表现不能可靠地检测情感,尤其当人

们主观隐藏自己的感情时[5] 。 目前,获取生理反应在描

述情绪状态方面得到了越来越多的关注[6-7] ,许多研究团

队利用呼吸、体温、肌电、心电和脑电等生理信号进行情感

识别研究。 相较于其他几类外围生理信号,脑电信号由人

体的中枢神经系统直接产生,而中枢神经系统与情感状态

紧密相关,因此脑电能提供更为丰富的情感信息[8] 。
近年来,基于头皮脑电 EEG 的情感识别越来越受到

关 注, 并 成 为 脑 机 接 口 ( brain
 

computer
 

interface,
 

BCI) [9-10] 的一个新兴方向,即情感脑机接口 ( affective
 

brain
 

computer
 

interface,
 

ABCI)。 基于脑电 EEG 的情感

脑机接口系统主要涉及脑电信号预处理、特征提取 / 选择

及特征分类 3 个步骤,其中情感脑电特征提取 / 选择是影

响情感识别效果的关键因素[11] 。 EEG 信号空间分辨率

和频率范围受限,信噪比低,同时易受外部环境和诸如心

电、呼吸、眼电等人体活动的影响,具有显著的非线性非

平稳特性。 针对复杂情感脑电,如何获取与情绪最为相

关的脑电特征是情感脑机接口系统研究中的关键科学问

题。 用于情绪识别的脑电特征主要分为时域特征、频域

特征及时频特征 3 类。 时域特征包括 Hjorth 参数、分形

维数特征、高阶交叉特征等[2] ;频域特征包括 5 个经典频

段 delta(1 ~ 3
 

Hz)、theta(4 ~ 7
 

Hz)、alpha(8 ~ 13
 

Hz)、beta
(14 ~ 30

 

Hz ) 和 gamma ( 31 ~ 50
 

Hz ) 内 的 微 分 熵

( differential
 

entropy,
 

DE )、 不 对 称 差 ( differential
 

asymmetry,
 

DASM )、 不 对 称 商 ( rational
 

asymmetry,
 

RASM ) 及 差 异 因 果 ( differential
 

causality,
 

DCAU )
等[12-13] ;时频特征提取的方法主要包括短时傅里叶变换、
小波变换等[14] 。 目前情绪脑电识别中采用的有效特征

仍以源自各脑电节律的频域特征为主,其中微分熵 DE
特征已被证明是性能突出且表现最为平稳的特征

之一[13] 。
值得注意的是,脑电 EEG 通常采用众多的空间电极

导联(如 64 导、118 导等)进行采集,并且需针对每一个

空间电极导联多个频段内的信号进行特征提取,造成特

征维数较高,并且原始脑电特征中存在部分冗余特征,影
响数据分析的效率和精度。 因此,从原始脑电特征中选

择出情绪相关性较高的特征子集具有重要意义[13] 。 另

一方面,在特征优化的过程中搜索出与情绪状态关联度

较高的空间电极和频段,能进一步为脑电 EEG 在情感识

别领域中的应用提供必要的生理基础。 目前,基于脑电

EEG 的情感识别的关键挑战之一在于情感认知过程和脑

电信号表征均具有一定的个体差异性[11] ,受性别、年龄、
种族和健康状况等因素的影响,不同人控制情绪的行为

反应和神经生理学反应不尽相同。 具体地,针对相同的

情绪诱发刺激,不同个体的情绪相关关键脑区和频段的

分布存在差异[15-16] 。 因此,针对不同个体,自适应地选择

其最优的空间电极导联和频段组合以实现特征优化对于

进一步提高情感脑电识别精度而言具有重要意义。
本文的主要研究内容在于自适应地搜索个体最优的

空间电极导联及频段组合,在微分熵 DE 特征的基础上

提出一种新的自适应优化空频微分熵( adaptive
 

optimized
 

spatial-frequency
 

differential
 

entropy,
 

AOSFDE)特征,并将

其应用于情感脑电识别。 为了进一步细化分析积极、消
极和中性情感两两之间的脑电模式差异,对比并探讨不

同情感状态组合下脑电的可区分性及重要脑区和频段分

布,为情感脑电识别研究提供一定的生理基础,同时验证

AOSFDE 特征在不同情感组合和不同被试者中的鲁棒

性,本文针对三种情感进行两两组合构成积极和消极、积
极和中性、消极和中性三对二分类场景分别进行识别。
首先提出一种基于相对熵( relative

 

entropy,
 

RE) 的情感

脑电空间电极导联重要性度量方法,根据导联重要性进

行空间电极导联选择,然后对多导联脑电进行多频带分

解及微分熵 DE 特征提取,进一步设计一种基于稀疏回

归(sparse
 

regression,
 

SR) 的空频特征优化选择方法,最
后采用线性支持向量机算法进行分类识别。 本算法充分

考虑了个体的差异性,采用数据驱动的方式自适应地选

择个体最优的空频特征,在降低数据冗余的前提下保留

了具有区分度的关键信息,有效提高了情感脑电识别的

精度。

1　 实验数据

本文选取上海交通大学情感脑电数据集 SEED[12-13]

进行算法评估。 SEED 数据集采用视频素材对被试者进

行情绪刺激和诱发,共包含 15 名被试者( 7 名男性和

8 名女性)。 每名被试者共进行 3 次实验,每次实验相隔

一周左右,单次实验包含 15 个情感诱发任务(积极、中立

及消极情绪各 5 个),每个任务均包含 5
 

s 的提示时间、
大约 4

 

min 的视频观影时间、45
 

s 的自我评估时间和 15
 

s
的休息时间。 实验采用若干个中文电影片段进行情绪诱
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发,所截选的电影片段均易于理解且能有效激发单一的

目标情感。 采集实验均在早上或者下午在一个安静舒适

的环境下进行,采集仪器为 Neuroscan 公司所产的脑电采

集系统,采样频率为 1
 

000
 

Hz,根据国际 10 / 20 标准通过

62 导电极帽进行脑电采集。 SEED 数据集共包含两部分

数据:一部分是经过预处理后的情感脑电数据,截取自大

约 4
 

min 的视频观影时间所对应的脑电,去除眼电、肌电

伪迹并降采样至 200
 

Hz;另一部分是生成的特征数据集。
为了验证本文所提出特征的有效性,选择前一部分预处

理后的情感脑电数据集进行分析处理。
为了统一脑电信号序列长度,并避免长时间观影造

成疲劳对信号质量的影响,本文统一选取 3
 

min 内的脑

电信号。 为了进一步增加样本数量,采用 20
 

s 的无重叠

时间窗口对 3
 

min 内脑电信号进行分段,经过上述处理,
对于每一名被试者,得到尺寸为[62×4

 

000×9×45]的样

本集合,其中 62 为空间电极导联数量,4
 

000 为样本点个

数,9 为分段数,45 为任务数。 为了具体分析积极和消

极、积极和中立、中立和消极等二分类情况下的情感脑电

特点,针对每一名被试者分解得到 3 个尺寸为[62×4
 

000
×9×30]的样本集合,分别对应积极和消极、积极和中立、
中立和消极这 3 种二分类场景,其中 30 为任务数。 最

后,针对每一个二分类场景,均得到尺寸为[62 × 4
 

000 ×
270]的样本集合,其中 270 为总的分段数(即样本数)。

2　 研究方法

针对视频诱发的情感脑电信号,本文首先研究重要

的空间电极导联分布,进而选择重要导联处的数据进行

多频段脑电信号分解及微分熵 DE 特征提取,然后研究

具有类间区分性的特征在空频域上的分布规律并选择重

要特征进行 SVM 分类及情感识别,具体的算法流程如

图 1 所示。

图 1　 本文算法流程

Fig. 1　 Flowchart
 

of
 

the
 

proposed
 

algorithm

2. 1　 空间电极导联选择

大脑皮层包括了额叶、顶叶、颞叶、枕叶等不同的功能

区,针对不同的情绪刺激,关键脑区的分布存在差异。 此

外,针对不同的个体,即便是接受相同的情绪刺激,其关键

脑区分布亦不同[15] 。 情感脑电通常采用众多的空间电极

导联进行信号采集,不可避免地引入了较多的冗余信号,
增加了后续处理的计算负担并影响识别精度。 针对这个

问题,本文提出一种基于相对熵的空间电极导联选择方

法,自适应地选择个体最优的空间电极导联集合。 由于脑

电信号的 gamma 频段已被证明是情绪识别的重要频

段[16] ,首先对原始脑电信号进行 31 ~ 50
 

Hz 的带通滤波处

理,然后针对单个样本每一个电极导联处的脑电信号,求
取其微分熵 DE 特征。 DE 特征的原始计算公式如下:

h(T) = - ∫
T
f( t)log( f( t))dt (1)

其中,T 为信号序列,现有研究已经证明经过 31 ~
50

 

Hz 带通滤波后的 gamma 频带 EEG 信号 90% 以上满

足高斯分布 N(μ,δ2) [13] ,因此 DE 特征可进一步采用下

式进行计算:

h(T) = - ∫∞

-∞

1

2πδ2
exp (t - μ) 2

2δ2 log 1

2πδ2
×

exp ( t - μ) 2

2δ2 dt = 1
2

log2πeδ2 (2)

其中, μ和 δ分别为 T的均值和标准差。 为了选择具

有类间区分性的空间电极导联,需要定义有效的可区分

性度量,本文采用一种分析不同概率分布函数差异性的

相对熵方法。 对于两个不同的概率分布函数 P1( i) 和

P2( i), 其相对熵定义如下:

D(P1( i) | P2( i)) = ∑
i
P1( i)ln

P1( i)
P2( i)( ) (3)

相对熵提供了一个非负值,用于评估两个分布之间

的差异,相对熵值越大意味着两个分布的差异越大。 由

于脑电信号近似满足高斯分布,则两种情绪类别的 DE
特征高斯概率分布如式(4)和(5)所示:

P1
ch( i) = exp

-(DEch( i) - μ1
ch)

2

2var1
ch

( ) (4)

P2
ch( i) = exp

-(DEch( i) - μ2
ch)

2

2var2
ch

( ) (5)

式中: μ1
ch 和 μ2

ch 分别表示两类样本在空间电极导联 ch 上

的 DE 特征均值; var1
ch 和var2

ch 表示相应的方差。 最终,针
对空间电极导联 ch, 两种类别的相对熵可由下式计算:

Rech = ∑
N

i = 1
P1

ch( i)ln
P1

ch( i)
P2

ch( i)
( ) + P2

ch( i)ln
P2

ch( i)
P1

ch( i)
( )é

ë
ê
ê

ù

û
ú
ú

(6)
其中, N 为样本数。
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图 2(a)所示为被试者 1 积极和消极二分类情景下

的空间电极导联相对熵值地形图,从图中可以看到左右

两侧颞叶处的相对熵值较大。 进一步抽取熵值较大的

T7 导联和熵值较小的 C2 导联进行对比分析,从图 2(b)
及图 2(c)的概率分布图中可以观察到 T7 导联处两类样

本的 DE 特征分布差异较大,积极情绪样本整体上明显

具有更高的 DE 特征值,而 C2 导联处的情感脑电 DE 特

征则没有很强的区分性,具体体现在两类的特征值基本

处于同一数值范围。

图 2　 被试者 1 积极和消极二分类情况下的空间电极

导联相对熵值地形图及不同导联处的 DE 特征分布比较

Fig. 2　 Topographic
 

map
 

of
 

relative
 

entropy
 

of
 

spatial
 

electrodes
 

and
 

comparison
 

of
 

DE
 

feature
 

distributions
 

of
 

different
 

spatial
 

electrodes
 

for
 

subject
 

1
 

under
 

the
 

condition
 

of
 

positive
 

and
 

negative
 

emotions
 

binary
 

classification

基于以上分析,本文按照相对熵值进行倒序排序,选
择前 M 个空间电极作为具有类间区分性的重要导联用

图 3　 文献[13]中的 12 导联位置

Fig. 3　 The
 

placements
 

of
 

12
 

spatial
 

channels
 

in
 

reference
 

[13]

于特征提取及分类。 文献[13]采用 4 种固定的空间电极

配置进行了大量实验,结果表明当采用图 3 所示的 12 导

联( FT7, FT8, T7, T8, C5, C6, TP7, TP8, CP5, CP6, P7,
P8)集合时能取得最优结果,为了与其进行对比分析,本
文同样将 M 设置为 12。
2. 2　 自适应优化空频微分熵特征提取

在空间电极导联重要性度量的基础上,本文抽取

12 个重要性最高的空间电极导联处的脑电信号进行分

析处理。 通过带通滤波将每一个电极处的脑电信号分解

至 delta、theta、alpha、beta 和 gamma 这 5 个重要频段,针
对单个空间电极导联每一个频段内的信号,提取其微分

熵 DE 特征。 经过上述处理,针对每一个被试者的单个

二分类场景,均得到尺寸为[12×5×270] 的空频特征集

合,其中 12 和 5 分别代表空间电极导联数和频段数。 区

别于传统的针对空间电极导联或频段的单域特征选择 /
优化算法,本文充分考虑了空频域特征对于情感识别的

联合影响以及个体差异性特点,将特征扩展至二维平面,
通过数据驱动的方式自适应地选择重要的空频特征。 已

有研究表明人体在面对情感刺激时,仅有部分关键的脑

区被激活,并且上述激活模式通过部分关键频段的节律

信号变化显现[13] 。 因此,可以很直观地假设不同的局部

空频范围内的 DE 特征具有不同的重要性,重要的空频

DE 特征应具有较强的类间区分性。 为了获得最优的空

频特征集合,本文采用一种有监督的稀疏正则化方法。
针对单个样本,首先将二维的特征矩阵合并为维数为

60(12×5)的一维特征向量 F, 随后构建一个特征矩阵

Q = [F′1;F′2;…;F′l ],其中 l 为样本数, 最后采用 Lasso
回归进行重要特征选择,如式(7)所示:

c =argmin
v

1
2

‖Qc - y‖2
2 + λ‖c‖1( ) (7)

其中,‖·‖2 和‖·‖1 分别表示 l2 和 l1 范数;y ∈ R l

表示类别向量;c为需要优化的稀疏向量,λ 为控制 c稀疏

度的正则化参数,在本文中将 λ 设置为 1 时能取得较为
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理想的效果,故统一将λ 设置为1。 本文采用截断牛顿内

点法求解式(7) 中的最优化问题。 根据优化所得的稀疏

向量 c 进行特征选择,绝对值较小的表示系数所对应的

特征对类别的影响较小,故本文选择系数绝对值大于0. 1
的特征点构成最终的自适应优化空频微分熵特征向量

k。 图 4(a)所示为被试者 1 积极和消极二分类情景下绝

对值化的特征表示稀疏向量,图 4( b)是将图 4( a)所示

的向量转换至空频二维平面的表现形式,从图 4( b)中可

以观察到重要的情感特征分布在若干个局部的空频格

内,与积极和消极二种情绪相关性较高的局部空频 DE
特征在 beta 和 gamma 频段内分布较多,图 4 ( c) 是将

图 4(b)按频段叠加汇总后所得的结果,从图 4( c) 中可

以更加清晰地识别情感相关的关键频段。

图 4　 被试者 1 积极和消极二分类情况下的最优空频特征分布
Fig. 4　 Optimal

 

spatial-frequency
 

feature
 

distribution
 

for
 

subject
 

1
 

under
 

the
 

condition
 

of
 

positive
 

and
 

negative
 

emotions
 

binary
 

classification

为了与其他源自各脑电节律的频域特征进行有效对

比,除了微分熵 DE 特征,本文还将所提出的 AOSFDE 特

征与不对称差 DASM、不对称商 RASM 及差异因果 DCAU
等特征进行对比。 其中 DASM 特征的计算公式如下:

DASM = DE(X left) - DE(Xright) (8)
RASM 特征的计算如式(9)所示:
RASM = DE(X left) / DE(Xright) (9)
式(8)和( 9) 中的 X left 表示左半脑区的脑电信号,

Xright 表示右半脑区的脑电信号。 而 DCAU 特征的计算公

式如下:
DCAU = DE(X frontal) / DE(Xposterior) (10)
其中, X frontal 表示前半脑区的脑电信号;Xposterior 表示

后半脑区的脑电信号。
2. 3　 特征分类

由于本文的重点在于情感脑电特征提取及优化,特
征分类部分采用了情感脑电识别领域中应用较为广泛的

线性支持向量机(linear
 

support
 

vector
 

machine,
 

LSVM)算
法。 该算法的核心在于求解如下的最优化问题:

max
α

- 1
2 ∑

i,j
α iα jy iy j f(k i,k j)

s. t.
∑

i
α iy i = 0

0 ≤ α i ≤ C{
(11)

式中: C是控制模型松弛度的正则化参数;y是类别标签;
α 是待优化的模型参数向量; 本文采用 libsvm-3. 16 工具

箱实现 SVM 算法,其中 C 采用默认设置的 1。
其中核函数采用线性函数,如下式所示:

f(k i,k j) = kΤ
i ·k j (12)

3　 实验结果分析

本文所有实验均在联想 T14 笔记本上完成,硬件环

境为 Intel ( R)
 

Core ( TM)
 

i7-10510U @ 1. 80
 

GHz
 

2. 30
 

GHz
 

CPU 和 16
 

GB 内存,软件平台为 MATLAB
 

2018a,具
体针对空间电极导联重要性、频段重要性、算法性能 3 个

方面进行了实验验证和效果分析。
3. 1　 空间电极导联重要性分析

针对特定的情感识别任务,关键空间电极导联选择

是特征提取及优化的关键步骤。 从图 5( a)中我们可以

观察到,针对积极情绪和消极情绪二分类场景,整体而

言,两侧颞叶和前额叶是关键电极导联分布较为集中的

脑区,这一现象和文献[13]采用深度学习模型权重参数

评估的重要导联分布较为吻合。 同时,个体差异现象也

较为明显,被试者 S2、S3 和 S12 的前额叶重要性较高,而
其他被试者的关键导联基本分布在两侧颞叶。 针对积极

情绪和中性情绪二分类场景,图 5( b)所示的 15 名被试
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者的神经模式同样较为统一,重要的空间电极导联基本

分布在两侧颞叶,个体差异性主要体现在不同被试者重

要导联的集中度不同。 图 5(c)所示为 15 名被试者在中

性情绪和消极情绪二分类场景下的重要导联分布,与

图 5　 关键空间电极导联分布

Fig. 5　 Distribution
 

of
 

critical
 

spatial
 

electrodes

图 5(a)和(b)不同的是,不同被试者的分布规律差异较

大,难以观察到较为明确且统一的神经模式,但整体而言

前额叶及两侧颞叶依然是较为重要的脑区。 总体上,在
3 种二分类场景中,积极情绪和消极情绪、积极情绪和中

性情绪这两个场景的神经模式较为统一,而中性情绪和

消极情绪场景的关键脑区难以明确界定,从一个方面说

明了中性和消极情绪下的脑状态区分不显著。 在空间电

极导联重要性计算的基础上,本文针对 3 种二分类场景,
自适应地选择个体最优的 12 个空间电极导联进行特征

提取和优化。
3. 2　 频段重要性分析

从图 6(a)、(b)和( c) 3 图中,可以观察到与情绪相

关性较高的特征主要分布在 beta 和 gamma 这两个频段。
整体而言,针对 15 名被试者的不同二分类场景,gamma
频段的重要性最高。 已有研究表明 beta 节律信号与人的

情感和认知过程密切相关,gamma 节律信号适用于被动

诱发的情感识别[16] ,积极情绪状态下 beta 和 gamma 频段

的信号幅值增加, 而消极和中性情绪状态下 beta 和

gamma 频段的信号幅值降低。 因此,本文根据稀疏回归

参数的绝对值计算所得的频段重要性分布与上述神经生

理学先验知识基本吻合,从一个方面证明了本文特征优

化选择算法的有效性。 同时,可以清晰地看到个体间存

在的差异性,区别于传统的选择固定频段的情感识别方

案,本文将信号分解至局部空频格内如图 4 所示,通过稀

疏回归算法自适应地选择重要的空间电极导联处的重要

频段脑电信号的 DE 特征,有利于提取并生成个体最优

的特征向量。
3. 3　 算法效果分析

为了有效评估及比较各类特征提取算法的性能,本
文统一采用 10×10 折交叉验证并计算分类均值和方差。
表 1 所示为被试者 S1 针对积极情绪和消极情绪二分类

场景采用不同特征的计算结果,上述特征的提取均采用

固定的 12 导联集合如图 3 所示,分析了 delta、 theta、
alpha、beta、gamma 和全频段共 6 个频段,其中全频段为

1 ~ 50
 

Hz。 从表 1 可以看到针对 6 个频段,DE 特征效果

均优于 DASM、RASM 和 DCAU
 

3 种特征,其中 DE 特征和

gamma 频段的组合取得了最高的分类均值 81. 87% 。
表 2 所示为被试者 S1 针对积极情绪和中性情绪二分类

场景采用不同特征的计算结果,DE 特征效果同样优于另

外 3 种特征,此外 DE 特征和 beta 频段的组合取得了最

高的分类均值 82. 52% 。 表 3 所示为被试者 S1 针对中性

情绪和消极情绪二分类场景采用不同特征的计算结果,
DE 特征效果依然优于另外 3 种特征,此外 DE 特征和

alpha 频段的组合取得了最高的分类均值 66. 89% 。 上述

结果进一步验证了 beta 和 gamma 频段对于积极情绪识

别的重要性,此外 alpha 频段对于中性情绪和消极情绪的

区分具有较为重要的作用,alpha 频段主要和注意力加工

过程相关,当被试者接受中性刺激时通常较为放松且注

意力更不集中[13] 。
由于 DE 特征能取得显著优于 DASM、RASM、DCAU
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图 6　 频段重要性分布

Fig. 6　 Frequency
 

band
 

importance
 

distribution
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表 1　 被试者 S1 不同特征的分类均值±标准差(% )对比(积极情绪和消极情绪)
Table

 

1　 Comparison
 

of
 

mean±standard
 

deviation
 

of
 

different
 

features
 

for
 

subject
 

S1
 

(positive
 

and
 

negative
 

emotions)

特征 delta theta alpha beta gamma 全频段

DE 66. 56±9. 54 71. 01±8. 69 69. 33±7. 03 81. 18±8. 14 81. 87±7. 53 78. 79±7. 54

DASM 56. 57±9. 20 40. 47±6. 20 54. 25±9. 57 65. 55±8. 59 65. 53±10. 06 63. 81±8. 73

RASM 42. 32±6. 79 42. 51±6. 13 42. 37±6. 78 62. 86±8. 62 63. 50±7. 20 44. 16±9. 74

DCAU 42. 30±6. 39 42. 36±6. 48 46. 90±9. 21 63. 67±9. 99 64. 03±10. 15 44. 74±9. 18

表 2　 被试者 S1 不同特征的分类均值±标准差(% )对比(积极情绪和中性情绪)
Table

 

2　 Comparison
 

of
 

mean±standard
 

deviation
 

of
 

different
 

features
 

for
 

subject
 

S1
 

(positive
 

and
 

neural
 

emotions)

特征 delta theta alpha beta gamma 全频段

DE 61. 39±9. 95 69. 90±8. 50 71. 58±8. 48 82. 52±7. 71 82. 01±6. 86 73. 01±8. 21

DASM 43. 08±6. 82 54. 47±9. 31 60. 70±8. 58 74. 54±8. 80 74. 98±8. 16 60. 37±9. 83

RASM 42. 56±5. 58 44. 34±6. 89 48. 35±10. 2 65. 19±8. 23 65. 17±9. 79 42. 72±8. 02

DCAU 43. 21±4. 92 43. 61±6. 33 56. 27±11. 3 67. 42±8. 30 67. 90±9. 42 44. 32±9. 21

表 3　 被试者 S1 不同特征的分类均值±标准差(% )对比(中性情绪和消极情绪)
Table

 

3　 Comparison
 

of
 

mean±standard
 

deviation
 

of
 

different
 

features
 

for
 

subject
 

S1
 

(neural
 

and
 

negative
 

emotions)

特征 delta theta alpha beta gamma 全频段

DE 62. 30±9. 25 57. 72±8. 52 66. 89±8. 92 60. 13±7. 98 61. 07±9. 50 58. 10±9. 26

DASM 55. 15±9. 33 57. 47±10. 0 50. 95±9. 62 55. 37±9. 61 55. 00±9. 56 53. 47±10. 8

RASM 44. 91±8. 41 44. 97±10. 4 44. 05±8. 15 43. 19±5. 79 42. 35±5. 69 42. 91±7. 73

DCAU 42. 54±7. 77 43. 97±7. 17 42. 35±5. 95 43. 77±7. 31 42. 65±9. 37 43. 28±6. 75

特征的分类结果,本文针对 15 名被试者将 DE 算法和

AOSFDE 算法进行了对比分析。 图 7( a)所示为 15 名被

试者针对积极情绪和消极情绪二分类场景的算法对比结

果,可以看到除了被试者 S8、S9 和 S14,AOSFDE 在其他

被试者上均取得了最好的分类结果, DE ( delta)、 DE
(theta)、DE( alpha)、DE( beta)、DE ( gamma)、DE ( 全频

段) 和 AOSFDE 的分类均值分别为 68. 6% , 69. 6% ,
74. 2% ,86. 9% ,88. 8% ,85. 7%和 91. 8% 。 相较于其他特

征, AOSFDE 的 分 类 精 度 提 升 分 别 达 到 了 23. 2% ,
22. 2% ,17. 6% ,4. 9% ,3%和 6. 1% 。 此外,本文利用成对

T 检验验证 AOSFDE 特征与其他 6 种特征的分类精度显

著性 差 异, 成 对 T 检 验 的 ρ 值 分 别 为 5. 8 × 10-12、
1. 97×10-8、9. 0 × 10-5、0. 070

 

8、0. 195
 

2 和 0. 031
 

9。 因

此,相较于 DE(beta)和 DE( gamma),AOSFDE 算法取得

了明显的识别精度提升,但尚未完全具备统计学意义上

的显著性;针对剩余的 4 种特征,ρ 值均小于 0. 05,识别

精度差异存在显著性。
图 7(b)所示为 15 名被试者针对积极情绪和中性情

绪二分类场景的算法对比结果,从图中可以看到除了被

试者 S11 和 S12,AOSFDE 在其他被试者上均取得了最好

的分类结果, DE ( delta )、 DE ( theta )、 DE ( alpha )、 DE
(beta)、DE(gamma)、DE(全频段)和 AOSFDE 的分类均

值分别为 68. 1% ,72. 3% ,78. 2% ,89. 1% ,89. 9% ,86. 4%
和 93. 3% 。 相较于其他特征,AOSFDE 的分别精度提升

分别达到了 25. 2% ,21% ,15. 1% ,4. 2% ,3. 4% 和 6. 9% 。
此外,本文利用成对 T 检验验证 AOSFDE 特征与其他

6 种特征的分类精度显著性差异,成对 T 检验的 ρ 值分

别为 7. 5 × 10-12、1. 17 × 10-9、1. 6 × 10-5、0. 037,0. 091 和

0. 013
 

5。 因此,相较于 DE( gamma),AOSFDE 算法取得

了明显的识别精度提升,但尚未完全具备统计学意义上

的显著性;针对剩余的 5 种特征,ρ 值均小于 0. 05,识别

精度差异存在显著性。
图 7(c)所示为 15 名被试者针对中性情绪和消极情

绪二分类场景的算法对比结果, 从图中可以看 到

AOSFDE 在所有被试者上均取得了最好的分类结果,DE
(delta)、DE(theta)、DE(alpha)、DE( beta)、DE( gamma)、
DE( 全频段) 和 AOSFDE 的分类均值分别为 64. 8% ,
62. 1% ,66. 4% ,67. 8% ,71. 8% ,68. 0% 和 85. 1% 。 相较

于其他特征, AOSFDE 的分别精度提升分别达到了

20. 3% ,23% ,18. 7% ,17. 3% ,13. 3% 和 17. 1% 。 AOSFDE
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图 7　 3 种二分类场景下 15 名被试者使用不同特征的

分类均值对比

Fig. 7　 Comparisons
 

of
 

classification
 

mean
 

values
 

of
 

15
 

subjects
 

using
 

different
 

features
 

in
 

three
 

binary
 

scenarios

和其他 6 种特征的分类精度成对 T 检验的 ρ 值分别为

1. 11 × 10-9、 2. 85 × 10-10、 2. 42 × 10-8、 1. 78 × 10-8、
2. 14×10-6、4. 74×10-7,因此 AOSFDE 显著优于其他 6 种

特征。
从上述实验结果中可以看到,当情感状态组合及被

试者进行变化时,相较于 DE、DASM、RASM、DCAU 等其

他特征,本文所提出的 AOSFDE 特征的识别精度波动较

小,并且在积极和消极、积极和中性、中性和消极等二分

类场景下针对不同被试者的分类精度均显著优于现有算

法,表现出较强的鲁棒性。 此外,注意到积极情绪和消极

情绪、积极情绪和中性情绪具有更好的可分性,这主要和

beta 和 gamma 频段的信号幅值调制相关,结合图 5( a)
和(b),发现上述两个二分类场景下的重要性导联分布

更为清晰。 中性情绪和消极情绪的可分性相对较差,消
极和中性情绪状态下 beta 和 gamma 频段的信号幅值均

降低,图 5(c)所示的重要性导联分布也说明中性情绪和

消极情绪的关键脑区分布更为复杂。
为了全面地评估本文所提出的 AOSFDE 算法,针对

单次实验计算了平均运行时间并与 DE 算法进行了对

比。 针对 DE 算法,特征提取和特征分类所消耗的时长

分别为 60. 4 和 4. 1
 

ms;针对 AOSFDE 算法,特征提取和

特征分类所消耗的时长分别为 707. 3 和 3. 6
 

ms。 在特征

分类阶段,由于经过了特征降维选择,AOSFDE 耗时略低

于 DE 算法。 在特征提取阶段,AOSFDE 算法包含了最优

空间电极导联选择、多频段分解、最优空频特征选择等步

骤,计算开销明显高于 DE 算法。 然而,针对每一名被试

者,在利用 AOSFDE 算法确定其稳定的最优空频模式后,
后续则无需进行空间导联和频段重要性评估,可以进一

步降低计算负担。

4　 结　 　 论

本文使用上海交通大学情感脑电数据集 SEED,对
15 名被试者的积极情绪和消极情绪、积极情绪和中性情

绪、中性情绪和消极情绪这 3 个二分类场景进行分析研

究。 针对现有情感脑电特征提取算法无法有效去除冗余

特征,以及不同被试者的情感脑电模式差异给情绪的准

确识别带来的困难,提出了自适应优化空频微分熵特征

并用于情感分类,引入基于相对熵的情感脑电空间电极

导联重要性度量方法,根据导联重要性进行空间电极导

联选择,再通过稀疏回归算法对多重局部空间-频域内的

微分熵特征进行自适应优化选择。 实验结果表明,采用

本文所提出的 AOSFDE 算法,针对积极情绪和消极情绪、
积极情绪和中性情绪、中性情绪和消极情绪这 3 个二分

类场景,情感分类均值分别达到了 91. 8% % 、93. 3% 和

85. 1% ,分类效果显著优于其他几类源自各脑电节律的

频域特征。 此外,本文研究所得的情绪相关关键脑区及

频段分布为情感脑电识别研究提供了一定的生理基础。
在未 来 研 究 中, 将 通 过 BrainProducts 公 司 所 产 的

actiCHamp 脑电采集仪器实际采集不同性别不同年龄段

被试者的积极、消极和中性情感脑电以进一步优化和改

进 AOSFDE 特征的性能。
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