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摘　 要：针对器件退化趋势预测，现有方法难以有效进行模型在线更新且趋势预测易受噪声和奇异值影响产生畸变的问题，构
建了一种在线受限相关熵极限学习机，并在该模型基础上，提出了预测模型动态更新方法，完成了高可靠器件退化趋势建模及

参数线动态更新。 通过建立训练数据误差编码本，利用 Ｍ⁃估计动态检测训练数据中的奇异值并进行相应的模型修正，进一步

提高模型的鲁棒性。 仿真实验及光电耦合器 ＣＴＲ 实验均表明该方法相比于典型的预测方法，能够在避免实时噪声和奇异值干

扰的情况下对预测模型作出有效的更新且能快速给出单步及多步的预测结果，有效地提升了实时预测的准确性。
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０　 引　 　 言

伴随电子器件相关技术的飞速发展，针对电子器件

可靠性设计的要求日益增加。 其中，器件退化趋势的预

测可以准确及时地为用户提供相关的状态信息，不仅能

够有效地预防设备故障的发生，还为其他可靠性服务提

供可靠信息，提高维护和备存的效率［１⁃３］。 目前，趋势预

测已经应用于航空航天［４］、舰船维护［５］、车辆管理［６］等场

合中，成为保障设备安全性、完好性的重要手段［７］。 因

此，电子器件退化趋势的预测技术成为现今研究的热点

之一。
该领域的相关研究主要分为物理机理法和数据驱动

方法两类。 物理机理法通过对待预测对象的退化机制进
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行详细分析，推导器件的退化规律，以此为依据进行预

测［８⁃１０］。 Ｍｏｈａｍｍａｄ 等［１１］通过对偶准则设计了针对 ＤＣ ／
ＤＣ 转换器的预测模型，该模型可以有效预测转换器的剩

余寿命。 同时，Ｄａｅｉｌ 等［１２］提出基于阻抗分析的模型预测

方法，用于预测由于接触失效造成的射频器件故障。 实

验证明，射频器件阻抗可以有效地反映器件的健康状况。
尽管物理机理法可以提供精准的预测信息，然而该类方

法仅适用于特定器件的退化预测。 同时，由于多数机理

方法假定器件处于理想情况下，因此该类方法在实际应

用中效果并不理想。
近年来，机器学习方法，例如支持向量机 （ ｓｕｐｐｏｒｔ

ｖｅｃｔｏｒ ｍａｃｈｉｎｅ， ＳＶＭ） ［１３］，相关向量机 （ ｒｅｌｅｖａｎｃｅ ｖｅｃｔｏｒ
ｍａｃｈｉｎｅ， ＲＶＭ） ［１４］、粒子滤波器（ｐａｒｔｉｃｌｅ ｆｉｌｔｅｒ， ＰＦ） ［１５］因

为高效的数据特征提取能力和自适应模型生成能力作为

数据驱动预测方法中脱颖而出。 由于机器学习方法可以

自适应地提取数据的变化规律，因此相较于机理法更能

适应当下对器件预测模型在生成时间上的要求，同时可

以达到更高的预测精度［１６⁃１８］。 然而，随着大数据、云计算

和工业互联网的发展和融合，电子设备的退化趋势预测

存在了新的挑战。
１）电子设备反映退化趋势的数据日益增加，虽然数

据的增加可以在一定程度提升模型的预测精度，然而也

影响了模型训练时间。 传统的机器学习方法由于需要通

过迭代不断修正网络中各个节点的权重，在海量数据的

情况下时间复杂度过高，导致模型的预测效率降低［１９⁃２０］。
２００６ 年，Ｈｕａｎｇ 等［２１］ 提出一种可以快速训练的 ３ 层网

络，称为极限学习机（ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ， ＥＬＭ）。
ＥＬＭ 随机产生隐藏层权值，同时可以通过最小均方准则

直接计算输出层权重，因此 ＥＬＭ 克服了传统机器学习方

法需要反复迭代调整权值的不足，能够快速产生预测模

型，被广泛用于趋势预测领域［２２⁃２３］。
２）工业互联网对预测的实时性要求更高，设备故障

趋势多是通过数据逐条输入的实时流数据进入预测模

型。 相较于批数据处理，流数据情况下的预测在时延上

要求更加严格。 并且由于传统的流数据预测方法采用

“离线训练，在线预测”的方式［２４⁃２６］。 在早期器件退化趋

势不明显的情况下，这种预测方法会导致预测模型无法

准确反映器件的总体退化信息，造成较高的预测误差。
胡友涛等［２７］提出的基于 ＷＳＶＲ 和 ＦＣＭ 聚类的实时寿命

预测方法，利用同类产品的性能退化数据对特定个体的

寿命进行实时预测。 该方法通过聚类，能够找到于特定

个体相了类似的历史信息，做到有效的预测。 然而，该方

法不适用于数量小的设备寿命预测中。 相比而言，在
ＥＬＭ 的基础上发展的在线极限学习机（ ｏｎｌｉｎｅ ｓｅｑｕｅｎｔｉａｌ
ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ， ＯＳＥＬＭ），可以在原有快速生成

的离线预测模型基础上，动态更新网络中的节点权

重［２８］。 基于 ＯＳＥＬＭ 的趋势预测方法不仅继承了 ＥＬＭ
的快速性，同时克服了离线训练下预测模型受到离线训

练数据特征局限的缺点，能够及时对模型进行有效更

新［２９⁃３１］。
３）对于实际应用中的器件如光电耦合器、ＩＧＢＴ 等，

其退化趋势早期并不明显，并且数据中存在噪声或奇异

值，绝大多数的机器学习方法构建的趋势预测模型易受

到干扰［３２］。 尽管在离线预测情况下已经有通过替换最

小均方准则的机器学习算法，如相关熵极限学习机

（ｒｅｇｕｌａｒｉｚｅｄ ｃｏｒｒｅｎｔｒｏｐｙ ｃｒｉｔｅｒｉｏｎ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ，
ＲＣＣ⁃ＥＬＭ） ［３３］、 幸 存 误 差 信 息 极 限 学 习 机 （ ｅｎａｂｌｅｄ
ｓｕｒｖｉｖａｌ ｅｒｒｏｒ ｐｏｔｅｎｔｉａｌ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ， ＥＳＥＰ⁃
ＥＬＭ） ［３４］等模型可以在一定程度上降低噪声和奇异值带

来的影响。 然而，对于在线预测的情况，相关的研究较

少。 Ｇｕｏ 等［３５］采用 Ｍ 估计对极限学习机进行改进，提出

在线 Ｍ⁃估计极限学习机 （ Ｍ⁃ｅｓｔｉｍａｔｏｒ ｏｎｌｉｎｅ ｓｅｑｕｅｎｔｉａｌ
ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ， ＭＯＳ⁃ＥＬＭ）。 该方法通过 Ｍ⁃估
计检测出异常数据中，避免了含奇异值的数据参与到预

测模型的更新过程中。 其仿真结果表明该方法在混沌数

据下相比其他方法具有更高的预测精度。 然而，对于电

子器件的退化时间序列，由于 Ｍ⁃估计的阈值仅以离线的

训练数据作为依据，因此在退化趋势变化较大的情况下，
与早期退化趋势偏差较大的器件的实时数据可能会被错

误判断为奇异值，导致预测受到局限。 在相关熵极限学

习机上，Ｗａｎｇ 等［３６］ 提出了基于生成最大相关熵准则的

在 线 极 限 学 习 机 （ ｇｅｎｅｒａｌｉｚｅｄ ｍａｘｉｍｕｍ ｃｏｒｒｅｎｔｒｏｐｙ
ｃｒｉｔｅｒｉｏｎ， ＯＳ⁃ＥＬＭ⁃ＧＭＣＣ），克服了 ＲＣＣ⁃ＥＬＭ 的预测效果

受离线数据的统计规律影响的弊端。 然而对于 ＯＳ⁃ＥＬＭ⁃
ＧＭＣＣ 算法，生成最大相关熵的谱轮廓参量较难确定，这
在一定程度上限制了方法的应用。

为克服由于传统的离线预测模型及现有在线模型对

于实时数据奇异值和噪声估计发生偏差，预测趋势发生

畸变的问题，本文提出了一种在线受限相关熵极限学习

机（ ｏｎｌｉｎｅ ｓｅｑｕｅｎｔｉａｌ ｒｅｓｔｒｉｃｔｅｄ ｃｏｒｒｅｎｔｒｏｐｙ ｃｒｉｔｅｒｉｏｎ ｂａｓｅｄ
ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ　 ｍａｃｈｉｎｅ， ＯＳＲＣＣ⁃ＥＬＭ）。 在 ＲＣＣ⁃ＥＬＭ
的基础上，提出了针对实时流数据的预测模型动态更新

方法，提升预测模型在动态数据下的鲁棒性。 同时，建立

模型训练数据的误差编码本，通过 Ｍ⁃估计动态检测训练

数据中存在的奇异值，并给出了针对训练数据中奇异值

的预测模型动态修正法，降低奇异值对模型的影响。 为

验证本文方法的效果，分别在数据集仿真的实际应用中

与现有的在线预测方法进行比较。 从实验结果中可以看

出，本文方法相较于其他方法，能够更好地克服动态数据

中噪声和奇异点带来的影响，达到更高的预测精度。 同

时算法的动态更新时间能很好地满足实时流预测的应用

要求。
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１　 算法总体架构

ＥＬＭ 属于一种单层前馈神经网络［３７］，其结构如图 １
所示。 该结构具体由以下 ３ 部分组成。

１）输入层：包含带预测对象的实时数据信息 ｘ＝｛ｘ１，
ｘ２，…ｘ ｉ， …，ｘｎ｝，其中 ｘ ｉ 为第 ｉ 维数据输入。

２）隐藏层：由神经网络中的隐藏层节点组成（Ｗ，ｂ）
＝ ｛（Ｗ ｊ，ｂ ｊ）｝，其中 Ｗ ｊ 为第 ｊ 个节点的权值，ｂ ｊ 为第 ｊ 个
节点的偏置系数。 在 ＥＬＭ 的生成过程中，隐藏层的各参

数可直接随机生成，且在后续的训练中无需进行调整。
根据输入层的数据，可以采用 Ｓｉｇｍｏｉｄ 激活函数得到隐藏

层各个节点的输出 ｈ ｊ。

ｈ ｊ ＝
１

１ ＋ ｅ（１－Ｗｘ－ｂ） （１）

３）输出层：根据不同的输出准则，可直接计算出输出

层的权重。 对于单输出的神经网络，输出层权重可以表

示为 β＝｛β１，β２，…， βｋ，…， βＬ｝，其中 βｋ 为第 ｋ 个隐藏层

输出对应的输出层权重。 通过输出层，得到的模型预测

值如下：

ｙ ＝ ∑
Ｌ

ｋ ＝ １
β ｋｈｋ （２）

预测值的误差 ｅ 计算如下：
ｅ ＝ ｔ － ｙ （３）
其中 ｔ 为当前数据的真实输出。
由 ＥＬＭ 的结构可以看出，对于 ＥＬＭ 的训练着重于

输出层的产生。 大多数 ＥＬＭ 算法通过最小均方准则建

立输出层训练的代价函数 ＪＭＳＥ。

ＪＭＳＥ ＝ ｍｉｎ
β

∑
Ｎ

ｉ ＝ １
（ｙ ｉ － ｔ ｉ）

２ ＋ λ‖β‖[ ] （４）

式中： ｙ ｉ 为第 ｉ个历史数据的预测值；ｔ ｉ 为第 ｉ个样本的真

实值；λ 为正则化参数。
通过对 ＪＭＳＥ求导得出隐藏层的计算方法。
β ＝ （ＨＴＨ ＋ λＩ） －１ＨＴＴ （５）

式中： Ｔ ＝ ｛ ｔ１，ｔ２，…，ｔＮ｝；Ｈ 为各个样本隐藏层输出组成

的矩阵。
Ｈ ＝

１
１ ＋ ｅｘｐ［１ － （Ｗ１ｘ１ ＋ ｂ１）］

１
１ ＋ ｅｘｐ［１ － （ＷＭｘ１ ＋ ｂＭ）］

１
１ ＋ ｅｘｐ［１ － （Ｗ１ｘ１ ＋ ｂＮ）］

１
１ ＋ ｅｘｐ［１ － （ＷＭｘＮ ＋ ｂＭ）］

é

ë

ê
ê
ê
êê

ù

û

ú
ú
ú
úú

（６）
　 　 尽管通过最小均方 （ ｍｉｎｉｍｕｍ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ，
ＭＭＳＥ）训练的模型具有较好的预测效果，然而该准则假

设误差满足高斯分布，因此算法容易受到数据中非高斯

噪声的影响。 同时，最小均方准则属于一种全局的评估

图 １　 ＥＬＭ 结构

Ｆｉｇ．１　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＥＬＭ

方式，预测误差不同的样本给模型训练带来的影响相同，
这进一步导致了噪声和奇异点对于模型的不良影响。

ＪＲＣＣ ＝ ｍｉｎ
β

∑
Ｎ

ｉ ＝ １
ｋ（ｙ ｉ － ｔ ｉ） ＋ λ‖β‖[ ] （７）

其中 ｋ（ ｔ ｉ－ｙ ｉ）为相关熵关于第 ｉ 个样本的核函数，在
这里采用高斯核函数表示。

ｋ（ｙ ｉ，ｔ ｉ） ＝ ｅ －
（ ｔ ｉ－ｙ ｉ）

２

２σ ２( ) （８）
该相关熵核函数对于不同误差样本的评估效果如

图 ２ 所示。 可以看出，在同参数条件下，ｋ（ ｔ ｉ －ｙ ｉ）对于不

同误差取值 ｅ 下的样本产生的核函数数值不同。 同时，
误差大的样本产生的相关熵函数取值越小，代表该类样

本在代价函数中对预测模型产生的影响相较于误差较小

的样本低。 通过这样的方式，相关熵评估避免了误差和

奇异值对于代价函数的影响，进而提升了算法的鲁棒性，
达到局部评估的目的。

图 ２　 相关熵核函数影响

Ｆｉｇ．２　 Ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｃｏｒｒｅｎｔｒｏｐｙ ｋｅｒｎｅｌｓ

由半二次优化，存在一个共轭凸函数 φ，使得：

ｋ（ｙ ｉ，ｔ ｉ） ＝ ｓｕｐα∈Ｒ － α
（ｙ ｉ － ｔ ｉ）

２

２σ ２
－ φ（α）æ

è
ç

ö

ø
÷ （９）

其中 α ＝－ ｋ（ｙ ｉ，ｔ ｉ）。
将式（９）代入式（７），得到新的代价函数。

Ｊ
～

ＲＣＣ ＝

ｍｉｎ
β

∑
Ｎ

ｉ ＝ １
α ｉ

（ ｔ ｉ － ｙ ｉ）
２

２σ ２
－ φ（α ｉ）

æ

è
ç

ö

ø
÷ － λ‖β‖é

ë
ê
ê

ù

û
ú
ú （１０）
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对（９）进行求导后得到输出层的计算公式：
β ＝ （ＨＴΛＨ － λＩ） －１ＨＴΛＴ （１１）

式中： Λ 为对角矩阵，其对角元素为 Λ ｉｉ ＝－ ｋ（ｙ ｉ，ｔ ｉ）。
为实现实时流下根据动态数据反映的电子器件退化

趋势对预测模型进行动态更新，本文在 ＲＣＣ⁃ＥＬＭ 的基础

上，提出了 ＤＳＲＣＣ⁃ＥＬＭ。 在式（１１）的基础上，构建出基

于相关熵准则的动态更新方法，提升预测模型对实时退

化趋势的适应性。 同时，进一步降低流数据中奇异值对

模型的不良影响，设计了误差编码本，结合 Ｍ⁃估计动态

识别流数据中存在的奇异值，并且提出了消除奇异值数

据影响的模型修正方法。
本文方法的总体架构如图 ３ 所示。 对于被测件产生

的实时流数据，通过 ＯＳＲＣＣ⁃ＥＬＭ 得到预测的结果。 并

根据预测信息和后续测试结果的不同对预测模型的权重

进行更新。 根据新数据的更新结果，修改编码本中的信

息，并借助 Ｍ⁃估计更新的阈值动态识别流数据中存在的

奇异值。 最后，消除奇异值对预测模型的影响，产生新的

预测模型用于之后的实时流预测中。

图 ３　 ＯＳＲＣＣ⁃ＥＬＭ 架构

Ｆｉｇ．３　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｏｆ ＯＳＲＣＣ⁃ＥＬＭ ａｌｇｏｒｉｔｈｍ

综上，算法总体分为离线预测模型建立和实时预测

模型的更新两个部分进行。
１）利用历史数据建立基于相关熵的离线预测极限学

习机模型，并根据其离线训练结果产生初始编码本。
２）进入实时数据的预测和更新阶段，当实时数据

点产生时，通过当前的模型产生未来时刻的预测值。
根据算法对于该时刻的预测值，判断该时刻数据是否

为有效表征趋势的数据，同时对编码本中存储的数据

信息进行评估。 利用有效的数据对预测模型进行模型

的更新，同时，淘汰编码本与当前趋势不吻合的数据信

息并去除该信息对预测模型的影响，产生新的预测

模型。

２　 实时流下ＯＳＲＣＣ⁃ＥＬＭ输出层的动态更新

对于电子器件的实时诊断，输入数据多为逐条输入

的流数据，且要求预测模型能够进行迅速准确的更新。

本文结合 ＲＣＣ⁃ＥＬＭ 的特点，提出在不改变隐藏层构造的

情况下动态更新预测模型输出层参数的方法，从而适应

器件退化趋势的动态变化。
设 ｐ 时刻对应的预测模型输出层为 β ｐ， 由式（１１）

可得：
β （ｐ） ＝ ［Η（ｐ）

ＴΛ（ｐ）Ｈ（ｐ）］
－１Η（ｐ）

ＴΛ（ｐ）Ｔ（ｐ） ＝
Ｋ（ｐ）

－１Η（ｐ）
ＴΛ（ｐ）Ｔ（ｐ） （１２）

式中：Ｈｐ 为 ｐ 时刻器件退化数据的隐藏层输出。
Ｈ（０） ＝

Ｇ（ａ１，ｂ１，ｘ１）…Ｇ（ａ２，ｂ２，ｘ１） … Ｇ（ａｎ，ｂｎ，ｘ１）
︙ ⋱ ︙

Ｇ（ａ１，ｂ１，ｘＮ）…Ｇ（ａ２，ｂ２，ｘＮ） … Ｇ（ａｎ，ｂｎ，ｘＮ）

é

ë

ê
ê
êê

ù

û

ú
ú
úú

（１３）
Λ（ｐ） 为器件退化数据对应的对角矩阵。

Λ（ｐ） ＝
φ（ｅ１）

⋱
φ（ｅｎ）

é

ë

ê
ê
êê

ù

û

ú
ú
úú

（１４）

Ｔ（ｐ）为器件退化数据的实际输出。

Ｔ（ｐ） ＝

ｔ１
ｔ２
︙
ｔＮ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

（１５）

Ｋ（ｐ）为 Ｈｐ 的伪逆矩阵，表达为：
Ｋ（ｐ） ＝ ［Ｈ（ｐ）

ＴΛ（ｐ）Ｈ（ｐ） － λＩ］ －１ （１６）
对于 ｐ＋１ 时刻产生的流数据（ｘｐ＋１，ｔｐ＋１），有：

β （ｐ＋１） ＝ Ｋ －１
（ｐ＋１）

Ｈ（ｐ）

Ｈ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ Λ（ｐ） ０
０ Λ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ（ｐ）

Ｔ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

（１７）
对 Ｋ（ｐ＋１）有：

Ｋ（ｐ＋１） ＝
Ｈ（ｐ）

Ｈ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ Λ（ｐ） ０
０ Λ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｈ（ｐ）

Ｈ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú
－ λＩ ＝

Ｈ（ｐ）
ＴΛ（ｐ）Ｈ（ｐ） ＋ Ｈ（ｐ＋１）

ＴΛ（ｐ＋１）Ｈ（ｐ＋１） － λＩ ＝
（Ｈ（ｐ）

ＴΛ（ｐ）Ｈ（ｐ） － λＩ） ＋ Ｈ（ｐ＋１）
ＴΛ（ｐ＋１）Ｈ（ｐ＋１） ＝

Ｋ（ｐ） ＋ Ｈ（ｐ＋１）
ＴΛ（ｐ＋１）Ｈ（ｐ＋１） （１８）

同时，对于
Ｈ（ｐ）

Ｈ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ Λ（ｐ） ０
０ Λ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ（ｐ）

Ｔ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

有：

Ｈ（ｐ）

Ｈ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ Λ（ｐ） ０
０ Λ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú

Ｔ（ｐ）

Ｔ（ｐ＋１）

é

ë

ê
ê

ù

û

ú
ú
＝

Ｈ（ｐ）
ＴΛ（ｐ）Ｔ（ｐ） ＋ Ｈ（ｐ＋１）

ＴΛ（ｐ＋１）Ｔ（ｐ＋１） ＝
Ｋ（ｐ）Ｋ（ｐ）

－１Ｈ（ｐ）
ＴΛ（ｐ）Ｔ（ｐ） ＋ Ｈ（ｐ＋１）

ＴΛ（ｐ＋１）Ｔ（ｐ＋１） ＝
Ｋ（ｐ）β （ｐ） ＋ Ｈ（ｐ＋１）

ＴΛ（ｐ＋１）Ｔ（ｐ＋１） ＝
Ｋ（ｐ＋１） － Ｈ（ｐ＋１）

ＴΛ（ｐ＋１）Ｈ（ｐ＋１）β （ｐ） ＋ Ｈ（ｐ＋１）
ＴΛ（ｐ＋１）Ｔ（ｐ＋１）

（１９）
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将式（１８）和（１９）代入式（１７）可得 ＯＳＲＣＣ⁃ＥＬＭ 的

输出层更新公式：
β （ｐ＋１） ＝ Κ（ｐ）

－１［Κ（ｐ＋１）β （ｐ） － Ｈ（ｐ＋１）
ＴΛ（ｐ＋１）Ｈ（ｐ＋１）β （ｐ） ＋

Ｈ（ｐ＋１）
ＴΛ（ｐ＋１）Ｔ（ｐ＋１）］ ＝ β （ｐ） ＋ Κ（ｐ＋１）

－１Ｈ（ｐ＋１）
ＴΛ（ｐ＋１）·

（Ｔ（ｐ＋１） － Ｈ（ｐ＋１）β （ｐ＋１）） （２０）

３　 实时流下 ＯＳＲＣＣ⁃ＥＬＭ 输出层的奇异值

影响消除

　 　 对于实际应用中的流数据存在的奇异点，提出了结

合误差编码本以及 Ｍ⁃估计的动态奇异值识别方法以及

预测模型奇异值影响消除法。 该方法通过误差编码本

（ｅｒｒｏｒ ｃｏｄｅｂｏｏｋ， ＥＣＢ）记录对当前预测模型有效的历史

数据的相关信息，通过实时的编码本更新和 Ｍ⁃估计，求
得用于识别奇异值的 Ｍ 估计阈值。 根据 Ｍ 估计的阈值，
提出误差编码本中存在的奇异值，最后将预测模型受到

奇异值的影响剔除。
根据预测模型更新以及 Ｍ⁃估计的相关需求，设计的

ＥＣＢ 中包括以下 ４ 个部分。
１） 误差序列： 包含当前有效样本的误差平方值

ＷｅＥＣＢ ＝ ｛ｅ２１，ｅ
２
２，…，ｅ２Ｌｗ｝，其中 ｅ２ｉ ＝ （ｙ ｉ － ｔ ｉ）

２。
２）隐藏层输出：ＥＣＢ 中有效样本的隐藏层输出 ＨＥＣＢ

＝｛ｈ１，ｈ２，…，ｈＬｗ｝。
３）相关熵函数值：ＥＣＢ 中各个样本对应的相关熵核

评估 ＫＥＣＢ ＝｛ｋ（ｅ１），Ｋ（ｅ２），…，Ｋ（ｅＬｗ）｝。
４）期望输出： ＥＣＢ 中各个样本对应的实际输出

ＴＥＣＢ ＝｛ ｔ１，ｔ２，…，ｔＬｗ｝
根据 ＥＣＢ 中的误差序列［３０］，对预测模型的误差方差

做如下估计：

σＭ ＝ １ ４８３ （１ ＋ ５ ／ （Ｌｗ － １）） ｍｅｄ（ＷＥＣＢ ） （２１）
按照置信度 ϕ（ｅ）＝ ９９％ ，设定 Ｍ⁃估计的阈值 αＭ 为：
αＭ ＝ ２ ５７６ σＭ （２２）
由 Ｍ⁃估计中的阈值，将 ＥＣＢ 中存在的奇异值找出并

剔除。
Ｗ∗ ＝ ｛ｅ２ｊ ｜ ｅ２ｊ ＞ α ２

Ｍ｝ （２３）
Ｈ∗ ＝ ｛ｈ ｊ ｜ ｅ２ｊ ＞ α ２

Ｍ｝ （２４）
Ｋ∗ ＝ ｛ｋ（ｅ ｊ） ｜ ｅ２ｊ ＞ α ２

Ｍ｝ （２５）
Ｔ∗ ＝ ｛ ｔ ｊ ｜ ｅ２ｊ ＞ α ２

Ｍ｝ （２６）
接着，根据剔除的数据，ＥＣＢ 中包含的隐藏层输出可

以表 示 为
Ｈ ＼Ｈ∗

Ｈ∗

é

ë
ê
ê

ù

û
ú
ú ， 对 应 的 相 关 熵 对 角 矩 阵 为

Λ ＼ Λ∗ Ｏ
Ｏ Λ∗

é

ë
ê
ê

ù

û
ú
ú 消除奇异值对输出层权值的影响，根据

式（１０），当前输出层的权值可表示为：

β ＝ Ｋ －１ Ｈ ＼ Ｈ∗

Ｈ∗

é

ë

ê
ê

ù

û

ú
ú

Ｔ Λ ＼Λ∗ ０
０ Λ∗

é

ë
ê
ê

ù

û
ú
ú

Τ＼ Τ∗

Τ∗

é

ë

ê
ê

ù

û

ú
ú

（２７）

其中 Ｋ ＝
Ｈ
Ｈ∗

é

ë
ê
ê

ù

û
ú
ú

Ｔ Λ
Λ∗

é

ë
ê
ê

ù

û
ú
ú

Ｈ
Ｈ∗

é

ë
ê
ê

ù

û
ú
ú － λＩ。

修正后的输出层权值不包含 Ｈ∗ 的影响，因此可以

表示为：
β＾ ＝ Ｋ

＾ －１ （Ｈ ＼Ｈ∗） Ｔ（Λ ＼Λ∗） Τ （２８）
因此对于 Ｋ 有：
Ｈ
Ｈ∗

é

ë
ê
ê

ù

û
ú
ú

Ｔ Λ ＼Λ∗

Λ∗

é

ë
ê
ê

ù

û
ú
ú

Ｈ
Ｈ∗

é

ë
ê
ê

ù

û
ú
ú
－ λＩ ＝

ＨＴΛＨ ＋ Ｈ∗Λ∗Ｈ∗ － λＩ ＝

Ｋ
＾ ＋ Ｈ∗ＴΛ∗Ｈ∗ Ｈ

Ｈ∗

é

ë
ê
ê

ù

û
ú
ú

Ｔ Λ ＼Λ∗

Λ∗

é

ë
ê
ê

ù

û
ú
ú

Ｔ
Ｔ∗

é

ë
ê
ê

ù

û
ú
ú
＝

ＨＴ（Λ ＼Λ∗） Ｔ ＋ Ｈ∗ＴΛ∗Ｔ∗ ＝
Ｋ
＾
Ｋ
＾ －１ＨＴ（Λ ＼Λ∗） Ｔ ＋ Ｈ∗ＴΛ∗Ｔ∗ ＝

Ｋ
＾
β
＾ ＋ Ｈ∗ＴΛ∗Ｔ∗ ＝ （Κ － Ｈ∗Λ∗Ｈ∗）β

＾ ＋ Ｈ∗ＴΛ∗Ｔ∗

（２９）
将式（２９）代入式（２７）后可得：
β ＝ Ｋ －１［（Ｋ ＋ Ｈ∗Λ∗Ｈ∗）β

＾ ＋ Ｈ∗ＴΛ∗Ｔ∗］ （３０）
因此，输出层权值可以被修正为：
β
＾ ＝ （Ｋ － Ｈ∗ＴΛ∗Ｈ∗） －１（Ｋβ － Ｈ∗ＴΛ∗Τ∗） （３１）
预测模型输出层的修正过程如图 ４ 所示。 在预测模

型更新之后，按照式（２）更新 ＥＣＢ 中的误差序列，求出新

的 Ｍ⁃估计阈值，根据 Ｍ⁃估计的阈值，检测 ＥＣＢ 样本中出

现的奇异值（Ｗ∗，Ｈ∗ ．Ｋ∗，Ｔ∗）。 最后通过（３１）修正输

出层的权值。

图 ４　 预测模型输出层的修正过程

Ｆｉｇ．４　 Ｔｈｅ ｃｏｒｒｅｃｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ｏｕｔｐｕｔ ｌａｙｅｒ ｆｏｒ
ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ
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４　 ＯＳＲＣＣ⁃ＥＬＭ 算法时间复杂度分析

根据 ＯＳＲＣＣ⁃ＥＬＭ 算法的相关步骤，对算法的时间

复杂度进行分析：首先 ＯＳＲＣＣ⁃ＥＬＭ 算法的预测模型需

要通过一部分离线数据进行训练，设训练数据的个数为

Ｎ ｌ，则该步骤的时间复杂度为 Ｏ（ ＩＨＮ ｌ（５ Ｍ＋２Ｍ２）），其中

ＩＨ 为输出层训练的迭代次数；在数据流预测过程中，得到

各个时刻的预测数据需要消耗的时间复杂度为 Ｏ（Ｍ３）；
更新输出层的时间复杂度为 Ｏ（ＮＭ２）；对 ＥＣＢ 进行更新

的时间复杂度为 Ｏ（ＮＬｗＭ），最后修正输出层的时间复杂

度为 Ｏ（Ｌ∗Ｄ２），其中 Ｌ∗为奇异值个数。 因此，ＯＳＲＣＣ⁃
ＥＬＭ 的时间复杂度为 Ｏ（ ＩＨＮ ｌ（５ Ｍ＋２Ｍ２）＋Ｍ３＋ＮＭ２＋ＮＬｗＭ
＋Ｌ∗Ｄ２）＝ Ｏ（Ｎ３）。

表 １ 所示为几种预测方法的时间复杂度估计，可以

看出，ＯＳＲＣＣ⁃ＥＬＭ 与其他算法在时间复杂度上具有相同

的量级。

表 １　 算法时间复杂度比较

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ｔｉｍｅ ｃｏｍｐｌｅｘｉｔｙ ａｍｏｎｇ ａｌｇｏｒｉｔｈｍｓ

算法 步骤 时间复杂度

ＲＣＣ⁃ＥＬＭ

ＥＳＥＰ⁃ＥＬＭ

ＯＳ⁃ＥＬＭ

ＭＯＳ⁃ＥＬＭ

ＯＳＲＣＣ⁃ＥＬＭ

离线训练 Ｏ（ ＩＨＮｌ（５Ｍ＋２Ｍ２））

实时流数据预测 Ｏ（Ｎ（５ Ｍ＋２Ｍ２））

算法整体 Ｏ（ ＩＨＮｌ（５Ｍ＋２Ｍ２）＋Ｎ（５ Ｍ＋２Ｍ２））

离线训练 Ｏ（Ｍ３）

实时流数据预测 Ｏ（ＮＭ）

算法整体 Ｏ（ＮＭ＋Ｍ３）

离线训练 Ｏ（Ｍ３）

实时流数据预测 Ｏ（ＮＭ２）

算法整体 Ｏ（ＮＭ２＋Ｍ３）

离线训练 Ｏ（Ｍ３）

实时流数据预测 Ｏ（ＮＭ２）

算法整体 Ｏ（ＮＭ２＋Ｍ３）

离线训练 Ｏ（ ＩＨＮｌ（５ Ｍ＋２Ｍ２））

实时流数据预测 Ｏ（Ｍ３）

输出层更新 Ｏ（ＮＭ２）

ＥＣＢ 更新 Ｏ（ＮＬｗＭ）

输出层修正 Ｏ（Ｌ∗Ｄ２）

算法整体
Ｏ（ＩＨＮｌ（５ Ｍ＋２Ｍ２）＋ Ｍ３＋ ＮＭ２＋ＮＬｗＭ＋

Ｌ∗Ｄ２）＝ Ｏ（Ｎ３）

　 　 同时，ＯＳＲＣＣ⁃ＥＬＭ 大部分的时间消耗在离线训练阶

段，其实时预测与更新的时间复杂度为 Ｏ （Ｍ３） 与 Ｏ
（ＮＭ２）。 在相对于实时更新的情况下，实施训练数据量

Ｍ 相对 Ｎ 较小，因此实时更新与预测的时间复杂度相对

离线训练较低。 同时，在实时训练过程中多采用实时给

出预测结果后立即更新模型的方式，在该方式下单次样

本预测的时间复杂度为 Ｏ（１），单次模型更新的时间复杂

度为 Ｏ（Ｎ），满足大部分工程应用的需求。

５　 ＯＳＲＣＣ⁃ＥＬＭ 算法在典型指数退化信号

中的实验验证

　 　 为验证 ＯＳＲＣＣ⁃ＥＬＭ 的实际效果，采用典型指数退

化数据［３１］进行验证。 ６ 组数据集的模型形式如下所示。

Ｙ（ ｔ） ＝ φ ＋ θｅ｛βｔ ＋ε（ ｔ） －
σ ２

２ ｝ （３２）
式中： Ｙ（ ｔ） 表示作为连续随机过程的退化信号，相对于

时间 ｔ是连续的；φ是常数确定性参数；θ是对数正态随机

变量；其中 ｌｎθ 的均值为 μ０；方差为 σ２
０；β 为具有均值 μ１

和方差σ２
１ 的正态随机变量；而 ε（ ｔ） 是具有均值 ０和方差

σ２ 的正态分布随机误差项。 令模型参数 φ ＝ ０ １２，μ０ ＝
０ ０５，σ２

０ ＝ ２ ５ × １０ －７，μ１ ＝ ０ ０１１ ，σ２
１ ＝ １ × １０ －８ 和 σ２ ＝

１ × １０ －６。
为更好地评估算法的预测效果，本文将 ＯＳＲＣＣ⁃ＥＬＭ

与几个典型的预测算法 （ ＲＣＣ⁃ＥＬＭ， ＥＳＥＰ⁃ＥＬＭ， ＯＳ⁃
ＥＬＭ，ＭＯＳ⁃ＥＬＭ 以及典型单层机器学习方法 ＲＶＭ）进行

比较。 所有算法均运行于 ＭＡＴＬＡＢ ２０１７ｂ 软件环境下。
各个算法在不同数据集下的训练精度和预测精度如

表 ２ 所示。 通过表 ２ 可以看出，由于 ＥＬＭ 算法的高适应

性，所有方法均可以达到很好的训练精度。 然而，在实时

流预测部分，ＲＣＣ⁃ＥＬＭ 在每个数据集上的预测精度均不

如其他方法，这是由于离线训练时 ＲＣＣ⁃ＥＬＭ 无法对被测

对象的动态趋势进行准确的估计。 相比之下，ＯＳ⁃ＥＬＭ
能够更好地进行预测。

与 ＯＳ⁃ＥＬＭ 不同的是，在 Ｍ 估计的作用下，ＭＯＳ⁃
ＥＬＭ 在这各样本中具有很高的预测精度。 同时 ＥＳＥＰ⁃
ＥＬＭ 与 ＯＳＲＣＣ⁃ＥＬＭ 由于对实时训练中的不同样本进行

了很好的局部评估，因此能够达到很高的预测结果。
ＯＳＲＣＣ⁃ＥＬＭ 结合了相关熵高鲁棒性的优点，同时通过

ＥＣＢ 达到动态识别奇异点的效果，因此几乎在所有数据

集上都具有最高的预测精度。
图 ５ 所示为各算法样本 ６ 预测实际情况。 从图 ５ 可

以看出，５ 种方法都在一定程度上对实时数据的特征进

行了准确估计。 ＯＳ⁃ＥＬＭ、ＭＯＳ⁃ＥＬＭ 和 ＯＳＲＣＣ⁃ＥＬＭ 的预

测曲线均基本符合实际数据的变化趋势。 然而，在 ５９０
个时间点之后，ＲＣＣ⁃ＥＬＭ、ＥＳＥＰ⁃ＥＬＭ 和 ＯＳ⁃ＥＬＭ 的预测

曲线与实际曲线产生了较大的偏差，这可能是由于实时

流中噪声的影响。 相比之下，ＭＯＳ⁃ＥＬＭ 与 ＯＳＲＣＣ⁃ＥＬＭ
在该时间段内具有更高的预测能力，预测曲线与实际
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　 　 　 　 表 ２　 算法预测精度对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ａｍｏｎｇ ａｌｇｏｒｉｔｈｍｓ
数据 样本 １ 样本 ２ 样本 ３ 样本 ４ 样本 ５ 样本 ６

ＲＶＭ

ＲＣＣ⁃ＥＬＭ

ＥＳＥＰ⁃ＥＬＭ

ＯＳＥＬＭ

ＭＯＳ⁃ＥＬＭ

ＯＳＲＣＣ⁃ＥＬＭ

训练精度 １ ３３×１０－３ ２ ２６×１０－０２ １ ２５×１０－２ １ ２４×１０－３ １ ０３×１０－２ １ ８６×１０－２

预测精度 ４ ９２×１０－２ ４ ５９×１０－１ ４ ９５×１０－４ ４ ２３×１０－１ ５ ５３×１０－１ ４ ６７×１０－１

训练精度 １ １５×１０－３ １ ９４×１０－８ １ ８６×１０－８ ２ ３６×１０－８ ４ ９２×１０－３ ２ ２８×１０－３

预测精度 ９ ９２×１０－２ ８ １４×１０－２ ９ ４８×１０－２ ８ ３３×１０－２ ５ ８５×１０－２ ５ １７×１０－２

训练精度 ２ ５５×１０－３ ９ ９２×１０－４ ２ ８２×１０－７ １ ４７×１０－３ ３ ２８×１０－３ １ ５２×１０－３

预测精度 ９ ７６×１０－３ ２ １１×１０－３ ２ ０４×１０－３ １ ６９×１０－２ ４ ０７×１０－３ ４ ２５×１０－３

训练精度 ２ ０６×１０－３ １ ３３×１０－３ １ ３３×１０－３ ２ ８０×１０－３ ２ ３６×１０－３ ２ ５６×１０－３

预测精度 ３ １８×１０－３ ２ ３０×１０－３ ２ ５９×１０－３ ３ ８２×１０－３ ５ ９２×１０－３ ２ ５８×１０－３

训练精度 ２ ４５×１０－３ ９ ９２×１０－４ ２ ８２×１０－７ １ ４７×１０－３ ３ ２８×１０－３ １ ５２×１０－３

预测精度 ２ ０４×１０－３ ２ ７３×１０－３ ２ ０１×１０－３ ３ ６８×１０－２ ２ １８×１０－３ ３ ３５×１０－３

训练精度 ２ ４５×１０－３ ９ ９２×１０－４ ３ ５４×１０－３ １ ４７×１０－３ ３ ２８×１０－３ １ ５２×１０－３

预测精度 ２ ０３×１０－３ １ ９８×１０－３ ２ ０１×１０－３ ３ ６５×１０－３ ２ ０４×１０－３ ２ ７３×１０－３

图 ５　 预测效果比较

Ｆｉｇ．５　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ
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曲线的偏差较小。 在 ４６０ ｓ 奇异值数据出现之后，
ＯＳ⁃ＥＬＭ的预测效果均受到了不同程度的影响，然而

ＯＳＲＣＣ⁃ＥＬＭ 的预测的精度保持稳定，因此本方法相

较于现有方法对含奇异值信号仍具有很好的预测效

果。 图 ６ 所示为几种算法的训练时间与预测时间，从
图 ６ 中可以看出几种算法的训练时间与预测时间相

当。 因此 ＯＳＲＣＣ⁃ＥＬＭ 相 比 之 下 具 有 更 高 的 预 测

效率。

图 ６　 各算法离线训练时间与在线预测时间比较

Ｆｉｇ．６　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ｏｆｆｌｉｎｅ ｔｒａｉｎｉｎｇ ｔｉｍｅ ｃｏｎｓｕｍｐｔｉｏｎ
ａｎｄ ｏｎｌｉｎｅ ｐｒｅｄｉｃｔｉｎｇ ｔｉｍｅ ｃｏｎｓｕｍｐｔｉｏｎ

６　 ＯＳＲＣＣ⁃ＥＬＭ 算法在光电耦合器退化趋

势预测上的应用

　 　 为进一步验证算法在实际应用中的效果，本节将

ＯＳＲＣＣ⁃ＥＬＭ 用于光电耦合器的退化趋势预测中。 光电

耦合器（ｏｐｔｉｃａｌ ｃｏｕｐｌｅｒ， ＯＣ）是一种常用电子元件，可以

光为媒介的传输电信号，实现电能－光能－电能的转换，
从而隔离输入和输出信号。 ＯＣ 的工作电路如图 ７ 所示，
其中工作电压下发光二极管中的电流与光敏三极管的电

流的比值被定义为电流传输比 （ ｃｕｒｒｅｎｔ ｔｒａｎｓｆｅｒ ｒａｔｉｏ，
ＣＴＲ），是用于衡量 ＯＣ 可靠性的重要指标。 当 ＣＴＲ 小于

５０％时，ＯＣ 功耗增加，从而影响器件的正常输出。 同时，
伴随 ＯＣ 的使用时间变长，ＣＴＲ 会逐渐降低产生退化。
因此，对于 ＣＴＲ 的实时预测在 ＯＣ 的健康管理中起到了

重要的作用。

图 ７　 ＯＣ 工作电路

Ｆｉｇ．７　 Ｔｈｅ ｏｐｅｒａｔｉｎｇ ｃｉｒｃｕｉｔ ｏｆ ＯＣ

本文对贮存状态下的 ＧＤ３１０ 系列 ＯＣ 进行了 ＣＴＲ
实时预测。 通过图 ８ 所示各模型产生的预测曲线比较可

以看出，对于单步预测，ＥＬＭ 模型相较于 ＲＶＭ 模型在精

度上有明显的优势，离线预测方法 ＲＣＣ⁃ＥＬＭ 由于仅对离

线数据进行了训练，因此无法准确捕捉光电耦合器在退

化时的数据规律，因此几乎无法进行可靠的预测。 ＥＳＥＰ⁃
ＥＬＭ、ＯＳＥＬＭ、ＭＯＳ⁃ＥＬＭ 可以有效的对模型进行合理预

测，然而受到数据中的噪声影响，预测结果波动较大，在
部分节点上存在较大的误差。 相较而言，本文方法克服

了噪声的影响，但不预测可以达到 ９ ６５×１０－５的精度，预
测曲线能够准确地反映故障的退化趋势，且预测曲线无

较大的波动，预测效果稳定。
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图 ８　 预测效果比较

Ｆｉｇ．８　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ

同时，在三步预测和五步预测中，ＯＳＲＣＣ⁃ＥＬＭ 相较

于其他算法，具有更加稳定的预测效果。 然而，对于五步

预测，受到训练样本个数和累计预测误差的影响，算法的

预测精度受到一定的影响。
ＯＳＲＣＣ⁃ＥＬＭ 算法与相关算法的预测精度和时间消

耗如表 ３ 所示。 从精度指标上来看，ＥＬＭ 模型的算法相

　 　 　 　

较于 ＲＶＭ 模型有较高的优势，在预测时间上几种算法的

预测效果相当。 尽管 ＲＣＣ⁃ＥＬＭ 在部分多步预测中具有

最快的预测速度，然而其预测误差随着预测步数的增加

出现了明显的上升。 综合来看，ＯＳＲＣＣ⁃ＥＬＭ 在多数情况

下能在较短的时间内达到最优的预测精度。
表 ４ 所示为 ＯＳＲＣＣ⁃ＥＬＭ 的预测值与真实值之间

的对比效果。 由表 ４ 可以看出 ＯＳＲＣＣ⁃ＥＬＭ 可以有效

地给出 ＣＴＲ 的预测值，且在五步预测的范围内能达到

很高的精度。 同时，对于 ＯＳＲＣＣ⁃ＥＬＭ 在各个时间点下

的预测时间极短，可以达到在线预测的应用要求。 图 ９
所示为 ＯＳＲＣＣ⁃ＥＬＭ 在多步预测下的预测效果，可以看

出，算法在一至五步预测下能达到较高的预测精度，预
测结果基本反映光电耦合器 ＣＴＲ 的变化趋势。 图 １０
比较了各个方法对各样本的预测误差，可以看出，５ 种

方法在前 ５ 个样本点上的预测误差均较低，然而在后

面的 样 本 点 信 息 可 以 看 出 ＲＶＭ， ＲＣＣ⁃ＥＬＭ， ＥＳＥＰ⁃
ＥＬＭ，ＯＳＥＬＭ 和 ＭＯＳ⁃ＥＬＭ 均出现了预测精度降低的现

象，而 ＯＳＲＣＣ⁃ＥＬＭ 的预测精度相对稳定，说明了算法

具有稳定反映数据变化趋势的能力，提供可靠的预测

结果。

表 ３　 算法精度与时间比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｔｉｍｅ ｃｏｎｓｕｍｐｔｉｏｎ ａｍｏｎｇ ａｌｇｏｒｉｔｈｍｓ

算法 ＲＶＭ ＲＣＣ⁃ＥＬＭ ＥＳＥＰ⁃ＥＬＭ ＯＳＥＬＭ ＭＯＳＥＬＭ ＯＳＲＣＣＥＬＭ

离线训练精度

单步预测精度

二步预测精度

三步预测精度

四步预测精度

五步预测精度

六步预测精度

七步预测精度

八步预测精度

训练精度 ４ ７３×１０－３ ４ ６８×１０－５ １ ８８×１０－４ ４ ６１×１０－５ ４ ６８×１０－５ ４ ６１×１０－５

训练时间 ／ ｓ ６ ９８６ ×１０－１ ２ ９７２ ×１０－１ ５ １１３ ×１０－２ ８ １５×１０－３ ３ ７６４ ×１０－２ ９ ６４×１０－３

实时预测精度 １ １２×１０－１ ６ ７６×１０－４ ２ ６２×１０－４ １ ９１×１０－４ １ ８８×１０－４ ９ ６５×１０－５

预测时间 ／ ｓ ３ ０８×１０－１ ３ ４７×１０－２ ３ ４６２ ×１０－２ ５ ０８５ ×１０－１ ５ ５８０ ３×１０－１ ４ ５３９ ４×１０－１

实时预测精度 １ １７×１０－１ １ ３３×１０－３ ７ ７８×１０－２ ６ １７×１０－４ １ ４０×１０－３ ３ ４３×１０－４

预测时间 ／ ｓ ２ ５３×１０－１ １ ０９×１０－２ ８ ６７×１０－２ ５ ８５×１０－２ ４ １８×１０－２ ２ １６×１０－３

实时预测精度 １ ０４×１０－１ １ ７５×１０－３ ３ ３８×１０－１ ５ １０×１０－３ ４ １７×１０－２ ５ ７４×１０－４

预测时间 ／ ｓ ２ ６８３ ×１０－１ １ ２１×１０－２ ２ ５６×１０－２ １ ４２１ ×１０－１ ６ ７９２ ９×１０－２ ２ ８５×１０－３

实时预测精度 １ １７×１０－１ ２ ０７×１０－３ ８ １８×１０－１ ８ ００×１０－４ ４ ９０×１０－３ ９ ８６×１０－４

预测时间 ／ ｓ ２ ８８１ ８×１０－１ ２ ７８×１０－２ ３ ４２×１０－２ ５ ６６×１０－２ ７ ３２×１０－２ ２ ２７９ ×１０－３

实时预测精度 １ ４１×１０－１ ３ １７×１０－３ １ ６０×１０－２ １ ３０×１０－３ １ ９９×１０－３ １ ４０×１０－３

预测时间 ／ ｓ ２ ４６２ ×１０－１ ９ ４５×１０－３ ２ ７４×１０－２ ５ １２×１０－２ ７ ７８×１０－２ １ ３９８ ×１０－２

实时预测精度 １ ６２×１０－１ ４ ８２×１０－３ ２ ７８×１００ ２ ００×１０－３ ４ １３×１００ １ ９０×１０－３

预测时间 ／ ｓ ３ ３１×１０－１ ７ ７３×１０－３ ３ ０９×１０－２ ６ ６５８ ×１０－２ ２ １１×１０－２ ３ ８３×１０－３

实时预测精度 １ ０５×１０－１ ７ １０×１０－３ ４ ５０×１００ ２ ７０×１０－３ ８ １９×１００ ２ ４０×１０－３

预测时间 ３ ６２×１０－１ ３ ４４×１０－２ ２ ９２×１０－２ １ １８４ ×１０－２ １ ５０×１０－２ ２ ５７×１０－４

实时预测精度 ４ ４１×１０－１ ９ ４７×１０－３ ７ ０１×１００ ２ ９０×１０－３ ２ ４０×１０－３ ２ ８０×１０－３

预测时间 ／ ｓ ４ ０１×１０－１ ９ ５０×１０－３ １ ９８×１０－２ ５ ６２×１０－３ ７ ６０×１０－３ ２ ７１×１０－３
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表 ４　 ＯＳＲＣＣ⁃ＥＬＭ 的预测效果

Ｔａｂｌｅ ４　 Ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＯＳＲＣＣ⁃ＥＬＭ

参数
时间点

１１ １２ １３ １４ １５ １６ １７ １８ １９ ２０

实际值 ８７ ２ ８６ ９ ８５ ８５ ８ ８５ ４３ ８５ ３６ ８４ ２３ ８３ ５１ ８２ ８０５ ３ ８２ ６７６ １

一步

预测

二步

预测

三步

预测

四步

预测

五步

预测

预测时间 ／ ｓ １ ５３×１０－３ １ ５０×１０－４ １ １０×１０－５ ２ １０×１０－５ １ ６０×１０－５ ２ ９０×１０－５ ２ ８０×１０－５ １ ６０×１０－５ １ ６０×１０－５ １ ７０×１０－５

预测值 ８７ ６５５ ２１６ ９４ ８７ ５４７ ４ ８７ ３１９ １４ ８４ ３４０ ８６ ８７ ０４６ ９１ ８５ ３７９ ５８ ８５ ２５９ ７４ ８１ ７４２ ３３ ８４ ４６５ ５１ ７７ ０５７ ７６

误差 ０ ４５５ ２１６ ９４４ ０ ６４７ ３９６ ２ ３１９ １４ －１ ４５９ １４２ １ ６１６ ９０９ ０ ０１９ ５８１ １ ０２９ ７４４ －１ ７６７ ６７ １ ６６０ ２０６ －５ ６１８ ３４４

预测时间 ／ ｓ １ ７０×１０－５ ８ ２０×１０－４ ４ ３０×１０－４ １ １０×１０－５ １ ９０×１０－５ １ ５０×１０－５ １ ５０×１０－４ １ ９０×１０－５ １ ３０×１０－５ １ ３０×１０－５

预测值 ８７ ７１５ ２３３ ７９ ８７ ６７７ ３５ ８７ ６１２ ８２ ８７ ４７７ ９７ ８３ ０５５ ２２ ８７ ５０５ ３２ ８５ ３０７ ９４ ８５ １１１ ６２ ７４ ０９２ ０２ ８５ ９０９ ０８

误差 ０ ５１５ ２３３ ７９４ ０ ７７７ ３４６ ２ ６１２ ８２１ １ ６７７ ９６９ －２ ３７４ ７８４ ２ １４５ ３２ １ ０７７ ９４ １ ６０１ ６２１ －８ ７１３ ２７７ ３ ２３２ ９７５

预测时间 ／ ｓ １ ５０×１０－５ １ ６０×１０－５ １ ２４×１０－３ ２ ２０×１０－５ １ ００×１０－５ １ ８０×１０－５ １ ２０×１０－５ ３ ４０×１０－５ ２ １０×１０－５ １ ７０×１０－５

预测值 ８６ ５７２ ７０９ ３ ８７ ７１５ ４４ ８７ ６７７ ６５ ８７ ６１８ ０６ ８７ ５１４ １４ ７９ ９０９ ７９ ８７ ４６９ ９９ ８５ ２０３ ８９ ８４ ８８３ ３ ８１ ４９２ ７

误差 －０ ６２７ ２９０ ７ ０ ８１５ ４４３ ２ ６７７ ６５４ １ ８１８ ０６４ ２ ０８４ １３７ －５ ４５０ ２１１ ３ ２３９ ９９３ １ ６９３ ８９１ ２ ０７８ ００４ －１ １８３ ４０４

预测时间 ／ ｓ １ ２０×１０－５ １ ５０×１０－５ １ ６０×１０－５ １ １９×１０－３ １ ８０×１０－５ ４ ４０×１０－５ １ ７０×１０－５ １ １０×１０－５ ２ ２０×１０－５ １ ８０×１０－５

预测值 ８７ ７５０ ３９６ ３３ ８６ ５０２ ９４ ８７ ７１５ ４４ ８７ ６７７ ６６ ８７ ６１８ ３９ ８７ ５２０ ５２ ８１ ７１０ ２１ ８７ ４７６ ６３ ８５ ０４８ ０７ ８４ ５０９ ２７

误差 ０ ５５０ ３９６ ３２７ －０ ３９７ ０５８ ２ ７１５ ４４４ １ ８７７ ６５７ ２ １８８ ３８７ ２ １６０ ５２５ －２ ５１９ ７９ ３ ９６６ ６３ ２ ２４２ ７６５ １ ８３３ １７４

预测时间 ／ ｓ １ ６０×１０－５ １ ２０×１０－５ １ ３０×１０－５ １ ５０×１０－５ ２ ７４×１０－３ １ ２０×１０－５ ２ ５０×１０－５ ８ ３０×１０－５ １ １０×１０－５ ２ ６０×１０－５

预测值 ８８ ００４ ４９９ ４２ ８７ ７５１ ８１ ８６ ４０７ ４７ ８７ ７１５ ４４ ８７ ６７７ ６６ ８７ ６１８ ４１ ８７ ５２１ ５８ ８５ ６４１ ３ ８７ ４７５ ４３ ８４ ８０４ ２８

误差 ０ ８０４ ４９９ ４１７ ０ ８５１ ８０８ １ ４０７ ４６６ １ ９１５ ４４４ ２ ２４７ ６５７ ２ ２５８ ４０６ ３ ２９１ ５８２ －２ １５１ ３０３ ４ ６７０ １３３ ２ １２８ １７６

图 ９　 光电耦合器多步预测效果比较

Ｆｉｇ．９　 Ｔｈｅ ｍｕｌｔｉ⁃ｓｔｅｐ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｎ ＯＣ

图 １０　 光电耦合器的预测精度比较

Ｆｉｇ．１０　 Ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｎ ＯＣ
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７　 结　 　 论

本文针对电子器件故障趋势实时流预测中对预测趋

势准确性和预测模型更新快速性的要求，提出了 ＯＳＲＣＣ⁃
ＥＬＭ 方法。 借助相关熵对器件实时数据的局部性评估，
有效地降低了数据中奇异值和噪声对预测模型的影响。
并在此基础上建立了预测模型的动态更新方法，在实时

流预测过程中，对 ＥＬＭ 的输出层进行快速更新。 同时，
为了进一步避免器件数据中奇异值对预测模型的干扰，
建立了误差编码本记录影响模型的相关样本，并根据 Ｍ⁃
估计中的阈值隔离奇异值信息，再将这一部分信息对模

型的影响提出，从而提升算法的鲁棒性。 为验证本方法

的效果，分别在数据集仿真的实际应用中与现有的在线

预测方法进行比较。 从实验结果中可以看出，相较于其

他方法，本文方法能够更好地克服动态数据中噪声和奇

异点带来的影响，达到更高的预测精度。 同时算法的动

态更新时间能很好地满足实时流预测的应用要求。
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Ｍｅａｓｕｒｅｍｅｎｔ ＆ Ｃｏｎｔｒｏｌ，２０１６，２４（６）：１⁃７．

［ ５ ］　 周晨程，李军． 城轨车辆电气柜故障诊断方法研

究［Ｊ］． 计算机测量与控制，２０１７，２５（１０）：２３⁃２６．
ＺＨＯＵ ＣＨ ＣＨ，ＬＩ Ｊ． Ｒｅｓｅａｒｃｈ ｏｎ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｍｅｔｈｏｄ
ｏｆ ｕｒｂａｎ ｒａｉｌ ｖｅｈｉｃｌｅ ｅｌｅｃｔｒｉｃａｌ ｃａｂｉｎｅｔ ［ Ｊ ］． Ｃｏｍｐｕｔｅｒ

Ｍｅａｓｕｒｅｍｅｎｔ ＆ Ｃｏｎｔｒｏｌ，２０１７，２５（１０）：２３⁃２６．
［ ６ ］　 邓宁，宋森森，羿昌宇． 软件无线电系统综合诊断平台

设计与实现［Ｊ］． 电子测量与仪器学报，２０１６，２９（６）：
９６８⁃９７４．
ＤＥＮＧ Ｎ， ＳＯＮＧ Ｓ Ｓ， ＹＩ ＣＨ Ｙ． Ｄｅｓｉｇｎ ａｎｄ
ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｏｆ ｓｏｆｔｗａｒｅ ｒａｄｉｏ ｓｙｓｔｅｍ ｉｎｔｅｇｒａｔｅｄ
ｄｉａｇｎｏｓｔｉｃ ｐｌａｔｆｏｒｍ ［ Ｊ ］． Ｊｏｕｒｎａｌ ｏｆ Ｅｌｅｃｔｒｏｎｉｃ
Ｍｅａｓｕｒｅｍｅｎｔ ａｎｄ Ｉｎｓｔｒｕｍｅｎｔａｔｉｏｎ，２０１６，２９（６）：９６８⁃９７４．

［ ７ ］　 年夫顺． 关于故障预测与健康管理技术的几点认

识［Ｊ］． 仪器仪表学报，２０１８，３９（８）：１⁃１４．
ＮＩＡＮ Ｆ ＳＨ． Ｓｏｍｅ ｕｎｄｅｒｓｔａｎｄｉｎｇｓ ａｂｏｕｔ ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ
ａｎｄ ｈｅａｌｔｈ ｍａｎａｇｅｍｅｎｔ ｔｅｃｈｎｏｌｏｇｙ［ Ｊ］． Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ
ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔａｔｉｏｎ，２０１８，３９（８）：１⁃１４．

［ ８ ］　 姚芳，马静，唐圣学，等． ＩＧＢＴ 模块键合损伤机理、演
化规律及状态监测［Ｊ］． 仪器仪表学报，２０１９，４０（４）：
８８⁃９９．
ＹＡＯ Ｆ，ＭＡ Ｊ，ＴＡＮＧ ＳＨ Ｘ，ｅｔ ａｌ． ＩＧＢＴ ｍｏｄｕｌｅ ｂｏｎｄｉｎｇ
ｄａｍａｇｅ ｍｅｃｈａｎｉｓｍ， ｅｖｏｌｕｔｉｏｎ ｌａｗ ａｎｄ ｃｏｎｄｉｔｉｏｎ
ｍｏｎｉｔｏｒｉｎｇ［Ｊ］． Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ，
２０１９，４０（４）：８８⁃９９．

［ ９ ］　 吴天舒，陈蜀宇，吴明．基于应力波分析的状态监控与

故障预测研究 ［ Ｊ］． 仪器仪表学报，２０１７，３８ （ １２）：
３０６１⁃３０７０．
ＷＵ Ｔ ＳＨ，ＣＨＥＮ ＳＨ Ｙ，ＷＵ Ｍ． Ｒｅｓｅａｒｃｈ ｏｎ ｃｏｎｄｉｔｉｏｎ
ｍｏｎｉｔｏｒｉｎｇ ａｎｄ ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｓｔｒｅｓｓ ｗａｖｅ
ａｎａｌｙｓｉｓ ［ Ｊ］． Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ，
２０１７，３８（１２）：３０６１⁃３０７０．

［１０］　 梁远远，杨生胜，文轩，等．脉冲涡流无损检测中缺陷定

量化技术研究 ［ Ｊ］． 仪器仪表学报，２０１８，３９ （ １１）：
７０⁃７８．
ＬＩＡＮＧ Ｙ Ｙ，ＹＡＮＧ ＳＨ ＳＨ，ＷＥＮ Ｘ，ｅｔ ａｌ． Ｒｅｓｅａｒｃｈ ｏｎ
ｄｅｆｅｃｔ ｑｕａｎｔｉｆｉｃａｔｉｏｎ ｔｅｃｈｎｏｌｏｇｙ ｉｎ ｐｕｌｓｅｄ ｅｄｄｙ ｃｕｒｒｅｎｔ
ｎｏｎｄｅｓｔｒｕｃｔｉｖｅ ｔｅｓｔｉｎｇ ［ Ｊ］． Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ
Ｉｎｓｔｒｕｍｅｎｔ，２０１８，３９（１１）：７０⁃７８．

［１１］　 ＭＯＨＡＭＭＡＮＤ Ｓ， ＳＵＲＥＳＨ Ｐ， ＡＬＩＲＥＺＡ Ａ， ｅｔ ａｌ．
Ｄｅｖｅｌｏｐｉｎｇ ｐｒｏｇｎｏｓｔｉｃ ｍｏｄｅｌｓ ｕｓｉｎｇ ｄｕａｌｉｔｙ ｐｒｉｎｃｉｐｌｅｓ ｆｏｒ
ＤＣ⁃ｔｏ⁃ＤＣ ｃｏｎｖｅｒｔｅｒｓ ［ Ｊ ］． ＩＥＥＥ Ｔｒａｎｓ Ｐｏｗｅｒ Ｅｌｅｃｔ，
２０１５，３０（５）：２８７２⁃２８８４．

［１２］　 ＤＡＥＩＬ Ｋ， ＪＥＯＮＧＡＨ Ｙ． Ａ ｍｏｄｅｌ⁃ｂａｓｅｄ ｐｒｏｇｎｏｓｔｉｃ
ａｐｐｒｏａｃｈ ｔｏ ｐｒｅｄｉｃｔ ｉｎｔｅｒｃｏｎｎｅｃｔ ｆａｉｌｕｒｅ ｕｓｉｎｇ ｉｍｐｅｄａｎｃｅ
ａｎａｌｙｓｉｓ ［ Ｊ ］． Ｊｏｕｒｎａｌ ｏｆ Ｍｅｃｈａｎｉｃａｌ Ｓｃｉｅｎｃｅ ａｎｄ
Ｔｅｃｈｎｏｌｏｇｙ， ２０１６，３０（１０）：４４４７⁃４４５２．

［１３］　 许丽佳，龙兵，王厚军．基于 ＬＳＳＶＭ⁃ＨＭＭ 的发射机故

障预测研究［Ｊ］．仪器仪表学报，２００８，２９（１）：２１⁃２６．
ＸＵ Ｌ Ｊ，ＬＯＮＧ Ｂ，ＷＡＮＧ Ｈ Ｊ． Ｒｅｓｅａｒｃｈ ｏｎ ｔｒａｎｓｍｉｔｔｅｒ
ｆａｕｌｔ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＬＳＳＶＭ⁃ＨＭＭ ［ Ｊ ］． Ｃｈｉｎｅｓｅ
Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ，２００８，２９（１）：２１⁃２６．

［１４］　 胡友涛，胡昌华．一种基于 ＧＡ 优化小波 ＬＳ⁃ＳＶＲ 的实
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时寿命预测方法［Ｊ］． 南京航空航天大学学报，２０１１，
４３（Ｓ）：２０３⁃２０６．
ＨＵ Ｙ Ｔ，ＨＵ ＣＨ Ｈ． Ａ ｒｅａｌ⁃ｔｉｍｅ ｌｉｆｅ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ
ｂａｓｅｄ ｏｎ ＧＡ ｏｐｔｉｍｉｚｅｄ ｗａｖｅｌｅｔ ＬＳ⁃ＳＶＲ［ Ｊ］． Ｊｏｕｒｎａｌ ｏｆ
Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ａｅｒｏｎａｕｔｉｃｓ ａｎｄ Ａｓｔｒｏｎａｕｔｉｃｓ，
２０１１，４３（Ｓ）：２０３⁃２０６．

［１５］　 刘月峰，赵光权，彭喜元． 锂离子电池循环寿命的融

合预 测 方 法 ［ Ｊ］ ． 仪 器 仪 表 学 报， ２０１５， ３６ （ ７）：
１４６２⁃１４６９．
ＬＩＵ Ｙ Ｆ， ＺＨＡＯ Ｇ Ｑ， ＰＥＮＧ Ｘ Ｙ． Ｆｕｓｉｏｎ ｐｒｅｄｉｃｔｉｏｎ
ｍｅｔｈｏｄ ｆｏｒ ｃｙｃｌｅ ｌｉｆｅ ｏｆ ｌｉｔｈｉｕｍ ｉｏｎ ｂａｔｔｅｒｙ［ Ｊ］． Ｃｈｉｎｅｓｅ
Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ，２０１５，３６（７）：１４６２⁃１４６９．

［１６］　 余永维，杜柳青． 深度学习框架下数控机床运动误差

溯因方法［Ｊ］． 仪器仪表学报，２０１９，４０（１）：２８⁃３４．
ＹＵ Ｙ Ｗ，ＤＵ Ｌ Ｑ． Ｔｒａｃｉｎｇ ｍｅｔｈｏｄ ｏｆ ｍｏｔｉｏｎ ｅｒｒｏｒ ｏｆ ＣＮＣ
ｍａｃｈｉｎｅ ｔｏｏｌｓ ｕｎｄｅｒ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｆｒａｍｅｗｏｒｋ ［ Ｊ ］．
Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ，２０１９，４０（ １）：
２８⁃３４．

［１７］　 施文，陆宁云，姜斌，等． 数据驱动的地铁车门微小故

障智能诊断方法［ Ｊ］． 仪器仪表学报，２０１９，４０（６）：
１９２⁃２０１．
ＳＨＩ Ｗ，ＬＵ Ｎ Ｙ，ＪＩＡＮＧ Ｂ，ｅｔ ａｌ． Ｄａｔａ⁃ｄｒｉｖｅｎ ｉｎｔｅｌｌｉｇｅｎｔ
ｄｉａｇｎｏｓｉｓ ｍｅｔｈｏｄ ｆｏｒ ｓｍａｌｌ ｆａｕｌｔｓ ｏｆ ｓｕｂｗａｙ ｄｏｏｒｓ ［ Ｊ］．
Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ，２０１９，４０（ ６）：
１９２⁃２０１．

［１８］　 ＬＩＵ Ｈ，ＭＩ Ｘ Ｗ，ＬＩ Ｙ Ｆ，ｅｔ ａｌ． Ｓｍａｒｔ ｗｉｎｄ ｓｐｅｅｄ ｄｅｅｐ
ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｍｕｌｔｉ⁃ｓｔｅｐ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ ｕｓｉｎｇ ｓｉｎｇｕｌａｒ
ｓｐｅｃｔｒｕｍ ａｎａｌｙｓｉｓ， ｃｏｎｖｏｌｕｔｉｏｎａｌ ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔ
ｎｅｔｗｏｒｋ ａｎｄ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｅｇｒｅｓｓｉｏｎ ［ Ｊ］． Ｒｅｎｅｗａｂｌｅ
Ｅｎｅｒｇｙ，２０１９，１４３：８４２⁃８５４．

［１９］　 ＰＥＴＥＲ Ｏ’Ｄ，ＣＯＬＭ Ｇ，ＫＥＶＩＮ Ｌ，ｅｔ ａｌ． Ａ ｃｏｍｐａｒｉｓｏｎ ｏｆ
ｆｏｇ ａｎｄ ｃｌｏｕｄ ｃｏｍｐｕｔｉｎｇ ｃｙｂｅｒ⁃ｐｈｙｓｉｃａｌ ｉｎｔｅｒｆａｃｅｓ
ｆｏｒＩｎｄｕｓｔｒｙ４ ０ ｒｅａｌ⁃ｔｉｍｅ ｅｍｂｅｄｄｅｄ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ
ｅｎｇｉｎｅｅｒｉｎｇ ａｐｐｌｉｃａｔｉｏｎｓ ［ Ｊ ］． Ｃｏｍｐｕｔｅｒｓ ｉｎ Ｉｎｄｕｓｔｒｙ，
２０１９，１１０：１２⁃３５．

［２０］　 ＳＡＤＥＫＬＡ Ｉ， ＪＡＣＫＥＹ Ｋ， ＫＥＶＩＮ Ｌ， ｅｔ ａｌ． Ｅｍｐｉｒｉｃａｌ
ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ ｆｏｒ ａｄａｐｔｉｖｅ ｒｅｓｏｕｒｃｅ ｐｒｏｖｉｓｉｏｎｉｎｇ ｉｎ
ｔｈｅ ｃｌｏｕｄ ［ Ｊ ］． Ｆｕｔｕｒｅ Ｇｅｎｅｒａｔｉｏｎ Ｃｏｍｐｕｔｅｒ Ｓｙｓｔｅｍｓ，
２０１２，２８：１５５⁃１６２．

［２１］　 ＨＵＡＮＧ Ｇ Ｂ， ＺＨＵ Ｑ Ｙ， ＳＩＥＷ Ｃ Ｋ． Ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ
ｍａｃｈｉｎｅ： Ｔｈｅｏｒｙ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓ［ Ｊ］． Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，
２００６，７０：４８９⁃５０１．

［２２］　 ＺＨＡＮＧ ＣＨ， ＬＩＭ Ｐ， ＱＩＮ Ａ Ｋ， ｅｔ ａｌ． Ｍｕｌｔｉｏｂｊｅｃｔｉｖｅ
ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋｓ ｅｎｓｅｍｂｌｅ ｆｏｒ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ
ｅｓｔｉｍａｔｉｏｎ ｉｎ ｐｒｏｇｎｏｓｔｉｃｓ ［ Ｊ ］． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ ａｎｄ Ｌｅａｒｎｉｎｇ Ｓｙｓｔｅｍｓ， ２０１７， ２８（１０）：
２３０６⁃２３１８．

［２３］　 ＹＯＮＧＢＩＮ Ｌ，ＢＩＮＧ Ｈ，ＦＡＮＧ Ｌ，ｅｔ ａｌ． Ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ

ｌｉｆｅ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇｓ ｕｓｉｎｇ ＰＳＲ， ＪＡＤＥ ａｎｄ
ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ［Ｊ］． Ｍａｔｈｅｍａｔｉｃａｌ Ｐｒｏｂｌｅｍｓ ｉｎ
Ｅｎｇｉｎｅｅｒｉｎｇ，２０１６：１⁃１３．

［２４］　 ＷＡＮ Ｊ， ＴＡＮＧ Ｓ， ＬＩ Ｄ， ｅｔ ａｌ． Ａ ｍａｎｕｆａｃｔｕｒｉｎｇ ｂｉｇ ｄａｔａ
ｓｏｌｕｔｉｏｎ ｆｏｒ ａｃｔｉｖｅ ｐｒｅｖｅｎｔｉｖｅ ｍａｉｎｔｅｎａｎｃｅ ［ Ｊ ］． ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｄｕｓｔｒｉａｌ Ｉｎｆｏｒｍａｔｉｃｓ， ２０１７， １３ （ ４）：
２０３９⁃２０４７．
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